
FAKULTA MATEMATIKY, FYZIKY A INFORMATIKYUNIVERZITY KOMENSK�EHO�USTAV INFORMATIKY

U�enie bezkontextov�eho jazyka Lanbnpomoou rekurentnej BCM neur�onovej sieteDiplomov�a pr�aa

Vypraoval: Svorad �Stol Jr.�Skolite�l: Igor Farka�s, PhDBRATISLAVA 2001



�Cestne prehlasujem, �ze predkladan�u pr�au som vypraoval samostatnes pou�zit��m literat�ury uvedenej v zozname. .......................................
Bratislava, apr��l 2001.



Obsah
1 �Uvod do problematiky 31.1 Motiv�aia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31.2 Ekvivalenia form�alnyh automatov a neur�onov�yh siet�� . . . . 51.2.1 Kone�n�e automaty . . . . . . . . . . . . . . . . . . . . 51.2.2 Z�asobn��kov�e automaty . . . . . . . . . . . . . . . . . . 51.2.3 Turingove stroje . . . . . . . . . . . . . . . . . . . . . . 61.3 Presnos�t aritmetiky . . . . . . . . . . . . . . . . . . . . . . . . 61.4 Pr��stupy zhora-nadol a zdola-nahor . . . . . . . . . . . . . . . 61.5 Modely u�en�e pomoou u�ite�la . . . . . . . . . . . . . . . . . . 71.5.1 Rekurentn�a autoasoiat��vna pam�a�t . . . . . . . . . . . 71.5.2 Jednoduh�e rekurentn�e siete . . . . . . . . . . . . . . . 71.5.3 Jednoduh�e rekurentn�e siete a genetik�e algoritmy . . . 81.6 Samoorganiz�aia . . . . . . . . . . . . . . . . . . . . . . . . . 81.6.1 Samoorganizuj�ue sa s�emantik�e mapy . . . . . . . . . 91.6.2 Predikia komplexn�yh postupnost�� pomoourekurentnej BCM siete . . . . . . . . . . . . . . . . . . 102 Teoretik�e podklady 122.1 Ot�azky a v�yhodisk�a . . . . . . . . . . . . . . . . . . . . . . . 122.2 Rekurentn�a BCM sie�t . . . . . . . . . . . . . . . . . . . . . . . 132.2.1 Arhitekt�ura siete . . . . . . . . . . . . . . . . . . . . . 132.2.2 BCM u�enie . . . . . . . . . . . . . . . . . . . . . . . . 142.3 Predikia vs. akept�aia . . . . . . . . . . . . . . . . . . . . . 172.3.1 Pravdepodobnostn�e predik�n�e modely . . . . . . . . . 182.3.2 Kon�strukia predik�n�eho modelu . . . . . . . . . . . . 192.3.3 Miery �uspe�snosti predik�n�yh modelov . . . . . . . . . 192.4 Anal�yza dynamiky siete . . . . . . . . . . . . . . . . . . . . . 212.4.1 Lineariza�n�a met�oda . . . . . . . . . . . . . . . . . . . 221



OBSAH 23 Experiment 243.1 Tr�enovaia a testovaia mno�zina . . . . . . . . . . . . . . . . . 243.2 Parametre tr�enovania . . . . . . . . . . . . . . . . . . . . . . . 253.3 V�ysledky . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 254 Anal�yza stavov�eho priestoru 304.1 Sie�t 1: Cyklik�a dynamika . . . . . . . . . . . . . . . . . . . . 304.2 Sie�t 2: ,,Cik-ak" dynamika . . . . . . . . . . . . . . . . . . . 365 Diskusia 425.1 Akept�aia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 425.2 Generaliz�aia . . . . . . . . . . . . . . . . . . . . . . . . . . . 435.3 Z�aver . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43A De�n��ia dynamik�eho syst�emu 47



Kapitola 1�Uvod do problematiky
1.1 Motiv�aia�Casto diskutovanou t�emou v oblasti umelej inteligenie je spraovanieprirodzen�eho jazyka. Ide o netrivi�alny mehanizmus anal�yzy �asovoz�avisl�yh d�at so zlo�zitou vn�utornou �strukt�urou. V s�u�asnosti existujeviaero pari�alnyh rie�sen��, ktor�e s�u zalo�zen�e na klasik�yh symbolik�yhmet�odah (vy�z��vaj�uih te�oriu fom�alnyh jazykov a automatov), alebo nadistribuovan�yh subsymbolik�yh mehanizmoh (napr. umel�e neur�onov�esiete �i kol�onie agentov). �Strukt�ura viet prirodzen�eho jazyka je vov�seobenosti zlo�zitej�sia ako line�arne usporiadanie slov. Dokona je mo�znon�ajs�t jazyky, ktor�yh generat��vna sila presahuje mo�znosti bezkontextov�yhgramat��k.Klasik�ym pr��stupom k spraovaniu syntaxe prirodzen�eho jazyka s�ukone�n�e automaty (Finite State Automata, FSA) (pr��p. ih roz�s��renia).Spraovanie prebieha na symbolikej b�aze, v�ypo�et je determinovan�ydiskr�etnymi vn�utorn�ymi stavmi a z�avislos�tami prehodov medzi nimi.Tak�yto pr��stup mo�zno �lahko formalizova�t, av�sak jeho plastiita je zna�neobmedzen�a.V kontraste ku klasik�ym pr��stupom, paraleln�e distribuovan�e spraovanie(Paralel Distributed Proessing, PDP) pon�uka radik�alne odli�sn�y poh�lad naprobl�emov�u oblas�t. �Ludsk�y kognit��ny apar�at sa z biologik�eho poh�ladupodob�a skôr distribuovan�emu syst�emu prauj�uemu na paralelnej b�aze,ako sekven�n�emu symbolik�emu syst�emu. Neuron�alne �strukt�ury v mozgusa vyzna�uj�u mohutnou plastiitou a robustnos�tou, �o je v kontradikii sklasik�ymi pr��stupmi pomoou FSA. Rekurentn�e neur�onov�e siete (Reurrent3



KAPITOLA 1. �UVOD DO PROBLEMATIKY 4Neural Networks, RNN) s�u typik�ym pr��kladom distribuovan�yh syst�emovshopn�yh spraov�ava�t �asov�e sekvenie. Na RNN mo�zno tie�z h�ladie�t akona neline�arny dynamik�y syst�em so spojit�ym priestorom vn�utorn�ym stavova diskr�etnym �asom. Z toto uhla poh�ladu je sie�t spra�uvaj�ua �asov�e vzorypr��kladom dynamik�eho rozpozn�ava�a [13℄.V s�uvislosti s neur�onov�ymi sie�tami (NN), ako mehanizmom vhodn�ymna spraov�avanie lingvistik�yh d�at, je tie�z potrebn�e zaobera�t sa met�odouu�enia, �i�ze spôsobom modi�k�aie vn�utorn�yh v�ah siete. Klasik�ym,dobre preb�adan�ym pr��stupom, je u�enie pomoou u�ite�la. Zalo�zen�e jeoby�ajne na algoritmoh minimalizuj�uih hybov�u funkiu siete, v�ahy s�umodi�kovan�e v smere klesaj�ueho gradientu hyby. Existuje tu �stat�ut u�ite�la,ktor�eho �ulohou je usmer�nova�t u�enie ,,spr�avnym" smerom, t.j. smeromved�uim ku (glob�alnemu) minimu hyby. Druhou ve�lkou triedou u�iaihmehanizmov s�u met�ody zalo�zen�e na prin��poh samoorganiz�aie. U�enieprebieha bez expliitnej inform�aie o spr�avnosti v�ystupov, v�yhradne naz�aklade �statistik�yh vlastnost�� vstupn�yh d�at. Tento pr��stup je motivovan�ybiologikou realitou, ktor�a sa vz�tahuje na kortik�alne oblasti �ludsk�eho mozgu.Mozgov�a kôra vykazuje zauj��mav�e �rty priestorov�eho usporiadania (tzv.mapy). Existuj�u tu toti�z oblasti, zahyt�avaj�ue topologik�ym spôsobompodobnos�t �i s�uvislosti, medzi jednotliv�ymi podnetmi (napr. t�onovobl��zke stimuly vyvol�avaj�u aktivitu v bl��zkyh zhlukoh neur�onov). �Co jezauj��mav�e, tieto mapy sa formuj�u spont�anne, samoorganizovane, iba naz�aklade extern�yh podnetov.V tejto pr�ai sa budeme bli�z�sie zaobera�t vlastnos�tami konkr�etnehorekurentn�eho neuron�alneho modelu u�iaeho sa bez u�ite�la, konkr�etnerekurentnou BCM sie�tou s later�alnou inhib��iou (Reurrent BCM Network,RBCMN) [18℄. Jednoduh�y model BCM neur�onu bol navrhnut�y so z�amerommodelova�t spr�avanie vizu�alnej kôry [2℄. Jeho k�l�u�ovou vlastnos�tou jedynamik�y prah ovplyv�nuj�ui zmenu synaptik�yh v�ah. Uk�azalo sa [18℄,�ze RBCM sie�t je shopn�a predikova�t ist�e, nie trivi�alne, �asov�e sekveie sporovnate�lnou �uspe�snos�tou ako jednoduh�e rekurentn�e siete u�en�e tradi�n�ymspôsobom. Mo�zno teda predpoklada�t, �ze modely u�en�e bez u�ite�la maj�upodobn�u silu ako modely u�en�e pomoou neho.Vn�utorn�e reprezent�aie vytvoren�e rôznymi u�iaimi mehanizmamisa mô�zu navz�ajom zna�ne l���si�t. �Castou met�odou popisu vn�utorn�yhreprezent�a�� je anal�yza dynamiky siete, pou�zit��m apar�atu dynamik�yhsyst�emov.



KAPITOLA 1. �UVOD DO PROBLEMATIKY 5V pr�aah [15℄ a [19℄ boli detailne analyzovan�e niektor�e z typik�yhreprezent�ai�� ur�it�yh po���tadlov�yh jazykov. Uk�azalo sa, �ze �uspehtrenovania zavis�� od rôznyh faktorov. Za ist�yh okolnost�� v�sak tr�enovaniedospelo k uspokojiv�ym v�ysledkom.Amb��iou tejto pr�ae je pop��sa�t povahu vn�utorn�yh reprezent�ai�� jazykaLanbn vyvinut�yh RBCM sie�tou, �i�ze rekurentn�ym modelom u�en�ym bezu�ite�la.1.2 Ekvivalenia form�alnyh automatov aneur�onov�yh siet��1.2.1 Kone�n�e automatyPod�la te�orie form�alnyh jazykov [6℄ s�u kone�n�e automaty shopn�espraov�ava�t nanajv�y�s triedu regul�arnyh jazykov (R). Vypl�yva to zkone�n�eho po�tu vn�utorn�yh stavov a symbolov praovnej abeedy. Mo�znotie�z uk�aza�t ekvivaleniu medzi deterministik�ym a nedeterministik�ym FSA[6℄. Rekurentn�u neur�onov�u sie�t ekvivalentn�u ku deterministik�emu automatuo n stavoh a m symboloh mo�zno kon�strukt��vne zostrojit pomoou O(n)neur�onov a O(mn) v�ah [11℄. Uk�azalo sa, �ze siete tr�enovan�e na predikiuregul�arnyh jazykov s�u shopn�e simulova�t i �innos�t nekone�n�yh automatov.1.2.2 Z�asobn��kov�e automatyJazyk Lanbn , �i�ze jazyk ,,entr�alne uz�atvorkovan�yh v�yrazov", v�sak nepatr��do triedy R, ale do triedy bezkontextov�yh jazykov LCF . Preto je na jehoakept�aiu nutn�y minim�alne zasobn��kov�y automat (Push-Down Automaton,PDA). Automaty tohoto druhu sa vyzna�uj�u extern�ym m�ediom typu FIFO,nekone�nej h�lbky, na ktor�e mo�zno po�as v�ypo�tu uklada�t a sp�atne z neho���ta�t pomon�e inform�aie. Podobne ako kone�n�e automaty, PDA mo�znopriamo konvertova�t na ekvivalentn�u rekurentn�u sie�t. Cel�y neuron�alnyz�asobn��kov�y automat mo�zno rozdeli�t na tri prepojen�e moduly. Prv�yzodpoved�a riadiaemu kone�n�emu automatu, �dal�sie dva realizuj�u funkiez�asobn��ka (,,push" a ,,pop").



KAPITOLA 1. �UVOD DO PROBLEMATIKY 61.2.3 Turingove strojeNajsilnej�s��m z tradi�n�yh v�ypo�tov�yh modelov je Turingov stroj (TS),akeptuj�ui triedu rekurz��vne vy���sliteln�yh jazykov LRE. TS sa pova�zujeza v�seoben�y formalizmus algoritmu. Jeho sila je v�a��sia ako sila s�u�asn�yhpo���ta�ov, pr�ave z dôvodu neobmedzenosti v�ypo�tovej pam�ate. V�yskumv oblasti dynamik�yh syst�emov a RNN uk�azal, �ze mo�zno zostroji�t sie�tsimuluj�uu univerz�alny Turingov stroj [17℄. V dôkaze sa vyu�z��va mo�znos�tulo�zi�t nekone�ne ve�lk�u inform�aiu do stavov�eho priestoru a dynamiky siete.1.3 Presnos�t aritmetikyProblematik�a situ�aia nast�ava v pr��pade, ke�d presnos�t aritmetiky,vyu�z��vanej v simula�nom prostred��, prestane by�t posta�uj�ua. Kon�struovan�eneur�onov�e siete potom prest�avaj�u by�t ekvivalentnou alternat��vou kuklasik�ym symbolik�ym syst�emom. Z ist�eho poh�ladu s�u v�sak vzniknut�eomyly pr��nosom pre el�y syst�em. Prirodzen�a inteligenia toti�z nie je fenom�enskladaj�ui sa v�yhradne z ide�alnyh raion�alnyh proesov. Dalo by sadokona poveda�t, �ze omylnos�t �i em�oia s�u eseni�alnymi �rtami prirodzenejinteligenie.1.4 Pr��stupy zhora-nadol a zdola-nahorDoteraz sme prezentovali predov�setk�ym kon�struk�n�e pr��stupy zhora-nadol.Presnej�sie ide o budovanie ekvivalentn�yh neur�onov�yh siet�� k form�alnymautomatom rie�siaim ist�y probl�em na symbolikej b�aze. �Co v�sak v pr��pade,ke�d tak�yto algoritmus z ak�yhko�lvek dôvodou nepozn�ame? U�enie sietena pr��kladoh, so z�amerom extrahova�t podstatn�e �rty tr�enovaej vzorky,naz�yvame kon�strukiou zdola-nahor. Je zrejm�e, �ze tento pr��stup nedovo�lujevytv�ara�t ide�alne neuron�alne modely symbolik�yh formalizmov (na rozdielod pr��stupu zhora-nadol), prauje toti�z na b�aze pozorovania kladn�yh az�aporn�yh pr��padov ist�eho fenom�enu. Pr��stup zdola-nahor v�sak umo�znujeformul�aiu ,,domnienok" na z�aklade ne�uplnej inform�aie, ih reformul�aiu vokamihu pr��hodu nov�yh eventual��t (�rta �asto vyu�z��van�a v OCR softwaroha i.). Tento pr��stup je biologiky prijate�lnej�s�� a �astokr�at i efekt��vnej�s��.Pou�zit��m spr�avne zvolen�yh parametrov u�enia mo�zno eliminova�t za�sumenie



KAPITOLA 1. �UVOD DO PROBLEMATIKY 7vstupn�yh d�at, ktor�e by sa poteni�alne mohlo prejavi�t zlo�zitos�tou siete(po�tom neur�onov �i mohutnos�tou ih prepojen��).1.5 Modely u�en�e pomoou u�ite�laPozrime sa teraz konkr�etnej�sie na niektor�e rekurentn�e modely u�en�e pomoouu�ite�la. Zaobera�t sa budeme najm�a sie�tami prauj�uimi nad �asov�ymipostupnos�tami, �spei�alne prediktormi nasleduj�ueho symbolu sekvenie.1.5.1 Rekurentn�a autoasoiat��vna pam�a�tPrv�ym modelom siete tr�enovanej met�odou zdola-nahor je rekurentn�aautoasoiat��vna pam�a�t (RAAM) [10℄. Autor pôvodne navrhol tento modelna spraov�avanie stromovit�yh �strukt�ur. Sie�t sa sklad�a z dvoh oddelen�yh,navz�ajom inverzn�yh �ast��: kod�er a dekod�er. Pôvodne boli obidve �astitr�enovan�e separ�atne, no neskôr autor upustil od u�enia kod�era, ktor�ykon�struoval analytiky, ako inverziu dekod�era. Dekod�er pozost�ava z dvohvrstiev, n vstupn�yh a 2n v�ystupn�yh neur�onov. Vrstvy s�u navz�ajom�uplne prepojen�e pou�zit��m 2n2 synaptik�yh spojen��. Ako aktiva�n�a funkianeur�onov je pou�zit�a be�zn�a sigmoid�alna funkia1.V priebehu jedn�eho kroku k�odovania je 2n vstupn�yh neur�onovredukovan�yh na v�ystup o �s��rke n neur�onov. K�odovanie pozost�ava z viaer�yhreduk�n�yh iter�ai��. Pri dek�odovan�� je proes opa�n�y, vstup siete �s��rky n jeexpandovan�y na v�ystup o ve�lkosti 2n.Optim�alne v�ahy dekod�era Pollak zis�tuje pomoou horolezek�eho (hilllimbing) algoritmu. Takto natr�enovan�a sie�t vie zak�odova�t a op�a�t dek�odova�tsekvenie d�l�zky max. 5 symbolov.1.5.2 Jednoduh�e rekurentn�e siete�Dal�s��m modelom je jednoduha rekurentna sie�t (Simple Reurrent Network,SRN) [4℄. Tento model je relat��vne siln�ym n�astrojom na spraovanie triedybezkontextov�yh jazykov LCF . SRN sa sklad�a z troh vrstiev: vstupnej,kontextovej a v�ystupnej. Vstupn�a vrstva je zlo�zen�a z dvoh odli�sn�yh �ast��,prvou je extern�y vstup, druhou s�u k�opie aktiv��t kontextov�yh neur�onov zpredo�sl�eho kroku v�ypo�tu. Jednotliv�e vrstvy pozost�avaj�u z (m + n), n a q1Sigma funkia: �(x) = 11+e�x



KAPITOLA 1. �UVOD DO PROBLEMATIKY 8neur�onov. Aktivita skrytej vrstvy je v ka�zdom kroku kop��rovan�a na pr��slu�sn�ypo�et vstupn�yh neur�onov. Na zvy�sn�e neur�ony vstupnej vrstvy je priv�adzan�yextern�y vstup siete. Tretia, v�ystupn�a vrstva pôsob�� ako klasi�k�ator aktiv��tstrednej kontextovej vrstvy. Be�zne pou�z��vanou met�odou tr�enovania SRN jegradientov�y algoritmus BPTT (Bakpropagation Through Time).Rodriguez [15℄ tr�enoval SRN pomoou BPTT na predikiu nasleduj�uehosymbolu slov z Lanbn . Natr�enovan�a sie�t bola shopn�a �uspe�sne predikova�tslov�a d�l�zky a�z 32 znakov, hoi najdlh�sie slovo tr�enovaej mno�ziny bolo dlh�e22 znakov (� a11b11).1.5.3 Jednoduh�e rekurentn�e siete a genetik�ealgoritmyZauj��mav�e v�ysledky v oblasti SRN a jazyka Lanbn boli z��skan�e pou�zit��mgenetik�eho u�iaeho algoritmu (GA) [3℄. Na rozdiel od BPTT u�enia,v stavovom priestore vznikali via ne�z dva pevn�e body. Shopnos�tzov�seobenenia u siet�� tr�enovan�yh pomoou GA tie�z podstatne st�upla.Mo�zno teda predpoklada�t, �ze syst�emy s komplexnej�sou dynamikou maj�ulep�sie predikt��ve shopnosti aj v nepresn�yh simula�n�yh podmienkah.1.6 Samoorganiz�aiaU�enie bez u�ite�la, inak povedan�e samoorganiz�aia, je vo v�a��sine pr��padovzalo�zen�a na rôznyh verziah Hebbovho u�iaeho pravidla. Pôvodne bolototo pravidlo formulovan�e ako univerz�alny mehanizmus, na z�aklade ktor�ehoprebiehaj�u v�setky synaptik�e modi�k�aie v biologik�yh neuron�alnyh�strukt�urah. Matematiky ho mo�zno vyjadri�t ako�wij�t = � i(t) j(t); (1.1)kde �lav�a strana predstavuje zmenu synaptikej v�ahy medzi neur�onmi i aj, � je skal�ar ur�uj�ui r�yhlos�t u�enia a i(t) aktiv�aia dan�eho neur�onu.Neform�alne mo�zno poveda�t, �ze spojenia medzi synhr�onne aktivovan�ymineur�onmi silnej�u, medzi asynhr�onne aktivovan�ymi neur�onmi spojeniaslabn�u.Samoorganizuj�ue siete sa vyzna�uj�u takzvan�ymi later�alnymi, bo�n�ymispojeniami prep�ajaj�uimi neur�ony jednej vrstvy navz�ajom. Later�alne spoje
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. water . meat . . . . dog horse

beer . . . . bread . . . .
. . . . . . . . . cat
. . . little . . . . . .

fast . . . . . seldom . . Bob
. . . . much . . . Jim .
. . . . . . . . . .
. . . . . . eats . . Mary

well . . . works . . . . .
. . . . . . . . . .

poorly . . speaks . . . . . phones
. . . . . buys . . visits .
. . . . . . sells . . .
. . runs . . . . . . .

drinks . . . walks . . hates . likesObr. 1.1: S�emantik�a mapa vytvoren�a sie�tou typu SOM.vo v�seobenosti del��me na exita�n�e a inhibi�n�e. Topol�ogia siete, ur�en�arozlo�zen��m bo�n�yh spojen��, determinuje typ samoorganiz�aie. Oby�ajnem�a intenzita later�alnyh spojen�� z poh�ladu ka�zd�eho neur�onu tvar tzv.,,mexik�eho klob�uka" (t.j. bl��zke neur�ony sa exituj�u, vzdialenej�sie sainhibuj�u, e�ste vzdialenej�sie neur�ony nemaj�u medzi sebou v�azbu).V nasleduj�uej �asti pop���seme dva modely prauj�ue na prin��pohsamoorganiz�aie. Zameran�e s�u na syntaktik�u anal�yzu rôzne zlo�zit�yh�asov�yh sekveni��.1.6.1 Samoorganizuj�ue sa s�emantik�e mapySamoorganizuj�ua sa s�emantik�a mapa [14℄ nepatri�� medzi mehanizmyzalo�zen�e na rekurentnom kontexte. Ide o tradi�n�u SOM arhitekt�uru (Self-Organizing Map), ktorej s�u predkladan�e �asov�e sekvenie slov vo vhodnejforme. Predstavme si mno�zinu jednoduh�yh prirodzen�yh viet tvarupodmet-pr��sudok-predmet, alebo podmet-pr��sudok-pr��vlastok. Napr.:Mary likes meatJim speaks welldog drinks fastat hates Jim...Slov�a boli sieti prezentovan�e vo forme spriemernen�eho kontextu. Vr�ami vety je kontext slova de�novan�y priamym predhodom a priamym
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(a) (b)Obr. 1.2: NNL v z�avislosti od po�tu kvantiza�n�yh entier (a) preFeigenbaumov�u postupnos�t, (b) pre laser. Grafy hovoria o �uspe�snosti RBCMsiete v porovnan�� s klasikou SRN [18℄.n�asledovn��kom. Na identi�k�aiu slov bolo pou�zit�e lok�alne k�odovanie (napr.[0,1,0,0℄), �i�ze ka�zd�e z n slov pou�zit�eho slovn��ka je reprezentovan�e vo formen-rozmern�eho vektora s jedinou dimenziou nastavenou na 1. Kontextslova v r�ami ur�itej vety mo�zno vyjadri�t pomoou 2n-rozmern�eho vektora(predhoda, n�asledovn��k). Spriemernen�y kontext sumarizuje kontextyur�it�eho slova vo v�setk�yh pou�zit�yh vet�ah. Sie�t po�as tr�enovania vytvorilamapu slovn��ka, zahyt�avaj�uu vz�tahy jednotliv�yh pojmov, postrehnuteln�ezo syntaxe viet (pozri obr. 1.1).1.6.2 Predikia komplexn�yh postupnost�� pomoourekurentnej BCM sieteModel RBCM siete obsahuje rekurentn�u kontextov�u v�azbu umo�z�nuj�uuspraovanie �asov�yh symbolik�yh sekvenii. Arhitekt�ura RBCM siete jedetailne pop��san�a v �asti 2.2.Pravdepodobnostn�y predik�n�y model vybudovan�y na v�ystupn�yhaktivit�ah RBCM siete bol testovan�y na predikiu re�tazov Feigenbaumovejpostupnosti2 a sekvenie generovanej laserom v haotikom re�zime [18℄.Uk�azalo sa, �ze rekurentn�e BCM siete s�u shopn�e predikova�t obidve netrivi�alnepostupnosti s porovnate�lnou �uspe�snos�tou ako SRN u�en�e tradi�n�ym2Feigenbaumov�a postupnos�t: (w0 = b; w1 = ba; wn = wn�1wn�2wn�2; n > 1)
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Kapitola 2Teoretik�e podklady
2.1 Ot�azky a v�yhodisk�aV�a��sina pr�a orientovan�a na problematiku spraovania prirodzen�ehojazyka na b�aze konektivizmu vyu�z��va modely neur�onov�yh siet�� u�en�yhpomoou u�ite�la. Ist�a pozornos�t sa venovala i anal�yze dynamiky taktotr�enovan�yh modelov [3, 15℄. V�yrazne menej preb�adanou oblas�tou s�urekurentn�e samoorganizuj�ue sa modely, �i�ze rekurentn�e modely u�en�ebez u�ite�la. Na�sim z�amerom je osvetli�t niektor�e aspekty u�eniapomoou samoorganiz�aie, hlavne v s�uvislosti s jednoduh�ymi symbolik�ymi�strukt�urami zn�amymi z te�orie form�alnyh jazykov [6℄. Oblasti, ktor�e n�asbud�u v pr�ai bli�z�sie zauj��ma�t, mo�zno sformulova�t do nasleduj�uih nieko�lkoot�azok:1. Je mo�zn�e aby sa samoorganizuj�ua sie�t, nau�ila spraov�ava�tjednoduh�y bezkontextov�y jazyk, konkr�etne pohopila podstatupo���tadla?2. Ak�a je generaliza�n�a shopnos�t tak�yhto siet�� a ���m je jej �uspe�snos�tpodmienen�a?3. �C��m sa vyzna�uj�u vn�utorn�e sie�tov�e strukt�ury vyvinut�e tr�enovan��m?4. �C��m sa tieto �strukt�ury odli�suj�u od klasik�yh SRN u�en�yh pomoouu�ite�la?Prv�a ot�azka vy�zaduje vybudovanie mehanizmu umo�z�nuj�ueho akept�aiuslov dan�eho jazyka. Vn�utorn�a reprezent�aia siete by mala dovoli�t jasne12



KAPITOLA 2. TEORETICK�E PODKLADY 13separova�t �n�alny akepta�n�y stav, ,,rovnak�y" pre v�setky slov�a dan�ehojazyka. Pr�ave od tohto faktoru z�avis�� odpove�d na druh�u ot�azku. Akje separovate�lnos�t jednotliv�yh stavov dobr�a, teda ak vieme jednozna�nedetekova�t akepta�n�y stav syst�emu, je pravdepodobn�e, �ze slov�a jazyka,nezahrnut�e do tr�enovaej mno�ziny, bud�u sie�tou �uspe�sne spraovan�e.Be�znou met�odou sk�umania vn�utorn�yh reprezent�ai�� je anal�yza dynamikystavov�eho priestoru siete. Rekurentn�u neur�onov�u sie�t mo�zno tie�z pova�zova�tza dynamik�y syst�em, ktor�eho dynamika, pohyb vo f�azovom priestore,popisuje vn�utorn�u reprezent�aiu �i �strukt�uru probl�emu. Odpove�d natretiu a �stvrt�u ot�azku sa pok�usime n�ajs�t bli�z�sou anal�yzou dynam��k dvohkonkr�etnyh siet��.Rozsah nastolen�yh ot�azok v�sak �siroko presahuje r�ame tejto pr�ae, pretosa v �dal�som texte obmedz��me na konr�etny jazyk, sie�tov�u arhitekt�uru iu�enie. Ako reprezentanta jednoduh�eho deterministik�eho bezkontextov�ehojazyka sme vybrali po���tadlov�y jazyk Lanbn . Na simul�aiu sme pou�zilisamoorganizuj�ui rekurentn�y model shopn�y spraov�ava�t �asov�e sekvenie,toti�z rekurentn�a sie�t typu BCM. Sie�t bola u�en�a na n�ahodn�yh sekveni�ahslov z Lanbn , ktor�e jej boli predkladan�e po symboloh. Nad natr�enovanousie�tou sme vybudovali predik�n�y model, ktor�eho ie�lom bolo zahyti�t mieru�uspe�snosti vn�utornej reprezent�aie.2.2 Rekurentn�a BCM sie�tV tejto �asti detailnej�sie pop���seme pou�zit�y neuron�alny model, tie�zzade�nujeme samoorganizuj�ue u�enie typu BCM.2.2.1 Arhitekt�ura sieteRBCMN vznikne roz�s��ren��m tradi�nej BCM arhitekt�ury o rekurentn�u(kontextov�u) v�azbu [18, 1℄. Sie�t pozost�ava z dvoh vrstiev, z vrstvyvstupnej a v�ystupnej. Vstupn�a vrstva sa sklad�a z extern�yh vstupov a k�opi��aktivity v�ystupnej vrstvy z predo�sl�eho �asov�eho kroku. Neur�ony v�ystupnejvrstvy s�u navz�ajom �uplne later�alne prepojen�e kon�stantn�ymi inhibi�n�ymispojeniami (pozri obr. 2.1). Spojenia tohto typu zohr�avaj�u k�l�u�ov�u �ulohu prisamoorganiz�aii neur�onov v�ystupnej vrstvy vzh�ladom na vstupn�u selektivitu.Aktivitu i-teho v�ystupn�eho neur�onu v �ase t + 1 mo�zno form�alne vyjadri�t
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Obr. 2.1: Rekurentn�a BCM sie�t prv�eho r�adu s later�alnou inhib��ioudopredn�eho typu. Sie�t pozost�ava zo vstupnej vrstvy (extern�y vstup ~d(t) aaktivity v�ystupnej vrstvy ~(t) v �ase t) a z v�ystupnej vrstvy (nov�e v�ystupn�eaktivity ~(t + 1)). Neur�ony v�ystupnej vrstvy s�u �uplne later�alne prepojen�ekon�stantn�ymi inhibi�n�ymi spojeniamivz�tahomi(t+ 1) = �0�24~wi(t)� �Xj 6=i ~wj(t)35
 ~d(t) + 24~mi(t)� �Xj 6=i ~mj(t)35
 ~(t)1A ; (2.1)kde � je kladn�a kon�stanta vyjadruj�ua silu later�alnej inhib��ie, � je tradi�n�asigmoid�alna aktiva�n�a funkia, ktorej strmos�t a obor hodnôt podstatneovplyv�nuj�u u�iae shopnosti siete. Pod operaiou 
 rozumieme skal�arnen�asobenie dvoh vektorov1. Pou�zit�a later�alna inhib��ia je tzv. dopredn�ehotypu, pri v�ypo�te aktivity neur�onu sa vyu�z��va v�yhradne vn�utorn�a aktivitabo�n�yh neur�onov, nie v�sak ih skuto�n�y v�ystup2 (pozri (2.1)) [8℄.2.2.2 BCM u�enieBCM u�enie patr�� do triedy mehanizmov, ktor�e nevy�zaduj�u ku svojej�innosti u�ite�la. Zalo�zen�e je na modi�kovanom Hebbovom pravidle. U�enieneprebieha na later�alnej �urovni, modi�kuj�u sa iba aferentn�e spoje. ZmenaHebbovho pravidla spo���va predov�setk�ym v zaveden�� pohybliv�eho prahusynaptikej modi�k�aie �iM , ktor�a ur�uje hraniu medzi posil�novan��m aoslabovan��m synaptik�yh spojen��.1skal�arny s�u�in vektorov: ~a
~b =Pi aibi2v�ystup neur�onu = �( vn�utorn�a aktivita )



KAPITOLA 2. TEORETICK�E PODKLADY 15Form�alne je BCM u�enie odvoden�e z gradientovej minimaliz�aie elkovejstratovej funkie L(t) = PLi(t) [8℄, kdeLi(t) = ��133i (t)� 14E(2i (t))2i (t)� : (2.2)Funkia E(2i (t)) = �iM (t) je v�a�zen�ym priemerom druh�yh mon��n aktiv��t zaist�y �asov�y interval � .�iM (t) = 1A� Z t�1 2i (t0)e� t�t0� dt0 (2.3)�Sk�alova�� koe�ient A naz�yvame kon�stantou efekt��vneho prahu �iM(t). Zovz�tahu (2.3) vidno, �ze dôle�zitos�t aktiv��t exponeni�alne kles�a smerom dominulosti. Druh�e moniny v sume spôsobuj�u, �ze �iM nikdy neklesne pod nulu.V na�som simula�nom prostred�� bol v�sak pou�zit�y diskretizovan�y modi�ka�n�yprah �iMd(t), ktor�eho �asov�e parametre t a � mô�zu nadob�uda�t v�ylu�neelo���seln�e hodnoty. �iMd(t) = 1A� ��1Xk=0 2i (t� k)e� k� (2.4)� = ��1Xk=0 e� k�Deriv�aiou stratovej funkie pod�la jednotliv�yh v�ah dost�avame z�akladn�epravidlo u�enia, teda pravidlo pod�la ktor�eho sa modi�kuj�u jednotliv�eaferentn�e a kontextov�e v�ahy.�wij(t+ 1)�t = ���L(t + 1)�wij(t) = �  X� ��(t+ 1)��(t + 1)�wij(t) ! (2.5)Kladn�a kon�stanta � vyjadruje r�yhlos�t u�enia. Vo v�a��sine pr��padov jevhodn�e, ak � po�as tr�enovania postupne kles�a. Z biologik�eho poh�ladu jetak�eto u�enie pr��pustn�e, zmen�sovanie u�iaej shopnosti sa toti�z v pr��rodeobjavuje na mnoh�yh miestah (napr. kritik�e obdobie pri u�en�� vizu�alnejkôry). Biologik�e syst�emy v�sak zost�avaj�u �iasto�ne plastik�e po�as el�ehosvojho �zivota, preto by � nemala klesn�u�t a�z na nulov�u hodnotu. Funkia�i(t) = i(t)(i(t)� �iM(t)) (2.6)je synaptik�a modi�ka�n�a funkia pre neur�on i. Zo vz�tahov (2.5) a (2.6)vypl�yva, �ze ak sa synaptik�e spojenie wij v �ase t vyu�z��va a z�arove�n je
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ci( )tObr. 2.2: Funkia �i(t) = (i(t)(i(t) � �iM(t))) pret��na nulu pr�ave v dvohbodoh: 0 a �iM(t). Ak aktivita i-teho neur�onu padne do podprahov�ehop�asma (0; �iM(t)), aferentn�e v�ahy sa zni�zuj�u �umerne k hodnote �i(t). Ak jei(t) > �iM(t), aferentn�e v�ahy dan�eho neur�onu rast�u. Modi�ka�n�y prah sapos�uva smerom do str�an v z�avislosti od hist�orie i.v�ystupn�a aktivita i(t) men�sia ako �iM(t), potom sa v�aha spojenia wij v�ase t + 1 zmen�suje. Naopak, ak i(t) presiahne �iM(t), aktivovan�e spojeniasa zosil�nuj�u (pozri obr. 2.2).Vo vz�tahu (2.5) �guruje pari�alna deriv�aia aktivity neur�onu pod�lapr��slu�snej v�ahy. T�uto veli�inu mo�zno vyjadri�t pomoou funkie ÆKij 3 ako��(t+ 1)�wij(t) = �0(t+ 1) h�ÆKi� � �(1� ÆKi�)� dj(t) +0�m�(t)� �X� 6=�m�(t)1A
 �(t)�wij(t� 1)35 ; (2.7)resp. ��(t+ 1)�mij(t) = �0(t + 1) h�ÆKi� � �(1� ÆKi�)� j(t) +0�m�(t)� �X� 6=�m�(t)1A
 �(t)�mij(t� 1)35 ; (2.8)kde �(t)�wij(t�1) a �(t)�mij(t�1) s�u zn�ame z predo�sl�eho kroku u�enia.3Kronekerova delta: ÆKij = � 1 ak i = j0 ak i 6= j



KAPITOLA 2. TEORETICK�E PODKLADY 17Mo�zno si v�simn�u�t, �ze BCM u�enie zavis�� od viaer�yh vo�ln�yhparametrov, ktor�yh v�yber podstatn�ym spôsobom ovplyv�nuje priebeh isamotn�u �uspe�snos�t u�enia.Parameter � �spei�kuje r�yhlos�t modi�k�aie synaptik�yh v�ah v smereklesaj�ueho gradientu L(t). Pr��li�s ve�lk�a hodnota � spôsobuje takmerstohastik�e spr�avanie, u�enie nekonverguje. Pr��li�s mal�a hodnota � mô�ze,naopak spôsobi�t uviaznutie v lok�alnom minime L(t).Ve�lkos�t later�alnej inhib��ie � ovplyv�nuje samoorganiz�aiu v v�ystupnejvrstve. Mal�e � zni�zuje z�avislos�t jednotliv�yh neur�onov od svojho okolia,viaer�e neur�ony sa preto mô�zu po natr�enovan�� spr�ava�t identiky. S rast�uouhodnotou � st�upaj�u medzi neur�onmi vz�ajomn�e inhibi�n�e v�azby, ���m sapodporuje difereni�aia ih spr�avania.Modi�ka�n�y prah �iM v sebe integruje ist�e obdobie aktiv��t ur�it�ehov�ystupn�eho neur�onu. D�l�zku tohoto obdobia ur�uje kon�stanta � (pozri (2.3) a(2.4)). Mo�zno si tie�z v�simn�u�t, �ze hodnota � ovplyv�nuje r�yhlos�t modi�k�aieprahu �iM .Kon�stanta efekt��vneho prahu A dola�duje spr�avne umiestnenie prahu �iM .D�l�zka u�enia mô�ze by�t tie�z faktorom ovplyv�nuj�uim efektivitu u�iaehoproesu. Pr��kladom mô�ze by�t tr�enovanie ukon�en�e skôr, ako sie�t skonvergujedo minima stratovej funkie L.2.3 Predikia vs. akept�aiaTypik�ym spôsobom testovania rekurentn�yh neuron�alnyh modelov je tzv.predik�n�a �uloha. Sie�t tr�enovan�a a testovan�a tak�ymto spôsobom m�a za�ulohu predikova�t nasleduj�ui symbol predkladanej sekvenie (pozri obr. 2.3).Predik�n�a �uloha je v�yhodnej�sia oproti akepta�nej �ulohe, �i�ze akept�aiiel�yh slov, predov�setk�ym v jasnej�som a jednoduh�som tr�enovan��. Na druhejstrane akept�aia je priamym dôsledkom s�erie �uspe�sn�yh prediki�� pre el�eslov�a. Akept�aiu preto mo�zno pova�zova�t za podprobl�em predikie, resp.probl�em v predikii obsiahnut�y.Je zn�ame, �ze samoorganizuj�ue sa siete, extrahuj�u ist�e �statistik�evlastnosti tr�enovaej vzorky. Na z�aklade t�yhto ��rt prebieha vn�utorn�amodi�k�aia siete, �i�ze u�enie. V pr��pade samoorganizuj�uih m�ap ide odetekiu zhlukov. V pr��pade klasikej BCM siete s�u extrahovan�e smerys multimod�alnym rozdelen��m hustoty pravdepodobnosti. Vo�ln�e parametre
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Obr. 2.3: Pr��klad predik�nej �ulohy na sekvenii slov jazyka Lanbn . Akept�aiaslova pozost�ava zo s�erie korektn�yh prediki�� typu b!?. Prehody typu a!?nie s�u predikovateln�e, sie�t toti�z nevie, kedy sa na vstup e objav�� prv�y "b"symbol.ve�lkou mierou ovplyv�nuj�u smer, ktor�ym sa u�enie bude ubera�t i �rty, ktor�ebud�u tr�enovan��m odhalen�e.Ke�d�ze u�enie RBCM siete prebieha bez expliitnej inform�aie opo�zadovanom v�ystupe, nemo�zno priamo implementova�t vstupno v�ystupn�emapovanie. Je nutn�e de�nova�t predik�n�y mehanizmus stojai navn�utorn�yh reprezent�ai�ah siete, ktor�y umo�zn�� vykon�avanie predik�nej�ulohy.2.3.1 Pravdepodobnostn�e predik�n�e modelyPravdepodobnostn�y predik�n�y model neur�onovej siete je mehanizmusshopn�y predikova�t nasleduj�ui vstupn�y symbol na z�aklade vn�utorn�eho stavusiete. Ku ka�zd�emu stavu siete je priraden�a mno�zina pravdepodobnost��vyjadruj�uih mieru o�ak�avania ur�it�eho symbolu v danom okamihu. NehA = fs1; : : : ; sng je praovn�a abeeda a C neh je vn�utorn�y stav siete.Form�alne mo�zno predik�n�y model pre sie�t N de�nova�t akoMN = f8C : [C; P (s1jC); P (s2jC); : : : ; P (snjC)℄g; (2.9)pri�om plat��, �ze 8C :Xi P (sijC) = 1:



KAPITOLA 2. TEORETICK�E PODKLADY 192.3.2 Kon�strukia predik�n�eho modeluZo vz�tahu (2.9) vidno, �ze mno�zinaMN vo �seobenosti nemus�� by�t kone�n�a.Preto sa v praxi vytv�araj�u ohrani�en�e aproxim�aie modelu MN . Budovan�es�u na z�aklade mno�ziny dosiahnute�ln�yh vn�utorn�yh stavov siete, po�asprehodu ez tr�enovaiu mno�zinu. Mno�zina dosiahnute�ln�yh stavov vytv�arav stavovom priestore zhluky aktiv��t, ktor�yh entr�a bud�u tvori�t kone�n�ustavov�u b�azu ohrani�en�eho predik�n�eho modelu.Extrakiu entier zhlukov, klastrovanie, mo�zno realizova�t viaer�ymispôsobmi. V tejto pr�ai bol pou�zit�y synhr�onny K-means klastrova��algoritmus, hoi rovnako dobre mô�ze posl�u�zi�t napr. klastrovanie typu SOM,pr��padne in�e.Ka�zd�emu entru Ci prirad��me pole po���tadiel, pre ka�zd�y symbol abeedyjedno. Op�atovn�ym prehodom ez tr�enovaiu mno�zinu z��st��me po�typodmienen�yh prehodov zo stavu Ci do niektor�eho in�eho stavu, zapredpokladu, �ze je na vstupe pr�ave znak sj. Prvor�adovou normaliz�aioupo���diel konr�etneho entra Ci z��skame pole podmienen�yh pravdepodobnost��P(sjjCi) aproximuj�ue ide�alne prehodov�e pravdepodobnosti P (sjjCi).Zara�dovanie re�alnyh stavov siete ku konkr�etnym entr�am Ci prebiehapomoou Euklidovskej miery podobnosti. Stav C je reprezentovan�y entromCk, ktor�e sp�l�na: 8j 6= k : jCk � Cj � jCj � Cj; (2.10)kde ja� bj je Euklidovsk�a vzdialenos�t.2.3.3 Miery �uspe�snosti predik�n�yh modelov�Uspe�snos�t predik�n�eho modelu mo�zno posudzova�t z viaer�yh rôznyhaspektov. Mô�ze n��m by�t �statistik�a �uspe�snos�t predikie po znakoh,�uspe�snos�t predikie dlh�yh kontinu�alnyh �usekov �i selekt��vna predikiana konkr�etnyh miestah. Rôzne miery maj�u rôznu v�ypovedn�u hodnotupre rôzne typy rie�sen�yh probl�emov. V nieko�lk�yh nasleduj�uih statiahuvedieme miery pou�z��van�e v tejto pr�ai.Miera 1: Pravdepodobnos�t NNLNeh M je predik�n�y model, neh A je po�et symbolov abeedy A, nadktorou je model vybudovan�y a neh m je d�l�zka testovaej sekvenie S. Potom



KAPITOLA 2. TEORETICK�E PODKLADY 20NNL (Normalized Negative Log-Likelihood) mo�zno vyjadri�t akoNNLM(S) = �1m� 1 m�1Xt=1 logA PM(st+1jCt): (2.11)Zo vz�tahu (2.11) vidno, �ze NNL �uspe�sn�eho modelu (8t : PM(st+1jCt) � 1)je n��zke (NNLM � 0), zatia�l �o NNL ne�uspe�sn�eho modelu st�upa k 1.Pre model s rovnomerne rozdelen�ymi pravdepodobnos�tami v jednotliv�yhmomentoh rozhodovania (hod kokou) je NNLM � 1.NNL vyjadruje elkov�u �statistik�u �uspe�snos�t modeluM. T�ato �uspe�snos�tje vhodn�a ako meradlo podobnosti medzi predikovanou a predkladanoupostupnos�tou symbolov, nie je v�sak vhodn�a na indik�aiu �uspe�snej akept�aieel�yh slov �i dlh�s��h kontinu�alnyh �usekov. Nehovor�� toti�z ni� o mieste omylua dobe, po�as ktorej sa model nepom�ylil �i pom�ylil via kr�at.Miera 2: Perento hybnej predikie (PERR)Pri zis�tovan�� �uspe�snosti predik�n�eho modeluM je �astokr�at v�yhodn�e pozna�tabsol�utnu omylnos�t syst�emu vyjadren�u v perent�ah. NNL tak�uto inform�aiupriamo neposkytuje, preto sme pou�zili taktie�z alternat��vnu mieru PERR(Predition Error), ktor�a vypoved�a pr�ave o elkovej hybe predikie natestovaej sekvenii.PERRM(S) = 1m� 1 m�1Xt=1 err(PM(st+1jCt)) (2.12)err(x) = ( 1 ak x � 0:50 ak x > 0:5Miera PERR i ostatn�e �dalej spomenut�e miery, s�u pou�zite�ln�e iba zapredpokladu pou�zitia dvojsymbolovej abeedy. Rozhodovania toti�z, v tomtopr��pade, pozost�avaj�u z v�yberu medzi dvoma alternat��vami.Miera 3: Perento akeptovan�yh slov (CPW)CPW (Corretly Predited Words) miera hovor�� o elkovom �uspehu modelu,nie v�sak na �urovni symbolov, ale na �urovni predikie el�yh slov. V na�sompr��pade predklad�ame sieti slov�a tvaru anbn. Predikia tak�yhto slov jeukon�en�a po pr��hode prv�eho symbolu "a" po nieko�lk�yh "b" symboloh



KAPITOLA 2. TEORETICK�E PODKLADY 21(pozri obr. 2.3). Prv�a polovia slov anbn je v�sak nepredikovate�ln�a, po�et zasebou id�uih "a" symbolov toti�z nie je odhadnute�ln�y �ziadnym spôsobom. Popr��hode prv�eho "b" symbolu nasleduje dobre predv��date�ln�a "b" sekveniakonkr�etnej d�l�zky, zakon�en�a p��smenom "a" na spr�avnom mieste. Podakeptovan��m slova z Lanbn budeme preto rozumie�t korektn�u predikiuv�setk�yh symbolov druhej polovie slova, vr�atane predikie typu b!a nakoni slova. CPWM(S) = WaeptWall (2.13)Wpred je po�et akeptovan�yh slov, Wall je po�et v�setk�yh slov testovaejmno�ziny.Miera 4: Miera generaliz�aieZauj��mavou vlastnos�tou neuron�alnyh modelov je shopnos�t spr�avnezov�seobe�nova�t, generalizova�t, inform�aie obsiahnut�e v tr�enovaej vzorke.Ide o ist�y druh predik�nej extrapol�aie mimo tr�enovaiu mno�zinu.Generalizuj�ue siete �uspe�sne akeptuj�u slov�a, ktor�e nie s�u obsiahnut�ev tr�enovaej vzorke, no patria do po�zadovan�eho jazyka. Pokia�l sie�tobsahuje vhodn�e vn�utorn�e reprezent�aie zahyt�avaj�ue iba podstatn�e �rty(v na�som pr��pade je to reprezent�aia po���tadla), mo�zno predpoklada�t, �zeshopnos�t zov�seobenenia bude vysok�a. Naopak, pokia�l sie�t po�as tr�enovaniaextrahovala nepodstatn�u inform�aiu, popisuj�uu konkr�etne slov�a tr�enovaejmno�ziny, zov�seobenenie bude mal�e. �Urove�n generaliz�aie budeme v na�somexperimente kvanti�kova�t d�l�zkou maxim�alneho akeptovan�eho slova.2.4 Anal�yza dynamiky sieteAko sa spomenulo u�z vy�s�sie, rekurentn�u neur�onov�u sie�t je mo�zno pova�zova�ttie�z za dynamik�y syst�em (DS) s premenlivou dynamikou. Po ukon�en��tr�enovania a za�xovan�� jednotliv�yh v�ah, sa sie�t spr�ava ako transform�atorstavu minul�eho do stavu nasleduj�ueho (pozri obr. 2.4). Vo f�azovompriestore dynamik�yh syst�emov sa �asto vyskytuj�u takzvan�e pevn�e body,ktor�e predstavuj�u k�l�u�ov�u �as�t vn�utorn�yh sie�tov�yh reprezent�ai�� [19, 5℄.Preto m�a zmysel detekova�t po�et, poz��iu a povahu pevn�yh bodov dan�ehosyt�emu, pr��padne odhadova�t spr�avanie el�eho DS v ih okol��.
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KAPITOLA 2. TEORETICK�E PODKLADY 23Krok 2: V�ypo�et pari�alnyh deriv�ai��Pari�alne deriv�aie �i(t+1)�j(t) sa v RBCM sie�tah �iasto�ne odli�suj�u odpr��slu�sn�yh deriv�ai�� v tradi�n�yh rekurentn�yh sie�tah. Jakobi�an v bode~x mo�zno pre RBCM sie�t form�alne vyjadri�t akoJ(~x) = 26664 �1(t+1)�1(t) : : : �1(t+1)�n(t)... ...�n(t+1)�1(t) : : : �n(t+1)�n(t) 37775 ; (2.14)pri�om �i(t+ 1)�j(t) = �0(~x) (mij � �Xk 6=imkj): (2.15)Kon�stanta n prestavuje po�et v�ystupn�yh (stavov�yh) neur�onov, � koe�ientlater�alnej inhib��ie a �0 je deriv�aia sigmoid�alnej funkie.Krok 3: Kon�strukia lok�alnyh line�arnyh syst�emovPre ka�zd�y pevn�y bod ~xfix, detekovan�y v kroku 1, vypo���tame J(~xfix) pod�lavz�tahov (2.14) a (2.15). Pr��slu�sn�y line�arny syst�em je potom de�novan�ynasleduj�uim vz�tahom:~lin(t+ 1) = J(~xfix)
 ~lin(t): (2.16)Krok 4: Zistenie harakteristik�yh hodnôt a vektorov konkr�etneholine�arneho syst�emu, odvodenie spr�avania neline�arneho syst�emu vokol�� pevn�eho boduPod�la harakteristik�yh hodnôt matie lok�alneho line�arneho syst�emu mo�znopresne �spei�kova�t typ pevn�eho bodu. Povaha pevn�eho bodu popisujespr�avanie el�eho DS v jeho bl��zkom okol��. Podrobnosti anal�yzy pevn�yhbodov na z�aklade harakteristik�yh hodnôt a vektorov s�u uveden�e v dodatkuA.



Kapitola 3Experiment
3.1 Tr�enovaia a testovaia mno�zinaRBCM sie�t, pou�zit�a v pr�ai, bola tr�enovn�a na sekvenii slov jazyka Lanbn ,ktor�e sa jej predkladali po jednotliv�yh symboloh. Tr�enovaia mno�zinapozost�avala zo slov n�ahodnej d�l�zky. Obsahovala v�sak via krat�s��h slov akodlh�s��h v nasleduj�uom pomere: n k(n)1 102 63 44 3� 5 1Kon�stanta n ur�uje poloviu d�l�zky slova anbn, koe�ient k(n) ur�uje pomerpravdepodobnost��, s ak�ymi s�u slova ur�itej d�l�zky generovan�e. Pomerypravdepodobnost�� s�u analytiky vyjadrite�ln�e ako k(n) � l10n m. Tr�enovaiamno�zina pou�zit�a v na�som experimente pozost�avala z 390 n�ahodn�yh slovd�l�zky maxim�alne 16 znakov (n � 8). V�yber tr�enovaej mno�ziny snerovnomernou distrib�uiou slov rôznej d�l�zky bol motivovan�y predov�setk�ymsnahou simulova�t ,,kv�azi-re�alne" prostredie, �i�ze tak�e, v ktorom nie je ostr�ahrania medzi javmi be�zn�ymi a javmi zriedkav�ymi.Natr�enovan�a sie�t bola testovan�a dvoma spôsobmi. Pri prvom teste bolapou�zit�a n�ahodn�a sekvenia slov d�l�zky max. 16 (n � 8). Z�amerom prv�ehotestu bolo zisti�t, �i sie�t �uspe�sne rozpozn�ava natr�enovan�e �udaje. Druh�ymtestom sme heli ur�i�t shopnos�t a hranie generaliz�aie natr�enovan�yh24



KAPITOLA 3. EXPERIMENT 25RBCM siet��. Na tento �u�el sme pou�zili testovaiu sekveniu obsahuj�uuslov�a d�l�zky max. 32 (n � 16). D�l�zky slov oboh testova��h sekveni�� bolirovnomerne distribuovan�e.3.2 Parametre tr�enovania�Uspe�snos�t tr�enovania BCM siete z�avis�� ve�lkou mierou od vhodne nastaven�yhparametrov a �startova��h podmienok. Stabiln�e rie�senie, t.j. tak�e, priktorom je stratov�a funkia L(t) u�z dostato�ne dlh�u dobu stabilizovan�a, mô�zev z�avislosti od parametrov tr�enovania nadob�uda�t najrôznej�sie formy. Jepreto dôle�zit�e n�ajs�t parametre vhodn�e pre dan�y probl�em, pr��p. pre povahutr�enova��h d�at. H�ladanie optim�alnyh parametrov BCM tr�enovania je v�saknato�lko komplexn�y probl�em, �ze by sa mu mohla venova�t zvl�a�stna �st�udia.V experimente sme pou�zili RBCM siete s troma neur�onmi vo vstupneja dvoma vo v�ystupnej vrstve. Symboly abeedy sme reprezentovalipomoou lok�alneho k�odovania dvojrozmern�ymi vektormi. Ka�zd�y vektor,reprezentuj�ui ur�it�y symbol, mal nastaven�u pr�ave jednu dimenziu nahodnotu 1. Roz�s��ren��m vstupu o jeden rozmer sme do modelu zaviedli taktie�zposun prahu aktiv�aie (BIAS).Pou�zit�e boli tieto parametre u�enia: r�yhlos�t u�enia � = 0:0001, d�l�zkahist�orie aktiv��t � = 100, �sk�alova�� koe�ient A = 0:19 a koe�ient later�alnejinhib��ie � = 0.3.3 V�ysledkyExperiment�alny protokol pozost�aval zo 120 behov u�enia (12 s�eri�� po 10siet��). Jednotliv�e s�erie sa navz�ajom odli�sovali d�l�zkou tr�enovania. Po skon�en��f�azy u�enia siete pre�sli testovan��m predikie, akept�aie a generaliz�aie.Uk�azalo sa, �ze tr�enovanie konverguje, stratov�a funkia L(t) sa pre jednotliv�esiete ust�alila v okol�� svojej stabilnej hodnoty pribli�zne po 80000 iter�ai�ah.Mo�zno v�sak sledova�t jemn�e zv�a��sovanie varianie, s�uvisiaej so zlep�sovan��mpredik�n�yh shopnost�� (pozri obr. 3.1). Jednozna�n�u konvergeniu mo�znopozorova�t i na grafoh NNL a predik�nej hyby (pozri obr. 3.2 a 3.3).Treba zdôrazni�t, �ze testovanie NNL, predik�nej hyby a �uspe�snejakept�aie prebiehalo na sekvenii obsahuj�uej slov�a d�l�zky max. 16 znakov(n � 8).
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Obr. 3.1: Hodnoty stratov�yh funki�� Li(t) v rôznyh okamihoh u�enia. Kukonu tr�enovania st�upa variania okolo stabilnej hodnoty (a. -0.003).Z experimentu vyplynulo, �ze natr�enovan�e RBCM siete dobre vystihuj�upovahu tr�enova��h d�at a umo�z�nuj�u vybudovanie uspokojiv�yh predik�n�yhmodelov. Zo �statistik�eho poh�ladu t�uto shopnos�t zahyt�avaj�u obr. 3.2a 3.3. Pri pou�zit�� 100 klastrova��h entier je NNL� 0, u�z po uplynut��200000 iter�ai�� u�enia. Absol�utna hyba predikie je taktie�z pribli�zne rovn�a0%. Dobr�a predik�n�a shopnos�t implikuje dostato�n�u separ�aiu navz�ajomnes�uvisiaih klastrov stavov�eho priestoru i vhodn�u dynamiku prehodovmedzi nimi. Hlb�sou anal�yzou stavov�yh priestorov a ih dynam��k sa budemezaobera�t v kapitole 4.Ak sa posunieme z �urovne symbolov na �urove�n slov a za�neme odpredik�n�yh modelov po�zadova�t korektn�e akeptovanie el�yh slov, situ�aiasa men�� len �iasto�ne. Rozdiely medzi jednotliv�ymi s�eriami u�en�ymi nad200000 iter�ai�� s�u o �osi badate�lnej�sie, maximum �uspe�snosti sa pos�uvasmerom k dlh�sie u�en�ym s�eri�am. Glob�alne naj�uspe�snej�sia s�eria bolatr�enovan�a a�z 2000000 iter�ai�� (pozri obr. 3.4).Natr�enovan�e RBCM siete preuk�azali i nezanedbate�ln�u shopnos�tzov�seobenenia. V priemere boli siete shopn�e korektne akeptova�t slovod�l�zky a�z 24 znakov (n � 12), �o je 1.5 n�asobok d�l�zky maxim�alneho slovazaraden�eho do tr�enovaej mno�ziny (pozri graf 3.5). D�l�zka maxim�alneho



KAPITOLA 3. EXPERIMENT 27akeptovan�eho slova v�sak nepopisuje generaliza�n�u shopnos�t dokonale.V pr��pade niektor�yh natr�enovan�yh siet�� vznik�a napr��klad probl�em sakept�aiou slov d�l�zky 2k, kde k je nep�arne ���slo.Z experimentu zrete�lne vypl�yva, a to z predik�n�eho i akepta�n�eho testu,�ze BCM u�enie napom�aha budovaniu �uspe�sn�yh predik�n�yh modelov, t.j.vytv�ara vhodn�e vn�utorn�e reprezent�aie predkladan�yh d�at.
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Kapitola 4Anal�yza stavov�eho priestoruV tejto kapitole rozoberieme detailnej�sie dve konkr�etne siete, vyvinut�epomoou BCM u�enia za rôznyh okolnost��. Pozrieme sa na ih dynamiku,v�yvoj v priebehu u�enia, povahu pevn�yh bodov, trajekt�orie slov vo f�azovompriestore a tie�z teoretiky zdôvodn��me �urove�n generaliz�aie.Na simul�aiu sme pou�zili RBCM sie�t s dvoma neur�onmi vo v�ystupnejvrstve. Stavov�y priestor siete je tak reprezentovate�ln�y pomooudvojrozmern�yh diagramov. Os x bude v �dal�som texte v�zdy zn�azor�nova�taktivitu prv�eho v�ystupn�eho neur�onu, os y aktivitu druh�eho neur�onuv�ystupnej vrstvy (pozri obr. 4.4, 4.5,: : :).4.1 Sie�t 1: Cyklik�a dynamikaPrv�ym typom dynamiky, ktor�ym sa budeme bli�z�sie zaobera�t je tzv. yklik�adynamika. Ide o stabiln�y dynamik�y model, ktor�eho harakteristik�e �rty saod ist�eho momentu �dal�s��m tr�enovan��m u�z nemenia.Parametre tr�enovania boli �iasto�ne odli�sn�e od predh�adzaj�uih (pozri�as�t 3.2), pou�zili sa nasleduj�ue hodnoty: ryhlos�t u�enia � = 0:001, d�l�zkahist�orie aktiv��t � = 100, �sk�alova�� koe�ient A = 0:1725 a koe�ientlater�alnej inhib��ie � = 0.Predikia a akept�aia nadobudla optim�alne hodnoty po uplynut��pribli�zne 1350000 krokov u�enia. Najlep�sie NNL hodnoty sa pohybovali vokol�� 0.1, perento spr�avnej akept�aie na tr�enovaej vzorke dosiahlo takmer99% (pozri obr. 4.1). Grafy pozost�avaj�u z priemern�yh hodnôt pre jednus�eriu siet�� tr�enovan�yh za tyh ist�yh okolnost��, vyzna�en�e s�u i �standardn�e30



KAPITOLA 4. ANAL�YZA STAVOV�EHO PRIESTORU 31

-0.2

0

0.2

0.4

0.6

0.8

1

1.2

1 10 100 1000(a)

0

0.2

0.4

0.6

0.8

1

1.2

1 10 100 1000(b)Obr. 4.1: Priebeh (a) NNL a (b) perento akeptovan�yh slov pre siete syklikou dynamikou (typ 1). Grafy zjednouj�u v�ysledky s�erie tr�enovanej1350000 krokov. Uveden�a je �standardn�a odhylka od priemeru. (Os x -po�et klastrova��h entier, os y - (a) NNL / (b) CPW.)



KAPITOLA 4. ANAL�YZA STAVOV�EHO PRIESTORU 32

-1

0

1

2

3

4

5

6

7

8

9

1 10 100 1000Obr. 4.2: Polovia d�l�zky maxim�alneho akeptovan�eho slova pre s�eriu siet��typu 1, tr�enovan�u 1350000 krokov. Ani s pou�zit��m maxim�alneho po�tuklastrova��h entier siete nemaj�u �ziadnu shopnos�t generaliz�aie. (Os x -po�et klastrova��h entier, os y - generaliz�aia.)odhylky od priemeru.Siete s yklikou dynamikou nie s�u shopn�e generalizova�t nau�en�uinform�aiu. Z obr. 4.2 vidno, �ze aj pri pou�zit�� 300 klastrova��h entier, nie jemaxim�alne akeptovan�e slovo dlh�sie ako 16 symbolov, �o je pr�ave maximumtr�enovaej mno�ziny. Pre�o je to tak, sk�usime vysvetli�t v nasleduj�uih p�arodstavoh.Na odhalenie vn�utorn�yh reprezent�ai�� sme pou�zili lineariza�n�u met�odupop��san�u v �asti 2.4.1. Natr�enovan�a neur�onov�a sie�t bola podroben�a v�setk�ym�styrom krokom lineariz�aie.Zistili sme, �ze sie�t 1 m�a dynamiku dvoh pevn�yh bodov, pri�om ka�zd�y znih je atraktor. Pevn�e body s�u rozmiestnen�e v rohoh stavov�eho priestoru,pevn�y bod dynamiky "a" (Fixa) le�z�� na poz��i�� [0.95, 0.96℄, pevn�y boddynamiky "b" (Fixb) le�z�� na poz��ii [0.04, 0℄ (pozri obr. 4.4, 4.3b). Pod�laharakteristik�yh hodnôt line�arneho syst�emu v ka�zdom z pevn�yh bodov,mo�zno ur�i�t typ dan�eho pevn�eho bodu a t�ym aproximova�t spr�avanie el�ehoneline�arneho syt�emu v jeho okol��. Charakteristik�e hodnoty �i s�u v na�sompr��pade nasledovn�e:



KAPITOLA 4. ANAL�YZA STAVOV�EHO PRIESTORU 33

0

0.2

0.4

0.6

0.8

1

0 0.2 0.4 0.6 0.8 1
-0.5

0

0.5

1

1.5

-0.5 0 0.5 1 1.5(a) (b)Obr. 4.3: (a) Trajekt�oria slova a2b2 v stavovom priestore siete 1, po uplynut��1350000 krokov u�enia. Ide o yklik�y dej za���naj�ui sa a kon�iai sapribli�zne v tom istom bobe. Tento druh spr�avania je spôsoben�y dynamikoudvoh atrakt��vnyh pevn�yh bodov, rozmiestnen�yh v proti�lahl�yh rohohstavov�eho priestoru. (b) Stavov�y diagram zobrazuje rozmiestnenie pevn�yhbodov siete 1. Kr�u�zok predstavuje pevn�y bod dynamiky "a", trojuholn��kpevn�y bod dynamiky "b". �S��pky pret��naj�ue sa v pevnom bode ukazuj�usmery line�arnej kontrakie �i expanie v jeho bl��zkom okol�� (harakteristik�evektory). V diagrame mo�zno n�ajs�t takisto mno�zinu v�setk�yh dosiahnute�ln�yhstavov po�as prehodu ez tr�enovaiu mno�zinu (mal�e kr�u�zky).�1 �2 j�1j j�2jFixa 0:22 + 0:08i 0:22� 0:08i 0.23 0.23Fixb 0.03 0.19 0.03 0.19Vidno, �ze d�l�zky harakteristik�yh hodnôt pre obidva pevn�e body s�u men�sieako 1. Znamen�a to, �ze v oboh pr��padoh ide o atrakt��vne pevn�e body. Tie�zvidno, �ze kontraktivita atraktorov je pribli�zne rovnak�a (0:23 � 0:19), �o jeist�ym predpokladom pre �uspe�sn�u akept�aiu. Mo�zno si v�simn�u�t, �ze pre pevn�ybod Fixa neexistuj�u vlastn�e (re�alne) harakteristik�e hodnoty ani vektory.T�ato situ�aia nast�ava v pr��pade, ke�d nie je mo�zn�e n�ajs�t vlastn�e osi line�arnejkontrakie �i expanzie. V na�som pr��pade to indikuje �spir�alovit�y atraktor.Povaha atraktorov Fixa a Fixb sa zd�a by�t z ist�eho nadh�ladu rovnak�a, no nieje to tak. L���sia sa toti�z spr�avan��m v ih bezprostrednom okol��.Gradienty el�eho stavov�eho priestoru siete 1 mo�zno pozorova�t vo f�azov�yh
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KAPITOLA 4. ANAL�YZA STAVOV�EHO PRIESTORU 36diagramoh na obr. 4.4. Normalizovan�e f�azov�e diagramy v�sak mô�zu by�tzav�adzaj�ue (spodn�a polovia obr. 4.4). Zmaz�avaj�u toti�z rozdiely medziniektor�ymi typmi pevn�yh bodov, napr. pevn�y bod typu ,,sedlo" nemo�znodobre odl���si�t od norm�alneho atraktora.Ako sa u�z spomenulo, vn�utorn�a reprezent�aia jazyka Lanbn je v pr��padesiete s yklikou dynamikou zalo�zen�a na dynamike dvoh atraktorov.Tento druh dynamiky prin�a�sa viaero nev�yhod, najm�a v s�uvislosti spredikiou �i generalizaiou. K dobrej predikii je bezpodmiene�ne potrebn�e,aby kontrakt��vnos�t oboh pevn�yh bodov bola rovnak�a. Dôsledkomnevyv�a�zenosti sp�adov jednotliv�yh atraktorov mô�ze by�t neuzavretos�ttrajekt�ori�� slov, alebo zmen�sovanie ,,rozli�sovaej" shopnosti v okol��niektor�eho z pevn�yh bodov. V pr��pade siete 1 je prv�a podmienka via �imenej splnen�a. Trajekt�orie slov s�u v nau�enej sieti uzavret�e, no rozli�sovaiashopnos�t v oboh pevn�yh bodoh neposta�uje (pozri obr. 4.5 a 4.3a). Pr�avetento nedostatok je hlavnou pr���inou zlej generaliza�nej shopnosti.V tejto s�uvislosti mô�ze by�t zauj��mav�y i v�yvoj dynamiky siete v priebehuu�enia. Najlep�sie je mo�zno porozumie�t dynamike siete pomoou trajekt�ori��slov v stavovom priestore (pozri obr. 4.5).4.2 Sie�t 2: ,,Cik-ak" dynamikaDruhou podrobnej�sie rozoberanou dynamikou bude tzv. ,,ik-ak" dynamika.Na rozdiel od siet�� typu 1, prejavuje t�ato dynamika tie�z ist�e generaliza�n�eshopnosti. ,,Cik-ak" dynamika je dôsledkom u�z �iasto�ne popisovan�ehotr�enovania z kapitoly 3.Pre jednozna�nos�t op�a�t uv�adzame pou�zit�e parametre tr�enovania: u�iaifaktor � = 0:0001, d�l�zka hist�orie aktiv��t � = 100, �sk�alova�� koe�ientA = 0:19 a koe�ient later�alnej inhib��ie � = 0.Z kapitoly 3 vidno, �ze maximum predik�nej a generaliza�nej shopnostinastane pribli�zne po 2000000 krokoh u�enia (pozri obr. 3.2, 3.3, 3.4, 3.5).�Uspe�snos�t s�erie tr�enovanej pr�ave 2000000 iter�ai�� zahyt�ava konkr�etnej�sieobr. 4.6. V porovnan�� so sie�tami typu 1, bolo mo�zn�e pozorova�t podstatnemen�siu varianiu �uspe�snosti, u�z pri 100 klastrova��h entr�ah je predik�n�ashopnos�t pre v�setky siete takmer 100%. Priemern�a d�l�zka maxim�alnehoakeptovan�eho slova st�upla na �osi via ako 20 symbolov (n � 10), �opredstavuje 1.25 n�asobok maxim�alneho slova v tr�enovaej mno�zine (pozriobr. 4.7).
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1 10 100 1000Obr. 4.7: Polovia d�l�zky maxim�alneho akeptovan�eho slova pre s�eriu siet��typu 2, tr�enovan�u 2000000 krokov. Na rozdiel od siet�� typu 1, je vidite�ln�aist�a shopnos�t generaliz�aie. (Os x - po�et klastrova��h entier, os y -generaliz�aia.)Z v�ysledkou lineariz�aie vyplynulo, �ze sie�t 2 vyu�z��va op�a�t dynamiku dvohpevn�yh bodov, ktor�e v�sak maj�u odli�sn�y harakter.�1 �2Fixa -0.3 -0.76Fixb -0.63 -1.56Pevn�y bod Fixa je atraktor, ktor�y men�� znamienko v smere oboh os��kontrakie. Pevn�y bod Fixb m�a �iasto�ne in�e vlastnosti. Absol�utna hodnotadruhej z harakteristik�yh hodnôt je toti�z v�a��sia ako 1, �o zapr���i�nujeexpaziu v smere jedn�eho z harakteristik�yh vektorov. Toto je typikouvlastnos�tou sedlov�yh pevn�yh bodov. Obidve harakteristik�e hodnoty preFixb s�u z�aporn�e, �i�ze menia znamienko tie�z pozd�l�z oboh os��. V dôsledkutoho sa dynamik�y syst�em pohybuje po ,,ik-ak" trajekt�oriah v stavovompriestore.Siete typu 2 sp�l�naj�u podmienku inverznosti v�a��s��h harakteristik�yhhodnôt. T�ato podmienka je nutn�a pre �uspe�sn�u akept�aiu a generaliz�aiuu siet���t s dynamikou atraktor-sedlo [15℄. Podmienku inverznosti mo�znoformulova�t ako �amax = 1�bmax ; (4.1)
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Kapitola 5Diskusia
5.1 Akept�aiaAko sme uk�azali v kapitole 3, rekurentn�a BCM sie�t je shopn�a nau�i�t sa jazykLanbn s istou mierou zov�seobenenia. T�ato shopnos�t implikuje vn�utorn�ereprezent�aie, ktor�e separuj�u navz�ajom nes�uvisiae podnety.Pokia�l tr�enovaiu mno�zinu h�apeme ako sekveniu symbolov, bez oh�laduna kone slov, s�u v�ysledky RBCM siet�� ve�lmi uspokojiv�e (pozri obr. 3.2a 3.3) [18℄. Za vhodn�yh podmienok kleslo NNL predik�n�eho modelu,vybudovan�eho nad sie�tou s ,,ik-ak" dynamikou, a�z takmer na 0. Znamen�ato, �ze model �statistiky ve�lmi dobre vystihuje povahu predkladanej sekvenie.Pokia�l h�apeme tr�enovaiu vzorku ako mno�zinu slov, ktor�e s�u sietipredkladan�e v n�ahodnom porad��, situ�aia o �osi hor�sia. V�yraznej�siesa prejavuje z�avislos�t tr�enovania na jeho parametrov �i po�iato�n�yhpodmienkah. Akepta�n�a �uloha kladie ve�lk�y dôraz na varianiu stavovvo f�azovom priestore, ve�lk�a variania je predpokladom lep�s��h akepta�n�yhv�ysledkov.Obidva analyzovan�e druhy siet��, siete s yklikou i ,,ik-ak" dynamikou,s�u typik�e vzdialen�ymi pevn�ymi bodmi a relat��vne ploh�ymi sp�adov�ymioblas�tami (absol�utne hodnoty kontrak�n�yh �i expanzn�yh koe�ientov s�ur�adovo rovn�e 1). Plohos�t zapr���i�nuje ve�lk�u varianiu stavov a t�ym tie�zlep�siu akepta�n�u predispoz��iu.V s�uvislosti s kon�strukiou predik�n�yh modelov, je dôle�zitou vlastnos�touu�enia tie�z shopnos�t odhali�t harakteristik�e �rty tr�enovaej vzorky. U�enietak�ymto spôsobom determinuje vn�utorn�e reprezent�aie siete, ktor�e mô�zuby�t via alebo menej adekv�atne. Experiment�alne sme potvrdili, �ze RBCM42



KAPITOLA 5. DISKUSIA 43siete s�u shopn�e nau�i�t sa spr�avnym spôsobom reprezentova�t po���tadlo sohrani�enou h�lbkou.5.2 Generaliz�aiaShopnos�t generaliz�aie objavuj�ua sa u RBCM siete je zrete�lne z�avisl�ana parametroh a d�l�zke tr�enovania. Uveden�e boli dva druhy dynam��k, zktor�yh sa ka�zd�a vyzna�ovala inou �urov�nou generaliz�aie. Siete s yklikoudynamikou neboli za �ziadnyh okolnost�� shopn�e zov�seobe�novania. Nadruhej strane, siete typu 2 (,,ik-ak" dynamika) preuk�azali generaliza�n�ushopnos�t takmer na �urovni SRN tr�enovanej pomoou BPTT [15℄.Pozrime sa teraz bli�z�sie na predik�n�u hybu jednotliv�yh siet��, �speialnena poz��ie, v ktor�yh t�ato hyba nastala. V pr��pade jazyka Lanbn jemo�zn�e rozdeli�t predikovateln�e prehody do dvoh z�akladn�yh skup��n: 1)predikie typu b!a, 2) predikie typu b!b. Vo v�seobenosti s�u b!bpredikie vo v�yraznej prevahe nad predikiami typu b!a. Zo �statistik�ehopoh�ladu s�u preto b!b predikie v�yznamnej�sie ne�z b!a predikie, hoiz akept�a�n�eho poh�ladu s�u si rovnoenn�e. Ke�d�ze generaliz�aia stoj�� naakept�aii el�yh slov, je nutn�e od neuron�alneho modelu po�zadova�t spr�avnupredikiu pri obidvoh typoh prehodov (pozn. PERR m�a bin�arnepr��spevky: spr�avne / nespr�avne).Selekt��vna predik�n�a hyba b!a natr�enovanej siete typu 1, kles�a spo�tom klastrova��h entier (pozri obr. 5.1a). Podobn�y proes mo�znosledova�t aj v pr��pade siet�� typu 2 (pozri obr. 5.2a). Experiment v�sakuk�azal, �ze v pr��pade generalizuj�uih siet�� typu 2, predik�n�a hyba b!bkles�a so st�upaj�uim po�tom entier, na rozdiel od siet�� typu 1 (pozri obr.5.1b a 5.2b). Potvrdilo sa t�ym, �ze dynamika dvoh atraktorov nie je vhodn�ana reprezent�aiu po���tadla, je shopn�a obsiahnu�t iba obm�adzen�u mno�zinuslov. Naopak dynamika typu atraktor-sedlo (typ 2) je shopn�a �uspe�snereprezentova�t jazyk Lanbn .5.3 Z�averAko sme uk�azali v kapitole 3 a 4, rekurentn�a BCM neur�onov�a sie�t je za ist�yhokolnost�� shopn�a nau�i�t sa ,,spr�avne po���ta�t" na pr��kladoh z jazyka Lanbn .Vn�utorn�e reprezent�aie dobre natr�enovanej RBCM siete pozost�avaj�u z dvoh



KAPITOLA 5. DISKUSIA 44

-0.2

0

0.2

0.4

0.6

0.8

1

1.2

1 10 100 1000(a)

-0.1

0

0.1

0.2

0.3

0.4

0.5

0.6

1 10 100 1000(b)Obr. 5.1: Selekt��vna hyba predikie pre siete s yklikou dynamikou (typ1), v z�avislosti od po�tu klastrova��h entier. Grafy zobrazuj�u perentohybnej predikie v (a) b!a prehodoh, (b) b!b prehodoh. Mo�zno siv�simn�u�t, �ze predik�n�a hyba b!a kles�a so st�upaj�uim po�tom klastrova��hentier. Po�et hybn�yh b!b prediki�� v�sak postupne rastie. (Os x - po�etklastrova��h entier, os y - (a) PERRb!a / (b) PERRb!b.)
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1 10 100 1000(b)Obr. 5.2: Selekt��vna hyba predikie pre siete s ,,ik-ak" dynamikou, vz�avislosti od po�tu klastrova��h entier (bli�z�s�� popis grafov mo�zno n�ajs�t priobr. 5.1). Na rozdiel od siet�� s yklikou dynamikou (typ 1), siete s ,,ik-ak" dynamikou (typ 2) preukazuj�u ist�u shopnos�t generaliz�aie. Z grafovvidno, �ze predik�n�a hyba b!b kles�a zarovno s hybou b!a. (Os x - po�etklastrova��h entier, os y - (a) PERRb!a / (b) PERRb!b.)



KAPITOLA 5. DISKUSIA 46vyv�a�zen�yh pevn�yh bodov typu atraktor a sedlo, podobne ako pri SRN [15℄.Tento druh dynamiky dovo�luje vybudova�t predik�n�y model so shopnos�touzov�seobe�nova�t nau�en�u inform�aiu.�Uspe�snos�t (konvergenia) RBCM siet�� je ve�lkou mierou z�avisl�a na�startova��h podmienkah a parametroh u�enia. Perspekt��vne by preto bolozauj��mav�e venova�t sa h�ladaniu �i extrakii optim�alnyh parametrov u�eniapre dan�y probl�em.Zauj��mav�e mô�ze by�t tie�z nahradenie pravdepodobnostn�ehopredik�n�eho modelu doprednou neur�onovou sie�tou, napojenou na v�ystupn�uvrstvu rekurentnej BCM siete. I�slo by o neuron�alnu alternat��vupravdepodobnostn�eho predik�n�eho mehanizmu. Zalo�zen�a by bola narozde�lovan�� stavov�eho priestoru RBCM siete do oblast�� s rôznou dôle�zitos�toui funk�n�ym ohodnoten��m. U�enie tak�ehoto modelu by eventu�alnemohlo prebieha�t na b�aze Hebbovho u�iaeho pravidla s impliitn�ymnormovan��m. Tak�eto u�enie by zodpovedalo za vytv�aranie asoi�ai�� medzivn�utorn�ymi stavmi RBCM siete a po�zadovan�ymi v�ystupmi. Prekonan��mspom��nan�yh probl�emov by mohol vznikn�u�t samoorganizuj�ui neuron�alnymodel, nevy�zaduj�ui �ziaden extern�y �statistik�y apar�at.



Dodatok ADe�n��ia dynamik�eho syst�emuV tejto kapitole form�alnej�sie zade�nujeme pojem dynamik�eho syst�emu (DS),ktor�y je k�l�u�ov�ym pri popise spr�avania siet�� v okol�� pevn�yh bodov.1. Dynamik�y syst�em s diskr�etnym �asom mo�zno h�apa�t ako iter�aiudiferenovatelnej funkie:f : Rn !Rn; napr: ~x(t+ 1) = f(~x(t)); t 2 N; ~x 2 Rn;kde N je mno�zina prirodzen�yh ���sel a Rn n-rozmern�y priestornad re�alnymi ���slami. Ak funkia f sp�l�na vlastnos�t superpoz��ie1,dynamik�y syst�em je line�arny, inak je neline�arny. RNN so sigmoidouna v�ystupe je pr��kladom neline�arneho dynamik�eho syst�emu.2. Postupn�e iter�aie generuj�u sekveniu bodov ur�uj�uih trajekt�oriusyst�emu �startuj�ueho z bodu x0 2 Rn.~x(0); ~x(1) = f(~x(0)); ~x(2) = f(~x(1)) = f 2(~x(0)); : : :3. Bod ~x sa naz�yva pevn�ym bodom funkie f ak 8m 2 N : fm(~x) = ~x.4. Pevn�y bod ~x sa naz�yva atraktor, ak existuje tak�e jeho okolie, pre ktor�eplat��, �ze 8~y 2 O(~x) : limm!1 fm(~y) = ~x5. Pevn�y bod ~x sa naz�yva repelor, ak existuje tak�e jeho okolie, pre ktor�eplat��, �ze 8~y 2 O(x) : limm!�1 fm(~t) = ~x1Vlastnos�t superpoz��ie: f(a~x + b~y) = af(~x) + bf(~y), kde a a b s�u skal�ary, ~x a ~y s�uvektory. 47



DODATOK A. DEFIN�ICIA DYNAMICK�EHO SYST�EMU 486. Bod ~x naz�yvame n-periodik�ym pevn�ym bodom ak fn(~x) = ~x.7. Dynamik�y syst�em mo�zno zade�nova�t i ako syst�em rovn�� (funk�n�yhz�avislost��) F = ffi : Rn !R; i = 1; 2; :::g.Pr��klad dvojrozmern�eho DS:x1(t+ 1) = f1(x1(t); x2(t))x2(t+ 1) = f2(x1(t); x2(t))8. Krok v�ypo�tu line�arneho dynamik�eho syst�emu mo�zno zap��sa�t ako~X(t + 1) = F 
 ~X(t); (A.1)kde F je matia line�arneho zobrazenia a ~X(t) je vektor reprezentuj�uistav syst�emu v �ase t.9. Charakteristik�e hodnoty � a vektory v s�u tie, pre ktor�e plat��F 
 v = �v. Pre line�arny syst�em n-rovn�� ur�uj�u harakteristik�ehodnoty ve�lkos�t a povahu kontrakie �i expanzie. Charakteristik�evektory ur�uj�u osi, pozd�l�z ktor�yh sa syst�em line�arne deformuje. Preka�zd�y n-rozmern�y line�arny syst�em existuje pr�ave n harakteristik�yhhodnôt a vektorov. V pr��pade, �ze line�arny syst�em aproximujeneline�arny syst�em v jednom z jeho pevn�yh bodov, harakteristik�ehodnoty mô�zu pomô�t pop��sa�t povahu dan�eho pevn�eho bodu.(a) ak 8i : j�ij < 1, analyzovan�y bod je atraktor(b) ak 8i : j�ij > 1, analyzovan�y bod je repelor() ak 9i : j�ij > 1 a 8j 6= i : j�jj < 1 analyzovan�y bod je sedlo(d) ak 9i : j�ij = 1 na anal�yzu je nutn�a in�a met�oda10. Neh F je neline�arny syst�em funki�� a neh J je matia pari�alnyhderiv�ai�� syst�emu F pod�la jednotliv�yh premenn�yh (Jakobi�an). PotomF = J(a) je matia line�arneho syst�emu aproximuj�ueho spr�avanie F vbode a.11. V pr��pade neline�arnyh syst�emov naz�yvame anal�ogie harakteristik�yhhodnôt mno�zinou stabiln�yh a nestabiln�yh variet (MS a MU)2.MS = f~x j 8m : Fm(~x) 2 WS ^ limm!1Fm(~x) = ~xfixgMU = f~x j 8m : Fm(~x) 2 WU ^ limm!�1Fm(~x) = ~xfixg2Stable / Unstable Manifold (MS /MU )



DODATOK A. DEFIN�ICIA DYNAMICK�EHO SYST�EMU 49Ide o analytiky �ta�zko detekovateln�e a spraovateln�e veli�iny, preto sav praxi uprednost�nuj�u aproxima�n�e met�ody.
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