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Abstrakt

V nasej praci ponikame stavebné komponenty modelu zrkadliacich neurénov, ktory je nasim
kone¢nym cielom, avSak je nad rdmec tejto prace. Podrobnou analyzou existujucich modelov
sme identifikovali niekol’ko problematickych miest, ¢i biologicky neplauzibilnych
predpokladov a snazime sa jeden takyto podstatny problém premostit’ prave nasim modelom a
posunut’ sa viac k redlnemu modelu zrkadliacich neurdnov. InSpirovani neurologickymi
vyskumami sme preto zahrnuli do naSho modelu oblast’ hornej spankovej brazdy (STS), oblast’
premotorickej kory (PMC) a model dosahovania a uchopu. Vsetky modely st zalozené na
vypoctovej paradigme neurdnovych sieti. Zameriavame sa na vznik vizualnych reprezentécii
uchopov a emergenciu perspektivne variantnych a invariantnych neurénov v modeli STS.
Zarovenn sme ponukli jednoduchy model vykonavania uchopov, ktory sme mali moznost’
otestovat’ v redlnom prostredi a moze sluzit’ ako generator trénovacich mnozin pre modely STS

a PMC.

Kracoveé slova: zrkadliace neurdny, vrchnd spankova brdzda, perspektivne variantné a
invariantné reprezentacie, model uchopovania, kognitivna robotika, vypoctova inteligencia,

porozumenie akcidm



Abstract

In our thesis we propose building blocks of the mirror neurons model, which is our final goal
but exceeds the scope of this thesis. We have carefully analyzed existing models and have
identified several problematic points or biologically implausible presuppositions and our effort
is to eliminate one such crucial problem in our new model and move towards a more realistic
mirror neuron model. Inspired by neurological research we decided to include to the model the
area of superior temporal sulcus (STS), premotor cortex area (PMC) and the model for reaching
and grasping. All the models are based on the neural networks computation paradigm. We have
focused on creation of visual representations of grasps and emergence of perspective variant
and invariant neurons in the STS model. We have also proposed a simple robotic model of
reaching and grasping, which was tested in a real environment and will be used as a dataset

generator for STS and PMC models.

Key words: mirror neurons, superior temporal sulcus, perspective variant and invariant
representations, model of grasping, cognitive robotics, computational intelligence, action

understanding
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Uvod

Problematika systému zrkadliacich neurénov a dizajn komplexného a biologicky plauzibilného
vypoctového modelu ostava stale otvorenou otdzkou uz vySe desatrocie. Ako zastancovia
hypotézy o prispievani systému zrkadliacich neurénov k porozumeniu akciam sa domnievame,
ze takyto systém vyznamne prispeje k sucasnej kognitivnej robotike a bude nevyhnutnou

stcastou modulu porozumenia akciam pre umelé zivotné formy.

V sucasnosti vyvinulo niekol’ko vyskumnych timov modely [1] zalozené na roznych principoch
s rdznym stupniom abstrakcie a vhodnym predspracovanim dat. Tieto modely sme pozorne
prestudovali, zanalyzovali a izolovali niekol’ko problematickych miest, ktoré sucasné modely
majui. Jednym z nich je nedostato¢ne komplexny model vrchnej spankovej brazdy, ktora hra

jednu z hlavnych uloh v celom zrkadliacom systéme.

InSpirovani neurologickymi vyskumami v oblasti senzomotoriky sme navrhli vlastny model
zamerany prave na vznik reprezenticii vo vrchnej spankovej brazde a jej prepojenie s
premotorickou koérou. Vysledkom celého navrhu je modularna architektira pozostavajuca zo
samostatnych blokov, ktoré reprezentujii neuralne oblasti a jej velkou vyhodou je moznost
online uc€enia celej Struktury, ¢o velmi dobre simuluje bezné kazdodenné pouZivanie tohto
okruhu. Okrem toho modularita dovoluje dodato¢né rozsirenie modelu o nové sucasti a
blok, ktory je prave zdrojom informacii pre premotoricku koru ako aj pre vrchnu spankovu

brazdu a ten sme experimentalne testovali v redlnom prostredi.

Pomocou série dosledne pripravenych experimentidlnych uloh sme skumali spravanie sa
modelov a vyhodnocovali ich uspesnost’ a naplnenie nasich hypotéz ohl'adom ich vyslednej
organizacie. Dosiahli sme uspesné naplnenie naSich predpokladov, ale otvorili sa ndm aj nové
otazky, €i vyvstali nové problémy, ktoré v diskusnej Casti analyzujeme a pripadne predkladame
rieSenia. Vyvoj tohto modelu nie je ani zd’aleka pri konci (a ako celok nebol ani cielom tejto
prace), a preto predkladame dizajn, implementaciu a experimentalne vysledky jednotlivych

blokov (modulov), z ktorych sa nad$ model zrkadliacich neurénov sklada.



1 Teoretické vychodiska

V nasej préci integrujem dokopy poznatky z neurologickych studii a vypoctovych modelov,
pricom sa snazime €o najviac priblizit' biologicky plauzibilnému rieSeniu a vyrieSit' niektoré
chyby, ktoré¢ st v sticasnych modeloch senzomotorickych okruhov, zrkadliacich neurénov a
modeloch porozumenia akcidam. V nasledujucich podkapitolach priblizime biologické
predpoklady a oblasti mozgu, ktoré vystupuju v naSom modely. Dalej zanalyzujeme su¢asné

modely, ktoré nas inSpirovali pre dizajn nasho vlastného modelu.

1.1 Vrchna spankova brazda

Jednou z najsktimanejSich oblasti mozgu je v poslednom ¢ase vrchné spankova brazda (superior
temporal sulcus - STS). Tato brazda sa tiahne hornou &astou po celej dizke tempordlnych
lalokov. Jej jednotlivé oblasti su pokladané za sidla réznych kognitivnych funkcii ako je
rozpoznavanie l'udskej tvare, audiovizudlna integracia, spracovanie reci, socialna percepcia a

spracovanie biologickych pohybov.

Podla hypotézy o vizudlnom spracovani v dvoch cestach (dorzdlna a ventrdlna) [2] prave v
tychto oblastiach kon¢i cesta ventrdlna. Tato hypotéza predpokladd existenciu dvoch
samostatnych pradov toku informécie z vizudlnej kory do vrchnych kérovych oblasti a
spodnych spankovych oblasti. Dorzalna cesta sa zvykne Casto nazyvat’ aj cestou ,,KDE* alebo
»~AKO%, kedZe sa v nej predovSetkym spracuvaju priestorové vztahy medzi objektmi a
motorické oblasti poskytuji informéciu o afordanciach, ¢ize mnozinach akcii, ktoré mozno s
objektom vykonat. Ventralna cesta dostala pomenovanie ,,CO*, ktoré vyjadruje, Ze na jej konci
dochadza k identifikéacii a klasifikécii pozorovaného objektu alebo akcie. Prave v tom hra
vyznamnu Ulohu prave oblast’ STS, ktora takuto vysoko abstraktnli informéciu, ktori dostava z
predchadzajucich oblasti klasifikuje a dalo by sa obrazne povedat, ze tam sa rodi znalost’ o
tom, ¢o vidime. D4 sa ale predpokladat, Ze to nie st dva separované prudy spracovania
vizualnej informdcie a pocas prechodu jednotlivymi cestami dochadza medzi nimi ku

komunikacii.



Obr. €. 1: Schéma hypotézy o dvoch pridoch spracovania vizualnej informécie — dorzalny
prad je zeleny a ventralny prud fialovy
(Prebraté z en.wikipeadia.org)

Stale ostdva nevyrieSenou otazkou, nakolko sa samotné STS podiela na vymenovanych
funkciach a nakolko sa do tejto Cinnosti zapdjaju okolité korové Struktiry. Vieme o silnom
nepriamom prepojeni STS s premotorickou korou [3] s ¢im stvisi aj problematika zrkadliacich
neurdnov, ktorej venujeme samostatni podkapitolu. TaktieZ je evidencia prepojenia so
sluchovou korou, mozo¢kom a samozrejme vizudlnou koérou. Podl'a hypotézy [4] je funkcnd
Specifikacia STS vzdy zavisla na sicinnosti s inymi mozgovymi Strukturami vyssich radov, s
ktorymi mé& STS spojenie. Iné nazory [4] hovoria, ze STS je funkéne fragmentované a jeho
oblasti samostatne prispievaji k vykonavaniu spominanych kognitivnych funkcii a teda tloha
STS nie je determinovana sucasnou aktivitou ostatnych oblasti. Prvii hypotézu by podporilo
zistenie, ze funk¢né oblasti STS sa Uplne alebo Ciastocne prekryvaji a tym padom sluzia ako
celky pre viac moznosti pouZitia. Naopak dokaz o jasnej oddelenosti funkénych fragmentov by

podporoval druht hypotézu.

Podl'a studie G. Heina a kol. [4], ktorda bola sumarnou pracou vyhodnocujiicou niekolko
desiatok vyskumov oblasti STS sa autorom podarila ukazat’ diverzifikicia brazdy v pozdiznom
smere. Aktivity v prednej (anteriornej) oblasti sa zna¢ne 1iSili od aktivit v zadnej (posteriorne;j)
oblasti vzhl'adom na rozne funkcie, ktoré experimenty skumali. Rovnako sa prejavila rozna
Specifikdcia aj v rdmci hemisfér. V Tavej hemisfére sa priblizne rovnakym podielom na

spracovani biologického pohybu podiel’a anteriorna aj posteriorna oblast’ STS, pri¢om v oboch



pripadoch je to len nieco malo cez 20% celkovej aktivity pre rozne kognitivne funkcie. V pravej
hemisfére v posteriornej oblasti naopak spracovanie pohybu dominuje (vySe 55% celkovej

aktivity) a v anteriornej oblasti Ziadna aktivita namerané nebola.
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Obr. €. 2: Funk¢na organizacia oblasti STS v oboch hemisférach.
(Prebraté z ¢lanku G. Heina a kol. [4])

Na obr. €. 2 st graficky znazornené vysledky prieskumu funkénej organizacie oblasti STS, v
obrazkoch nal'avo mozeme vidiet’ distribliciu aktivit v anteriornej oblasti STS, pricom pre nasu
pracu je najzaujimavejsi zeleny stipec, ktory reprezentuje spracovanie pohybu. V pravej Gasti
vidime distribuciu aktivit posteriornej oblasti STS. Horné dva grafy zodpovedaju lavej
hemisfére, dolné¢ dva pravej hemisfére. Na zaklade tychto vysledkov autori vyslovuju
domnienku, Ze STS nie je funk¢éne fragmentované, ale jeho konkrétna funkcia je determinovana

aktivitou okolitych oblasti a teda subregiony STS st multifunkcné.

Dal$im z pozoruhodnych vyskumov je praca Perretta a kol. [5], v ktorej sa venuju skumaniu
aktivit oblasti STS prave z hl'adiska rozpoznavania tvare u opic rodu makak. Pouzitou metodou

bolo meranie aktivit jednotlivych neurdlnych buniek odpovedajucich na stimuly. Vyskum sa



zameriaval na zistenie, ¢i neurény v oblasti STS koduju tvar z pohl'adu pozorovatel’a, teda, ¢i st
perspektivne variantné, alebo ¢i je kodovanie realizované z hl'adiska objektu a neurdny su
perspektivne invariantné. Z hladiska skumania spracovania pohybov sa o perspektivne

invariantnom koédovani hovori ako o kddovani vzhl'adom na ciel’ akcie [5].

Inou otazkou bolo, ¢i je aktivita perspektivne variantnych neurdnov distribuovand rovnomerne
pre kazdu perspektivu pozorovania, alebo existuju populdcie kodujice niektoré vybrané

perspektivy a ostatné perspektivy si kodované ich spolo¢nou aktivaciou.

Vysledky merani ukézali, ze az 96% buniek je Specializovanych na kédovanie tvare z pohl'adu
pozorovatela a su perspektivne variantné. Distribicia kodovanych perspektiv vSak nie je
rovnomerna ale tieto neurdny sa zameriavaju na 4 hlavné smery: tvar spredu, tvar z profilu
zl'ava a sprava a ,,tvar* zozadu. Najvacsi pocet buniek reprezentoval tvar spredu a tvar z profilu
videnu zlava (viz. obr. ¢. 3). Mal¢ mnozstvo buniek sa aktivovalo rovnako pre kazda
perspektivu a podl'a Perrettovej analyzy ich mozno povaZovat za perspektivne invariantné a
teda kodujuce tvar z hl'adiska objektu. Rovnako velkd skupina buniek vykazovala zmieSané
aktivity odpovedajtice na kazdi perspektivu pozorovania, ale eSte stale sa u nich prejavovala aj

diskriminacia vzh'adom na perspektivy.

Obr. ¢. 3: Distribucia aktivit neurénov v ramci perspektiv

V neskorsej praci skiumal T. Jellema a D. Perrett [6] hlbSie organizaciu oblasti STS v spojitosti s
koédovanim pohybov vzhl'adom na objekt a s kodovanim vzhl'adom na perspektivu. Zamerali sa

na prieskum prednej oblasti STS (aSTS) kde zistili pritomnost’ znacnej populacie neurdlnych



buniek reprezentujticich pohyb invariantne vzhl'adom na perspektivu. Na zéklade tohto zistenia
a predoslych vyskumov oblasti STS je mozné tvrdit, ze sa v jeho zadnej casti (pSTS)
nachadzaju prevazne neurony diskriminujuce perspektivu pri pozorovani ichopu a az v prednej
Casti sa nachadzaji abstraktnejSie reprezentdcie, ktoré uz su od perspektivy nezavislé a

reprezentuju pohyb na vyssej urovni.

1.2 Systém zrkadliacich neurénov

Vyznamnym fenoménom, ktory je skumany vySe dve desatrocia a vyvoldva mnozstvo
polemiky je systém zrkadliacich neurénov. Podl'a ¢asti vedcov podielajucich sa na skiimani
tejto oblasti ma zrkadliaci systém kriticky prinos pre porozumenie akciam, imitaciu, vyvoj
jazyku, priiny autizmu a iné kognitivne funkcie. Naopak kritici tychto teodrii tvrdia, Ze

zrkadliaci systém nezohrava Ziadnu tlohu a je iba ndhodnou sti¢astou neuralnych okruhov.

G. Rizzolatti a kol. v roku 1988 urobil sériu experimentov [7][8] s macaca nemestrina (Makak
svinochvosty), ktorymi sa podarilo dokdzat’ existenciu zrkadliacich neurénov u opic v
histochemickej oblasti F5 (ventralna premotorickd kora). Pri experimente boli opice posadené
na stolicku so zafixovanou hlavou a pomocou elektrdd bola zaznamenavana aktivita neurénov v
oblasti F5. Pred objekt bola umiestnena krabica, do ktorej boli vlozené rozne predmety. Opica
ich po zopnuti spinata mohla dosiahnut’ a pod nimi sa ukryvala odmena v podobe jedla.
Pomocou dvoch infra¢ervenych kamier bola zaznamendvana poloha ruky a vSetko sa nahravalo
pre neskor$iu analyzu. V druhej Casti experimentu predvadzal experimentator opiciam podobné
pohyby, ako samé vykondvali v prvej casti. Jednalo sa o uchopenia jedla, manipuldciu s
jedlom, trhanie, balenie a tiez pohyby, ktoré sa neviazali na ziadny objekt, ako mavanie, ¢i

zdvihanie ruk.

Vysledkami vysSie spominaného experimentu bola koreldcia medzi aktivitou neurénov v
oblasti F5 a manipuldcia samotnej opice s predmetmi a taktiez ked s tymito predmetmi
manipuloval experimentitor. Podobné aktivita sa vobec neprejavila pri experimentatorvych
pohyboch, ktoré neboli viazané na ziaden objekt. Tiez sa tieto neurony neaktivuju pri

pozorovani samotného objektu, alebo pri imitovani pohybu s objektom, ktory vsak chyba.

Na zaklade tychto zisteni sa davali zrkadliace neurdény do suvisu s rozpoznadvanim motorickych
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akcif. V neskorSich experimentoch na opiciach boli objavené dalSie oblasti, ktoré taktiez
obsahovali zrkadliace neurény a spolu tvoria parieto-frontdlny mozgovy okruh. Ten pozostava z
oblasti F5, doln¢ho temenného lalocika (IPL) a prednej medzitemennej oblasti (AIP). Obe
oblasti dostavaju tiez vizualne informacie vyssej urovne od oblasti v hornej spankovej brazde
(STS). Tieto oblasti koduju biologické pohyby, avSak nereagujii na motorické podnety. Preto,
striktne vzaté, sa nepovazuju za sucast’ zrkadliaceho systému. Zrkadliacu vlastnost’ vykazuja
tiez neurdny oblasti F6, bo¢nej medzitemennej oblasti (LIP) a prednej medzitemennej oblasti

(VIP) [9][10].

Neurdlne predpoklady existencie zrkadliaceho systému o c¢loveka boli uz v polovici 20.
storocia. Naznacovali to vyskumy Cohena-Seata a kol. [11] a tiez Gastauta a Breta [12]. Dokaz
vS8ak bol podany az nedavno vd’aka vizualizanym technologiam zobrazujucich mozog ako
funk¢na magneticka rezonancia (fMRI), elektroencefalografia (EEG) a magnetoencefalografia

(MEG).

Stadie [9] ukézali, Ze podobne ako u opic, je zrkadliaci systém ¢loveka formovany prednou
oblastou IPL, dolnou ¢ast'ou predustredného zavitu a dolnou ¢astou dolné¢ho ¢elového zavitu.
Tiez sa obCas pozorovala aktivita neurénov premotorickej mozgovej kory a vrchného
temenného lalo¢ika. Analyza vyskumu pomocou fMRI na jednotlivych objektoch ukazala, Ze
aktivne su aj d’alSie oblasti kory ( napr. primédrna a sekundarna somatosenzoricka kora). Da sa
predpokladat’, ze tieto oblasti su spuStané zrkadliacimi okruhmi a poskytuji dodato¢né

mechanizmy kognitivnym procesom (napr. pouzitie vnitorného modelu).

Vdaka poslednym vyskumom [10] pomocou fMRI bol podany dokaz, Ze parieto-frontalny
zrkadliaci okruh by mohol zachytavat’ ciel’ pozorovanej motorickej akcie. Probandi pozorovali
videozaznam uchopenia predmetu l'udskou a robotickou rukou. Napriek rozdielom v tvare a
sposobe pohybu bol vzdy aktivovany zrkadliaci okruh probanda. Iny vyskum sa zaoberal
aktivaciou zrkadliacich okruhov pri pocuti roéznych zvukovych podnetov. Pri pocuti

charakteristickych zvukov nastroja ovladaného rukou sa opét’ tieto okruhy aktivovali.
Prave vsetky spominané vlastnosti takéhoto mechanizmu viedli k tedrii, ktora predpoklada, ze
zrkadliaci systém je priamo zodpovedny za pochopenie cielov akcii, ktoré konaju ini l'udia.

Tym, Ze vidime druhych konat’ ur¢ité pohyby, tak sa ndm aktivuji oblasti, ktoré pouzivame pri
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planovani pozorovanych pohybov. Pomocou toho dok4dzeme jednoducho predikovat’ vysledok
bez potreby zlozitejSieho odvodzovania. Tuto tedriu podporili dve Stadie na opiciach. V prvom
pripade opice poculi im zndmi zvuk, avSak nevideli Ziadnu akciu. V druhom pripade bol za
plachtou skryty objekt a experimentator sa za nim naciahol, no samotné uchopenie uz opica
nevidela. V oboch pripadoch sa oblast’ F5 aktivovala, akoby sama opica vykonavala/pozorovala

danu akciu.

Ukazuje sa teda, Ze by mohlo ist’ u I'udi o vSeobecnejsi a abstraktnej$i mechanizmus, ktory
napomaha porozumeniu a imitacii roznych akcii. Tie dokonca nemusia byt vykonavané ani

Pudskym efektorom.

Vyznamnou mierou z naSho hladiska prispel k pochopeniu systému zrkadliacich neurénov
vyskum V. Caggiana a kol. [13], v ktorom sa zamerali na podobny experiment ako D. Perrett a
kol [5] a sktimali aktivitu zrkadliacich neurénov v premotorickej kore a ich diskriminaciu
perspektivy. Vysledkom bolo, ze az 52% skumanych neurénov vykazovala zrkadliacu
vlastnost’. Pri vyhodnoteni aktivécii so zdvislostou na perspektive pozorovanej akcie zistili, Ze
74% neuronov bolo perspektivne zavislych a zvySnych 26% palilo vzdy, bez ohladu na
perspektivu. Perspektivne zavislé populécie sa aktivitou delili na priblizne tretiny a palili pre 0°,

90° a 180°.

V diskusii V. Caggiano vyslovuje domnienku, Ze by mohlo ist’ o zdmenu rozdelenie aktivit pri
pozorovani pohybu podla vzdialenosti, nie podla perspektiv [13]. Ale hned’ na to zd6raziuje,
ze v ich vysledkoch boli identifikované tri rozne populdcie nie iba dve, ako by sa dalo
predpokladat’ pri diskrimindcii vzhl'adom na vzdialenost’ (kedy sa aktivuji neurdny pre akciu v

osobnom priestore a mimoosobnom priestore).

Na zaklade tohto posledného vyskumu vidime, Ze takéto usporiadanie zrkadliacich neurénov
premotorickej kory je ve'mi podobné ako usporiadanie neurénov v oblasti STS a obe oblasti

tesne interaguju cez sprostredkujiice oblasti PF a AIP.
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1.3 Vypoctové modely

Tvorbe vypoctovych modelov zameranych na uchopovanie ¢i zrkadliace neurony sa v
stCasnosti venuje niekol’ko timov po celom svete. V nasledujucich dvoch podkapitolach
predstavime vybraté modely, ktoré predstavovali zaklad naSich modelov uchopovania a modelu

zrkadliacich neuronov.

Vel'mi inSpirujicimi v oblasti zrkadliacih neurénov boli pre nas modely Tessitoreho a kol. [14]

a Oztopa a kol. [18], rovnako sme prestudovali aj iné jednoduchsSie modely [15][16][17].

Pri ich analyze sme zistili, ze mnohé modely zrkadliacich neurénov predpokladaji, ze maji k
dispozicii vizualny vstup perspektivne invariantny a tak sa vyhybaji rieSeniu problému s
pozorovanim akcii z urcitej perspektivy. Tento problém sa pokusal preklenat’ uz Tessitore a kol.

vo svojom modely [14] a rovnako je jeho rieSenie aj naSim cielom.

1.3.1 Model MNS

Model MNS je biologicky inSpirovany a vychadza z vyvoja zrkadliaceho systému v detstve.
Podl'a hypotézy autorov Oztopa a Arbiba [18] sa zrkadliace neurony tvoria u dietata v jeho

rannom veku, kedy samovol'ne stimuluje motorickd kéru r6znymi pohybmi.

Model MNS simuluje zrkadliaci systém opic, priCom sa zameriava na rozvoj zrkadliacich
neurdonov sebapozorovanim . Jednotlivé komponenty MNS by mali zodpovedat’ oblastiam
tvoriacich zrkadliaci systém opic. Jadrom bol zrkadliaci okruh pozostavajuci z oblasti 7b a F5

(vid'. Obr. &. 4)

Komponenty MNS rozpoznavali z vizualneho vstupu pohyb a tvar robotickej ruky, ktora MNS
ovladal. Nasledne analyzoval jej priestorové vztahy voci objektu, z ¢oho extrahoval stav, v
akom sa nachédza (napr. relativne suradnice, uhly apod.). Takto sa zabezpecilo, Ze sa systém
mohol sam pozorovat’ a ucit’ sa. Vd’aka invariancii ziskaného stavu mohol byt povazovany

rovnako za stav pozorovany z inej perspektivy.

Vstupom komponentu reprezentujuceho oblast F5 bola teda trajektéria ruky. Pre ucenie
zrkadliacich neurénov bol pouzity vystup (motorické akcie) kanonickych neurdénov

komponentu F5 ako uciaci signal.
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Zrkadliaci okruh (7b-F5) bol implementovany doprednou neurénovou sietou. Vstupnl vrstvu

predstavovala oblast’ 7b, vystupni F5 a medzi nimi sa nachadzala 1 skrytd vrstva. Model

zaznamenal zna¢né uspechy ohl'adom predikcie trajektorii ruky zrkadliacim systémom, pricom

si dokazal hlavne poradit’ aj s novymi typmi uchopenia, ktoré sa nenachadzali v trénovacej

mnozine. Viac detailov sa da najst’ v praci Oztopa a Arbiba [18].

Urcite stoji za zmienku, Ze tento model bol vylepSeny na model MNS2 [19], pridanim

rekurentnej siete. T4 rozsirila kapacitu modelu a mohol sa zamerat na simulovanie audio-

vizualnych zrkadliacich neurénov alebo situacie, kedy bol cielovy objekt aktudlne skryty.
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1.3.2 Modely uchopovania

Schopnost’ interagovat’ s prostredim je jednou zo zakladnych predispozicii pre uspesny zivy a aj
umely organizmus. Preto sa v sucasnosti venuje velkd pozornost’ rieSeniu tejto problematiky a

existuje mnoho pristupov a funkénych modelov dosiahnutia a uchopenia objektu [20] [21] [22].

Nepochybne vel'mi komplexnym modelom je model D. Krafta a kol. [20], kde do samotného
modelu dosahovania a uchopovania predmetov zahrnul aj niekol’ko druhov paméte. Prvou je
ikonicka pamét, ktora by sa dala chapat’ ako vizudlny vstup. Do vizualno-priestorového skicéara
sa ukladé cielovy objekt a buduje sa jeho internd reprezentdcia. Po vykonani uchopu sa do
epizodickej pamite uklada zaznam o kvalite uchopu. Nakoniec sa buduje objektova a
uchopova pamit’ a v Gchopovej pamiti vznikaju na zaklade skusenosti afordancie. Ucenie
modelu pozostava z troch Stadii, ktoré su blizke Stadiam dietata. V prvej si model vytvara
priestorovu predstavu o tvare a velkosti objektu a pokusa sa robit’ ndhodné tchopy. O ich
uspesnosti si prave v epoizodickej paméti vedie zaznam. V druhom S§tadiu, ktoré Kraft nazyva
hranim si model skusa r6zne uchopenia a buduje uz mnozinu afordancii, na zéklade ktorej vie
vytvorit’ odhad pre najlepSiu poziciu ruky. Nakoniec v tretej faze dochadza k vytvaraniu planov,
ktorych cielom je uchopit’ objekt optimdlne (typickym prikladom moze byt Salka, ktora by

tento model uchopil za ucho).

Takto nadizajnovany model dosahoval vel'mi dobré vysledky aj pre rézne netrivialne uchopy
objektov (ako napr. spominané Salka, alebo kosik, ktoré sa naucil uchopovat’ za usko, racku) a
proces jeho ucenia sa dal prirovnat’ k procesu ucenia malych deti [23], ktoré sa postupne ucia
dosiahnut’ na predmet a najskor ho uchopit’ jednoduchym typom tichopu (napr. z hora, od boku)
a az postupom casu sa buduje mnozina afordancii a jemnéd motorika, ktora umozinuje naucenie

zlozitejSich uchopov.
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2 Pou:zité formalne metédy

V tejto kapitole priblizime Citatel'ovi pouzité formalne nastroje, ktoré tvoria stavebné bloky
naSich modelov. V stlade s konekcionistickymi nazormi povazujeme mysel' a kognitivne
schopnosti ¢loveka (aj zvierat) za emergentny jav, ktory je vysledkom sprévania sa systému
jednoduchych vypoctovych jednotieck — neurénov. Prave systém neurénov a ich spojeni
obsahuje distribuovanu informaciu, ktord je paralelne spracovavana. O tito tézu sa opiera
subsymbolovy pristup [25] k umelej inteligencii, ktorého hlavnym néstrojom su umelé

neurdnove siete.

2.1 Umela neurénova siet’

Umeléd neurénova siet’ (d’alej budeme pouzivat’ skrateny vyraz neurdénova siet) je vypoctovy
model inSpirovany biologickymi neurénovymi sietami. Z matematického hl'adiska mozeme
povazovat’ neurénovu siet’ za orientovany graf (obr. xx), kde vrcholy predstavujii neurény a
hrany su ich spojeniami. Kazdy neur6n ma svoj vstupny vektor, pri com kazda zlozka vektora je
prendsobend redlnym c¢islom (véhou). Takto prevdhované vstupy s nasledne zosumované a
vysledok sumy je argumentom aktivaénej funkcie neurdnu, ktord musi spiiat’ podmienku
diferencovatelnosti. Aktivaéna funkcia reprezentuje frekvenciu akénych potencidlov
excitovaného neurénu. NajjednoduchSou aktivacnou funkciou je binarna aktivacna funkcia,
ktora nadobuda dve hodnoty (0 = stav v pokoji, 1 = excitovany stav). Omnoho castejSie

pouzivané su logisticka (sigmoidalna) funkcia a hyperbolicky tangens.

”efzf(z WX, 2.1)
Rovnica 2.1 vyjadruje matematicky zapis velkosti aktivacie net jedného neurdnu, kde f; je

aktivacna funkcia, x; je i-ta zlozka vstupného vektora a w; je i-ta vaha vstupného signalu x;.

S nadvrhom neurdnovej siete (perceptron) prisiel F. Rossenblat [24], ked’ pouzil jeden neurén s
binarnou aktiva¢nou funkciou schopny klasifikovat’” datovii mnozinu do dvoch tried. Takto
ukdzal, ze neurdénova siet’ pozostavajica z jedného neurdnu sa sprava ako klasifikator a je
schopna klasifikovat’ linearne separovatelné mnoziny. Kvoli neschopnosti klasifikovat’ linearne

neseparovatelné mnoziny bolo nutné ideu perceptronu rozsirit’ a vytvorit’ viacvrstvovu siet’.
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2.2 Dopredna neurénova siet’

Trieda sieti s doprednym Sirenim zahffia jedno aj viacvrstvové typy neuronovych sieti, kde su
jednotlivé vrstvy pospajané iba v jednom smere (od vstupu po vystup) a tak tvoria orientovany
acyklicky graf. Takato siet’ dokéze riesit’ linedrne neseparovatel'né problémy, dokaze sa spravat
ako funkény aproximator a asociator [25]. Kazda vrstva obsahuje niekol’ko neurénov a vstupom
pre vysSiu vrstvu su vystupy neuréonov predchadzajicej vrstvy, ktoré vypocitame pomocou
rovnice 2.1. Informdacia v takejto sieti je distribuovand v jednotlivych spojeniach medzi

vrstvami.

Obr. ¢. 5: Schéma viacvrstvovej neurdnove;j siete

Dnes uz tradicnym spoésobom ucenia viacvrstvovych neurénovych sieti je algoritmus spitného
Sirenia chyby (BackPropagation) [26], ktory patri do triedy algoritmov ucenia s ucitelom. Preto

sa vSak nepoklada za privel'mi biologicky plauzibilny.

Algoritmus GeneRec je d’al$im z algoritmov vhodnych na trénovanie viacvrstvovych sieti a
podla autora O'Railleyho [27] je blizsi biologickému sposobu ucenia (hoci by sme ho tiez
mohli zaradit’ do triedy ucenia s ucitel'om), ked’ze sa v iom nepocita ziadna chyba, ale spojenia

st modifikované pri prechode informacie oboma smermi.
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2.3 Samoorganizujuce sa mapy

Spolo¢nou charakteristikou tejto celej triedy neurénovych sieti je ich schopnost’ extrahovat
priznaky z datovej mnoziny pomocou ucenia bez ucitela (ako vyplyva z pomenovania -
samoorganizaciou). Su zalozené na pozorovani, ktoré vyslovil uz Turing [29] v roku 1952:
,Vseobecny poriadok moéze vzniknut' z lokalnych interakcii®. Z tohto mdzeme odvodit’ tri

hlavné principy, ktoré sa tykaji samoorganizacie a samoorganizujucich sa map. [25]
Princip €.1: Modifikacie v synaptickych spojeniach vedu k samozosilneniu.
Princip ¢.2: Obmedzenost’ zdrojov (vstupnych vzorov) vedie k sutazivosti.

Princip ¢.3: Modifikécie v synaptickych spojeniach vedu ku spolupraci.

2.3.1 SOmM

Samoorganizujuca sa mapa (SOM — Self-Organizing Map) je zdkladnym predstavitelom triedy
sieti, ktorym sa venujeme v tejto podkapitole. Navrhol ju T. Kohonen [28] a nickedy sa
oznacuje ako Kohonenova mapa. Je tvorena dvojrozmernou maticou neurénov, ktoré maju
okrem vstupnych spojeni aj laterdlne interakcia zavéadzajice tri hlavné principy

samoorganizacie.

S
Obr. €. 6: Schéma architektury SOM.

Vd’aka usporiadaniu neurénov do matice ma takato siet’ topologiu a metriku, o umoziuje
merat’ vzdialenosti medzi neurénmi na matici. To nasledne umoziiuje zavedenie funkcie okolia

ha, ktora simuluje laterdlne interakcie v modely SOM. Této funkcia urcuje spolu s rychlostou
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ucenia mieru adaptacie vah neurénu, priCom zahfiia jeho vzdialenost' v sieti od neurdnu,

ktorého vahy najlepsie aproximuju vstupny vzor. Castou sa vyuZiva gaussovska funkcia okolia:

—d(i,b)
_ (SZ
h,=e

(2.2)
Kde index i znac¢i index neurdnu, pre ktory pocitame vzdialenost’, index b znaci neurdn, ktory je
najlepsie aproximuje vstupny vzor. Clen d(i,b) je euklidovska vzdialenost neurénov i a b na

matici neurdnov siete SOM a ¢ je Sirkou gaussianu.

Kvoli stabilizécii sieti a jej skonvergovaniu do kone¢ného stavu sa rychlost’ ucenia a Sirka
funkcie okolia postupom epdch zniZzujl linedrnou alebo exponencidlnou mierou, ¢im dochadza

na konci k vytvoreniu klastrov neurdnov, ktoré reaguji na podobny vstupny vzor.
Uciaci algoritmus siete SOM moZeme popisat’ v nasledujucich krokoch:
Krok 1: Sieti je prezentovany vstupny vektor s.

Krok 2: Vypocitame vzdialenost’ vdhového vektora w kazdého neurdénu od vstupného vektora s:

d=|ls—wi’ (2.3)

Krok 3: Najdeme neurdn, ktorého vzdialenost’ d je najmensia a nazveme ho ,,vitazom*

b=arg min, [dl.} (2.4)

Krok 4: Aktualizujeme vstupné vahy vsetkych neurénov podla nasledujuceho pravidla:

Awi:Y'hih(O)'(s_wi) (2.5)
Krok 5: Znizime parametre Sirky funkcie okolia ¢ a rychlosti ucenia .
Z rovnic samotného uciaceho algoritmu je mozné vidiet, ze siet SOM je schopnd spracovavat
iba statické data bez casovej zavislosti. Ak by sme chceli SOM rozsirit na spracovanie
sekvencnych data, je nutné pridat’ sieti pamét’ realizovani ako kontextovl vrstvu, ktora je

rekurentne prepojend s vystupnou vrstvou siete SOM.

Existuje niekol’ko realizéacii rekurentnych SOM, z ktorych sme vybrali dve, ktoré sa pre nase

potreby najviac hodili a ich detailny popis uvddzame v nasledujicich podkapitolach.
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2.3.2 Zluéovacia SOM (Merge SOM)

Je podtriedou samoorganizujticich sa map navrhnutou B. Hammer a M. Strikertom [30], ktoré
spracuvaju sekvencné data. Z tohto dévodu je nutné do tradi¢nej siete SOM zaviest’ pamit’. V
tomto modely je pamit’ realizovana ako kontextovy vektor, s rovnakou dimenziou ak(l ma
vstupny vektor. Alternativnym pristupom by mohlo byt kopirovanie aktivit celej mapy (vid'.
2.3.3 RecSOM), no oproti tomu je MSOM pamitovo aj Casovo efektivnej§im modelom.

Schematicky nacrt modelu mézeme vidiet’ na obr. €. 7.

c(t)

s(t+1)

Obr. ¢. 7: Schéma architektiry MSOM.

Ucenie MSOM moézZeme zhrnit’ do nasledujucich krokov:
Krok 1: Sieti je prezentovany vstupny vektor s(z)

Krok 2: Vypocita sa rekurzivna vzdialenost’ kazdého neurénu od vstupného vektora podla

rovnice 2.6:

d(t)=(1—a)ls(t)=wi(t)IF+allg(e)—e(o)IF (2.6)
Krok 3: Spomedzi vSetkych neuronov sa najde taky, ktorého vzdialenost’ je najmensia — vitaz

b(t):argmin,-{di(t)} 2.7
Krok 4: Vstupné vahy vSetkych neurdénov su aktualizované nasledujicou formou Hebbovského

pravidla:
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Awi(t)=y-hy(o)(s(t)—w;(t)) (2.8)
A kontextové vahy vSetkych neurénov podla analogického pravidla:

Aci(t)=y-hy(o)(q(t)=ci(t)) (2.9)
Krok 5: Aktualizujeme kontextovy vektor ako linedrnu kombinaciu vstupnych a kontextovych

vah vitaza:

q(t+1)=(1=B)w,(t)+B-c,(t) (2.10)
Krok 6: Znizime parametre Sirky funkcie okolia ¢ a rychlosti ucenia .
Moézeme si vSimnut, Zze v uvedenych rovniciach vystupuju tri parametre a, £, y. Parameter a
riadi vypocet rekurzivnej vzdialenosti a urcuje nakol’ko sa bude prihliadat’ na aktualny vstup a
nakolko na predchédzajice vstupy. Parameter f ovldda aktualizaciu kontextového vektora a
urCuje akd Cast’ sa zoberie z aktualnych vah vitaza a akd Cast z kontextovych vah vitaza.
Parameter predstavuje rychlost ucenia, teda ako rychlo sa adaptuji vahy Hebbovskym
pravidlom. Vsetky tri parametre si na pociatku inicializované na hodnoty z intervalu (0,1) ,
pricom rychlost’ u€enia moze byt’ potenciondlne aj vyssia, avSak nie je to zauzivany pristup. Od
nastavenia parametrov a a f zavisi ako sa bude siet’ organizovat’ na trénovacej mnoZine.
Vhodné hodnoty parametrov nie je mozné nijak matematicky vypocitat, a preto je nutné ich

empiricky zistit,, najlepSie davkovym prieskumom roviny nimi definovane;j.

2.3.3 RecSOM

Dal$ou z rekurentnych sieti SOM je RecSOM [31], ktora ma namiesto kontextového vektoru
kontextovu vrstvu a ta je identickou kdpiou vystupnej vrstvy mapy. Takto sa v modeli RecSOM
uchovéva celd informécia o minulosti. Analyzou [32] bolo ukézané, ze model dokaze indukovat’
bohatsie spektrum dynamického spravanie pocas ucenia a taktiez, ze dynamika RecSOM vedie
vo vacsine pripadov k markovovskému spravaniu, teda neurony maji pamit’ Casovo ohranic¢ent

[33].
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Obr ¢. 8: Schéme modelu RecSOM.

Algoritmus ucenia siete RecSOM je vel'mi podobny ako pri modely MSOM a prebiecha v

nasledujucich krokoch:
Krok 1: Sieti je prezentovany vstupny vektor s(?)

Krok 2: Vypocita sa rekurzivna vzdialenost’ kazdého neurénu od vstupného vektora podla

rovnice 2.11:

d(t)=cclls ()= wi ()l +B-lg (1) = ()P .11

Krok 3: Spomedzi vSetkych neuronov sa najde taky, ktoré¢ho vzdialenost’ je najmensia — vitaz
b(t):argmini{d[(t)l (2.12)
Krok 4: Vstupné vahy vsetkych neurdnov su aktualizované nasledujucou formou Hebbovského

pravidla:

Aw,(t)=y hy(0)-(s(t)—w;(1)) (2.13)
Krok 5: Aktualizujeme kontextovi vrstvu prekopirovanim aktivity vystupnej vrstvy, ktort

vypocitame podl'a rovnice 2.14:

yi(t>:eid’m (214)

Krok 6: Znizime parametre Sirky funkcie okolia ¢ a rychlosti ucenia y.
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Spravanie siete je riadené dvoma parametrami a, £, ktoré uruju v akom pomere sa bude
vypocitavat’ rekurzivna vzdialenost’” kazdého neurénu od vstupného vzoru. Oproti MSOM st
tieto parametre nezavislé a vyberame ich z intervalu (0,1). Zistenie vhodnej konfiguracie

ostava na empirickych testoch na konkrétnej datovej mnozine.

2.4 Ucenie s posiliovanim

Ucenie s posililovanim predstavuje jednu z metéd navrhnutych pre Markovove rozhodovacie
procesy (MRP). MRP mozno definovat’ ako n-ticu (5,4, R,y) [34], kde S je stavovy priestor, 4
je priestor akcii, 7 je funkcia prechodov medzi stavmi, ktord vyjadruje pravdepodobnost’
prechodu zo stave s do stavu s’ pri vykonani akcie a. R je funkcia, ktord vracia odmenu pre
prechod zo stavu s do stavu s’ pri vykonani akcie a. Poslednym ¢lenom n-tice je y, ktora

vyjadruje faktor poklesu hodnoty buducich ziskanych odmien (tzv. faktor zl'avy).

Problémom MRP mozZe byt najdenie optimalnej rozhodovacej politiky reprezentovanej

pravdepodobnostnou funkciou z : S x 4 — [0,1].

Riesenie je mozné ndjst pomocou Bellmanovych rovnic [34] avSak toto vyZzaduje pre
jednoduché stavové priestory a maly pocet akcii vel'mi dlhy cas vypoctu. Keby sme mali
mnohodimenziondlny stavovy priestor a velku mnozinu akcii, ¢i spojity stavovy priestor a
spojité akcie, tak by sa rieSenie pomocou Bellmanovych rovnic dalo iba vel'mi obtiaZzne najst’

(za nesmierne dlhy cas).
Preto sa ucenia s posilinovanim ststred’'uje na hl'adanie aproximdcie optimalnych rieSeni:

* Aproximacia modelu: algoritmus sa uc¢i funkcie 7 a R za predpokladu, ze S, 4 a y su

zZname.

* Aproximacia ohodnotenia stavov: algoritmus sa u¢i funkciu V' : § — IR alebo funkciu

ohodnotenia akcii Q- Sx4 — R

* Aproximacie rozhodovacej politiky: algoritmus sa uci politku 7
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2.4.1 Algoritmus ucenia v spojitom priestore

Pri rozsireni ulohy na spojity priestor sa objavuje problém s nekonecnym poctom stavov a
nekonecnou mnozinou akcii, ktoré moze agent vykonat’. Algoritmus, ktory sa dokaze s tymto
vysporiadat’ navrhol H. von Hasselt [34] a nazval ho Continous Actor-Critic Learning
Automaton (CACLA). Ide o pomerne novy a menej pouZzivany algoritmus, preto uvadzame aj

jeho zapis v pseudokode s kratkym vysvetlenim:

1: Inicializuj 6, (dalej V.(s) = V(s,06:)), Vo, sq.
2: for t € {0, 1, 2, . . .} do

3 Vyber akciu a. ~ 1 (s: , UYi)

4 Vykonaj a: , pozoruj rym and Siy

S5: Ot = i1 + YVe(Se) — Vi(se)

6: i1 = 6 ¢ + ar (sc )O:. VO Vi (s¢ )

7 if & > 0 then

8 Ve = P + Be(se) (e — AC(St/wt))vw Ac (s¢, V)
9 if s je koneény then

10: Reinicializu]j st

V algoritme CACLA sa kritik snazi aproximovat’ funkciu ohodnotenia stavu, ktora prichadza z
prostredia a predikovat’ ju do buducnosti (V(s)). Aktér generuje vystupny vektor, ktory je
prostredim interpretovany ako akcia. V prvom kroku dochadza k inicializacii parametrov
kritika (0), a aktéra (), ¢o sit v naSom pripade vahy neurénovych sieti, a tiez samotného stavu
prostredia (s) (riadok 1). V nasledujicom kroku aktér generuje akciu (a), ktora sa eSte zaSumuje
s gaussovskym rozlozenim pravdepodobnosti (riadok 3,4). Tento proces sa nazyva exploracia a
zabezpecuje vykonavanie novych akcii, ktoré¢ sa moézu ukazat’ ako vhodnejsie oproti predoslym
vykonanym v rovnakom stave. Po vykonani akcie prichddza z prostredia odmena (r) a stav
prostredia (s) sa aktualizuje. V poslednom kroku sa vypocita chyba (riadok 5) a na zaklade tejto
chyby sa aktualizuju parametre kritika (riadok 6) a pokial’ je chyba pozitivna, o znamena, Ze

akcia po exploracii sa ukazala byt vhodnejsia, tak sa aktualizuju aj parametre aktéra (riadok 8).
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3 Navrh modelov

V tejto kapitole budu popisané navrhy dvoch hlavnych modelov, ktoré¢ st vysledkom nasej
préace. Jedna sa o model uchopovania (CRG — Controller for Reaching and Grasping), ktorého
ulohou je vel'mi naivne modelovat’ Cast’ motorického okruhu mozgu. Druhym modelom je
komplexny model neurdlneho okruhu vrchnej temporalnej brazdy (STS — Superior Temporal
Sulcus) s jej subregionmi prednou a zadnou cast'ou (aSTS — anterior STS a pSTS — posterior
STS) prepojeny s modelom premotorickej kory (PMC — PreMotor Cortex). Tento model ma
eSte prepojovaci modul PF, ktory je v naSej praci spomenuty iba okrajovo, avSak hra hlavna
ulohu v biologickom systéme zrkadliacich neurénov rovnako ako v naSom modeli systému

zrkadliacich neurénov [35][36].

3.1 Datové mnoziny

Pre trénovanie modelov sme pouzili pripravené data, ktoré sme ziskali z redlneho sveta alebo zo
simulédtora. Tieto didta mozno povazovat za vystup z oblasti mozgu, ktoré nie su predmetom
nasho modelovania a v budticnosti je mozné o ne modely vhodnym sposobom rozsirit’ a tak sa
viac priblizit’ k ich Uplnosti. Data bolo potrebné vzdy vhodne predspracovat matematickymi

metodami a upravit’ ich tak, aby boli v prijatel'nom formate pre modely.

Z tohto dovodu sme nadizajnovali dve rozhrania, ktoré data v povodnom stave spracovali
preskalovali do pozadovanych intervalov, aby mohli sluzit’ ako vstup do jednotlivych modulov.

Tieto rozhrania detailne popisujeme v nasledujucich podkapitolach.

3.1.1 Trénovacie data pre modely PMC a STS

Déta pre trénovanie modelu PMC a pSTS boli vygenerované zo simulatora humanoidného
robota iCub, ktory je modelom 2.5-ro¢ného dietat’a s 53 stupniami vol'nosti, dvoma farbenymi
kamerami simulujicimi zrak a inymi senzormi, ktoré z neho robia vhodnt platformu pre
kognitivne experimenty. Pociatok stiradnicového systému robota iCub je na podlahe medzi jeho

chodidlami s osou X mieriacou v pozitivnom smere dol'ava, osou Y s pozitivnym smerom hore
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a osou Z mieriacou v pozitivnom smere od iCuba (pre ilustrdciu uvaddzame obr. €. 9). Data

modelu aSTS tvorili aktivacie modelov PMC a pSTS, preto sa o nich zmienime iba okrajovo.

Obr. ¢. 9: zobrazenie suradnicového systému iCuba
Nase experimenty sme zamerali na vytvorenie reprezentacii pre rézne typy tchopov videné z
roznych perspektiv vd’aka existujicemu modelu uchopovania L. Zdechovana [37], ktory sme

pouzili ako generator datovej mnoziny.

Déta vygenerované modelom L. Zdechovana pozostavali z troch typov uchopov, ktoré je mozné
charakterizovat’ ako uchop zhora, uchop od boku a presny uchop (ilustrované na obr. ¢. 10).
Kazdy typ uchopu bol zastupeny priblizne 20 inStanciami, ktoré pozostavali z jednej sekvencie.
Kazda sekvencia za¢inala v rovnakej poze a pozostavala z 18 az 24 krokov, ktoré zachytavali
stav ruky. Ten bol charakterizovany ako vektor 16 hodndt, kde kazd4d zodpovedala hodnote
jedného stupiia volnosti (uhol natogenia kibu). Takto vytazené data zo suboru nasledne presli
do rozhrania, ktoré ich predspracovalo, aby boli pouzitelné pre samotny model PMC alebo

pSTS.
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Obr. ¢. 10: Priklady troch typov tichopov (zl'ava: uchop zhora, presny tichop a uchop od boku)
zo simulatora robota iCub

Predspracovanie dat sa liSilo pre model PMC a model pSTS. Model PMC potreboval ako vstup
proprioceptivne data, o v naSom pripade predstavuje prave 16-rozmerny vektor s hodnotami
nato¢enia kibov pravej ruky. Z dévodu inicializacie vah modelu PMC bola kazda zlozka

vektora nezavisle preskalovana na pozadované hodnoty (—1,1) .

ZlozitejSiu vetvu predspracovania predstavuje priprava datovej mnoziny pre model pSTS
(schematicky zobrazena na obr. ¢. 11). Vychodiskom boli data s rovnakou Struktarou, ale stav
ruky nie je charakterizovany 16-rozmernym vektorom hodnét natogenia kibov, ale 60-

rozmernym vektorom obsahujicim suradnice klbov a koncov prstov v trojrozmernom priestore.

Krok 1: Kazdy vektor bol zrotovany okolo osi Y pomocou prenasobenia maticou rotacie
0 90°, 180° a 270°. Tymto sposobom sme z jednej inStancie tchopu vyrobili Styri klony
tej istej inStancie pozorované pod Styrmi perspektivami. Z hl'adiska spravnosti sme mali
urobit’ aj rotaciu okolo osi X, kedZe pozorovatel' vidi uchopy pod urcitym uhlom
naklonu hlavy, ale tento krok sme zanedbali, ked’Ze pre nase experimenty nema Ziaden

dopad.

Krok 2: Urobili sme projekciu zrotovanych vektorov, aby sme tak dosiahli
nasimulovanie dopadu la€ov na sietnicu oka. Pri tomto postupe sme vyuzili podobnost’
trojuholnikov s predpokladom, Ze sietnica sa nachadza 5 cm v pozitivnom polpriestore
(rozdeleného osou X) v smere osi Z. Tymto sa data zredukovali o dimenziu Z a tak sa

rozmer vektora zmen$il na 40.

Krok 3: Niektor¢ trojice bodov bolo mozné zredukovat’ na uhol, ktory zvieraju a tak sme
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nahradili trojicu bodov ukazovak, dlan, palec jednym uhlom a tiez trojicu laket, dlan,
palec. Tym sme opidt’ dosiahli redukciu rozmeru vektora, v ktorom sme 6 hodndt
suradnic bodov nahradili jednym uhlom. Okrem rychlosti nemala tato operacia ziaden
vyrazny dopad na klasifikdciu dat, a preto sme ju neskor vynchavali kvoli

jednoznacnejSej moznosti data preskalovat’.

Krok 4: Hodnoty vektora st preSkalované do intervalu (—1,1) Skalovanim v dvoch
rozmeroch. Kazdy neparny element vektora predstavuje x-ova suradnicu bodu a kazdy

parny y-ovu. Pri tomto predpoklade je preSkalovanie priamociarou operaciou.

Nacitanie vektora 3D sUradnic

Y

Klonovanie a rotacia vstupného vektora
vo vetikalnej ose

Y

Rotacia vektora v horizontalnej ose

Y

Projekcia zrotovaného vektora do 2D

Y

Redukcia projektovaného vektora na
uhly a vrcholy

Y

MSOM

Obr. €. 11: Schéma vytvarania datovej mnoziny pozorovanych uchopov.

3.1.2 Trénovacie data modelu CRG

Na ucenie a neskdr otestovanie naSho modelu sme pripravili trénovaciu mnozinu pouzitim
zariadenia Microsoft Kinect, ktoré dokaze vytvarat RGB-D data (rozsirené o hibku). Tato
technologia umozituje okrem iného zachytenie obrazu spolu s hibkou. Pri znamej polohe
kamery je jednoduché prepocitat’ tieto idaje na suradnice s po¢iatkom vzt'aznej ststavy v centre
kamery.

Vybrali sme Styri objekty s rozlicnym tvarom a velkostou (Cajova krabica, krabica so
Sestuholnikovou podstavou, vertikalna krabica, plechovka), pri ¢om dva objekty mali hlavnu os

rovnobeznu so stolom a dva os kolmu na rovinu stola. Sekundarna os objektov bola mierne
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pootocend, ¢o vyzadovalo dodatocné natocenia ruky.
Na predspracovanie dat, ktoré nahradilo vizualnu koru sme pouzili knizncu Point Cloud Library
(PCL) [38] a kniznicu Vision for Robotics (V4R), ktord je vyvijand na Univerzite vo Videni.
Predspracovanie prebiehalo v tychto krokoch:
Krok 1: Nacitanie suboru formatu pcl, ktory obsahoval body s ich suradnicami
zachytené kamerou Microsoft Kinect
Krok 2: Vysegmentovanie objektu zo stola pomocou funkcie kniznice V4R a
identifikacia priestorov zaujmu, kde kazdy priestor zaujmu predstavuje jeden objekt.
Empiricky sme boli schopni zistit' (zobrazenim), ktory priestor zaujmu je naSim
objektom.
Krok 3: Transformacia pociatku suradnicovej sustavy pomocou geometrickych
transformécii posunu a rotacie ked’ze suradnice objektov boli v suradnicovej stustave
kamery a bolo nutné zjednotit’ ich so suradnicovym systémom ramena, ktorého pociatok
bol v jeho zakladni.
Krok 4: Pomocou metddy kniznice PCL sme boli schopni vypocitat’ tazisko objektu,
ktoré sme povazovali za koordinaty objektu.
Krok 5: Vypocitali sme kovarianént maticu z oblaku bodov objektu. Aplikovali sme na
flu analyzu hlavnych komponentov (Principal Component Analysis). Jej vysledkom boli
tri vlastné vektory a tri vlastné ¢isla. Pomocou velkosti vlastnych cisiel bolo mozZné
urcit’ hlavna os objektu reprezentovanu prislusnym vlastnym vektorom.
Takymto sposobom sme boli schopni z data nasnimané zariadenim Microsofi Kinect
transformovat’ do podoby zrozumitel'nej pre model CRG, ktory potreboval poznat’ iba polohu a

orientaciu objektu.

3.2 Modul PMC

Modul PMC je modelom premotorickej kory (F5 v mozgu makaka) a obsahuje motorickych
reprezentacie uchopov. Ked'ze data maji sekvencny charakter, modul sme implementovali ako
samoorganizujuca sa mapu s rekurentnymi spojeniami. Z hladiska kvality vystupu a

vypoctovych narokov bola najoptimalnejsia vol'ba architektiry MSOM.
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3.3 Modul pSTS a aSTS

Modul pSTS sme sa rozhodli implementovat’ ako siet’ architektiry MSOM z viacerych
dévodov. Tym prvym je charakter trénovacich dat, ktoré maji casovu Struktiru a teda bolo
nutné pouzit' niektort rekurentnu architektiru samoorganizujicich sa map. Uskutocnili sme
niekol’ko testov, ktorych vysledky v praci nepopisujeme, kde sme odskusali ako implementaciu
siet RecSOM a MSOM a porovnavali sme ich vysledné organizacie. Bol predpoklad, ze siet’
RecSOM, ktora do kontextovej vrstvy kopiruje aktivitu celej vystupnej vrstvy a tak nedochadza
k redukecii informacii moéze mat’ lepSiu vyslednt organizaciu ako siet MSOM, ktora vyuZziva iba
kontextovy vektor, ktory je linearnou kombiniciou sucasnych a kontextovych vah vitaza.
Avsak architektira MSOM sa ukazala ako uplne dostacujiica a vypoctovo menej naro¢na oproti
architektire RecSOM, a preto sme v kl'i¢ovych experimentoch pouzivali modul pSTS iba s
touto sietou. Za pomoci davkovych testov sme zistili najvhodnejSie parametre siete MSOM

(vid'. kap. 5.1.).

Najvécsiu vyzvu v naSom modeli predstavuje prave vytvorenie modulu, ktory bude schopny
zreprodukovat’ dita namerané Perrettom a kol. [5], v ktorych uvadzaju existenciu neurénov
invariantnych vzhl'adom na perspektivu pozorovania a Specializuji sa iba na typ pohybu. V
praci [6] Perrett a kol. ukazali, Ze tato populacia neurénov sa nachadza v prednej Casti oblasti

STS (aSTS).

Pri dizajnovani tohto modulu sme zvazovali viacero moznych rieSeni. Najskor sme uvazovali
nad zavedenim dodato¢nych laterdlnych interakcii, ktoré¢ budu viest' k pozadovanému efektu
tzv. poolingu (,,zlievanie* aktivit neurénov do jedného). Podl'a experimentalnych vysledkov [5]
vSak dochadza k odozve invariantnych neurénov omnoho neskor, a preto sme sa zamerali na
viacvrstvovl architekturu modelu, priCom aSTS predstavuje samostatni siet. Za biologicky
plauzibilnejsie sme pokladali rieSenie, v ktorom bude reprezentacia populacne kédovana a preto
sme si zvolili ako implementaciu modulu aSTS jednu z architektir samoorgainzujiacich sa méap.
Uvazovali sme siet SOM a rovnako aj rekurentné samoorganizujice sa mapy MSOM a
RecSOM. Aby sme boli schopni pouzit’ optimalnu siet’ a dosiahnut’ zdroven dobré vysledky, v
jednom z experimentov (vid’. kap. 5.1.) sme sa zamerali prave na vyhodnotenie vlastnosti

roznych implementacii modulu aSTS a najlepsie z toho vysla architektira SOM.
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Vzhl'adom na ciel’ (vznik perspektivne invariantnych neurénov v aSTS) bolo treba najskor
zabezpecit’ obratenie organizacie pSTS opacne. To sme riesili rozsirenim vstupu pre modul
aSTS, do ktorého nebudu vstupovat’ iba aktivacie modulu pSTS, ale aj aktivacie modulu PMC.
V module pSTS je vzdy aktivna cca 1/12 pre dany uchop videny z jednej zo Styroch perspektiv.
V module PMC je aktivna vZdy priblizne tretina neurénov pre dany uchop ¢im by mal tento
vstup prevazit nad vstupom z pSTS, ktory je viazany na perspektivu a tak by sme mohli
dosiahnut’ v moduly aSTS organizaciu podla typov uchopov a v ramci kazdej populacie

rozdelenie podl'a perspektiv.

Ked’Ze modul aSTS je implementovany ako SOM, ktora spractva iba statické data, tak sme

upravili model trénovania celého systému a pozostava z nasledujucich krokov:
Krok €. 1: Siet’ pSTS dostava vstup a upravia sa jej vahy

Krok €. 2: Ak sa v datach zmenil typ tchopu, tak dostava vstup aj siet’ PMC a upravia sa jej

vahy, ind¢ dava rovnaku aktivaciu ako pre posledny vstup

Krok ¢. 3: Na konci sekvencie sa zoberie aktivacia modulov pSTS a PMC a spoji sa do jedného

vektora.

Krok €. 4: Vektor aktivacii oboch modulov vstupuje do siete aSTS a nasledne sa adaptuji vahy

aSTS

PMC PSTS

Obr. €. 12: Schéma integracie modulu aSTS s modulmi PMC a pSTS.
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3.4 Model CRG

Problém uchopovania sme rozdelili na dva podproblémy: dosiahnutie objektu a uchopenie
objektu. Z toho dovodu sme vytvorili dva ekvivalentné moduly s rovnakou architektirou aj
uciacim algoritmom avSak s inym rozhranim prostredia. Cely tento blok nazyvame modelom

CRG (Controller for Reaching and Grasping).

Po analyze komplexity prostredia a stanoveni cielov sme sa rozhodli vo vypoctovom modely
pouzit’ dopredné neurdnové siete a ucenie s posililovanim ako biologicky prijatelné rieSenie pre
nasu ulohu. Ked’ze akcie aj stavy prostredia su spojité vybrali sme algoritmus spojitého ucenia

aktéra a kritika (CACLA) [34].

Tento algroitmus bezi nad tromi zdkladnymi blokmi: aktér, kritik a interaguje s prostredim

(detailnti schému mozno vidiet’ na obrazku ¢. 13).

—>  Aktér

. gaussovska
Kritik ) exploracia
fodmena

Prostredie [* i
stav akcia po.
exploracii

Obr. ¢. 13: Architektura modulu dosiahnutia/uchopenia objektu (model CRG)

Aktér aj kritik boli implementovani ako dopredné neurdénové siete a ich vstupom bol vektor
charakterizujuci stav. Za stav bola povazovana proprioceptivna informdacia o polohe ramena. V
naSom pripade iSlo o poziciu ruky v priestore, jej orientidciu vyjadrenu ako kvaternion a
otvorenost’ prstov ramena. Akciou bola potom zmena polohy v priestore, zmena uhlu natocenia
ruky v ose dopredného pohybu ramena, ¢o umoziovalo pripravit’ orientaciu ruky na uchop a
nakoniec povel k zatvoreniu prstov. Rameno Katana 450 mé iba dva stavy pre prsty a to je
otvorené alebo zatvorené (hoci je mozné otvorenost’ vyjadrit’ percentudlne, o sme vyuzili pri

ur¢eni stavu prostredia).



32

Podstatnym blokom v naSom modeli je blok prostredia, ktory vytvaral rozhranie medzi
ovladacou API ramena Katana 450 a vnitornymi blokmi aktéra a kritika. Blok prostredia
nekomunikoval priamo s ramenom avSak vyuZivali sme medzivrstvu s nazvom Golem, ktord
poskytovala funkcie na pldnovanie a vykonanie presunu ramena do novej pozicie a orientacie

ruky, ¢o znacne ul'ahcovalo nas postup.

Dal§imi podstatnymi funkciami bloku prostredia s funkcie odmeny a funkcie vracajuce &i je
aktudlny stav prostredia fatalny alebo findlny. Funkcia odmeny pre modul dosahovania
reflektuje jeho lohu tj. presun do vhodnej pozicie blizko objektu a spravne natoCenie ruky. Je
linearnou kombindciou vzdialenosti ruky od objektu a natoc¢enia ruky voci hlavnej osi objektu.

Presny matematicky zapis poskytuje rovnica 3.1.

r(t)=oc-(1—72'|d(t>|

max,

2
ol 20d)

max,,

+B-(1 _2ssin (JA(2)]) )Z‘Sgn(l_ 2-sin (|A(7)))

max , max,

) 3.1)

Modzeme si vSimnut, ze pomocou parametrov a a £ je mozné davat v odmenovacej funkcii
doraz na skratenie vzdialenosti alebo sprdvne natocenie ruky. V naSom modeli sme odmenu
pocitali s oboma parametrami rovnymi hodnote 0.5. Funkcia sgn je Standardnou matematickou
funkciou pre urCenie znamienka, ktora vracia +1 pre argument vacsi ako 0 a -1 pre argument
mensi ako 0. Premennd d(z) predstavuje vzdialenost’ ruky od objektu v Case ¢ a 4(z) uhol medzi
osou Z (os v smere dopredného pohybu) ruky a hlavnou osou dosahované¢ho predmetu v case .
Dévame do pozornosti, Ze pouzivame hodnotu sin(4(t)) z potreby ekvivalencie uhlov 0° a 180°,
ktoré¢ st pre natoCenie ruky rovnaké. KonStantna hodnota max, je maximalna mozna

vzdialenost’ od objektu a max, je rovné m/2.

Za finédlny stav prostredia sa povazuje stav, kedy je vzdialenost’ ruky od objektu mensia ako
polovicka dizky jej prstov (0.15m) a rozdiel medzi uhlami hlavnej osi a osi Z ruky je mensi ako
20°.

Na druhej strane povazujeme za fatalny stav, kedy sa ruka prili§ priblizi ku stolu (0.05m). Tato
podmienka sice so samotnou ulohou dosiahnutia nema ni¢ spolo¢né, ale ide samozrejme o

ochranu zariadenia. DalSou podmienkou je, Ze nesmu po sebe nasledovat’ dve akcie, ktoré by

nevyvolali zmenu stavu, ¢o indikuje, Ze cielovd pozicia je pre rameno nedosiahnutelna.
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Poslednou moZznost'ou je, Ze vzdialenost’ ruky od objektu je vicsia ako Skalovaci faktor max, ,

ktory je pocitany ako vzdialenost’ od zdkladne ramena k objektu ndsobend parametrom (1.5).

Podobne ako sme definovali funkciu odmeny pre modul dosiahnutia zadefinujeme funkciu

odmeny pre uchopovanie (rovnica 3.2).

r(t)=o(1—g(t)]+p:

o 2-sin(|A(¢))) )Z_Sgn(l ~ 2sin(jA (z)|)) 32)

max , max ,

MozZeme si vSimnut, ze druhy ¢len sa vobec nelisi od rovnice 3.1, Ze doslo k nahradeniu prvého
¢lena. Ten vyjadruje otvorenost’ prstov ruky (premennd g(?)) v Case ¢. Premenna g(?) obsahuje
hodnoty z intervalu <0,1>, kde 0 znamen4, ze ruka je zavreta, 1 naopak otvorena. Preto nebolo
nutné nijako tento Clen Skalovat, ako v predchédzajucich pripadoch. Druhy ¢len linearnej
kombinacie opit’ vyjadruje uhol medzi hlavnou osou a osou Z ruky. V pripade uchopovania
sme fatdlny stav definovali ako stav, kedy sa prsty ruky dokazali Uplne uzatvorit, co
znamenalo, ze nebol uchopeny ziaden objekt. V opacnom pripade kedy prsty nieco uchopili
bolo zovretie zastavené vlastnou API ramena, ked’ ,,pocitovalo® odpor v zatvarani prstov.
Nevyhnutné pre findlny stav okrem neuplného uzavretia prstov bol rozdiel uhlu osi Z ruky a

hlavnej osi mensi ako 5°.

3.5 Architektiura modelu zrkadliacich neuronov

Nas model systému zrkadliacich neurénov pozostava zo spomenutych modulov integrovanych
do jedného celku. Cielom je simulécia interakcie vizudlnych a motorickych informacii v

robotickom agentovi [35].

Zakladom celého modelu je okruh pSTS - PF — PMC(F5), v ktorom prudia informécie oboma
smermi. Modul PF je implementovany ako skryté vrstva neurdnovej siete, kde d’alSie dve
vrstvy tvoria moduly pSTS a PMC. Cely tento komplex je uceny pomocou algoritmu
obojsmerného asociativneho ucenia BAL [39], ktory by sme mohli zaradit’ do triedy algoritmov

ucenia s ucitelom a bol inSpirovany algoritmom GeneRec [27].
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Pre uplnost’ eSte doplnime architektiry jednotliovych okruhov a spdsoby ucenia, ktoré

pouzivame na ich trénovanie:
* Vizualny okruh MVP — pSTS — trénovany samoorganiziciou
*  Motoricky okruh CRG — PMC — trénovany samoorganizaciou
» Zrkadliaci okruh pSTS — PF — PMC — trénovany pomocou algoritmu BAL

*  Okruh abstrahovania invariantnosti pohybu MVP — pSTS + PMC — aSTS — trénovanie

samoorganizaciou

aSTS

PMC | PF | pSTS

T T

CRG MVP

Obr. €. 15: Architektara modelu zrkadliacich neurénov
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4 Implementacia

V nasledujucich podkapitolach sa budeme venovat detailnému popisu rieSenia naSich modelov
z hladiska implementacie. PopiSeme Struktiru tried a ich celkové prepojenie, architektiru

aplikacie a pouzité technologické rieSenia.

4.1 Technologické rieSenie
Oba modely sme implementovali v jazyku C++ kvoli dobrej dostupnosti kniznic tretich stran a
existujucich rozhrani pre programovanie aplikéacii (API) pre pouzité simulacné prostredia a

rozhranie s ovladacom ramena Katana.

V projekte CRG sme vyuzivali kniznicu Point Cloud Library (PCL) verzie 1.7 [38]. Kniznica je
zamerana na manipuldciu s oblakmi bodov, ktoré su vystupom zariadenia Microsoft Kinect, a
podporuje tradi€né geometrické transformacie. Spolu s kniznicou PCL 1.7 sme museli pouZivat’
kniznicu Eigen, ktora, ako nazov predpovedd, je zamerand na vektorovl algebru a kniZnica
PCL je na nej zavisla. Metddy kniznice Eigen sme vyuzivali aj vo vstupnom rozhrani pri
vypoctoch parametrov cielového objektu. Rovnako sme vo vstupnom rozhrani pouzili aj
kniznicu Vision For Robotics (V4R), ktora je nadstavbou kniznice PCL a poskytuje
sofistikované metddy na spracovanie oblakov bodov, segmenticiu oblasti zdujmu z hlavnej
roviny (obvykle podlaha alebo stolova doska) a ich diskriminaciu na izolované celky. Na
komunikaciu s vrstvou s priamym pristupom k ovladau ramena Katana 450 sme pouzili API
Golem vyvinutt na Univerzite v Birminghame [40], ktora poskytuje metédy ovladania vysSieho
radu ako je priprava planu dosiahnutia cielovej pozicie a vykondvanie vypocitaného planu.
Tym sme vsak stratili pristup k niektorym informéacidm o pdéze ramena Katana a museli sme

pouzivat’ transformovany stav poskytovany API Golem.

Celé¢ testovanie modelu CRG prebiehalo v prostredi simuldtora Robotic Operation System
(ROS) [41], ktory simuluje fyzikdlne zdkony, a do ktorého sme vlozili zasuvny modul
obsahujice model ramena Katana 450. Prostredie ROS je vel'mi flexibilny a Siroko pouZzivany

nastroj na simulaciu prostredia pre vyvoj akychkol'vek riadiacich systémov pre roboty.

V projekte STS sme pri vystupnom zobrazovani pouzivali aplikdciu Octave, v ktorej sme si
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pripravili skripty na zobrazenie kontarovych grafov, a nami implementovanu aplikéaciu Plotter,

ktora pouzivala kniznicu na tvorbu grafickych rozhrani Qt4.

4.2 Datové mnoziny

Pre model STS bola vytvorend samostatnd trieda CDataSet spravujuca data a zaroven
slaziaca ako vstupné rozhrania. Datova mnoZina je interne reprezentovand zoznamom
definovanych S$truktir sSequence. Tato Struktira zastupuje jednu sekvenciu uchopu.

Obsahuje zoznam vektorov desatinnych Cisiel, typ triedy a typ perspektivy.

struct sSequence {
list< vector<float> > seq;
int seq class;
int seq view;

}i
K nacitaniu suboru, jeho rozparsovaniu, naslednému spracovaniu a konecnému Skalovaniu

dochadza v konstruktore samotnej triedy CDataSet za pouzitia privatnych metod. Trieda
modze byt skonsStruovand v dvoch mddoch, kedy sa odliSuje nacitanie datového suboru, a to v

mode pre tvorbu trénovacich dat modulu PMC a trénovacich dat modulu pSTS

Trieda CDataSet disponuje:

* geometrickymi operatormi rotdcie, posunu a projekcie, ktoré sa vSetky vyuZzivaji v

predspracovani datovej mnoziny pre modul pSTS

* podpornymi funkciami pre operdcie s datovym typom vector ako je porovnavanie,

odcitanie, delenie, vypocet vel'kosti a skaldrny sucin vektorov

* funkciami zabezpecujucimi najdenie maximalneho vektora a predelenie celej datove;j

mnoziny tymto vektorom, ktoré st jadrom Skalovacej funkcie
Vystupom bol zoznam §truktir sSequence s datami preskdlovanymi do intervalu (—1,1) .

V modely CRG bolo vstupné rozhranie a funkcie predspracovania dat integrované do triedy

prostredia CEvnironment. Na tento Gcel trieda CEnvironment obsahovala:

* funkciu nacitania oblaku bodov vyuzivajucu metody kniznic PCL a V4R
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* pomocné funkcie definujuce rovinu stola, ktoré sluzili na transforméciu suradnic dat a

robotického ramena
* funkcie pre vypocet t'aziska predmetu a vypocet hlavnych osi predmetu

Vystupom bola pozicia a orientacia cielového objektu, ktoré reprezentovali idealny findlny

stav.

4.3 Samoorganizujuce sa mapy

Patria sem triedy SOM, MSOM, RecSOM. Vsetky vymenované triedy zdielaja spolo¢nu
programovu Struktiru. Zékladom je jednorozmerné pole velkosti vystupnej vrstvy siete tvorené

triedami Neuron.

Trieda Neuron obsahuje vstupny vektor, vektor vah a vektor kontextovych vah (pre siet’ SOM

ma nulovy rozmer). Této trieda je spolo¢nd pre vsetky architektury sieti a obsahuje:
* pretazené funkcie implementujice rovnice pre vypocet vzdialenosti
» pretazené funkcie pre aktualizaciu védh

* pomocné funkcie na vypocet euklidovskej a gaussovskej vzdialenosti, implementovana

je aj funkcia na vypocet vzdialenosti typu mexicky klobuk, avSak t4 sa nikde nevyuziva
Kazda siet’ obsahuje smernik na triedu CDataSet a taktiez sadu funkcii:
* inicializa¢né funkcie napiiajice smernik na trénovacie data a parametre uéenia

» funkcie zabezpecujice prechod trénovacej mnoziny, funkciu ndjdenia vitazného
neurénu a funkciu trénovania na jednom vstupnom vektore, ktord sa vola pre kazdy

vektor trénovacej mnoziny, a funkciu aktualizacie kontextovej vrstvy
» testovacie funkcie aktivacie siete na vstupny vektor, funkcie zapisu vystupu do stiboru

* pomocné trénovacie funkcie znizujuce parametre rychlosti u¢enia a okolia



38

4.4 Architektura modelu STS

Model STS pozostaval zo Styroch modulov:

*  Modul PMC implementovany triedou MSOM

*  Modul Vizualneho Predspracovania (MVP), ktory predstavuje trieda CDataSet
*  Modul pSTS implementovany triedou MSOM

*  Modul aSTS implementovany triedou SOM

Prepojenie vsetkych Styroch modulov zabezpecuje samostatna trieda STS, ktord vo svojom
kons$truktore vytvara vSetky samoorganizujiice sa mapy a vklada smerniky na dve inStancie
triedy CDataSet, jednu v mode nacitania dat pre modul PMC a druht v mdde nacitania dat
pre modul pSTS. Okrem toho tato trieda obsahuje metodu trénovania, v ktorej sa sicasne
prechadzaju obe datové mnoziny, pricom mnozina pre PMC je Stvornasobne mensia a tak sa
vzdy zvySuje iterator po Styroch zvySeniach iteratora mnoziny pre pSTS. Po prechode jednou
sekvenciou sa vzdy zoberie aktivacia oboch modulov PMC a pSTS a pomocou funkcie na
spajanie poli sa vytvori vstupny vektor pre modul aSTS. Pre ilustraciu prikladdme aj Cast’

zdrojového kodu.

while(seq it v != vis trn data->end()) {
sSequence pmc sample = *seq it m;
sSequence sts_sample = *seqg it v;

sam it v = sts sample.seq.begin();
sam_it m pmc_sample.seqg.begin () ;

while(sam it v != sts sample.seg.end()) {
// train PMC
if (persp == 0) {

gerr pmc += PMC->train one sample(*sam it m, GAUSSIAN, EXP);
sam_ it m++;
}
// train STSp
gerr stsp += STSp->train one sample(*sam it v, GAUSSIAN, EXP);
sam_ it v++;
}
// train STSa
PMC output = PMC->get activation();
STSp_output = STSp->get activation();
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concat _array(PMC output, pmc_size[0], STSp output, stsp size[0],
&input) ;
gerr stsa += STSa->train one sample (input, GAUSSIAN, false);

STSp->reset context();
seq it v++;
persp++;

if (persp == 4) {
PMC->reset context () ;
seq_ it m++;
persp = 0;

}

Testovanie modelu STS implementované v samostatnej funkcii prebiecha v obdobnej
programovej Strukture, kde akurat pochopite'ne nedochadza k adaptacii vah, iba k ukladaniu
aktivacii vSetkych modulov do datovych Struktur reprezentujicich histogramy distribucie

aktivity pre kazdy neurén. Tie st nasledne ulozené do stiborov na pevnom disku.

4.5 Architektura modelu CRG

Jadro modelu CRG tvori trieda CEnvironment, ktora sluzi ako vstupné rozhranie a zaroven
ako rozhranie medzi nizSimi kontrolnymi vrstvami Golem a ovladaca ramena Katana 450. Tato

trieda plni niekol'ko kl'aicovych tloh:
* udrZiava neustéle aktualny stav prostredia, ktory ziskava z niz8ej vrstvy Golem

* posiela signdly na vykonanie akcii, ktoré¢ dostdva od vysSich riadiacich modulov pre

dosahovanie uchopovanie
* kontroluje ¢i nebol dosiahnuty finalny alebo fatalny stav
* obsahuje funkcie na vypocet zmeny stavu a vypocet hodnoty odmeny

Trieda CEnvironment je inicializovand v dvoch moddoch, jeden uréeny pre modul

dosahovania, druhy pre modul uchopu.

Oba kontrolné moduly su implementované ako samostatné triedy CGraspingModule a

CReachingModule. Z hladiska programovej Struktiry su takmer identické a ich hlavnou
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ulohou je integracia nizSich tried CActorCritic, CCACLA a pomocnej triedy na zapis

vystupu pocas u¢enia CLogger.

Trieda CActorCritic implementuje dve neurdénové siete (triedy CNetwork) aktéra a
kritika a zabezpecuje distribliciu vstupu pre obe siete, ich aktivaciu a spitné Sirenie odmeny.
Triedy CNeuron a CNetwork boli zabezpecené nasou kniznicou 1ibNeuralNetwork,
ktord je tiez sucastou projektu. Trieda CNetwork implementuje napevno trojvrstvovi

doprednu siet’, kde jednotlivé vrstvy pozostavaju z inStnacii triedy CNeuron.

Trieda CCACLA je implementéciou trénovacieho algoritmu CACLA, priCom hlavnou metdédou
je metoda Train. Obsahuje taktiez pomocné metddy na vypocet chyby, vypocet gaussovskej

exploracie a vypocet ndhodnej pozicie distribuovanej gaussovsky metodou G. Marsagliu [42].

Tok riadenia prechadza z modelu CRG esSte dvoma niz§imi vrstvami (vid’. Obr. ¢. 14), ktoré

zabezpec€uju komunikéaciu so samotnym ramenom v redlon svete alebo simulatore ROS.

Modul Modul
dosahovania uchopovania

. /

Trieda prostredia

L | |

Golem API

:

Katana 450 driver

S
—

B

Obr. ¢. 14: Architektara toku riadenia ramena Katana 450 modelom CRG
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4.6 Vystupné rozhrania

Pomocou aplikacie Plotter sme vyzualizovali vystupy vSetkych samoorganizujicich sa map v
nasom modely STS, ktoré mozno vidiet' v kapitole Experimenty. Pri vyvoji aplikdcie sme

pouzili kniznicu Qt4 a vol'ne dostupny prvok QtGraphWidget.

4.7 Kniznica libSOM

Jednym 2z boc¢nych produktov celej nasej prace bola séria réznych architektar
samoorganizujucich sa map, ktoré boli pomerne transparentne naimplementované a dali sa
jednoducho spajat’ od vicsich Struktar. Rovnako boli schopné generovat vystupné data a
obsahovali jednotné vstupné rozhranie, ktoré je jednoduché aplikovat’ na akukol'vek datova

mnozinu a tak trénovat’ mapy na akychkol'vek datach.

Rozhodli sme sa preto, ze nase zdrojové kdédy mierne zovSeobecnime a vytvorime z nich
dynamicka kniznicu s ndzvom [ibSOM, ktora poskytneme ako opensource projekt
potenciondlnym zaujemcom a pripadne d’alSim Studentom. KniZnica nie je nijak licencovana a
tym padom moze byt kymkol'vek rozvijana a dopliana. Dafame, e tak v budicnosti ulahéime
a urychlime proces vytvarania zlozitejSich modelov, ktoré¢ budd vyuzivat architektury

samoorganizujucich sa map.
Zdrojové kody kniznicu je mozné vol'ne stiahnut’ napisanim prikazu do konzoly:

svn checkout http://libsom.googlecode.com/svn/trunk/ libsom-read-only

KniZnicu neskdr planujeme presunut’ do repozitara cogsci, o tom vSak uz kazdy néjde

informéciu na stranke projektu.


http://libsom.googlecode.com/svn/trunk/
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5 Experimenty

V tejto kapitole zhrnieme dizajn a vysledky vSetkych podstatnych experimentov a testov, ktoré
sme na naSich modeloch robili. V pripade modelu pSTS a PMC sme sa v prvom kroku
sustredili na ddvkové testy, pomocou ktorych sme hl'adali vhodné mnoziny parametrov pre siete
MSOM a taktiez sme sa snazili podl'a moznosti skratit’ vypoctovy cas celého modelu STS. To
sme zabezpecili vhodnym vyberom architektiry pre oblast’ aSTS, ¢o prispelo k skrateniu casu

trénovania celkovo k lepSej pouziteI'nosti modelu.

V druhom kroku experimentov s modelom STS sme presli k testovaniu primarnej a sekundérne;
organizacie modulu pSTS a PMC, pricom sme predpokladali vyslednt organizaciu a ocakavali

sme splnenie nasej hypotézy.

V tretom kroku sme pristupili k otestovaniu uc¢enia modulu aSTS, v ktorom sme sa snazili o
vytovrenie perspektivne invariantnych neurénov. Taktiez sme pri tom odskusali niekol'ko

druhov filtracie vstupnych signalov branych z modulov pSTS a PMC.

Pri testovani modelu CRG sme sa sustredili na spravne vykonanie primarnej ulohy a to
dosiahnutie oblasti cielového objektu a jeho uchopenie. Skiimali sme taktiez limity a vlastnosti
pouzitej architektiry vzhl'adom na zaSumenie polohy ciel'ového objektu a na schopnost’ naucit’

model uchopit’ viac objektov.

5.1 Prieskum vlastnosti modelu STS

Ako bolo spominané v navrhu (Kap. 3) model STS je najkomplexnej$i z modelov obsiahnutych
v tejto praci. Tvoria ho dve siete architektiry MSOM, ktoré svojim vystupom aktivuju tretiu
siet’ architektury SOM. V popise formalnych modelov (Kap. 2) sme uvadzali, ze siet MSOM
ma dva parametre o a [, ktoré¢ urCuju akym spdsobom sa bude vypocitavat’ rekurzivna
vzdialenost’ kazdého neurénu a ako sa bude aktualizovat’ kontextovy vektor. Pre spravne
uréenie tychto parametrov v zavislosti od trénovacich dat neexistuje Ziaden postup, a preto je
nutné tieto parametre zistit’ sériou testov. Preto sme sa rozhodli vykonat’ niekol'’ko davkovych
testov, kde sme systematicky prechadzali r6zne kombindcie parametrov a vyhodnocovali sme

tri miery urcujuce uspesSnost’:
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* kvantiza¢na chyba
V naSom pripade vyjadruje rekurzivnu vzdialenost’ vitaza (d(t),y) od vstupného vektora.
Pocita sa vzdy za jednu epochu, ¢iZe po prejdeni celej trénovacej mnoZziny X.

Qon= 2. (1) (5.1)

xeX

e odliSnost vitazov

Vyjadruje kol'ko neurénov v sieti sa aspoil raz stalo vitazmi. VicSinou sa vyjadruje ako
relativne Cislo, ale my sme sa rozhodli preskélovat’ tuto hodnotu na percentd, o ndm
priSlo ako zrozumitel'nejSie podanie. Rovnica 5.2 teda zachytava, Ze odliSnost’ vitazov
je podielom mohutnosti mnoziny vSetkych vitazov za epochu a celkového poctu

neurdénov #.

L libl)] 52

* entrdpia
Vycisl'uje mieru neusporiadanosti v mape, ktord rastie s poCtom variability vitazov.
Vypocet je formalne opisany rovnicou 5.3, kde w(i) je funkcia, ktord priradi neurénu i
pocet vitazstiev na trénovacej mnozine X a n je pocet vSetkych neurdénov siete.

w (i)

| Tx]

e= Z

(5.3)

|X|

Vystupom takychto davkovych testov bola tabulka (Tab. ¢. 1) hodnoét spominanych troch mier
pre jednotlivé kombinacie hodndt parametrov a a . Hodnoty kvant. chyby, entropie a odliSnosti
vitazov T sme zobrazili ako tri konturové grafy, ktoré zachytavali hodnoty miery pre vsetky

mozné hodnoty parametrov.
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@ Kvantiza¢na chyba Entrépia Odlisnost’ vit'azov
0.2 0.4 31.91 0.72 0.806
0.2 0.5 33.63 0.77 0.861
0.2 0.6 37.28 0.77 0.861
0.2 0.7 39.99 0.81 0.903
0.2 0.8 43.72 0.86 0.958
0.3 0.4 32.10 0.78 0.868
0.3 0.5 33.69 0.78 0.868
0.3 0.6 36.05 0.77 0.854
0.3 0.7 41.76 0.83 0.924
0.3 0.8 45.54 0.86 0.958
0.4 0.4 29.03 0.79 0.882
0.4 0.5 30.82 0.81 0.903
0.4 0.6 36.34 0.81 0.896
0.4 0.7 40.37 0.82 0.910
0.4 0.8 46.37 0.83 0.924
0.5 0.4 27.41 0.81 0.903
0.5 0.5 30.12 0.81 0.896
0.5 0.6 31.84 0.80 0.889
0.5 0.7 37.19 0.85 0.944
0.5 0.8 40.23 0.82 0.917
0.6 0.4 25.52 0.82 0.917
0.6 0.5 25.65 0.81 0.896
0.6 0.6 29.33 0.83 0.917
0.6 0.7 34.20 0.79 0.882
0.6 0.8 35.74 0.84 0.917
0.7 0.4 22.17 0.80 0.882
0.7 0.5 21.97 0.77 0.854
0.7 0.6 25.85 0.79 0.854
0.7 0.7 27.94 0.80 0.889
0.7 0.8 31.76 0.80 0.889
0.8 0.4 18.71 0.82 0.847
0.8 0.5 20.42 0.79 0.833
0.8 0.6 19.29 0.78 0.854
0.8 0.7 21.66 0.76 0.840
0.8 0.8 20.85 0.68 0.757

Tab. €. 1: Priklad dat davkového testu, z ktorych boli skonStruované kontiirové grafy.
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Obr. ¢. 16: Konturové grafy pre testovanie modelu pSTS

Vv

chybu (modré oblasti) a najvyssiu entrépiu a odliSnost’ vitazov (Cervené oblasti). MoZeme si
vS§imnut’, ze konturovy graf pre entropiu a odliSnost’ vitazov sa velmi podobaju, ked’ze tieto
dve miery spolu tizko suvisia. Davkové testy sme zbiehali zvlast pre modul pSTS a zvlast pre

modul PMC. Optimélne hodnoty st zobrazené prehl'adne v tabulke €. 2.

Modul \ Parametre a B
pSTS 0.3 0.7
PMC 0.3 0.5

Tab. €. 2: Optimalne hodnoty parametrov architektiry MSOM pre moduly pSTS a PMC.

Pri testovani celého modelu STS =zahfnajuceho aj modul aSTS sme robili niekolko
experimentov s réznou architektirou modulu aSTS, pricom sme sa snazili najst kompromis
medzi biologickou plauzibilitou a optimalnym vypoctovym c¢asom. Hodnotili sme taktiez
organizaciu modulu aSTS po natrénovani, pricom hlavnym cielom v tejto faze experimentu
bolo dosiahnut’ opa¢nu organizaciu ako pri module pSTS. Ako najmenej vhodna sa ukézala
architektaira MSOM, ktora z doévodu velkej dimenzie vstupu bezala najdlhSie a vysledok sa
nezhodoval s naSimi ocakdvaniami, priom nemozno vylucit, Ze pri vhodnej konfiguracii
parametrov, by sa modul aSTS nezachoval spravne, avSak na tak dlhé davkové testy nebol
dostatok Casu a priSlo nam to ako podruzné uloha. S lepsimi vysledkami skoncila architektura
RecSOM, ktora sa spravne naorganizovala, avSak cCas uCenia mala len o malo nizs§i ako
architektira MSOM. Najlepsie sa osved¢ilo pouzitie architektiry SOM, ktord nespracovavala

sekvencne aktivacie modulov pSTS a PMC, ale iba aktivacie na konci sekvencii, ¢o vyrazne
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napomohlo urychleniu celé¢ho trénovacieho procesu. Rovnako splnila aj naSe ofakévania o
vyslednej organizécii, a preto sme sa rozhodli v d’alSich experimentoch pouzivat’ vylucne
architektiru SOM ako implementaciu modulu aSTS. Cas udenia samozrejme zavisia od
mnohych inych faktorov, ako je dimenzionalita vstupu a velkost' samotnej siete. Pri naSich

testoch boli tieto hodnoty zafixované.

Architektura aSTS \ Kritéria Cas uéenia modelu STS Hodnotenie
MSOM 5-6 hod Model nespliial kritéria
RecSOM 4-5 hod Model spiial kritéria
SOM 2 hod Model spinal kritéria

Tab. €. 3: Vysledky testovania roznych architektir ako implementacie modulu aSTS.

5.2 Organizacia pSTS a PMC

Ciel'om tohto experimentu bolo reprodukovat’ vysledné data vyskumu Perretta a kol. [5], ktoré
poukazovali na vnutornu organizaciu oblasti STS. Pri vyskume aktivacii populacii neuréonov
reagujucich na jeden druh biologického pohybu sa ukazalo, ze existuje druhd organizécia, v
ktorej sa jednotlivé populéacie aktivuji pre jednotlivé perspektivy, pod ktorymi pozorovatel
akciu vidi. V neskorSej praci Peretta a kol. [6] bol upresneny vyskyt tychto populécii v oblasti
pSTS.

Preto sme pre pSTS pripravili data pozostavajuce z inStancii troch typov uchopov, pricom
kazda inStancia bola zastiipena eSte v Styroch perspektivach. Pomocou predoslych davkovych
testov. na trénovacich datach sme poznali optimalne parametre modulu pSTS

implementovaného sietou MSOM.

Nas predpoklad bol, Zze v sieti sa po spravnom natrénovani vytvori hlavnd organizacia
zodpovedajuca Styrom perspektivam, pod ktorymi st uchopy pozorované a v ramci kazdej
perspektivy vznikne sekundarna organizacia, ktora zachytava reprezentaciu troch typov

uchopov.

V nasledujucej tabulke vidno vsetky parametre simuldcii, ktoré sme v tomto experimente

spustali:
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a B v € X
0.3 0.7 0.1 300 12x12
0.3 0.7 0.1 300 14x14
0.3 0.7 0.1 300 16x16
0.3 0.7 0.1 300 18x18
0.3 0.7 0.1 300 20x20

Tab. €. 4: Prehl’'ad parametrov simulacii experimentu pSTS

Parametre o a f st parametrami siete MSOM, parameter y vyjadruje rychlost’ uc¢enia, parameter
¢ je pocet epdch ucenia a parameter x vyjadruje velkost’ siete, teda pocet neurénov vo vystupnej

vrstve.
Aktivitu siete sme vyhodnocovali dvoma spdsobmi:

1. Ako rekurzivnu vzdialenost’ kazdého neurénu od vit'aza, ktora vstupila ako argument do
exponencialnej funkcie. Takto vypocitani hodnotu sme potom pripocitali k jednej z n-
tice hodnot, kde »n vyjadrovalo typ triedy (tj. typ tchopu alebo perspektivu) a k hodnote
celkovej vzdialenosti, ktora fungovala ako normalizany faktor, ktorym boli hodnoty
pre kazdu triedu n predelené, aby davali v sicte hodnotu 1.

al= Z e ) norm,= Z e ) (5.4)

xXeX, xeX

2. Ako pocet vitazstiev neurénu v trénovacej datovej mnozine pre jednotlivé triedy (typ
uchopu alebo perspektivu). Ak sa teda neurdn stal vitazom, tak bola o jedna zvySena
hodnota, ktora udrziaval pocet vitazstiev pre ten neur6on a danu triedu.

n__ .
a;= Z (l|argmzn,- di(x)}> (5.5)
xXeX,
Po uspeSnom natrénovani sa v sieti vytvorila nami oakavané organizéacia podla perspektiv a
naslednd sekundérna organizécia podl'a typov uchopov pre kazdi perspektivu. Pri vy$Som pocte
neurénov zacinali byt reprezentacie redSie, pricom sme pozorovali vznik bivariantnych a

trivariantnych, rovnako ako neurénov reagujucich na kazda perspektivu, ktoré sa nikdy

nestavali vitazmi a ich aktivita bola vel'mi slaba.
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Obr. €. 16: Zobrazenie natrénovanych map zobrazovacou technikou €. 2.
Vlavo: Zobrazenie z hl'adiska perspektiv (modra 0°, ervend 90°, zelend 180°, zIta 270°)
Vpravo: Zobrazenie z hl'adiska typov uchopov (modra tchop zhora, ¢ervend tichop od boku,
zelena presny tchop)

V nami pouzitom zobrazeni reprezentuje kazdy Stvorec jeden neurdn mapy a farebné stlpce v

flom zodpovedaju triedam vzhl'adom na ktoré bola mapa vyhodnocovana. Pod obrdzkami sa

vzdy nachadza legenda. Vyska stipcov vyjadruje velkost hodnoty aktivity alebo poétu

vit'azstiev, ktoré neurdn prejavil pre data patriace do prislusnej triedy.

Na vyslednych zobrazeniach mézeme vzdy vlavo vidiet’ Styri oblasti, ktoré su farebne oddelené

a zodpovedaju Styrom perspektivam a napravo je t4 istd mapa, iba vyhodnotena vzhl'adom na

typy uchopov. Neurdny, ktoré si aktivne pre jednu perspektivu vlavo, st vzdy napravo

rozdelené na tri menSie skupiny reagujice na rézny typ uchopu. Takto natrénoavna siet

obsahuje az 12 populacii neurénov, ktoré sa aktivuju pre rézne vstupné kombinécie uchop-

perspektiva.
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Obr. ¢. 17: Zobrazenie natrénovanych map zobrazovacou technikou ¢. 1.
Vrlavo: Zobrazenie z hl'adiska perspektiv (modra 0°, Cervend 90°, zelena 180°, zIta 270°)
Vpravo: Zobrazenie z hl'adiska typov uchopov (modra uchop zhora, ¢ervena tchop od boku,
zelend presny tchop)
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Vysledné zobrazenie aktivit netrénovanych mép je na obr. €. 17. Je nutné eSte podotknut’, ze z
vyslednych hodnét pre aktivitu bolo ubratych prvych 15% kvdli zvyrazneniu rozdielu. Vlavo si
mozeme vSimnut’ uz spominané bivariantné, trivariantné aj vel'mi slabo reagujice invariantné
neurdny (priblizne v strede). Napravo mozeme vidiet, Ze vacSina neurdnov reaguje na vsetky
typy uchopov, ¢o je mozné vysvetlit znacnou podobnostou uchopov, ktoré su v principe
rozdielne az v zévereCnych krokoch sekvencie, kedy sa odliSuji pézou a natoCenim dlane.
Rovnako si mézeme vSimnut, Ze pre niektoré perspektivy (zelena) je zjavne odliSnost’ typov

uchopu vicsia ako pre iné (Z1td).

Druhou tulohou v tomto experimente bolo vytvorenie reprezentacii v module PMC, ktory
zodpoveda premotorickej kore v 'udskom mozgu a oblasti F5 v mozgu primatov. Prave v tejto
oblasti sa nachadzaju reprezentacie pohybov, ktoré¢ sme schopni vykonavat, o ktorych mame
znalost, a medzi neurénmi kodujucimi tieto reprezentdcie ma Cast’ aj zrkadliacu vlastnost’ a

dochadza k ich aktivacii pri pozorovani rovnakej akcie.

Na trénovanie sme pouzili ddtovi mnozinu pozostavajucu z inStancii troch typov uchopov,
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pricom kazdy bol reprezentovany proprioceptivnou informéaciou o polohe ruky, teda thlami
natocenia jednotlivych kibov. Z kazdej sekvencie sme este vystrihli 4 avodné kroky, aby sa &o
najmenej vytvarali kvéziinvariantné neurdny, ktoré¢ by v skutocnosti reagovali na inicidlnu
polohu ruky, ktora je pre kazdy typ uchopu spolocna a to, ze je vzdy zaradena do inej triedy je

len vecou experimentalneho dizajnu, nie objektivnou skuto¢nost’ou.

V nasledujucej tabulke vidno vSetky parametre simuldcii, ktoré sme v tomto experimente

spustali:
a p v € X
0.3 0.5 0.02 300 8x8
0.3 0.5 0.02 300 10x 10
0.3 0.5 0.02 300 12x12
0.3 0.5 0.02 300 14x 14

Tab. €. 5: Prehl'ad parametrov simulacii experimentu PMC

Parametre o a f st parametrami siete MSOM, parameter y je rychlost’ ucenia, parameter ¢ je
pocet epoch ucenia a parameter x vyjadruje vel'kost’ siete, teda aj pocet neurénov vo vystupnej

vrstve.

Predpokladali sme, Zze organizacia siete bude podl'a typov tchopu, priCom cast’” neurénov sa
nebude Specializovat’ a budu v rdmci uchopov invariantné, pripadne bivariantné. Natrénované
mapy sme vyhodnocovali rovnakymi metédami ako pri experimente s trénovanim pSTS

(rovnica 5.4 a 5.5).
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Obr. €. 18: Zobrazenie natrénovanych map modulu PMC
Vlavo: Zobrazenie vitazov podla typov uchopov
Vpravo: Zobrazenie aktivity neurénov podla typov tichopov

Napravo aj nalavo si moézeme v§imnuat invariantné neurdny, ktoré eSte stale reagujii na takmer
rovnaké uvodné kroky kazdej sekvencie. ZreteI'ne ich vidno na pravom zobrazeni v strede, kde
aktivita stale viac diferencuje a stava zameranou na jeden druh tuchopu s vynimkou lavého
horného rohu, kde mézeme pozorovat’ signifikantna aktivitu bivariantnych neurénov citlivych
na uchop zhora a uchop od boku, ¢o st tvarom dlane vel'mi podobné uchopy akurat vzajomne

pootocené o 90°.

5.3 Vytvorenie perspektivne invariantnych reprezentacii v module aSTS

Ciel'om naSich experimentov s modulom aSTS bolo dosiahnutie presne opac¢nej organizicie,
aka sme generovali v module pSTS, ¢ize hlavné populacie neuréonov by mali odpovedat’ na typ
uchopu a v rami nich by sa mali vytvorit’ druhotné populacie diskriminujice perspektivu pod
akou bol tichop pozorovany. Za tymto ucelom sme k vystupu z pSTS pridali vystup z modulu

PMC a takyto kombinovany vektor sluzil ako vstup do modulu aSTS.

V prvom experimente sme brali aktivacie oboch modulov a spdjali ich do vstupu pre aSTS bez
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akejkol'vek Upravy a dosiahnuty vysledok bol uspokojivy ako mozno vidiet’ na obrazku ¢. 19.
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Obr. &. 19: Vysledky organizacie mapy po zlozeni vystupov z PMC a pSTS bez tprav.
Vrlavo: Zobrazenie z hl'adiska perspektiv (modra 0°, Cervend 90°, zelena 180°, zIta 270°)
Vpravo: Zobrazenie z hl'adiska typov uchopov (modra uchop zhora, ¢ervena tchop od boku,
zelend presny tchop)
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Na zobrazeniach mozno vidiet’ hlavnu organizaciu podl'a uchopov, pricom zeleny typ tchopu
zabera celd hornti polovicu mapy. To vysvetlujeme nerovnakom distribuciou dizky sekvencii
uchopov v trénovacich datach sieti PMC a pSTS. V zobrazeni perspektiv vidno, ze zlta
perspektiva je potlacend na ukor ostatnych, o sa nam zatial’ zdovodnit’ nepodarilo. Snad’ by v
tom mohla hrat’ Glohu pociato¢na inicializcia siete, v ktorej bola zItd perspektiva najmenej
pokryta. Niekol’ko neurdnov vykazuje miernu bivariantnu aktivitu vzhl'adom na perspektivy, ¢o
chceme vyuzit a dodatoénymi mechanizmami v budlcnosti dosiahnut aj vytvorenie

perspektivne invariantnych neurénov, kvoli ktorym sme primarne tento modul dizajnovali.

V druhom experimente sme ponechali uciaci proces identicky s prvym experimentom, ¢ize
aSTS dostava nepozmeneny vstup od modulov PMC a pSTS. Pri testovani modulu sme vstup
od PMC tplne vypli a sledovali sme ako sa bude siet’ aktivovat’, ak bude dostavat’ vstup iba od

modulu pSTS.
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Obr. &. 20: Vysledky organizacie mapy po vypnuti vstupu od modulu PMC pri testovani.
Vrlavo: Zobrazenie z hl'adiska perspektiv (modra 0°, Cervend 90°, zelena 180°, zIta 270°)
Vpravo: Zobrazenie z hl'adiska typov uchopov (modra uchop zhora, ¢ervena tchop od boku,
zelend presny tchop)

Vo vyslednych zobrazeniach druhého experimentu vidime, Ze povodne tri kompaktné populacie
neurdnov, ktoré diskriminovali typy tchopov, sa rozpadli na viacero populécie, pricom niektoré
ostali zamerané Cisto na jeden typ uchopu a mohli by sme ich nazvat’ jadrami reprezentacie
uchopov. Iné sa stali bivariantnymi vzdy s preferenciou niektorého typu tchopu. Iba mala
mnozina vykazuje slabé aktivity pre vSetky uchopy opédt’ s dominanciou pre jeden typ. Z

hl'adiska perspektiv sa organizacia mapy nijak vyrazne nezmenila.

5.4 Testy modelu CRG

Nase experimenty sme rozdelili do dvoch Casti. V prvej Casti sa mal model naucit’ uchopit’
objekt z trénovacich dat. V tomto pripade sme merali dve miery Uspesnosti — kumulativnu
odmenu 7 a pocet akcii (krokov) e, potrebnych n-krat uspesne splnit’ ciel, kde # je volny
parameter, ktory sme nastavili na 5. Celd prva Cast’ experimentu prebichala v simulovanom
prostredi ROS (Robotic Operating System) z pochopitel'nych dévodov casovej narocnosti tohto
procesu. V druhej Casti sme pristlpili k experimentom v laboratériu s ramenom Katana 450. K

pozicii objektov z trénovacej mnoziny sme pridali Sum a testovali sme na nich natrénovany
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model. Tu sme merali uspeSnost’ modelu a pocet akcii, nutnych k pretrénovaniu modelu na
uchopenie zaSumeného objektu. Je ddlezité pripomentt’, ze sme zaroven so Sumom pridali aj
mieru exploracie, ktora bola vzdy rovna velkosti zaSumenia, aby bol model schopny explorovat’

akcie a tak sa preucit’ na uchopenie nového objektu.

Na obrazku ¢. 21 vidime typickt krivku ucenia pre jeden z objektov (vertikdlna krabica). Na
zaciatku robi model v podstate ndhodné akcie a mapuje nimi svoj stavovy priestor, preto je
kumulativna chyba negativna a klesa. Po priblizne 4300 krokoch za¢ne dominovat’ pozitivna
odmena a model ndjde akcie, ktoré su posiliiované a vedu k cielovému stavu. Tabulka ¢. 6
ukazuje vysledky pre vSetky Styri objekty v tomto poradi: 1. objekt — vertikalna krabica, 2.
objekt — horizontalna krabica (od ¢aju), 3. objekt — plechovka (vertikalna hlavna os) a 4. objekt
— leziaca krabica so Sestuholnikovou podstavou. Vyhodnotili sme taktiez pomer kumulovanej
odmeny a poctu krokov, o sa dd povazovat’ za priemerny prirastok odmeny po jednej akcii. V
pripade modulu dosahovania vidime, Ze prirastok nepresiahol hodnotu 0.01, ale pri uchopovani
je pomerne dost’ vysoky: 0.38. D4 sa to vysvetlit' ovela va¢Sim stavovym priestorom pri
dosahovani, kedy model omnoho tazSie hl'add akcie, ktoré st posililované a dostava sa do
findlnej polohy. Preto model potrebuje omnoho viac krokov k akumulovaniu odmeny, taktiez v
pripade uchopovania uplne chyba peridda negativnej odmeny, ¢o je dané dizajnom funkcie
odmeny pre modul dosahovania (rovnica ¢. 2). Ked’ze je rozdiel osi Z ruky a hlavnej osi
objektu vel'mi maly (modul uchopovania zac¢ina s uhlom osi najviac 20°, ¢o je findlny stav

dosahovania) a je Skalovany hodnotou n/2, model dostava od zaciatku pozitivnu odmenu.

Dosiahnutie obj. Uchopenie obj.
T e r/e I e r/e
Ob;. 1 858.18 9110 0.094 247.62 637 0.389
Ob;j. 2 1284.16 12936 0.099 196.54 584 0.337
Ob;. 3 823.53 8652 0.095 291.47 622 0.467
Obj. 4 1198,85 12571 0.095 268,93 645 0.417

Tab. €. 6: Vysledky ucenia uchopovania Styroch objektov



55

L I e e * '- ' ' ? ! '.
W00

;
o 1000 2000 2000 4000 So000 &00n Jooo 2000 000 0 a0 200 200 400 s00 &00 oo
e e

Obr. ¢. 21: VTavo vyvoj akumulovanej odmeny pocas fazy dosahovania, vpravo vyvoj
akumulovanej odmeny pocas fazy uchopu.

V tabulke ¢. 7 mézeme vidiet’ vysledky testu, kde bol pridany Sum k pozicii objektu. V tomto
Stadiu experimentu bolo ucenie vypnuté nastavenim uciacej rychlosti na nulu. Miera exploracie
sa vzdy rovnala pridavanému Sumu. Pre kazda hodnotu Sumu sme spustali 20 testov a merali
uspesnost’ modelu. Za uspesny sme povazovali pokus ak rameno skoncilo vo finalnom stave a
objekt uchopilo. Ak pokus skoncil fatdlnym stavom, ¢i uz pri dosahovani alebo uchopovani,
pokus sme povazovali za netispesny.

Nasledne sme nastavili rychlost’ u¢enia na pévodné hodnoty a nechali model nech sa nauci
uchopit’ objekt na novej pozicii. V tomto pripade sme merali pocet akcii (krokov) potrebnych k

preuceniu modelu.

Sum Uspesnost’ Pocet krokov
5% 95 % 29
10 % 80 % 65
15 % 60 % 161
20 % 45 % 339

Tab. ¢. 7: Vysledky testov s pridanim Sumu
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6 Diskusia

Doterajsie vysledky, ktoré sme predstavili v tejto praci nasvedcuju, Ze nas pristup sa zaklada na
dobrych predpokladoch a nedopustili sme sa ziadnej kritickej chyby. Stale vSak ostava
otvorenych niekolko otdzok, ktoré bude treba pre dokoncenie modelu zrkadliacich neurénov
vyriesit. Hlavnym problémom sa javi navrhnutie mechanizmu vzniku invariantnych neurénov,
ktoré sa nam zatial’ nepodarilo nijak vytvorit. Dosiahli sme iba prvy predstupen, kedy sa nam
podarilo dosiahnut’ organizaciu v module aSTS presne opa¢nu ako je organizacia pSTS, avsak
neurdny su stale perspektivne variantné a to aj pri pokusoch s vel'mi malymi sietami, kedy sme
predpokladali, Ze by mohla odlisnost’ zlu€enych dat z PMC a pSTS podla typu tichopu prevazit’
nad odlisnostou podl'a perspektivy, avSak vstup od PMC sa javi ako nedostato¢ny na tito

ulohu.

Zatial' nevyrieSenym problémom tiez ostava ako zabezpelit' selektivnu aktivitu neurénov
modulu PMC pri vstupe signalov z oblasti STS cez modul PF, ktory bol len spomenuty v
navrhu celého modelu zrkadliacich neurénov. Nesmieme zabtUdat, ze iba niektoré z
premotorickych neurénov vykazuji zrkadliace vlastnosti a toto v nasom modely zatial
nerie§ime. DalSou ulohou v budicnosti bude v zrkadliacich neurénoch vytvorit' asociacie

perspektivne variantnych neurénov s rovnako zameranymi neurénmi v module pSTS.

Ako hlavny problém modelu CRG sa ukézala katastroficka interferencia, ked’ sme chceli model
naucit’ uchopovat’ dva a viac predmetov. Model je schopny sa naucit’ uchopovat’ objekt v novej
pozicii a orientacii, avSak straca ihned schopnost uchopit’ predchadzajici objekt. Ked'ze sa
naucené neurénové siete ukladali do suborov, nami navrhované rieSenie na predidenie tomuto
problému zahriiuje implementéciu klasifikatoru, ktory by na zaklade vizualneho vstupu bol
schopny urcit’ o aky objekt sa jednd a nasledne by nahral sibor s vhodnymi neurénovymi
sietami. Klasifikator by mohol pozostavat’ zo samoorganizujucej sa mapy (SOM) a doprednej
neurénovej siete. SOM by sa organizovala pomocou vstupnych obrazkov objektu a nasledne
pomocou ucenia s ucitelom by sa dopredna neurénova siet’ naucila asociovat’ vystup zo SOM s
korektnym modelom uloZzenym v pamiti. Toto rieSenie sme vSak uz neimplementovali a

rozhodli sme sa pre naivnejsi pristup, v ktorom sme rozdelili stdl, na ktorom boli predmety
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poloZené na Styri segmenty a pre kazdy segment bol natrénovany jeden model na uchopenie
objektu, ktory sa v nom nachddza. Objekty sa samozrejme vzdy nachadzali v tom istom

segmente pri testoch s pridanym Sumom.

Na druhej strane sa pozitivne prejavila schopnost’ naSho modelu generalizovat’, ¢o vidiet' z
vysledkov druhého experimentu, kde aj napriek zaSumenym déatam bola stile uspeSnost’ nad

50% po hodnotu Sumu 15%.
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Zaver

V tejto praci sme sa zamerali na nadizajnovanie, implementiciu a experimentalne testy
modulov tvoriacich nami predstaveny model zrkadliacich neurénov. Ako je vidno v
priehl'adovej Casti, suCasné vypoctové modely zamerané na systém zrkadliacich neurénov sa
viac ¢i menej odklanaji od experimentdlnych vychodisk vybudovanych na zdklade
neurologickych vyskumov senzorickych a motorickych okruhov. Preto sme sa nasim navrhom
pokusili asponl jeden z identifikovanych problémov preklenut a pontknut’ rieSenie v podobe
implementéacie oblasti vrchnej spankovej brazdy obsahujicej reprezentacie biologickych
pohybov so zahrnutim perspektivy pozorovania. Stanovili sme si tiez za ciel' dosiahnut
vytvorenie perspektivne invariantnych reprezentacii a simulovat' tak neuralne oblasti s
abstraktnejSou reprezentaciou, k comu sme zatial’ vykonali prvé potrebné kroky. Pomocou série
experimentov sme skiimali vlastnosti jednotlivych modulov pSTS, aSTS, PMC a modelu CRG
a dospeli sme k zaveru, Ze nas dizajn a prvé vysledky ukazuji na dobru cestu za vyty¢enym
cielom, ktorym je funkény model zrkadliacich neurénov pre roboty, ktory im umozni vytvorit’

reprezentacie o svojich akcidch a porozumiet’ akciam druhych.
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