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Abstrakt

V nasSej praci rieSime jeden z problémov robotiky, a to identifikaciu uchopeného
objektu. Nas model je navrhnuty na aktivne rozpoznévanie uchopeného objektu pomocou
jeho manipulécie. Je zalozeny na doprednych neurénovych sietach a trénovani z ucitel'om.
Pri praci nepouzivame skutocného robota iCub, ale jeho simulator. Identifikaciu sme si
rozdelili na niekol'’ko mensSich Casti. Jeden modul je trénovany na rozpoznavanie farby
objektu, druhy na rozpoznavanie tvaru objektu a treti ma za ucel naucit’ sa akcie, ktoré ma
robot vykonat’ pre lep$i odhad tvaru uchopeného objektu. V kapitole o implementacii
uvadzame navrh a parametre tychto modulov. V ¢asti 0 vysledkoch uvadzame ich vysledna
uspesnost’ pri rozpoznavani farby a tvaru, ako aj porovnanie pasivneho a aktivneho

pristupu k rozpoznavaniu objektov.

KTIacové slova: aktivne rozpoznavanie objektov, iCub simulator, neurénové siete, ucenie

s ucitel'om, extrakcia priznakov, OpenCV, FANN.



Abstract

In our work we are dealing with one of the problems of robotics — identification of
grasped object. Our module is designed for an active object recognition of grasped object
by manipulation. It is based on feed-forward neural networks and supervised learning.
However instead of using real robot iCub we decided for a simulator. We have divided
identification into several smaller parts. One module is trained to recognize colour of the
object, second to recognize shape of the object and third is aimed at learning actions,
which should help the robot to better assess the shape of the object. In a chapter concerning
the implementation we present the design and parameters of these modules. In the next
chapter we evaluate positive results in recognizing colours and shape, as well as a

comparison between passive and active approach to object recognition.

Key words: active object recognition, iCub simulator, neural networks, supervised

learning, features extraction, OpenCV, FANN.
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Uvod

Zijeme V ére stile sa rozvijajtcich digitilnych technoldgii, ktoré nas ovplyviiuju
kazdy deni. Poméhaji ndm v praci aj v beznom zivote a mozno si ich pritomnost’ az tak
neuvedomujeme, pokial’ nam nejaka z nich nezacne vyraznejsie chybat. Vyvoj digitalnych
technolégii stale napreduje a S nim sa ndm vynaraju stale nové problémy a vyzvy. Niektoré
ulohy su vSak uz také ndrocné, ze ich nezvladaju robit” ani l'udia. Preto ich rieSenie dali do
ruk strojom — robotom. V&c¢Sina znich st iba priemyselné automatizované pristroje,
Stvorené¢ na monoténnu ¢innost’, ktori vykondvaji netnavne a stdle dokola. Niektoré
vlastne ani nevykonavaju nejaka pre Cloveka nerieSitel'ni tlohy, médme ich jednoducho
preto lebo nam zjednodusuji Zivot. Cloveka viak odjakziva fascinovala predstava stvorit
svoju kopiu — po stranke vzhl'adovej aj rozumovej. Po fyzickej, vzhl'adovej stranke robia
stdle pokroky a vyrazne napreduji. Humanoidnym robotom sa v dneSnej vedeckej
a akademickej vyskumnej ¢innosti prikladd Coraz vacsi vyznam. KonStruktéri sa stale
zdokonal’uju pri ich konstrukcii a moZnostiach pohybu. Co nas viak este stale oddel'uje od
robotov arobi nas 'udmi je naS mozog, ktory zatial nedokaZeme simulovat. Je to
komplexny, nelinedrny a paralelny systém. Mnohé schopnosti ako rozpoznavanie,
vnimanie a motoricka kontrola, schopnost’ ucit’ sa, schopnost’ pamétat’ si a generalizovat,
podnietili vedcov ku konstrukcii modelu biologického neurénového systému — znameho
ako umela neurénova siet’.

V naSej praci sme sa rozhodli navrhnlit’ a implementovat’ model neurdénove;j siete na
aktivne rozpoznavanie uchopeného objektu (farba aj tvar). Boli sme inSpirovani ¢lankom
od Browatzkeho akol., 2012, v ktorom autori predstavuju vyhody aktivneho pristupu
K rozpoznavaniu objektov oproti pasivnemu pristupu, kde st volené nahodné alebo
dopredu zvolené sekvencie pohybov robota.

N4s model budeme testovat’ v robotickom simulatore iCub. Ten bol zostrojeny ako
simulator skuto¢ného robota iCub, ktory ma parametre priblizne 2,5 ro¢ného dietat’a.
Simulator zostrojili pre vedecké a akademické timy, ktoré si nemo6Zzu skutocného robota
dovolit, alebo aby sa odladili algoritmy, ktoré mozu poskodit’ okolie alebo samotného
robota.

Na zaver prace uvedieme kapitolu vysledkov, v ktorej zhrnieme testovanie siete na

roznych datach auvedieme uspeSnost’ sieti pri rozpoznavani jednotlivych objekto



Kapitola 1
Teoria
1.1 Umela neuronova siet’

Umelé neurénové siete boli ingpirované §tadiom Pudského mozgu. Usilie
0 vymodelovanie neurénovej siete sa ndm vrati v podobe schopnosti riesit komplexné
problémy s dobrou efektivitou. Medzi najbeznejSie oblasti vyuzitia ANN patria:
klasifikacia — cielom je urcit triedu vstupného vektora, rozpoznavanie vzorov — najst’ vzor,
ktory sa najviac podoba zadanému vektoru alebo doplnit jeho chybajucu cast,
optimalizdcia — najst’ optimalne hodnoty parametrov, kontrola — navrhnut primerané
opatrenia podl'a zadaného vektora, aproximator roznych funkcii. Umeld neuronova siet’ je
vlastne nelinearne mapovanie z R’ do R¥

fun = R' - R¥

kde 1 a K st rozmery vstupného a ciel'ového (pozadovany vystup) priestoru. Funkcia fyy
je zvyCajne komplexna funkcia skupiny nelinearnych funkcii (kazdému neurénu v sieti

prislucha jedna funkcia) (Engelbrecht, 2007).

1.2 Perceptron

Umelé neurdny (AN — artificial neuron) tvoria zédklad umelych neurénovych sieti.
Perceptron je najjednoduchs$i model siete pozostavajici len z jednej vstupnej a jednej
vystupnej vrstvy. Implementuje nelineArne mapovanie z R’ zvyéajne do mnoziny [0, 1]
alebo [-1, 1] v zavislosti od pouzitej aktivac¢nej funkcie (obrazok 1.1). Na vstupe dostane I-
rozmerny vektor vstupnych signalov:

zZ = (24,22, -, 21)
Tento mdze dostat’ z prostredia alebo priamo od iného neurénu. Ku kazdému vstupu z; sa
priradi vaha v;, ktord mé za ulohu zosilnit’ alebo zoslabit’ vstupny signal. Neurdn vypocita
hodnotu net vstupného signalu a nasledne za pomoci aktivacnej funkcie f;y vypocita
hodnotu vystupného signalu 0. Sila vystupného signalu je d’alej ovplyvnend hrani¢nou
hodnotou 6, ktora sa bezne nazyva bias. Hodnota net sa zvycajne pocita ako vahovana

suma vSetkych vstupnych signalov (Engelbrecht, 2007):



Obr. 1.1: Umely neurén (Engelbrecht, 2007)

Hlavna myslienka trénovacej procedury perceptrénu je takato: najskor zaznamenajme
odpoved’ kazdého formalneho neuréonu na dany podnet. Ak je odpoved sprévna,
nemodifikujme vahy. Ak je odpoved’ daného neurénu nespravna, potom modifikujme vahy
vSetkych aktivovanych vstupnych syndps, a to nasledovnym spdsobom: ak ma byt neurdén
aktivny a nie je, zvacSime ich, a naopak, ak ma byt na vystupe neurénu 0 a nie je,

zmens$ime ich (Kvasnicka a kol., 1997).

Ukézalo sa vSak, Ze tieto siete vObec nie st vypoctovo univerzdlne a nedokazu rieSit’
vSetky triedy problémov. Hlavne vSak iSlo o to, ze perceptrony nedokdzu riesit tzv.
linearne neseparovatel'né problémy. Klasickym a najjednoduchs$im prikladom zlyhania je

logicka funkcia XOR (vylucujuce alebo) (Kvasnicka a kol., 1997).

1.3 Aktivac¢né funkcie

Funkcia f, dostane vstupny signal siete net a hodnotu bias a podl'a toho sa
rozhodne pre vystup neurdnu. Tato funkcia sa tiez nazyva ako aktiva¢né funkcia. M6zeme
vyuzit’ viaceré druhy aktiva¢nych funkcii. Vo vSeobecnosti su aktivacné funkcie

monotdnne rastlice funkcie, kde plati (okrem linearnej funkcie):

fan(—) = 0 alebo fyy(—o) = —1 azaroveh fy(0) =1



Bezne pouzivané aktivac¢né funkcie, ktoré sa vyuzivaja aj v praxi:

1. Linearna funkcia:

fan(net) = A(net)

kde A je sklon funkcie. Linearna funkcia vypodita linearne modifikovany vystup,

kde A je konstanta.

2. Sigmoidna funkcia:

1
fAN(net) = 1+ e—/l(net)

kde parameter A uréuje strmost’ funkcie, zvyCajne A = 1. fyy(net) € (0, 1).

3. Hyperbolicky tangens:

e A(net) _ e —A(net)

fan (net) = o A(net) 1 g-A(net)

po aproximacii:

fan(net) = 13 o imen) ~ 1

Vystup hyperbolického tangensu je v intervale f,y(net) € (—1,1).

Medzi d’alSie pouZivané aktiva¢né funkcie patria napriklad: skokova funkcia, linearne

rastuca funkcia a gaussova funkcia (Engelbrecht, 2007).

1.4 Ucenie

Otazka, ktoru zostava zodpovedat je, i existuje nejaky automatizovany pristup pre
stanovenie hodnot v; aprahovej hodnoty 6? Pre jednoduché problémy sa daji tieto
hodnoty l'ahko vypocitat. Ale predpokladajme, Ze nemame Ziadne predoslé vedomosti
o funkcii (okrem dat), ako moézeme potom vypocitat hodnoty v; a0? Odpoved je
pomocou ucenia. Umelé siete sa ucia najlepSie hodnoty pre v; a8 zo vstupnych dat.
Ucenie pozostava z upravovania vah v; a prahovej hodnoty 6 pokial’ nie je splnena urcita
podmienka (alebo niekol’ko podmienok zaroven). Toto ucenie prebieha podla istych
pravidiel. Tieto pravidla ovplyviiuju hodnoty v sieti a jej buduce spravanie (Engelbrecht,
2007).



Pozname tri hlavné paradigmy ucenia:

Supervised learning (ucenie s ucitel'om). Po technickej stranke idea spociva v tom, ze ked’
pozname pre zadany vstup koreSpondujuci vystup, zadame ho sieti a jej tlohou je najst’
mapovanie zo vstupnej hodnoty na vystupni. V aplikdcidch pouzivajucich trénovanie
s u¢itelom musia byt zndme vstupné a Kk nim koreSpondujice vystupné hodnoty a musia
byt poskytnuté trénovaciemu algoritmu (tieto data nazyvame tréningova mnozina). Ulohou
siete je najst’ spravne mapovanie. Vahy v sieti sa menia v zavislosti od velkosti chyby na
vystupnej vrstve. Cim je chyba vd¢§ia — rozdiel medzi skutoénym vystupom siete
a spravnou hodnotou vystupu (pozadovany vystup) pre zadany vstup — tym viac sa vahy
upravia. Volne by sa dalo hovorit’ o u€eni, povedzme malého dietat’a, s ucitel'om, ktory
mu pomaha, vedie ho. Takato definicia je vSak pomerne nejasnd a tazko sa preklada do

podoby konkrétneho algoritmu pre neuronové siete (Pfeifer, 2010).

Reinforcement learning (uCenie pomocou odmeny atrestu, alebo tiez ucenie
posiliiovanim). Cielom je odmenit’ neurdn (alebo Cast’ neurdnovej siete) za dobry vykon
a penalizovat’ neurdn za zIy vykon. Idea spociva v tom, Ze ulitel’ povie Studentovi iba Ci je
odpoved’ (vystup) spravna alebo nie. Uloha zistit preto je odpoved spravna alebo
nespravna prenechava na Studentovi. PouZziva sa napriklad ked’ chceme dosiahnut’ urcité
spravanie. Typicky robot dostane pozitivnu odozvu (odmenu) ak vysledok bol dobry
a ziadnu alebo negativnu odozvu (trest) ked’ bol vysledok akcie zly. Napriklad ked’ robot
zdvihne objekt, ndjde cestu z bludiska alebo odpali lopticku do branky, dostane pozitivnu
odmenu. Vo vSeobecnosti tento algoritmus nie je spdty len s neuréonovymi sietami.
V idedlnom pripade sa agent snazi maximalizovat mnoZstvo odmien, ktoré dostane,

interakciou s komplexnym prostredim okolo seba (Pfeifer, 2010) (Engelbrecht, 2007).

Unsupervised learning (ucenie bez ucitela). Cielom je najst vzor alebo priznak vo
vstupnych datach bez akejkol'vek pomoci z externého zdroja. Tieto algoritmy prevazne
vykonavaju klasterizaciu (zhlukovanie) vstupnych dat (tréningovych vzoriek). Zastupcami
st napriklad: hebbovské ucenie a Kohonenove mapy. Idea Hebbovho algoritmu spociva
V tom, ze ak su dva neurény aktivne sucasne (alebo v nejakom casovom okne), je véizba
medzi nimi posilnend. Tento pristup sa stal popularny preto, lebo mu stacia len lokélne

informacie aje aj biologicky hodnoverny. V priemyselnej oblasti sa vSak nepouZziva.
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Kohonenove mapy (tiez SOM — samo-organizujuce sa mapy) sa pouzivaju na najdenie
zhlukov vo vstupnej trénovacej mnozine. Tiez maju istit podobnost’ s biologickym
modelom. Navyse ziskali Siroké uplatnenie v praxi. DetailnejSie si ich predstavime neskor

(Pfeifer, 2010) (Engelbrecht, 2007).

1.5 Viacvrstvovy perceptréon (Multilayer perceptron)

Jednoduchy perceptron opisany v Casti 1.2 mal jedno vaZzne obmedzenie. A to, ze
nedokézal riesit’ problémy, ktoré neboli linedrne separovatel'né. Toto obmedzenie uz ale
neplati pre viacvrstvovll doprednt siet’ alebo inak viacvrstvovy perceptron (obrazok 1.2).
Ten ako uz z nazvu vyplyva obsahuje jednu vstupni vrstvu neurénov, jednu alebo viac
»skrytych® vrstiev neurénov a jednu vystupnu vrstvu neurénov. Bude obsahovat’ aj viac
ako jednu aktiva¢nll funkciu, pricom nemusia byt’ vSetky rovnaké. Aj ked’ méze obsahovat’
aj viac skrytych vrstiev, bolo dokdzané, ze uz pomocou jednej vrstvy skrytych neurénov
moézeme reprezentovat’ 'ubovol'ni booleovsku funkciu (aj spominanu funkciu XOR). Hoci
sa 0 ich funkc¢nosti vedelo uz davnejsie, — najma vd’aka tomu, Ze sa pouzivali ako funkény
univerzalny aproximator funkcii — vyraznejSiu pozornost’ si vysluzili az s prichodom

backpropagation algoritmu (Pfeifer, 2010).

Inputs Outputs

Obr. 1.2: Viacvrstvova neurdnova siet. Medzi vstupnou a vystupnou vrstvou je jedna
alebo viac skrytych vrstiev. Neurdny v kazdej vrstve maji nejaké aktivacni funkciu
(nemusia byt vSetky rovnakeé).



1.6 Algoritmus backpropagation (spétné Sirenie chyby)

Algoritmus spitného Sirenia chyby je nosnou ¢astou v mnohych pracach s témou
neurénovych sieti. Mozno ho rozdelit’ na dve fazy: predny prechod — vypocitame vystup
siete, spétné Sirenie — postupujeme od vystupnej vrstvy a podl'a vel'kosti chyby upravujeme

prislusné vahy.

Ozna¢me si vstupnu vzorku p, vstup k potom bude nastaveny na E,’f , ked’ sa prezentuje
vzorka pu. E,‘; modze nadobudat’ hodnoty bud’ z intervalu (0, 1) alebo realnych ¢isel. N je
pocet vstupnych neurénov, p je pocet vstupnych vzoriek (u = 1,2, ..., p).

Pre vzorku u je vstup do neurénu j v skrytej vrstve (vrstva V):

B =) wkt
k
aktivacia neuronu v skrytej vrstve V;* potom bude:
V= g(h) = 9O wakt)
k
kde g je aktiva¢na funkcia (napriklad sigmoidna). Vystup neurénu i vo vystupnej vrstve O:

hi = ZWU‘G“ = ZWUQ(Z Wikér)
J J k

a prechodom aktivaénej funkcie g dostdvame vystup:

of = g(hf) =9 zWith = g(zwijg(zwjkf;:))
J J k

Hodnotu prahovej premennej, bias 6, sme vo vypocte vynechali. Mézeme ho zahrnat
pridanim jedného extra neurénu, ktory bude spojeny so vsetkymi jednotkami v siete a bude
nastaveny na hodnotu (-1). Vahy ztohto neurdénu reprezentuji prahova hodnotu kazdej

jednotky.

Chybova funkcia je opédt” definovana pre vSetky vystupné jednotky a pre vSetky vzorky

(hodnota ¢ je pozadovana hodnota vystupu):

E(w) = %;[0!‘—4”]2 - %}Z g(Zwijrg”)—zz“ = %#Z g(Zwi,-g(Zw,-ké,ﬁ‘))—zf

Zodpovedajuce vahy mozeme nésledne upravit’:
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O0E
By = = - ) [of - ¢lg WV = —n ) 51V
ij - -

pri¢om 8! = [0} — ] g (h)
V pripade sigmoidnej funkcie je derivéacia rovna:
g(r) = 0/(1-0)
=01 =¢0;(1 - 07)

Vahy zo skrytej vrstvy do vystupnej vrstvy upravime nasledovne (sigmoidna funkcia):

OF
Awjj = —n == —anY{‘V,-" = —UZ(O? -3¢0 (1 — 0V
Y H H

Na zmenu vah zo vstupnej do skrytej vrstvy treba pouzit’ pri derivovani retazové pravidlo,

kde po par krokoch dostavame (Pfeifer, 2010):
u

Algoritmus 1.1 Algoritmus spatného Sirenia chyby (pseudokod)

m: index vrstvy; M: poCet vrstiev; m = 0 : vstupna vrstva; V? = §; ; vdha W{]r-‘ 1 Z ij_l do
V™, ¢!: pozadovany vystup;
(1.) Inicializuj vahy na malé nahodné ¢isla.
(2.) Vyber vzorku & ,’j Z tréningovej mnoziny, pouZi ju na vstupnu vrstvu (m = 0)
Ve =& pre vietky k.
(3.) Postupuj s aktivaciou cez celu siet’:

vit=g(h") = g(z WiV
J

pre vSetky hodnotu i a m pokial nie st vypocitané vietky hodnoty V" (V" =
aktivacia neurénov na vystupne vrstve).

(4.) Vypocitaj hodnotu delta pre vystupnu vrstvu M:

M = g'(hf"')[(‘i‘ - Vl-M], pre sigmoidu: §M = VM(1 - ViM)[(’i‘ - Vl-M]

(5.) Vypocitaj delta pre predoslé vrstvy pomocou postupného spétného Sirenia chyby:
6[”_1 = g’(h{”_l)zj wjrl-”5jm ,prem=M,M—1,M — 2, ..., 2 pokym nie je delta
vypocitana pre kazdu jednotku.

(6.) Pouzi:

Awi? =71 (S‘{"I/jm_l na Upravu vietkych spojeni pomocou: w/i*" = W{’jld + Aw;;
(7.) Vrat sa na krok 2. a postup opakuj pre d’alsiu vzorku.

(Pfeifer, 2010)




1.7 SOM

Self-organizing map (SOM) alebo tiez self-organizing features map (SOFM) —
samoorganizujica sa mapa — je typ umelej neurénovej siete, ktord znazoriuje nizko-
rozmernt (typicky dvoj-rozmernt), diskrétnu reprezenticiu zo vstupov trénovacej
mnoziny, zvani mapa. Tento model bol ako umeld neurénova siet po prvy raz opisany
finskym profesorom Teuvo Kohonenom, preto sa niekedy nazyva aj ako Kohonenova

mapa alebo Kohonenova siet’ (Kohonen, 1982).

Kohonen vyvinul samoorganizujuce sa mapy motivovany charakteristickou samo
organizujucou sa schopnostou Pudskej mozgovej kory. Studie udskej mozgovej kory
preukazali, Ze motorickd kora, somatosenzorickd kora, vizualna ako aj zvukova koéra su
reprezentované ako topologicky usporiadané mapy. Tieto topologické mapy sa formuju
ako reprezentacia vstupnych vnemov ziskanych zmyslovymi senzormi (Engelbrecht,

2007).

Samoorganizujica sa mapa je teda multirozmernd Skalovacia metdda ako projektovat’ I-
rozmerny vstupny priestor na diskrétny vystupny priestor, efektivne vyuZivajic kompresiu
vstupného priestoru na sadu kdédovanych vektorov. Vystupny priestor je zvycajne dvoj-
rozmernd mriezka. SOM vyuziva mriezku na aproximaciu funkcie hustoty
pravdepodobnosti vstupného priestoru, pritom vSak zachovava topologicka Struktiru
vstupného priestoru. To znamena, Ze ak su dva vektory blizko seba vo vstupnom priestore,
je tomu tak i v mapovej reprezentacii. Dolezité je to, Ze susedné neuréony maju tiez vplyv

na rozlozZenie neurénov v mape.

SOM siet’ sa skladd zo vstupnej vrstvy a vrstvy obsahujicej ,,sut'azné* neurdny, ktoré su
usporiadané v dvojrozmernej mriezke (obrazok 1.5). Kazdy z tychto vektorov je opisany
vektorom vah w; = (Wjq, ..., w;g)T. Ked' je vstupny vektor x = (x, ..., x;) prezentovany
sieti, neurobny na mriezke sut'azia a vybraty je vitaz m, ktorého vahovy vektor w,, je

najviac podobny x (Kohonen, 2001).



0 O O OO0 OF MW
O 0 Q@ O @ O
O O O O O O

Obr. 1.5: Samo organizujtca sa mapa (Engelbrecht, 2007).

1.8 Ucenie SOM

Samoorganizujice sa mapy implementuji ucenie bez uclitela (unsupervised
learning), technika, ktorti vyuzivaju sa da nazvat’ ,,sOtazenie” lebo neurdny na vystupe
medzi sebou sutazia (obrazok 1.3). Kazdy neurén i je opisany vektorom vah w; =
Wity o, Wig)T, i = 1,...,M avypodita sa podobnost medzi vektorom vstupnych dat
x™ = (Xp1, ) Xng)T € R avihovym vektorom w;. Pre kazdy vstupny vektor, neurony
»sutazia®“ medzi sebou o vitazny neurdon, ktorého vahovy vektor sa najviac podobéd na
tento konkrétny vstupny vektor. Vitazny neur6n m nastavi svoj vstup ako o; = 1 a vSetky
ostatné neurdény nastavia svoje vystupy ako o; = 0,i =1,...,M,i # m. ZvyCajne sa na
vypocet podobnosti vyuziva funkcia inverznej Euklidovskej vzdialenosti ||x — w; || medzi
vstupnym vektorom x™ avahovym vektorom w; (Kvasnicka akol., 1997). Hlavnymi
predstavitelmi takéhoto ucenia s tzv. Learning vector quantization (LVQ) a Self-

organizing map (SOM).
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Obr. 1.3: Architektira modelu neurénovej siete bez ucitel'a. Neurény na vystupnej vrstve
(na obr. competitive layer) sutazia oto, ktory je najbliz§ie zadanému vstupu
(http://jsalatas.ictpro.gr).

1.9 Algoritmus SOM

Algoritmus za¢ina inicializovanim vahovych vektorov w; = (Wjy, ..., wig)?T na malé

nahodné hodnoty produkované generatorom ndhodnych ¢isel. Po tomto kroku nastavaju tri

hlavné urovne, ktoré mézeme zosumarizovat’ takto (Haykin, 2008):

Sutaz: Pre kazdu trénovaciu vzorku x" neurény na mriezke vypocitaju hodnotu
funkcie podobnosti. Neurdn s vidcSou hodnotou funkcie podobnosti sa stane
vitazom. Ako funkcia podobnosti sa zvycajne pouziva Euklidovskéd vzdialenost’
medzi vstupnym vektorom x, = (xi,..,x4)7 avahovym vektorom w; =
(Wi1, ..., Wig)T kazdého jedného neurénu .

Spolupraca: Vitazny neurdn definuje v mriezke topologickych suseda. Neurony,
ktoré prislichaju tomuto susedovi, vSetky upravia hodnoty svojich vahovych
vektorov pre konkrétny, zadany vstup. Zikladnym problémom je definicia
topologického suseda. Zadefinujme si h;; topologického suseda scentrom vo
vitaznom neurdne. Topologicky sused pozostava zo sady neurdnov a j je ndhodny
neurén ztejto sady. Tiez si definujme dj; ako vzdialenost medzi vitaznym
neurénom i aneurénom j. Mo6zeme predpokladat’, Ze topologicky sused h;; je

funkciou d; ; spifajucou nasledujiice podmienky:
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o Je symetrickd k bodu, kde nadobuda najvicsiu hodnotu akde d;; =0,
alebo inymi slovami k bodu vitazného neurénu.

o Amplitada funkcie klesa monoténne, ako sa zvySuje vzdialenost' d;; od
vitazného neurénu, priblizujuc sa knule, ked vzdialenost' d;; ide do

nekonec¢na.

Funkcia, ktora spiiia obe tieto kritéria je Gaussova funkcia:
2

dj,i
hji(x) = exp(— 757 (2)
kde o je efektivna Sirka topologického suseda, ktora urCuje rozsah, do ktorého sa
kazdy neurdn v topologickom susedstve zapoji do procesu ucenia. Tento parameter

klesa exponencialne v kazdej epoche n v zavislosti od nasledujuceho vzorca:

n
o(n) = o,exp (— T—),n =0,1,2,.. 3)
1

kde g, je inicializovana hodnota efektivnej Sirky a 7, je konstanta zvolena autorom
(dizajnérom) siete.
e Prisposobenie synapsii. V poslednom kroku sa kona uprava vahovych vektorov pre
neurdny v mriezke podl'a nasledujuceho vzt'ahu:
Awj = 11 i) (x Wi ) ’ {]l neurélzt;l jZZerzieslg(e)r; )
Konecne, vzhladom na véhové vektory w;(n) vepoche n, mdZeme [Iahko

vypocitat’ vektor pre epochu n + 1 za pomoci vztahu:

wi(n+1) = wy(n) + 10y () (x(m) = wy () )
Ako mozeme vidiet' v poslednom vzorci, premenna n(n) (learning rate — rychlost’

ucenia) je tiez casovo (od epoch) zdvisla. Mala by sa inicializovat’ na hodnotu 7,

a klesat’ exponencialne s narastajucim pocitadlom €asu (epoch) n:

n

n(n) = ny exp (— ),n =012, .. (6)

T2

kde 1, je d’alsia konstanta zvolen4 dizajnérom siete.
2] 1]

Procedury opisané vyssie mézu byt rozdelené do dvoch faz:
e Faza usporiadania, je prva faza, pocas ktorej sa kona topologické preusporiadanie
vahovych vektorov neurénov v konkurencnej vrstve. V tejto faze by mala

premenna 1 (n) zacinat’ na hodnote blizkej 0,1 a postupne klesat’ na hodnotu 0,01.
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Tieto hodnoty mézeme dosiahnut’, ked do vztahu (6) dosadime nasledujice

hodnoty (Haykin, 2008):

n(0) = 0,1,7, = 1000 (7)
Dalej by funkcia na najdenie topologickych susedov hj; mala na zaCiatku
obsahovat’ skoro vsetky neurdny v mriezke a postupne sa zmenSovat aby
obsahovala iba zopar neurénov alebo dokonca len samotného vitaza. V pripade
dvojrozmernej mriezky mdézeme nastavit’ pociato¢ni hodnotu efektivnej Sirky o, na
hodnotu ,,polomeru” mriezky a tiez nastavit hodnotu 7; vo vztahu (3) rovnu

(Haykin, 2008):

1000

T, = (8)

logog

Féaza konvergencie, v ktorej vahy dostavaju svoje findlne hodnoty prostrednictvom
d’al§ich uprav vstupnych dat. V tejto fadze pocet opakovani (epoch) zéavisi od
rozmerov vstupnych vektorov a spravidla by mala byt 500 nasobkom poctu
sttaznych neurénov. Parameter n(n) by mal mat’ hodnotu blizku 0,01 a, kone¢ne,
funkcia na ndjdenie topologickych susedov h;;(n) by mala obsahovat’ iba neurény
najblizsie k vitaznému neurdnu, ale moze skoncit’ aj tak, Ze bude obsahovat’ iba

samotny vitazny neur6én (Haykin, 2008).

Ked’ zosumarizujeme vyssie uvedeny popis, uciaci algoritmus SOM je nasledovny:

Algoritmus 1.3: Trénovaci algoritmus SOM

1.
2.
3.

5.

Vypocitame pocet neurénov v konkurencnej vrstve M.
Inicializujeme M tazisk w;(0),i = 1,...,M .
Inicializujeme parameter n(0), parameter ¢(0), pocitadlo epoch k = 0 a pocitadlo
opakovani k = 0.
Pre kazdl epochu k urobime nasledujtce kroky pren =1, ...,N
o Nastav vektor x™ ako vstup neuronove;j siete.
o Vyber vitazny neurén m.
o Uprav vahové vektory vsetkych neurénov v susedstve vitazného neuronu:

|17 — 73l

hm,i(k) = exp <— 202(K) ),i =1...M (9)

w; (e +1) = w; i) + n()hy,,; (k) (xn,j - Wi,j(K)),j =1,..,d (10)
e Kk=kKk+1
Postupne znizujeme hodnotu 1 (k).
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6. Postupne znizujeme hodnotu efektivnej Sirky o (k).

7. Skontroluj podmienky na ukoncenie. Ak neplatia nastav k = k + 1 avrat’ sa na
krok 4.

Trénovacia faza je iterativna a opakuje sa dovtedy, pokym sa nenajde dostato¢ne ,,dobra*
mapa. Zvycajne sa ako indikator presnosti mapy pouziva kvantizatna chyba, definovana
ako suma Euklidovskych vzdialenosti vSetkych vzoriek od vitazného neurénu. Tréning sa

zastavi, ked’ &7 je dostato¢ne mala hodnota (Engelbrecht, 2007).

Pr
er = ) 1y = w113
p=1

P je podet vzoriek.
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Kapitola 2

Prostredie

V nasej praci pracujeme v robotickom simulatore iCub. To simulator realneho
humanoidného robota, ktory sa podoba cloveku vyzorom aj pohyblivostou. Kod pisem
v prostredi Microsoft Visual Studio 2010 v jazyku C++. Neurénové siete sme
naprogramovali pomocou volne dostupnej kniznice FANN. Na pocita¢i som mal

nains$talovany operac¢ny systém Windows 7 (64 bit).

2.1 1Cub

ICub je meno humanoidného robota vyvinutého ako vysledok projektu konzorcia
RobotCup (obrazok 2.1). Doéraz sa kladie na otvorenost’ celého projektu ako po
softvérovej, tak aj po hardvérovej stranke. Zdrojové kody a nacrty jednotlivych dielov st
volne dostupné adal§i vedci ich mdézu pouzZit. Je to jeden znajpouZivanejSich
humanoidnych robotov na vyskumné a akademické tcely v Eurdpe. Robot svojimi
rozmermi a fyzickymi schopnostami verne kopiruje dva a pol ro¢né dieta. Je vysoky 90
centimetrov avazi necelych 23 kilogramov. Na humanoidnych robotov st kladené
poziadavky na €o najviac stupfiov volnosti a mnozZstvo senzorov. ICub mé 53 stupniov
vol'nosti rozdelenych nasledovne: sedem pre pohyb ramena a d’alSich devat' pre ruku, Sest’
na kazdej nohe a po tri pre pas, krk a pohyb o¢i. O kazdom stupni vol'nosti vieme zistit’
jeho presni poziciu. ICub disponuje aj mnozstvom senzorov ako tlakové a dotykoveé
senzory (ruka robota méze byt’ rozsirena o Specidlnu kozu) a mnohé d’alSie. V kazdom oku
ma kameru, ktord zachytéva farebny obraz. Na komunikéciu sa vyuZziva rozhranie YARP —
komunikuje sa prostrednictvom portov. Ked'Zze vSak nie kazdy vedecky alebo akademicky
tim si moze dovolit’ zaobstarat’ takéhoto robota, vyvinuli vedci (Tikhanoff a kol., 2008)

vernu kopiu robota ako open-source simulator. (Malik, 2011) (Zdechovan, 2012)
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Obr. 2.1: Robot iCub. (robotcup.org)

2.2 Simulator iCub

Simulacie maju vo vyskume doéleziti ulohu. Virtudlne prostredie umoziuje
rychlej$i vyvoj algoritmov a bezpecnejSie ladenie nepredvidanych situacii. Nehrozi totiz
poskodenie realneho robota alebo jeho okolia. Preto aj vedci vyvinuli simulator iCub-a
(obrazok 2.2), ktory sa intenzivne vyuziva v roznych projektoch. Simulator je zostrojeny
pomocou fyzikdlnej kniznice ODE a grafickej kniznice OpenGL a je vyvijany ako open-
source projekt (projekt s otvorenym zdrojovym kédom). Simulovany iCub bol navrhnuty
na zaklade Specifikacie jeho redlnej predlohy, so zachovanim podstatnych parametrov
(rozmery, rozlozenie hmotnosti, stupne volnosti, pohyblivost’ atd’.). Simulator sa sklada
s 3D modelu iCub-a a okolitého sveta, kde je robot umiestneny. Vizualizacia prebieha
oddelene od fyzikalnej Casti. Na komunikaciu so simulatorom sa vyuZziva rozhranie YARP,

také isté ako pri realnom robotovi (Malik, 2011) (Zdechovan, 2012).

Obr. 2.2: Roboticky simulator iCub-a.
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2.3 YARP

Na celu komunikéciu s robotom sa vyuziva rozhranie YARP. YARP je skratka
odvodend od anglického nazvu Yet Another Robot Platform. Cielom projektu je vytvorit’
univerzalne rozhranie (s otvorenym zdrojovym kodom) pre komunikaciu réznych
robotickych zariadeni. Vd’aka tomu sa vedci a vyskumnici moZzu sastredit’ na pracu. YARP
je naprogramovany ako multiplatformovy nastroj v mnozstve programovacich jazykov

(povodny je C++, ostatné napriklad: Java, Perl, Python, Matlab, C#, ...) (Yarp, 2011).

2.4 Scéna

V simulatore robota iCub budeme pracovat’ s roznymi objektmi (obrazok 2.3). Pred
robotom sa vytvori pevna doska (,,st61°) a na ilom bude vzdy len jeden objekt. Ten bude
v dosahu pravej ruky robota. Ako objekty pouzivame tri zabudované objekty v simulatore
— kocku, kvéader a gulu (simuldtor poskytuje aj moznost importovania si vlastnych
modelov). Ked’Ze rozoznavame objekty na zdklade farby, rozhodli sme odstranit’ modry

kryt na pravej ruke iCub-a aby nam neskresl'oval vysledky.

Obr. 2.3: Scéna v simulatore. V dosahu pravej ruky robota je umiestneni vzdy jeden
Z objektov (kocka, kvader alebo gul'a), ktory ma jednu z troch farieb (Cervend, zelena alebo
modra).
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2.5 FANN

Na programovanie neurénovych sieti sme pouzili vol'ne dostupnii kniznicu FANN
— Fast Artificial Neural Network Library. Tato kniznica mé otvoreny zdrojovy koéd a
implementuje viacvrstvové umelé neurdonové siete (v jazyku C) s podporou plne
prepojenych alebo Ciastocne prepojenych sieti. Podporuje multiplatformovy vypocet
s fixnou aj pohyblivou desatinnou ciarkou. Obsahuje funkcie pre l'ahké spracovanie
tréningovych sad. Je funkénd s viac ako pétnéstimi jazykmi. Je jednoduchd na pouzitie,
dobre a zrozumitel'ne zdokumentovana, univerzalna a rychla. Obsahuje ivodny ¢lanok

s inStrukciami aj referencny manudl. Pontka aj viaceré grafické rozhrania. (FANN, 2013)
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Kapitola 3

Implementacia

3.1 Komunikacia so simulatorom

Robot iCub je postaveny na otvorenej robotickej platforme YARP (Yet Another
Robot Platform), ktora vytvorilo konzorcium RobotCub. Ide o implementaciu strednej
vrstvy pre komunikaciu jednotlivych ¢asti humanoidnych robotov. Samostatné Casti robota
(ruka, hlava, kamery, dotykové senzory...) vystupuju z architektonického pohl'adu ako
klienti, ktory sa cez unikatne nazvy portov registruju v YARP serveri. Ten zabezpecuje ich
vzajomnu komunikaciu. Jednotlivé ¢asti robota si teda medzi sebou posielaju spravy (napr.
prikaz na urcité natoCenie pravej ruky), alebo ¢itaju prichadzajice data (napr. z dotykovych
senzorov na pravej dlani). Aby sme vedeli robota ovladat’ z aplikicie, musime sa cez
YARP pripojit’ na porty, na ktorych st registrované pozadované casti robota (Zdechovan,
2012).

Komunikécia s portami robota je mozna viacerymi spdsobmi. Jedna moznost je
pouzitie prikazového riadku na vzdialené volanie funkcii (remote procedure call - RPC).
Natocenie ruky potom moZze vyzerat’ nasledovne:

yarp rpc /icubSim/right_arm/rpc:i

set pos 0 45
Prvy prikaz spusti program yarp a pripoji sa na port pravej ruky. Nasleduje néazov
procediry a jej parametre (v tomto pripade nastavenie polohy prvého kibu ruky na hodnotu
45 stupnov). Toto je ale dost’ neprakticky sposob vzhladom na potrebu menit’ polohu
viacerych stupfiov volnosti naraz. Preto je vhodné mat mozZnost' komunikovat so
simuldtorom s prostredia programovacieho jazyka. Y ARP poskytuje aj tito moznost’, ktoru
sme vyuzili a pracovali sme v programovacom jazyku C++. Peknt prirucku na instalaciu
a ovladanie simulatoru vypracoval vo svojej diplomovej praci Tomas Malik (Malik, 2011).
St tam aj konkrétne algoritmy ako sa napojit’ na porty robota a vykonavat’ rdzne akcie

(napriklad zachytit’ obraz z kamery robota) (Malik, 2011).
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3.2 Spracovanie obrazu

Spracovanim obrazu sa zaoberaji samostatné, rozsiahle casti informatiky ako
pocitatové videnie alebo spracovanie obrazu. Tie pocas svojej existencie vyvinuli,
vylepsili a implementovali nepreberné mnozstvo algoritmov na spracovanie obrazu na
pocitaci. Medzi ne patria napriklad r6zne algoritmy na zistovanie hran objektov, zostrenie
a rozostrenie obrazu, vyhl'adanie konkrétnej farby na obraze, konverzia do inych farebnych
spektier a mnohé iné. V naSej praci sme podstatni Cast’ informacii ziskavali prave
spracovanim obrazu, preto je tato oblast’ pre nas dolezitd. My sme sa v nasej praci rozhodli
uprednostnit’ pred vlastnou implementaciu pouzitie uz existujucej kniznice OpenCV,
v ktorej st implementované vsetky pre nasu pracu potrebné funkcie a procedury. Tato
kniznica je open-source. Je teda mozné skimat’ a upravovat’ jej zdrojovy kod, ¢o patri
uréite medzi jej vyhody. Funkcie si mézeme doprogramovat’ do pozadovanej podoby
alebo, ked’ sa vyskytne nejaka chyba vieme ju vystopovat, pripadne aj opravit’ chybny kod.
Dalsim faktorom pre¢o sme sa rozhodli pouzit’ tuto kniZnicu je ten, Ze je implementovana
v C/C++, takze ju mdzeme priamo pouzit’ v naSom pracovnom prostredi bez toho, aby sme

museli nie¢o zlozito kompilovat’ (Zdechovan, 2012).

3.2.1 Obraz z iCuba

Na to aby sme nejaky obraz mohli upravovat potrebujeme ho najprv ziskat.
V naSej praci vyuzivame simulator ICub, ktory ma v pravom aj v F'avom oku po jednej
kamere. My vyuZivame obraz iba z pravej kamery. Na tieto kamery je mozné pripojit’ sa

cez YARP prostrednictvom portov. Cez porty nacitame trojkanilovy obraz o velkosti
320x240 pixlov (obrazok 3.1).

Obr. 3.1: Obraz z pravej kamery v simulatore ICub.
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3.2.2 Thresholding

Na thresholding (prahovanie) je v kniznici OpenCV naprogramovanych niekol’ko
funkcii. Z verzie kniznice, ktorti sme pouzili v nasej praci sme sa rozhodli pre funkciu
inRange. Okrem zdrojového a cielového obrazku s parametrami funkcie aj dva vektory
reprezentujuce farebny interval v HSV farebnom modely. Tato funkcia vytvori zo
zdrojového obrazku ¢ierno-biely obraz tak, ze bielou farbou zafarbi pixle, ktoré spadaju do
zadané¢ho farebného intervalu a naopak cCiernou tie, ktoré tam nepatria (obrazok 3.2).
Vznikne ndm tak teda Cierno-biely obraz, na ktorom sa zvyraznia objekty pozadovanej
farby. KedZe nasu scénu v simulatore ICub sme si zvolili tak, ze kazdy objekt ma

jedine¢nu farbu (Cervenu / zelentt / modr(l) vieme tieto objekty jasne identifikovat’.

Obr. 3.2: VTavo je farebny obraz, vpravo je obraz po prahovani na ¢ervenu farbu.

3.2.3 Rozostrenie

Rozostrenie alebo tieZ blurring sa pouziva po prahovani este pred d’alSou upravou
obrazu. Casto sa totiz po prahovani stane, Ze je biela plocha plna mnozstva mensich, &i
vacsich Ciernych dier. Tie sa primeranym rozostrenim zaplnia (obrazok 3.3). Robime to
preto aby sme na obraze jednoduchsie vyhladali kontary objektov, ked’ze nebudu posobit’
ako vel’a malych objektov na Ciernej ploche, ale ako jeden velky. Pouzili sme na to funkciu
GausianBlur, ktora, ako uz vyplyva znazvu, pouziva gaussovsky filter pre hodnoty

jednotlivych pixlov.
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Obr. 3.3: VTavo je prahovany obraz a vpravo obraz po rozostreni.

3.2.4 Konttry a ohranicenia

Po prahovani a rozostreni vyhl'adavame v obraze kontury objektu, ktory chceme
identifikovat’. Pouzivame na to funkciu FindContours, ktord najde vsetky kontiry na
obrazku a to tak, ze najde pole postupnosti bodov — kazdéa postupnost’ tvori jednu konturu.
Vysledné kontury si zakreslime do ciel'ového obrazka pomocou funkcie DrawContours, do
ktorej musim poslat’ kontury vyhladané predoslou funkciou (obrazok 3.4). Preto je
vyhodné podrobit’ obraz najskor rozostrenie aby sme vo vysledku dostali iba jednu kontiru
opisujucu objekt (aj ked’ nie dokonale presne). UZitocna je aj funkcia ContourArea, ktora
vypocita pre zadant kontliru jej obsah. Vyuzit’ sa to d4 napr. ked’ chceme vykreslit’ len
objekt, ktory zaberd najvicsiu plochu. Niekedy to moze ulahlit’ pracu aj ndm, najmi ked’
aj po rozostreni sa obrazok javi ako viac objektov (pritom c¢ierne Skvrny, ktoré to spdsobia

zaberaju len zlomok velkosti cielového objektu).

Obr. 3.4: Vykreslené kontary objektu.

Dalsim krok je ohranienie kontiiry minimalnym obdiznikom resp. minimélnou elipsou.
Vyuzivame na to funkcie minAreaRect a fitEllipse, ktoré tiez pracuju s kontirami
najdenymi v predchadzajicom kroku a kazdej opisu bud’ obdiznik alebo elipsu. Tie si opit
mozeme zakreslit' do vysledného obrazka (obrazok 3.5). MoZeme aj obe naraz, ale to by

bolo dost’ zbyto¢né, nakol’ko napr. v rozpoznavani gule by spdsobilo urcity zmétok kebyze
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ju reprezentujeme minimalnym opisanym obdiznikom. Ohraniéenie kontiry minimalnym
obdiznikom alebo elipsou je ale pre nas znacné zjednodusenie a zovseobecnenie (obrazok
6), ked’ze v naSej praci sa zameriavame vyhradne na identifikaciu objektu z hl'adiska tvaru
a nepouzivame tak d’alSie udaje ako pomer stran, velkost’ ¢i orientacia objektu. Preto sme
sa rozhodli pracovat spovodnymi kontirami objektov a tieto data pouzit iba na

porovnanie UspeSnosti natrénovanych neurénovych sieti. Vysledky testovania opiSeme

kapitole Vysledky.

Obr. 3.6: V prvom riadku st pdvodné obrazky, v druhom po hl'adani kontir a na tretom
po opisani minimalnych utvarov.

3.3 Extrakcia priznakov
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Aby sme si nemuseli pamidtat’ kompletnu informaciu o spracovanom obrazku
z predoslej casti iba vo forme kazdého pixlu (v naSom pripade po orezani mal obrazok
velkost’ 200 x 160 pixlov), je vhodné ststredit’ sa na charakteristické rysy — priznaky —
ktoré dobre vystihuju dany obrazok. Vyextrahované priznaky najlepSie charakterizuju
konkrétny obrazok, pritom vSak maju omnoho menej premennych a tak aj mensiu vel'kost'.
T4 je nesporne vyhodou pri d’alSom spracovani udajov, kde mézeme potom narabat’ aj
s rddovo omnoho mensim poctom premennych pre jeden obrazok. Vysledky beznych
funkcii na extrakciu roznych priznakov st radovo v stovkach nanajvys v tisickach (pri
doraze na najvyssie detaily), ¢o je stale menej ako keby sme si pamitali hodnotu kazdého

pixla na obrazku (pre nas by to predstavovalo 200 x 160 = 32 000).

3.3.1 Extrakcia priznakov farby

Farbu objektu, ktory drzi iCub v ruke sme zistovali tak, Ze sme si vyextrahovali
farebné priznaky z obrazka, na ktorom iCub drzi konkrétny predmet v ruke. Mézeme si to
dovolit’ nakolko vieme, Ze na scéne sa nevyskytuje d’al§i objekt rovnakej farby (vytvorené
objekty sme mali v troch farbach — ¢ervena, zelena a modra) a po orezani pozadia, nam ani

to neskresl'uje vysledné priznaky.

Na extrakciu priznakov farby sme pouzili funkciu extractColor, ktora je dostupna aj
v prie¢inku s iCub-om, presnejsie v priecinku poeticon v subore FeatureExtractor.cpp. Je
implementovana v C++, takze sa presne hodi do néaSho projektu. Funkcia extrahuje
priznaky z obrazka vo farebnom spektre L*a*b* — L je svetlost’ (lightness), a* je hodnota
medzi ¢ervenou a zelenou (zaporna hodnota pre zelent, kladna pre ¢erventr), b* je hodnota
medzi modrou a zltou (zaporna pre modru, kladna pre zItu). Na vstupe dostane zdrojovy
obrazok ajej vystupom je vlastne histogram farieb — stipcovy graf, kde na osi x st
intervaly, v nasom pripade farebné, a na osi y je ich poéetnost’ — na zdrojovom obrazku.
Ten je prevedeny do podoby jednorozmerného vektora a charakterizuje zadany obrazok.
Funkcia si najprv prevedie vstupny obrazok do formatu Lab a rozlozi ho na farebné roviny.
Povodny obrazok pouzije ako masku na odstranenie ¢iernych pixlov a vypocita vysledny
histogram. Zakladné nastavenie pre rovinu a aj rovinu b je 15 intervalov, ¢o znamena, Ze

vysledny histogram aj vysledny vektor maju vel'kost’ 225.
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3.3.2 Extrakcia priznakov tvaru

Na extrakciu priznakov o tvare objektu sme pouzili funkciu extractPHOG, ktorej
jedna z implementacii je taktiez v prie¢inku poeticon Vv subore FeatureExtractor.cpp
vV domovskom prie¢inku iCub-a. PHOG je skratka pre Pyramid of Histograms of
Orientation Gradients. Deskriptor PHOG predstavili vo svojej praci Representing shape
with a spatial pyramid kernel A. Bosh, A. Zisserman a X. Munoz v roku 2007. Ich idea
spocivala v tom, ze spojili vyhody dovtedy znamych technik: tvar a priestorové rozlozenie
tvaru sa ziskavalo pomocou detekcie hran, ale vysledna reprezentacia bola vo forme
vektora. Funkcia vytvori histogramy orientovanych gradientov pre kazdu cast’ obrazka
v kazdom levely — odtial nazov Pyramid of Histograms of Orientation Gradients.
Vysledkom je potom konkatenécia tychto histogramov od najvyssieho levelu. Kazdy level
znamena rozdelenie predoslého regionu obrazka na dve v kazdom smere — region obsahuje
Styri mensie podoblasti (obrazok 3.7). Orientované gradienty hran sa pocitaju v kazdej
podoblasti tak, ze sa rozdeli na urcity pocCet usekov (kazdy takyto usek zabera rozpitie
Vv intervale 0 az 360 stupiiov), spocitaju sa histogramy a hodnota celého regionu je vlastne
suma Styroch podoblasti, ktoré ho tvoria. Level 0 je reprezentovany K-rozmernym
vektorom zodpovedajicim K tisekom, na ktoré je rozdeleny (na osi x v histograme), level 1
je reprezentovany 4K-rozmernym vektorom atd. Velkost PHOG deskriptora celého

obrazka je dana vztahom:

kde L je pocet levelov a K pocet tisekov, na ktoré sa delia jednotlivé podoblasti. Napriklad
pre L = 1 aK = 20 to bude vektor zo 100 stipcami. Viac informacii a porovnanie
S ostatnymi metddami extrakcie priznakov o tvare sa moZete dozvediet’ v spominanej praci
(Bosh, 2007).

Obr. 3.7: Porovnanie roznych levelov pouzitych v descriptore PHOG. Prvy je pévodny
obrazok, na ostatnych su najdené hrany (invertované farby). Prvy je level 0, druhy je level
1 a treti je level 2.
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My sme v nasej praci pouzili hodnoty L = 1 a K =20 (kazdy tusek zodpoveda 360 /20 = 18
stupiiov). Konkrétne implementacia v priecinku iCub-a, ktori pouzivame, dostane vstupny
obréazok, prevedie ho do $edej $kaly a nasledne vyhlada hrany. Dalej vypodita orientované
gradienty v smere 0si X a Vv smere osi y. Na zaver vypocita histogramy pre vsetky levely

,.pyramidy“. V naSom pripade je teda vysledkom vektor s jednym riadkom a 100 stipcami.

3.3.3 Vyhodnotenie

Namiesto aby sme si pamadtali idaje o celom obrazku, vyuzili sme funkcie na
extrakciu priznakov. Pre idaje o farbe na obrazku je to vlastne histogram farebného
zastupenia farieb apre udaje otvare sme vyuzili deskriptor PHOG, ktory vypocita
orientované gradienty hrén pre kazdy level a hodnoty spoji do vysledného vektora. Vektor
farby ma 1 riadok a 225 stipcov a vektor opisujici tvar méa 1 riadok a 100 stipcov. Obe
funkcie su implementované v subore FeatureExtractor.cpp, ktory je v prie¢inku s iCub-
om. Pre lepSiu nazornost sme sa rozhodli vysledné vektory este pred kone¢nym
trénovanim a testovanim sieti vizualizovat’ pomocou $truktiry SOM — samo-organizujuca
sa mapa. To ndm pomdze predstavit si ako vyzera rozlozenie vektorov, a ¢i sa daji

jednoznacne rozdelit’ na tri triedy (Cervend, zelena, modré resp. kocka, kvader, gul'a).

3.4 Vizualizacia dat

Déta ziskané v predoslej Casti nasej prace su v podobe ciselnych vektorov. Na to
aby bolo trénovanie neurdénovej siete uspeSné potrebujeme aby sa data dali 'ahko a
jednoznacne rozliSit. ESte pred trénovanim samotnych sieti sme sa preto rozhodli
vizualizovat’ naSe ziskané data pomocou Struktiry SOM — Samo-organizujlica sa mapa. Je
to tiez jeden z druhov neurénovych sieti, ktory sluZzi najmd na vizualizdciu
viacrozmernych dat do prijatelnej (zvyCajne 2D) podoby. Obvyklym vysledkom je
dvojrozmerna $tvorcova (mdze byt aj obdiznikova) mriezka, na ktorej st rovnaké alebo
podobné vstupy znazornené vécSinou rovnakou alebo podobnou farbou a z hladiska
rozmiestnenia su blizko seba. Proces tvorby mapy prebieha vo viacerych krokoch. Najprv
sa ur¢i ,,vitaz* , neurén, ktory sa najviac podoba zadanému vstupu. Nasledne sa upravia
vahové vektory vSetkych jeho topografickych susedov. Vektory, ktoré mali podobné
hodnoty, budu aj na mape vykreslené podobnou farbou a blizko pri sebe (Kohonen, 2001)
(Farkas, 1997).
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3.4.1 Matlab

Na vizualizaciu sme pouzili program Matlab s doinStalovanym modulom na SOM —
somtoolbox. Najprv treba nacitat’ pozadované data. Funkcia som_read_data nacita data zo
suboru v podporovanom formate — prvy riadok je pocet poloziek jedné¢ho vektora, d’alej
nasleduju riadky vstupnych vektorov. Za kazdym vektorom moéze byt ,,meno , podla
ktorych potom mdézeme na vysledni mapu umiestnit menovky. Ked mame nacitané
hodnoty (vhodné je ich aj normalizovat pomocou funkcie som_normalize) da sa z nich
vytvorit SOM mapa. My sme na to vyuzili funkciu som_make, ktord zaobaluje viacero
funkcii do jednej. Dostane ako parameter vstupné data a vrati hotovi mapu. Najprv treba
zistit’ pocet neurénov, ak nie je urené inak, funkcia pouzije heuristicky vzorec munits =
5 x dlen®°*321 na zistenie ich poétu. Mdzeme ich aj slovne zadat (napriklad ,big*
znamena pocet povodne zistenych neurdénov krat Styri). Ked” uz médme pocet neurénov,
d’al$im krok je urc¢it’ vel'kost’ mapy. Jednoducho povedané, vypocitaji sa dve najvicsie
hodnoty zo vstupnych dat a pomer stran mapy je nastaveny na hodnotu pomeru tychto
hodnét. Vysledny pomer je potom upraveny aby ¢o najviac vyhovoval po¢tu neurénov.
Mapa sa inicializuje. ako prva sa skuSa linearna inicializacia pomocou dvoch najvicsich
vektorov, ak je tato neuspesnad (vektory nemoze byt vypocitané), pouZzije sa ndhodna
inicializacia. Po inicializacii SOM je mapa trénovand v dvoch fazach: najprv hruby tréning
a potom doladenie. Ak je hodnota argumentu ,,sledovanie vicsSia ako nula, na konci sa
vypocita priemernd kvantizacnd chyba a priemernd topografickd chyba finalnej mapy.
Vsetky hodnoty si moZe samozrejme uzivatel' menit' podl'a seba, podrobny popis néjde

v dokumentacii modulu (SOM Toolbox, 2003).

3.4.2 Vysledky pre farbu

Najprv sme sa zamerali na vizualizaciu vektorov farby. Na obrazky z kamery ICub-
a sme zavolali funkciu extractColor (blizsie popisana v predoslej Casti), ktorej vysledkom
je vektor s 225 polozkami. Ocakavania boli, Ze s klasterizaciou farby by nemal byt ziadny
problém. To sa aj potvrdilo ako je vidiet’ na obrazku 3.8. Mézeme tam vidiet tri klastery
(zhluky), pre kazdu farbu jeden (zafarbené podobnym odtienom modrej farby), medzi
sebou oddelené odtienmi zltej a Cervenej farby. Ako metddu umiestnenia menoviek vo
funkcii som_autolabel sme zvolili metodu ,,freq”, ktora pre kazdy neurdn vypise, pre aky
vstup sa tento neurdn stal vitazom (menovky spominané v tivode tejto Casti) a do zatvorky

uvedie ich pocet.
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U-matrix

Obr. 3.8: Samo-oraganizujica sa mapa pre vektory farby. R — ¢ervena, G — zelena, B —
modra. Na stupnici st zndzornené vzdialenosti medzi vdhovymi vektormi.

Testovali sme r6zne pocty vstupnych vektorov — 20, 40 a 60 pre jednu farbu. Vzdy sme
pouzili funkciu som_make a jej parametre sme nijako neupravovali. Celkovy prehlad je
uvedeny na obrazku 3.9 (vo vidcSom rozliSeni v prilohe) a Vv tabulke 3.1 su uvedené
kvantiza¢na atopograficka chyba. Kvantizatnd chyba je rozdiel vstupnej vzorky
aneurénu, ktory bol oznafeny ako vitazny, topografickd chyba predstavuje podiel
vSetkych vektorov, pre ktoré nebol prvy a druhy vitazny neurén vedla seba. Na prvom
obrazku pre dvadsat’ vzoriek je pekne vidno tri klastery oddelené oranzovou az Cervenou
farbou. Pri Styridsiatich vzorkach sa zeleny klaster priblizil ku cervenému, ale je stale
oddeleny. Modry je pekne oddeleny. Pri Sest'desiatich vzorkach uz ku Ziadnemu splynutiu
neprichddza a klastery st pekne rozdelené svetlou farbou. Potvrdilo sa ndm teda, Ze
klasterizacia farby nie je problém, preto predpokladdme aj ispeS$né trénovanie a nasledné

testovanie v neurénovej sieti.
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Obr. 3.9: Porovnanie poctu vzoriek vektorov farby na vplyv SOM. Prvy riadok je 20
vzoriek, druhy 40 atreti 60. V prvom stipci je povodna mapa SOM, v druhom st iba
menovky na pradzdnej mriezke pre lepSiu orientaciu a Vv trefom s zvyraznené tri farebné
zhluky (po jednom pre Cervené, zelenli a modru farbu).

Chyba/pocet vzoriek 20 40 60
kvantizacna 2,424 2,969 2,115
topograficka 0,050 0,017 0,006

Tab. 3.1: Popis kvantiza¢nej a topografickej chyby pre rézne poéty vzoriek.

3.4.3 Vysledky pre tvar

Vektory ziskané funkciou extractPHOG (blizsie v Casti 3.3) ako reprezentacia

tvaru, sme sa tiez rozhodli najprv vizualizovat. Rovnako, ako pri vizualizovani vektorov

popisujucich farbu, sme pouzili funkciu som_make bezo zmeny parametrov. Ako sme

spomenuli v casti o spracovani obrazkov z ICub-a, rozhodli sme sa porovnat’ dva sposoby

29




reprezentacie objektov. Jeden je pomocou kontury objektu, ten druhy, vSeobecnejsi,
spociva v tom, Ze objektu opiSeme minimalny utvar. V pripade kocky akvadra to je
Stvorec resp. obdiznik, v pripade gule je to elipsa. Nasim prvym predpokladom je, Ze
vzhl'adom na jednoznacnost’ objektov by s klasterizaciou nemal byt’ vac¢si problém. Je tu
ale aj moznost’, ze pri niektorych Specifickych pozicidch ramena robota sa budu objekty
javit’ rovnako. Toto sa tyka najméd kocky a kvadra (napriklad sa budeme pozerat’ na vrchnil

stenu kvadra a nebudeme vidiet’ jeho vysku).

3.4.4 Vysledky pre kontary

Ako prvé sme teda vizualizovali vektory, ktoré reprezentovali obrazky s konturami
naSich objektov. Ako je vidiet na obrazku 3.10 (vo védc¢Som rozliSeni v prilohe), pri
dvadsiatich vzorkéch sa jasne vyprofilovala gul'a (tmavomodrou farbou a blizko seba), od
kocky je oddelena svetlou farbou a od kvadru tmavo-oranzovou. Pri §tyridsiatich vzorkach
sa gula este viac vzdialila od kocky a kvadra. Tie sa sustreduji vo vlastnych oblastiach
oddelenych Zltou aZ tmavo oranzovou farbou. Ojedinele je tu vidiet' aj vektory kvadra
namapované do oblasti kde prevlada kocka. Pri pocte vzoriek Sest'desiat sa gul'a eSte viac
osamostatnila v strede mriezky. Kocka je oddelena svetlou farbou na l'avej strane, zatial’ ¢o
kvader je na pravej strane za tmavo oranZovou farbou. Aj tu sa vyskytli niektoré vzorky
kvadra, ktoré sa javili ako kocka. V oblasti, kde prevlada kvader je vidiet’ aj vel'a neurénov
zafarbenych tmavo oranZovou aZ Cervenou farbou, ¢o indikuje vel'ké vzdialenosti aj v
rdmci tohto klastera (celkové chyby su zachyten¢ v tabulke 3.2). Inak sme ale nijaké

problémy, ¢i prekvapenia nezaregistrovali.

Chyba/pocet vzoriek 20 40 60
kvantiza¢na 4,446 4,499 4,441
topograficka 0,017 0,033 0,006

Tab. 3.2: Popis kvantiza¢nej a topografickej chyby pre rozne pocty vzoriek.
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Obr. 3.10: Porovnanie poctu vzoriek vektorov kontur na vplyv SOM. Prvy riadok je 20
vzoriek, druhy 40 a treti 60. V prvom stlpci je povodnd mapa SOM, v druhom su menovky
aV tretom su zvyraznené tri farebné klastery (Cervend — kocka, zelend — kvader, modra -

gul'a).

3.4.5 Vysledky pre opisané utvary

Na zéaver vizualizdcie nam ostali vektory reprezentujice objekty pomocou
opisanych ttvarov — obdiznika (resp. $tvorca) a elipsy. Rovnako ako Vv predchadzajucich
pripadoch, aj tu sme porovnali rozdielne pocty vzoriek pre jednotlivé tvary ato 20, 40
a 60. Vysledky s zndzornené na obrazku 3.11 (vo vacSom rozliSeni v prilohe), prislusné
chyby potom v tabul’ke 3.3. Ako je vidiet pre dvadsat’ vzoriek sa nevyskytli Ziadne
problémy, gula je namapovana do stredu mriezky a pekne oddelena od okolia Zltou
a oranzovou farbou. Po stranach st oblasti kde prevladaju kocka a kvader. Pri Styridsiatich

a Sest'desiatich vzorkach uz ale pozorujeme, Ze vektory nie st mapované do troch
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prevladajacich klasterov. Gula je stdle pekne oddelend od ostatnych zltou az ¢ervenou
farbou ajej neurdony st zafarbené podobnym odtiehom modrej, ¢o indikuje malé
vzdialenosti medzi nimi. To uZ ale neplati pre ostatné dva tutvary. Je to spOsobené
nastavenim mriezky v tavare toroidu (vrchnéd a spodnd Cast’ ako aj pravéa al'ava cCast’ sa
beru ako susedné). Pre lepSiu ndzornost’ sme na obrazku 3.12 porovnali jednoznacnost’

atvarov.

Obr. 3.11: Porovnanie poétu vzoriek vektorov opisanych utvarov a prislusné siete SOM.
Prvy riadok je 20 vzoriek, druhy 40 a treti 60. V prvom stipci je pdvodna mapa SOM,

v druhom st menovky a Vv tretom st zvyraznené tri farebné klastery (Cervena — kocka,
zelena — kvader, modra - gul’a).

Chyba/pocet vzoriek 20 40 60
kvantizacna 3,146 3,480 3,026
topograficka 0,017 0,067 0,033

Tab. 3.3: Popis kvantiza¢nej a topografickej chyby pre rézne pocty vzoriek.
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Obr. 3.12: Porovnanie jednoznacnosti objektov (kocka, kvader, kvader), (invertované
farby). V prvom riadku st objekty reprezentované pomocou kontur, v druhom im je
opisany tutvar. Vidime, Ze s identifikdciou kocky na prvom a kvadra na tretom obrazku
nemame viacsie tazkosti. Na druhom obrazku je kvader. Podl'a kontury by sme ho zaradili
urcite ako kvader, ale podl'a druhého obrazka to az také jednoznaéné nie je. To spdsobuje,
Ze aj na mape SOM sa nam niektoré reprezentacie kvadrov namapovali aj opticky blizsie
ku kocke .
3.4.6 Vyhodnotenie

V tejto Casti sme sa venovali vizualizacii vektorov, ktoré sme ziskali v predoslej
faze naSej prace ako reprezentaciu objektu pomocou jeho farby a tvaru. Robili sme to pre
lepsiu predstavu, ¢o moézeme ocakavat' od d’alsej — hlavnej — cCasti nasej prace, ato
implementovanie neurdénovych sieti na rozpozndvanie objektov. Predpoklad pre dobré
fungovanie siete je, ze data su dostatoCne dobre rozliSitené aby mohla fungovat
jednoznacna klasifikdcia — rozdelenie dat na triedy (v naSom pripade tri triedy pre farbu
atri triedy pre tvar). V pripade farby sa nam potvrdilo, Ze s klasifikdciou nebude ziaden
problém a data su pekne rozdelené na tri Gasti. Co sa tyka tvaru, aj tu sa nam potvrdili
prvotné predpoklady. Teda, Ze pri urcitej polohe objektu sa napriklad kvader mdze viac
javit' ako kocka nez kvader. Ale potvrdilo sa aj, Ze v d’alSej faze by sme nemali mat’
vyraznejSie problémy, nakol'ko neurénovi siet’ nezaujima topograficka poloha vektorov
v mriezke, ale ich hodnota. To znamena, Ze aj ked’ mame na obrazku 4 (pre Sestdesiat
vzoriek) az tri oblasti pre kvader, nasa siet’ sa ich vSetky nauci klasifikovat’ ako kvader.

A to vd’aka tomu, Ze od ostatnych su v dostatocnej vzdialenosti na to, aby sa javili ako
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jednoznacné. Ako hlavnu vSak budeme pouzivat’ siet’ natrénovanu a testovani pomocou

kontur.

3.5 Moduly pre rozpoznavanie farby a tvaru objektu

Na pracu s neur6novymi sietami pouzivame volne dostupnu kniznicu FANN. Té
nam poskytuje moznost’ vytvorit’ neurénovu siet’ so zadanym poctom vstupnych, skrytych
a vystupnych neurénov. Umozituje ndm nacitat’ naSe vzorky zo suboru v spravnom formate
(prvy riadok obsahuje pocet vzoriek, velkost’ jednej vzorky a pocet vystupnych neurénov,
d’al$ie riadky su vstup a pod nim pozadovany vystup). MoZeme si zvolit’ aktivacné funkcie
aj ostatné parametre. MoZzeme zadat' kedy ma skoncit’ trénovanie (bud’ po istom pocte
trénovacich epoch alebo ked’ chyba siete bude dostato¢ne mald). Vsetky tieto hodnoty si

uzivatel moze I'ubovolne menit’ a sledovat’ rozne uspesnosti natrénovanie siete (FANN,

2013).

Prvy modul je klasicka dopredna viacvrstvova neuroénova siet, s jednou vstupnou vrstvou,
jednou skrytou vrstvou a jednou vystupnou vrstvou. Je trénovana a testovana na vstupnych
vektoroch reprezentujucich farbu objektu ziskanych z obrazka pomocou uprav a naslednej
extrakcie priznakov (blizSie popisané v ¢asti 3.3). V naSej praci pouzivame tri farby —
cervenu, zelenu a modra. Velkost” vektorov, ktoré ich reprezentuju je 225 a vystupy sme
zakodovali pomocou aktivécie troch neurénov na hodnoty: 1 0 0 — ¢ervend, 0 1 0 — zelena,
0 0 1 — modra. V strednej, skrytej vrstve sme pouzili 50 skrytych neurénov (pocet

neurdnov v sieti: 225 — 50 — 3) a na vstupe aj na vystupe sme pouzili funkciu sigmoid.

Druhy modul je tiez normélna dopredné viacvrstvova neurénova siet. Taktiez ndm staci
jedna skrytd vrstva neurénov. V nasej praci pouzivame tri zdkladné typy objektov, ktoré
chceme aby sa iCub naucil rozpoznéavat’ — kocka, kvader a gul’a. Preto aj tu budeme mat’ tri
vystupné neurdny s nasledujiucimi aktivaciami: 1 0 0 — kocka, 0 1 0 — kvader, 0 0 1 — gula.
Vektory, ktoré popisuju ich priznaky zo vstupnych obrdzkov maji v naSom pripade
vel'kost’ 100 (pozri Cast’ 3.3). Na skrytej vrstve sme pouzili 25 neurdnov. Siet’ ma teda
pocty neuréonov: 100 — 25 — 3. Na vstupe a vystupe sme takisto pouzili funkciu sigmoid.

Vysledky uspesnosti oboch modulov popiseme v kapitole Vysledky.
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3.6 Modul pre aktivhu manipulaciu objektov

ZavereCnou Castou nasej prace bol navrh modulu, ktory by umoznil simulatoru
iCub-a rozhodnit’ sa ako manipulovat’ s objektom, ktory drzi v ruke. Dostali by sme sa
teda k tomu, Ze rozpoznavanie objektov by nebolo uz iba pasivne, ale iCub by sa donho aj
aktivne zapajal. Predos§lé dva moduly boli natrénované na rozpoznavanie objektov
Z trénovacich vzoriek, tie vSak iCub ziskaval bud’ ndhodnym, alebo vopred predpisanym
postupnym natac¢anim dlane a ramena. Tento modul sme navrhli tak aby povedal robotovi
d’al$iu poziciu, do ktorej sa mé dostat’ jeho rameno. Pracuje iba z reprezentaciou tvaru,

ked’Ze farba objektu sa nato€enim nemeni.

Tento modul je tiez klasicka doprednd neurénova siet’ s jednou skrytou vrstvou neurénov.
Ako vstup jej ide vektorova reprezentacia objektu (Cast’ 3.3), za ktorou nasleduju hodnoty
stupiiov volnosti 4, 5 a 6 (tie si v naSom pripade najviac zodpovedné za natocenie objektu
— polohu prstov zmenit nemdzeme lebo by predmet vypadol a polohu celého ramena
nemenime z dovodu aby sa ndm objekt nestratil z dohl'adu kamery). Tieto hodnoty su
preskalované na interval (-1, 1). Ich pocet sme vynasobili piatimi — to znamena, Ze kazdym
takymto neurénov nasledujt Styri s rovnakou hodnotou. Urobili sme tak preto lebo vektor
opisujuci tvar je velkosti 100 a hodnoty troch neurénov by tak zanikli. Vstupny vektor tak
ma nasledovnt velkost’: 100 (tvar) + 5 (st. vol’. 4) + 5 (st. vol'. 5) + 5 (st. vol'. 6). Ako ciel
ma tri hodnoty. St to hodnoty prave tychto troch stupfiov vol'nosti. Ich hodnoty sme vSak
nezadali ndhodne. Ziskali sme ich vo faze testovania predoSlého modulu a to tak, ze sme si
zazna¢ili nova hodnotu natogenia kibov iba vtedy ak aj odhad tvaru bol lepsi. To znamené,
7e sme si pamitali stard polohu kibov a start hodnotu pravdepodobnosti odhadu tvaru
a ked’ sa zmenila poloha nato€enia, skontrolovali sme, ¢i je nova hodnota odhadu tvaru
lepSia ako stard. Ak tomu tak bolo, do suboru sme si zaznacili startt hodnotu tvaru, za fiou
staré hodnoty natogenia kibov (preskalované a kazda pit krat) a ako ciel’ sme si poznaéili
nové hodnoty natoCenia (preSkalované). Takto vytvorené testovacie vzorky ndm po
natrénovani poslizia na to, Ze robot si bude natacat’ objekt tak, aby lepSie rozpoznal aky
objekt drzi. Na rozpoznavanie tvaru nad’alej pouzivame natrénovanu siet’ z predoslej fazy.
Tento modul nam sluZi na uréenie natodenia kibov robota. Vysledky uvedieme v kapitole

Vysledky.
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Kapitola 4
Vysledky

Cielom nasej prace bolo navrhnut’ a implementovat’ modul neurénovej siete, ktory
by robotovi umoznil aktivne rozpoznavanie uchopeného objektu. Pracu sme si rozdelili na
niekol’ko mensich cCasti. Najprv sme za pomoci volne dostupnej kniznice FANN
implementovali modul na rozpoznavanie farby. Objekt na scéne ma jednu z troch farieb —
¢ervenu, zelenu alebo modri (obrazok 4.1). Ako vzorky pre dopredni neurdénovi siet’
s jednou skrytou vrstvou posluzili vektory opisujuce farbu na obrazku (ziskané v Casti 3.3).
Ako vystupné boli hodnoty: 1 0 0 — Cervend, 0 1 0 — zelend a0 0 1 — modra. Siet’ bola
trénovand na Sest'desiatich vzorkach pre kazdu farbu. Jej uspeSnost’ pri rozpoznavani
tréningovych vzoriek bola stopercentnd, rovnako tak aj uspeSnost’ rozpozndvania
neznamych vzoriek (obrazok 4.1). Je to spdsobené tym, ze pouzivame jasné farby a kazdy
objekt ma v jednom momente len jednu farbu a tiez tym, Ze nato¢enim sa farba objektu

nemeni a do polohy, kde by bol objekt cely zakryty sa nedostdvame.

Obr. 4.1: Farby objektov pouZité v nasej praci.

Ako d’al$i sme implementovali modul na rozpoznévanie tvaru uchopeného objektu.
Pouzili sme pri tom takisto kniznicu FANN na pracu s neurénovymi sietami. Ide
0 klasicku doprednt siet’ s jednou skrytou vrstvou. V nasej praci pouzivame tri druhy
objektov — kocku, kvader a gul'u. Ako vstup pre tuto siet’ posluzili vektory opisujice tvar
objektu (Cast’ 3.3). Vystupné aktivacie neurénov boli: 1 0 0 — kocka, 0 1 0 kvader, 0 0 1 —
gul’a. Takuto siet’ sme vytvorili dvakrat. Jedna bola trénovana na rozpoznavanie objektu

pomocou obrysov a druha pomocou opisanych utvarov (obrazok 4.2).
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(b)
Obr. 4.2: Obrys tvaru (a) a jemu opisany utvar (b).

Siet sme trénovali na Sestdesiatich vzorkach zkazdého tvaru. Pri rozpoznéavani
tréningovych vzoriek boli siete neomylné. Kazdy objekt v kazdej farbe bol reprezentovany
dvadsiatimi vzorkami a pokus sme robili dvakrat, pre kazdu siet’ jeden (40 pokusov pre
¢ervenu kocku, 40 pre zelenu kocku, atd’.). Najhor$iu tispesnost’ sme zaznamenali 70 % pri
prvom pokuse o rozpoznanie kvadra. Na obrazku 4.3 uvddzame hodnoty spolu za prvy aj
druhy pokus. Vyraznejsi rozdiel medzi sietami sme zaznamenali iba v pripade rozpoznania

kvadra, kde bola mensia tispesnost’ rozpoznania v pripade reprezentacie pomocou kontur.
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Obr. 4.3: Graf uspesnosti neurénovych sieti na datach. Nal'avo je graf siete trénovanej pre
opisané utvary, napravo pre kontiry. Siet pre rozpoznavanie farby je rovnaka v oboch
pripadoch. Prvy riadok je pre kocku, druhy pre kvader a treti pre gulu. Prvy stipec je
Cervena farba, druhy zelena a treti modra. Hneda v grafe reprezentuje farbu a oranzova
tvar. Ako je vidiet’ farbu siet’ urcila presne vzdy. Vyraznejsi rozdiel pri tvare je badat’ len
pri kvadri. 100 % sa rovna 40/40 pokusov.

Poslednou castou naSej prace bola implementacia modulu, ktory by bol zodpovedny za
aktivnu manipuldciu s objektom za ucelom lepSieho rozpoznania. Urobili sme to pomocou
doprednej neurénovej siete, ktorej vstup tvorila vektorova reprezentacia tvaru plus staré
hodnoty nato¢enia kibov ramena robota (preskalované na interval (-1, 1) ) a jej v¥stup boli
nové hodnoty natogenia kibov. Tieto tréningové dvojice boli vytvorené vo faze testovania
predo§lého modulu a do pomocného suboru sa ukladali iba vtedy, ked’ bol objekt
rozpoznani ,,lepSie®, to znamend ked’ bola aktivicia neuréonu vicsia ako pri predoSlom
nato¢eni kibov. Vysledok testovania takejto siete bol, Ze robot uz priemerne po tretfom
nato¢eni kibov vedel naisto aky objekt drzi a svoju poziciu uz nemenil — nemal uZ lepsiu
poziciu, z ktorej by ziskal lepsie hodnoty rozpoznaného tvaru (obrazok 4.4). Uspesnost’
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rozpoznania objektu tak neklesla pod 85 %. Zlepsili sme tak pasivne rozpoznavanie

objektu z nahodnych oto¢eni ramena robota aktivnym vyberom d’alSieho stavu natocenia.

Obr. 4.4: Postupné aktivne natoGenie kibov ruky. Na prvom obrazku je podiatoény stav, na
druhom po prvom natoceni a na tretom je po druhom natoceni klbov. Téato poloha sa uz
d’alej nemenila.
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Z.aver

Ciel’ bakalarskej prace sa nam podarilo splnit. Hlavnym cielom bakalarskej prace
bolo navrhnit’ aimplementovat model neurénovej siete na aktivne rozpoznavanie
uchopenych objektov. Na to sme museli mat’ nain§talovany simulator robota iCub. Dalej
sme pouzili voI'ne dostupnu kniznicu OpenCV a jej funkcie na reprezentaciu pozorovaného
objektu na zaklade vizuadlneho vstupu z pravej kamery robota. Nasledne sme pomocou
kniznice FANN implementovali niekol’ko modulov na rozpoznavanie objektov. Ku

kazdému z nich sme uviedli ich navrh a parametre, ako aj vyslednt uspesnost’.

Prvy modul, ktory sme implementovali, sa naucil spol'ahlivo rozpoznavat’ farbu objektu na
scéne. Bola to klasickd dopredna neurdnova siet” s jednou skrytou vrstvou. Pri spravnom
natrénovani a volbe parametrov sa nam podarila dosiahnut’ 100% uspesnost’ nie len na
tréningovych, ale aj na testovacich vzorkach. To znamen4, Ze siet’ presne rozpoznala farbu

objektu z obrazkov, ktoré nikdy pred tym nevidela.

Dalej sme implementovali dva moduly na rozpoznavanie tvaru objektu. Jeden bol
trénovany atestovany na reprezentacii objektu pomocou obrysov. Pri druhom bol
pozorovany objekt reprezentovany ako opisany Utvar (Stvorec, obdiznik alebo elipsa).

vve

module a 75% pri druhom module.

Ako treti sme implementovali modul na aktivne rozpoznavanie objektov pomocou ich
manipulacie za ucelom lepSieho odhadu tvaru uchopeného objektu. Bola to dopredna
neurénova siet’ s jednou skrytou vrstvou. Pomocou nej sa robot vedel rozhodnit’ ako ma
nato¢it svoje kiby aby lepsie odhadol tvar uchopeného objektu. Podarilo sa nam ju
implementovat’ tak, e robot v priemere uz po trefom nato&eni polohu svojich kibov

nemenil. Dosiahli sme tak, Ze uspeSnost’ testovania pri 20 vzorkéach neklesla pod 85 %.

Priestor pre dalSie potencidlne pokracovanie vidime vo vyuziti inych ako nami
spomenutych objektov — kocka, kvader, gula. Simulator za tymto UcCelom umozZnuje
importovat’ si vlastné, vytvorené objekty. Daldim navrhom mézu byt’ viacfarebné objekty,
napr. susedné strany kvadra budia mat’ Specifické farby. Aktivne rozpoznavanie by sa dalo

zlepsit’ predikciou akcii pred tym, ako ich robot vykona.
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Priloha A - CD

Na prilozenom disku CD sa nachadza text tejto bakalarskej prace v elektronickej podobe
spolu s obrazkami vo véacSom rozliSeni spomenutymi na prislusnych miestach v texte.
Dalej prikladame zdrojovy kod vyslednej aplikacie spolu s vygenerovanou dokumentaciou

a zdrojovy koéd pomocného programu na trénovanie neurénovych sieti.
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