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Zoznam pouzitych skratiek

ANN- Artificial Neural Network, umelé neurénové siete

BP - Back Propagation, siete so spatnym Sirenim chyby

CD - Context dependent, kontextovo zavislé fonémy

CI - Context independent, kontextovo nezavislé fonémy

CMP - Cochlear Microphone Potential, kochlearny mikrofonovy potencial

DCT - Direct Cosine Transformation, priama kosinova transformacia

DTW - Dynamic Time Warping, dynamické ¢asové skreslenie

FFT - Fast Fourier Transformation, rychla Fourier transforméacia

FIR - Finite Impulse Response, kone¢na impulzna odozva

GLM - General Linear Method, obecna linearna metoda

GMM - Gauss Mixed Model, gaussovské zmiesané modely

HMM - Hidden Markov Model, skryté¢ markovove modely

ICA - Independent Component Analysis, analyza nezavislych zloZiek

IR - Infinite Impulse Response,nekone¢nd impulzna odozva

KNN - K - Nearest Neighbor, metoda zhlukovania k najbliz§ich susedov

K-MEANS - metdda zhlukovania s dopredu zadanym poc¢tom zhlukov k

LDA - Linear Discriminant Analysis, linearna diskrimina¢né analyza

LMS - Least Mean Squares, metdda najmensich Stvorcov

LPC - Linear Prediction Coefficients, koeficienty linearnej predikcie

PDF - Probability Density Function, funkcia hustoty pravdepodobnosti

PLP - Perceptual Prediction Prediction, percep¢na linedrna predikcia

MEFC - Mel Frequency Cepstrum, Mel frekvencné kepstrum

MLP - Multi - Layer Perceptron, viac vrstvovy perceptron

NP4 - Neural Phonetic Preprocessing Parrot, neuronélne fonetické predspracovanie podobné
papagajovi

NP5 - Neural Phonetic Preprocessing Parrot PNN, ako predoslé plus PNN

PNN - Probanilistic Neural Network, pravdepodobnostnd neurénova siet’

RBF - Radial Basis Functions, radialne bazové funkcie

SRS - Subject Recognition System, systém rozpozndvania subjektu

SVM - Support Vector Machine, metoda podpornych vektorov

TDNN - Typological Expert Neural Network, Typologické expertné neuronove siete

TIM - Topological Invariants Method, metoda topologickych invariantov

VAD - Voice Activity Detection, detekcia reCovej aktivity

VRS - Voice Recognition System, systém rozpoznavania hlasu

WER - Word Error Rate, chybovost’ prepocitané na slovo
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Abstract

The thesis presents topological invariants as speech features for automatic speech recognition and
speaker verification. We applied method of topological invariants - TIM as eligible speech features
for automatic speech recognition systems based on HMM. It provides an introduction to the
mathematical concept of topological invariants, space and other symmetries focusing on their
application to the speech recognition and speaker verification. This involves a basic overview of the
relevant auditory characteristic and its modeling in order to identify possible symmetries and invariants.
Once the whole concept is derived, few of its modifications vital for HMM systems like: reduction
of features dimension, within class feature decorrelation, or rotation of the Nyquist plane are presented
and evaluated on a real system using different scenarios.

The final system is trained according to the MASPER training procedure applied to both
context dependent and context independent HMM models of different complexities. All the training
and tests are performed on the professional speech database MOBILDAT-SK, where the achieved
accuracy figures reached up to 97.7%, 98.7% and 98.9% for string of digits, application words,
and isolated digits tests respectively.

The thesis also explores to some extent speaker verification in real-life conditions and provides
abrief overview of the speaker recognition technology. We present and examine topological invariants
(TIM), together with bad-pass filtering according to MEL-frequency scale, as standalone speech
features in connection with probabilistic neural networks (PNN) that act as classifiers of speaker
voices. We observed a performance, expressed by overall performance in %, is about 96 % for 1-
word verification task and above 98 % for 3-word verification task, similar to MFC and PLP like
features in tasks which have the similar setup (number of speakers and utterances type).

In our results we focused on the noise performance, dimensionality of feature vectors, and the
problem of number of omitted speakers. Further, our data and results strongly support the idea of a
general independence of speaker verification on speaker’s native language and a family relationship
of speakers. The implications of these results for further development of automatic speech recognition
and speaker verification/identification are discussed from point of view of phoneme symmetries.

We discuss to some extent in conceptual manner a model of perception which involves these
inner symmetries of phonological system of speech. Finally we discuss some interesting analogies
between phonemic system and system of elementary particles.

Keywords: Speech recognition; speaker verification; topological invariants; speech features;
Nyquist plane; MFC; PLP; HMM; LDA; MASPER; decorrelation transform; auditory system,;
TIM; MEL-frequency; PNN; speech perception; phoneme symmetries; phonological system;
elementary particles.
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Abstrakt

Abstrakt

V dizerta¢nej praci prezentujeme metddu topologickych invariantov ako re€ovych ¢ft pre automatické
rozpoznavanie re€i a verifikaciu hovoriaceho. Aplikovali sme metody TIM ako uZitocné a sposobilé
re¢ové Crty pre systémy automatického rozpozndvania re¢i na zdklade HMM. Poskytli sme uvod
do matematického pojmu topologickych invariantov, priestorovych a inych symetrii, so zameranim
naich aplikaciu v konkrétnych systémoch rozpoznavania reci a verifikacie hovoriaceho. Zahffia to
zékladny prehl’ad relevantnych sluchovych charakteristik aich modelovanie tak, aby sme identifikovali
mozné symetrie a invarianty. Po definovani a odvodeni vSetkych pojmov sme aplikovali niekol’ko
vel'mi uZito¢nych modifikacii, vhodnych Specidlne pre HMM systémy ako: redukcia dimenzionality
¢ft, v ramei tried ¢t dekorelacia, alebo rotacia Nyquist roviny. Vyhodnotili sme ich prinos na redlnom
systéme pouzijiic rozne scendre.

Konec¢ny systém sa u¢i na zéklade uciacej procedury MASPER, ktora sa aplikuje aj na
kontextovo zavisl¢ aj na kontextovo nezavislé HMM modely rozli¢nej zlozitosti. Celé ucenie a
testovanie sa prevadzalo na profesionalnej recovej databaze MOBILDAT-SK, kde sme dosiahli
uspesnosti az do 97.7%, 98.7% a 98.9% pre testy na ret’azce Cislic, aplikacné slové a izolované
Cislice, respektive.

V dizertacnej praci skimame tieZ do urc¢itého rozsahu verifikaciu hovoriaceho v redlnych
podmienkach a poskytli sme stru¢ny uvod do technolégie rozpozndvania hovoriaceho. Prezentovali
a otestovali sme topologické invarianty (TIM), spolu s filtrovanim vo frekven¢nych priepustiach
podl'a MEL-frekvencnej Skaly ako samostatné re¢ové Crty v spojeni s pravdepodobnostnou
neurdénovou sietou (PNN), ktora sltizi ako klasifikator hlasov hovoriacich. Zistili sme, ze ispesnost’,
vyjadrend v %, okolo 96 % pre jednoslovnu verifikaciu a 98 % pre trojslovnu verifikaciu, je
obecne porovnatelna so systémami zaloZzenymi na MFC alebo PLP ¢rtach v illohach, ktoré maju
podobné nastavenie(pocet hovoriacich a typ prehovorene;j reci).

PrinaSom testovani sme sa sustredili na vykonnost’ vzh'adom k Sumu, k dimenzionalite vektorov
&ft a problém podtu vynachanych hovoriacich. Dalej, nase data a vysledky podporuju myslienku
obecnej nezavislosti nasho systému verifikacie hovoriaceho na jeho nativnom jazyku a na rodinnych
vztahoch medzi hovoriacimi (hlasova pribuznost’).

V zévere sme prediskutovali implikacie naSich vysledkov pre d’alsi rozvoj automatického
rozpoznavania reci a verifikaciu hovoriaceho z hl'adiska symetrie fonémického systému. Do urcitého
rozsahu konceptuélne diskutujeme nami navrhnuty model percepcie, ktory zahrituje prave spominané
symetrie foném fonologického systému reci. Nakoniec prediskutujeme niektoré zaujimavé analdgie
medzi systémom symetriii foném a symetriami elementarnych Castic.

KPuacové slova: Rozpoznavanie redi; verifikacia hovoriaceho; topologické invarianty; recové
¢rty; Nyquistova rovina, MFC; PLP; HMM; LDA; MASPER; dekorela¢na transformacia;
sluchovy systém; TIM; MEL-frekvencia; PNN; percepcia reci; symetrie foném; fonologicky
systém; elementarne Castice.
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Systém pre rozpozndvanie slov a verifikaciu hovoriaceho




1 Uvod

Dnesné rozhrania stroj-¢lovek vyuzivaji zloZité optické a manualne néstroje, ktoré ale zaneprazdiuji
ruky a o¢i €loveka. RieSenie tohto problému je re¢ova komunikécia, ktord méze uvolnit’ uzivatel'a
od zlozitych a neprirodzenych manipulacii. Zaroven s rastom modernych telekomunikacnych
technologii a multimedidlnych aplikécii rastie potreba technoldgii s explicitnymi re€ovymi schopnost’ami.
Recovéa komunikdcia sa tak stdva podstanym znakom v rozvoji budticich technologii z hl'adiska
viacerych aspektov:

1. Vedecké aspekty - dosiahnuté vysledky v reCovej komunikacii ovplyvnia aj pribuzné oblasti
a dolezité oblasti ako st Umela inteligencia a Kognitivne vedy, Maiik, Stépankovd, Lazansky a
kol. (1993-2003), Rittter, Kohonen (1989), Hinton, Anderson (1981), Hogg, Huberman
(1987), Minsky, Papert (1969).

2. Ekonomické aspekty - spracovanie reci sa nachadza na priesecniku informatiky a
telekomunikécie, €o st dve technoldgie, ktoré budu ur¢ite modelovat’ naSu budicnost’, Martin
(1975).

3. Kulttrne aspekty - v dneSnych ditoch sa technologie komunikacie stavaju stale vic¢Sou
sucast’ou nasej spolocnosti a preto je vel'mi dolezité, aby sa stroje adaptovali smerom k naSim
prirodzenym jazykom a nie naopak, a nie iba k jednému jazyku.

V dizertacnej praci sa zaoberame invariantnymi pristupmi k spracovaniu re¢ového signalu na
béaze neurdnovych sieti a ich softwarovymi a hardwarovymi implementéciami. Na zéklade biologickych
a kybernetickych predpokladov sme vytvorili uceleny systém, ktory modeluje primarne recové
ulohy —rozpoznéavanie slov a verifikaciu hovoriaceho.

Model opisuje proces percepcie cez invariantnu extrakciu ¢ft, ucenie a klasifikaéné ulohy
pomocou pravdepodobnostnych neurénovych sieti. Ciel'om modelovania je rozpoznavanie, ktoré
jenezavislé — invariantné od hovoriaceho, a redundantnych fyzikalnych a fonetickych parametrov,
resp. identifikacia hovoriaceho invariantna na redundantnych fyzikalnych a fonetickych parametroch.

K tomu prisluchajuici pristup cez grupy symetrii je explicitne zahrnuty v modeli pomocou
homotopickych a kalibracnych grup symetrie.

Struktira dizertacie

V druhej kapitole sa zaoberame prehl'adom metod a pristupov k spracovaniu reci cez pocitac,
Specialne k rozpoznévaniu izolovanych slov a verifikacii hovoriaceho.

V tretej Casti diskutujemea prevadzame analyzu reci z pohl’'adu fonetického predspracovania,
ktor¢ je zalozené na neuronovom modeli. Rozoberame biologickt motivaciu, ktora je pri vstupe
recového signalu do sluchového traktu. Hlavny doraz je na preskiimani a moznom vylepSeni
Standardnych metdd. Posledné pouzivaji nasledujicu stratégiu:

1. aplikuje sa Standardné akustické predspracovanie, ktoré transformuje recovy signal na
koeficienty, parametre typu — frekvenénych spektier, kepstralnych, LPC (Linear Prediction
Coefficients) koeficientov, PLP (Perceptual Linear Predictive), MFC (Mel-Frequency Cepstrum).

2. pouzije sa u€enie a metddy klasifikacie ziskanych reprezentécii re€ového signalu.
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Predoslé stratégie sa daju zhrnut’ ako intenzitné, energetické pristupy, avSak je zname, ze
biologicky sluchovy systém je citlivy nielen na spektralne reprezentacie ale aj rozne prechodové
javy v Casovej oblasti. Cielom prace je aj vySetrit’ do akého rozsahu sa da aplikovat fdzovy (nie
energeticky) pristup na rozpoznavanie reci a verifikaciu hovoriaceho.

Vo stvrtej kapitole tejto praci sme navrhli biologicky plauzibilny, nelinearny systém, systém
topologickych invariantov, ktory je zavisly na extrakcii invariantnych ¢ft, o nasledne implikuje pristupy
grip symetrie. Navrhnutd trieda modelov sa da chapat’ ako model umelych neurénovych sieti v
reCovej percepcii a klasifikacii.

V druhej Casti Stvrtej kapitoly sa stistredime na metody ucenia a klasifikacie pomocou umelych
neuronovych sieti. Sustredime sa na triedu pravdepodobnostnych neurénovych sieti, Probabilistic
Neural Network, d’alej PNN. V klasickych modeloch sa procesy ucenia a klasifikéacie odlisuju,
prevadzaju sa v dvoch oddelenych fazach - u¢enia a odozvy alebo reakcie neurénove;j siete.

Avsak, u l'udi oba mechanizmy fungujt stiasne, hoci hlavny uciaci proces nastava v prvych
rokoch zivota. Takze dospeli pouzivaju uz efektivne zostrojeny subor u¢iacich prototypov, ktory sa
len jemne adjustuje v ¢ase dospelosti. V tejto praci modelujeme oba mechanizmy v ramci jedne;j
neuronovej Struktiry - PNN. Namiesto toho, aby tieto siete pracovali s triedami vzorov pre dané
slovo alebo hovoriaceho, pracujii implicitne s Gplnymi pravdepodobnostnymi rozdeleniami vzorovych
paternov slov alebo hovoriacich.

V Casti 5 venovanej vysledkom zhrnieme hlavné vysledky pre rozpoznavanie slov a porovname
ich so Standardnymi pristupmi. V Casti 6 uvedieme vysledky, ktoré sme dosiahli pre ulohu verifikacie
hovoriaceho. V siedmej Casti, venovanej diskusii, diskutujeme niektoré zaujimavé, neStandardné
¢rty nasho pristupu z hl'adiska 'udskej re€ovej percepcie a symetrii prirodzenych jazykovych
systémov, Specialne slovenciny. a dosledky ndSho modelu z hl'adiska informacného chapania symetrii
a fundamentalne koncepcie k pristupu obecnej tedrie pol’a na generovanie a spracovanie symetrii v
percepcii a spracovani reCového signalu nervovym systémom ¢loveka

V poslednej ¢asti diskutujeme niektoré mozné hypotézy vyplyvajice z naSho chapania
percepcie.

V dodatkoch rozoberame technické, programové a niektoré matematické aspekty nasho
pristupu. Zarovei pre ilustraciu uvadzame systémy kvalifikacie elementarnych Castic a anglickych
foném.



2 Prehlad pouzivanych metod a pristupov

Sucasné modely rozpozndvania nie s Uplne dokonalé pre tllohy nezavislé od hovoriaceho a zaroven
pre suvisli re¢. Podobne, tlohy verifikacie sa uvazuju iba pre ohranic¢eny pocet hovoriacich, vacsinou
vel'mi nizky (pod 10) a pre Glohy zavislé na slove, slovach alebo pre jednotlivé slova, chapané ako
heslo a pre kvalitné akustické podmienky re¢ového vstupu. V nasledujicom prehl'ade sa stistredime
na pristupy k takto ohrani¢enym tilohdm rozpozndvania a verifikécie.

2.1 Rozpoznavanie slov

Obecne povedané rozpoznavanie reci spoc¢iva v urceni jazykového obsahu slova alebo vety, ktora
vyslovi hovoriaci. Proces 'udského rozpoznavania reci asto pouziva viacero senzorickych zdrojov,
ako st mimika, gestikulacia, sluchovy vstup samotny a spatnu vézbu z porozumenia reci a jazyka, na
presné urcenie jazykového obsahu. Za prvy pokus o elektronické spracovanie reci z pohl'adu tlohy
rozpoznavania alebo dokonca porozumenia sa méze pokladat’ praca Pottera, Koppa a Koppa
,» Visible Speech* zroku 1947, (1975). Bez ohl'adu na fakt, Ze od roku 1960 je jasné, ze konecny
ciel’ rozpoznavanie suvislej re¢i nezavisle na hovoriacom je jednym z najt’azsich problémov
rozpoznavania, praca v tejto oblasti pokracuje vySetrovanim, skimanim, ¢iastocnych uloh
rozpoznavania, pozri napriklad obsiahlu spravu vyskumného timu projektu ARPA, Newell, Barnett
(1973). Tato sprava a nasledne vyskum niou ovplyvneny viedol k takzvanej dogme SUS - Speech
Understanding System - vyskumu porozumenia reci. Sklada sa z troch tvrdent, zdverov:

1. Kritérium Gspesnosti je porozumenie spravy, komunikécie a nie len rozpoznanie foném,
slov alebo viet.

2. Musia byt pouzité vSetky zdroje znalosti.
3. V samotnom reCovom signale nie je informacia dostato¢né na urcenie obsahu spravy

1. dogma (pojem prevzaty z Newell, Barnett (1973)) sa ma rozumiet’ ako vyhlésenie o
zakladnom principe kazdého systému a sice, Ze systémové, celkové spravanie je dolezitejSie a nie
chovanie jednotlivych zloziek. Zaujimavé na tejto dogme je, Ze doteraz nikto pragmaticky neur¢il,
t.j. nezmeral uspesnosti jednotlivych trovni, zloziek a neporovnal ich. Z tohto hl'adiska sa ndm zda
tato dogma skor filozoficka a nie pragmaticka, vedecka.

2. dogma bola z hl'adiska histdrie a zamerania vyskumu, ktory prebehol odvtedy az do dnesnych
dni, ovel'a vyznamnejSia. Usmernila tsilie vyskumnikov na dlhé roky k Struktare celého systému a
nie k analyze reci, pretoze tiloha spojenia vSetkych zdrojov znalosti dohromady je centralnou a nie
periférnou tilohou. D4 sa chapat’ ako operacny princip, ktory je zakladnym kameniom SUS.

3. dogma je ovel’a viac hodnovernejsi princip, ku ktorému sa hldsia alebo hlésili viaceri badatelia,
Newell, Barnett (1973), Reddy, Erman (1975). Tato dogma sa da vysvetlit’ z pohl'adu 'udského
adaptivneho spravania sa, ktoré predpoklada, Ze 'udia nevkladajt ro re€ového signalu viac ako je
nutné pre prijimatel’a (akysi princip minimalnej akcie pri komunikacii, pozri aj diskusiu na zaver,
Cast’ 7). Takto, ak obycajny posluchac pouziva urcity kontext, hovoriaci bude degradovat’ -
minimalizovat’ vstup - reCovy signal odpovedajiuco k danému kontextu. Na druhej strane tato dogma
sa da pouzit’ aj ako podpora pre druhtt dogmu. Ak plati tretia dogma, potom je urcite pravdiva aj
druhd dogma. Ak tretia dogma neplati, potom ... a toto bolo vlastne motivom nasej prace, snaha o
¢o najlepsie vyrieSenie problému na najnizSej trovni, Reddy (1966) .
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Na tomto Stadiu diskusie je si dobré pripomenut’ ako reprezentujeme re¢ovy vstup - zacneme
vlnami tlaku vo vzduchovom stipci aZ po elektronicki reprezentaciu pomocou postupnosti diskrétnych
merani amplitidy recového signdlu, ktoré sit namerané s dostatocnou presnotou 12 - 16 bitas
dostatocnou rychlost'ou konverzie 10 - 20 Khz. Samozrejme tieto parametre zavisia od konkrétne;j
ulohy resp. prenosového kanélu, na tomto mieste ich treba chapat’ ako najlepsie postacujice
podmienky pre obecne postaventt SUS. Pod vystupom, porozumenim chapeme v tejto praci
konkrétnu reprezentaciu porozumenia relativnu k danému informa¢nému systému. Inymi slovami
nechapeme ho abstraktne ale pragmaticky. A reprezentaciou porozumenia je potom ta reprezentacia
zktorej vyplyva, je mozna nejaka akcia. Niekedy sa musi pojem takejto reprezentacie rozsirit,, aby
zahrnul d’alSie reprezentécie, ktoré sa napriklad pouzivajii systémom na uchovanie informécie a jej
pouzitie neskorsie na nejaku akciu. V tejto definicii sme nepovedali ni€ o tom ako systém konkrétne
koduje znalost’ pre naslednua akciu. AvSak v praxi - pre pocitacové systémy, kde méZeme vysetrit’
vnutornu Struktiru programu, nie je ziaden problém s uréenim toho z ¢oho vyplyva dand akcia,
Winograd (1975).

Prikladom $tandardného pristupu zaloZeného na analyze reového signdlu méoze byt’ dnes uz
klasicka praca ,,Computer Recognition of Connected Speech® ktorej autorom je Reddy (1975).
V tejto préci sa parametre namerané na ¢asovych segmentoch reci spracovavajua s logikou a na
zaklade znalosti ziskanych z analyzy re¢i pomocu takych fonetickych parametrov ako st energia,
zakladny ton, prechody nulou, formanty a podobne. Pri rozhodovani o zarad’ovani alebo klasifikécii
segmentov rec¢i k jednotlivym fonetickym triedam sa vyuzivaja znalosti fonetiky, prozeodiky a
gramatiky. Velkym zaporom takychto pristupov je mnoZstvo ad hoc konStant a parametrov, ktoré
neprechadzaju procesom ucenia a ktoré st privel'mi zviazané s danymi realizéciami reCovych jednotiek
a danym jazykovym korpusom a systémom.

Podobne uvazuje aj Flanagan (1972), kde prichadza k zaveru, Ze automatické rozpozndvanie
re¢i nebude pravdepodobne mozné bez hlbokej analyzy a aplikdcie gramatickych, kontextualnych a
sémantickych vizieb. Tieto vizby ale nie st az doteraz zname resp. Gspesne rozpracované, Rabiner;
Wilpon (1979) .

V nasej praci, pre ucely rozpoznavania re¢i pomocou pocitaca, sme sa obmedzili iba na
konverziu reCového signdlu na slova. Odpoveda to napriklad re€ovej komunikacii cez telefonnu
linku, pri ktorej nie je pristupna ina senzorické informacia.

V 80.2a90. rokoch minulého storocia boli aplikované vo vacSine prac tri pristupy k rieSeniu
diskutovanej problematiky. Prvé dva, Dynamic Time Warping - DTW, Sakoe, Chiba, (1978) a
Hidden Markov Model - HMM, Piccone (1990), predpokladajt Statistické pristupy v klasickom
zmysle slova, treti je, obecne hovoriac, Artificial Neural Network- ANN pristup.

Prikladom DTW pristupu mozZe byt systém na rozpoznavanie hesiel s obmedzenou syntaxou
a lexikou vypracovany v TESLE autormi Ptackom, Dusekom a Dvorakom (1985).

Vsetky tieto pristupy predpokladaju, ze re€ je hierarchicky ohrani¢eny systém, pri¢om na
kazdej urovni tejto hierarchie sa aplikuju r6zne zdroje znalosti. Ciel'om pocitacovych systémov
rozpoznavania je najoptimalnejsie kombinovat’ tieto zdroje znalosti do jedného celku. Prikladom
hierarchie st nasledujuce tirovne:

1. Akusticka

2. Foneticka

3. Lexikalna

4. Syntakticka

5. Sémanticka resp.dialogova
6. Pragmaticka

Casto sa najnizsie urovne modeluji pomocou HMM a vysledkom je pozorovana postupnost’
fonetickych jednotiek, napriklad hlasok.

4



2 Prehlad pouzivanych metod a pristupov

Zvycajne sa stratégia rozpoznavania na akustickej a fonetickej trovni voli nasledovne:

1. aplikuje sa Standardné akustické predspracovanie, pri ktorom sa reovy signal transformuje
alebo koduje na urcité koeficienty; spektralne, kepstralne, LPC, MFC, PLP, atd’.

2. pouZziju sa zvolené metddy merania vzdialenosti, medzi ne sa d4 zaradit'aj DTW, ucenia
medzi ktoré sa da zaradit’ aj HMM a klasifikacie na transformované koeficienty reprezentujice
reCovy signal, Robinson, Fallside (1988).

Jadrom vSetkych spominanych pristupov je analyza, v ¢asovych oknach, digitalizovaného
recového signalu. Ak predpokladame, Ze re€ je stacionarna, pocas kratkeho trvania, radove 10
ms, namerané kepstralne koeficienty st korelované s tvarom vokalneho traktu a polohou hlasiviek,
Maeda, S. (1982). V skutocnosti nie je tento predpoklad splneny. Poloha vokalneho traktu resp.
hlasiviek sa nemeni na hraniciach ¢asového okna ani vo vntitri okna nie st iplne nemenné. Aby sme
boli schopni zobrat’ do tivahy tieto fakty musime do modelu zahrntit’ prvé resp. druhé derivacie
relevantnych veli¢in, Obr.1.

Recovy signal
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O

Pred MFC
spracovanie I::> PLP E:> 1. derivdcia

TIM
DTW, ANN
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Obr.1 Vseobecna schéma klasického systému rozpoznavania

2.1.1 LPC, PLP, MFC parametrizacia reCového signalu

Ako sme uz spomenuli na extrakciu vektorov ¢ft signalu reci sa pouZivaji funkcie LPC, MFC,
PLP, atd’. V tejto praci blizSie opisSeme tri metddy parametrizacie reCového signalu: LPC ako najstarSiu
metodu, PLP ktord pouziva predoslu techniku (LPC) a nakoniec metédu MFC zalozent na diskrétnej
kosinusovej transformacie (DCT). Tieto tri r6zne spdsoby maji niektoré koncep&né podobnosti z
hl'adiska spracovania reCovych signalov.

2.1.1.1 Linearna predikcia re¢ového signalu

LPC techniky sa povazuju za vykonné néstroje pre analyzu reci, ¢i ako samostatné alebo ako
pomocné nastroje pre sofistikovanejsie pristupy. Pouzivaji sa pre také algoritmy ako je odhad
zakladného tonu, formantov rec€i, tvaru a parametrov vokalneho traktu, na bitovii kompresiu reCového
signalu, alebo ako stcast napr. PLP, Markel, Gray (1976), Makhoul (1975), Makhoul (1975).
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Rec¢ sa modeluje ako vystup linearneho, casovo premenného systému, ktory sa budi bud’
periodickym signalom alebo Sumom. Je zvykom nazyvat’ tieto dva zdroje signalu znelym (v redlnom
trakte odpoveda kmitaniu hlasiviek) a neznelym (odpoveda to nepritomnosti kmitania hlasiviek,
Sumu) zdrojom, Obr. 2.
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generdtor
nahodného
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Obr. 2 Schéma linedrnej predikcie reci

Pri LPC modelovani sa uvazuje vzorkovany, digitalizovany signal s(n) v Case n, ktory
aproximujeme linearnou kombinaciou predoslych p vzoriek ako

s"(n)=as(n-1)+as(n-2)+..+ aps(n-p), (1)

kde a.su konStantn¢ koeficienty, tzv. LPC koeficienty. Pridanim excitatneho ¢lena gu(n), podla
modelu na Obr. 2, dostaneme

s'(n) = 2a, s(n-1) + gu(n) priCom v sumaciii= 1,p 2)
gmavyznam zisku, au(n) je normalizovana (jednotkova) excitacia. Ak prevedieme predosha rovnicu
do z oblasti dostaneme

S’(z)=2a z'S'(z) + gU(z)
aprechodova funkcia, v z obraze, H(z) nasho systému bude potom

H(z)=S'(z)/gU(z)=1/A(z)=1/(1-Za z") 3)

priamo vidime, Ze H(z) je len polovy model systému. Ak nedavame nejaké Specialne obmedzenia na
koeficienty a_ apriori, a predpokladame, Ze rozdelenie chyb modelu od redlneho signalu je gausovske,
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potom chyba e(n) pre 'ubovolny ¢as (n) je dané ako
e(n)=s(n)-s’(n) =s(n) - Za, s(n-1)

Fitovaciu funkciu (cost function) definujeme na Gasovom okne koneénej dizky N ako

E= Z e’(n) 4

Ak najdeme minimum E podl'a parametrov a pomocou prvej derivécie E dostaneme stistavu rovnic
v tvare

p
@, = Z @, a ©)
k=1
kde ® je kovarian¢né matica (z definicie symetrickd) definovana ako

d = Z s(n-1) s(n-k)

n=0
vmaticovom zapise potom sustavu rovnic pre minimum zapisujeme ako

P, = Pa
srieSenim

a =o'd; (6)

Metddam rieSenia predoslych rovnic sa tu nebudeme venovat’ (autokorela¢na a kovariancna
metoda). Pomocou rekurentnych vzt'ahov sa z takto definovanych koeficientov LPC daji vypocitat’
spektralne charakteristiky, kepstralne koeficienty, prierezy vokalneho traktu a aj formanty reci,
Markel, Gray (1976).

2.1.1.2 PLP parametrizacia recového signalu

Perceptuélna linedrna predikcia (PLP) je metoda analyzy zaloZena na LPC metdde, v kratkosti
prediskutovanej v predoslej Casti. PLP zahriuje nelinearitu precepcie frekvencnej Skaly a iné zname
vlastnosti psychofyziky pocutia, Hermansky (1990). Pri analyze PLP sa najskor pouzije Fourier
transformacia na vypocet kratkodobého vykonového spektra a na takéto parametre sa sa aplikuji
perceptualne vlastnosti, spektrum sa transformuje na Barkovu skalu, a takto upravené spektrum sa
predzosilni pomocou funkcie, ktord aproximuje citlivost’ ucha pre rozne frekvencie.

bark 1 2 3 4 5 6 7 8 9 10
kHzj 0,102| 0,204| 0,309 0,417] 0,531 0,652 0,781 0,923 1,079 1,256
bark 11 12 13 14 15 16 17 18 19 20

kHz 1,457 1,692 1,972 2,310 2,727| 3,248 3,904 4,729 5,758 7,031

Tab. 1 Barkova skala, ktora koresponduje percepénému frekvencnému rozdeleniu ludského ucha
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Takyto vystup sa komprimuje tak, aby aproximoval nelinedrny vzt'ah medzi intenzitou zvuku
a percepovanou hlasitost'ou re¢i. Potom sa pouzije LPC (iba polovy model), na vyhladenie
simulovaného re€ového spektra, a nakoniec sa takéto LP parametre transformuju na kepstralne
koeficienty, a tieto sa potom chapu ako parametre pre rozpoznavanie reci alebo hovoriaceho. Cely
algoritmus, PLP parametrizécie je uvedeny nal'avej strane Obr. 3.

recovy signal recovy signal

|

predzosilnenie

FFT FFT
¥ v
analyza kritickych MEL S$kala
frekvencii

\ 4

predzosilnenie
rovnakej hlasitosti

\ 4 VvV

prisposobenie LOG
intenzita - hlasitost

AR model
\4 \ 4
Kepstralne DCT
koeficienty
PLP parametre MFC

Obr. 3. Schéma PLP (vlavo) a MFC (vpravo) parametrizdcie
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Podrobnejsie, pre kazdy segment reci s(k) vahovany Hammingovym oknom, sa vypocita
kratko-Casové energetické spektrum P(w) zo signalového spektra S(w) v uvazovanom segmente
rei, pomocou vzorca

P(®) =|S()|" =[ReS(®)] +[ImS(w)] - (7)

Dal8im krokom je vyjadrenie maskovania zvukov v kritickych frekvenénych pasmach s
meniacou sa vel'kostou tychto pasiem od frekvencie, pozri Tab.1, pouZiva sa nasledovné nelinearne
priradenie

2
w ()]
Q(w)=61In + +1
(@) 12007 (120011} ; (®)

kde w =2nfje frekvencia v radianoch a Q(w) je v barkoch. Detaily vlastnosti takto definovanych
priepusti - frekvencné charakteristiky a aplitidovo frekvencné odozvy - stt v Hermansky (1990).

Prispdsobenie energetického spektra P(w) vlastnostiam I'udského ucha potom spociva v
predzosilneni a v aproximadcii kriviek rovnakej hlasitosti.

@, (2(0)=E(0)¥ (2(0)-2,). ©)

kde Q_(bark) je stredna frekvencia m-teho kritického priepustového filtra, m=1, 2,..., M.
Nasleduje vahovana spektralna sumarizacia v energetickych spektier. Hodnoty energetického
spektra P(w) po prejdeni m-tym kritickym pasmom prispdsobené krivkam rovnake;j hlasitosti mézeme
vyjadrit’ ako
Q +,3

=(Q,)= Y PP, (Q), (10)

Q=Q,-2.5

kde hranice s¢itania sa daju vypocitat’ z inverzného vzt'ahu (8).
V d’alsom kroku sa prevadza prisposobenie intenzity na hlasitost’, pomocou vzt'ahu

8]

03
&(2,)=(2(2.)) " (11)
¢im sa zarovei redukuje amplitidova variabilita v kritickych padsmach. Poslednym krokom je iba
p6lova LPC aproximacia takéhoto spektra, Hermansky (1990).

2.1.1.3 MFC parametrizacia reCového signalu

Mel-frekvencné kepstralne koeficienty (MFC) je metoda analyzy reci zalozena na modifikovane;j
homomorfnej metodde analyzy. Kompenzécia nelinearneho percepéného spravania sa ucha je
prevedend pasmom trojuholnikovych filtrov s linedrnym rozdelenim frekvencii podl'a melovej Skaly

f, =25951log,,(1+ 7%6)’ (12)
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kde fje frekvencia v linearnej Skéle a f je frekvencia v odpovedajucom nelinearnom mel-
frekven¢nom rozsahu.
Vstupny signal s(k) je v prvom kroku predzosilneny jednoduchym FIR filtrom

H(z)=1-az", (13)

kde koeficient filtra a je z intervalu [0.9,1]. V d’alSom kroku sa signal oknuje Hammingovym oknom
o dizke z intervalu priblizne 10 - 30 ms. Kvéli naslednému pouzitiu rychlej Fourier transformacie sa
diZka okna vybera ako mocnina dvoch. V d’alsom kroku sa pomocou FFT vypogita amplitadové
spektrum |S(w)| signalu, Rabiner, Juan (1993).

Nasleduje najdolezitejsi krok, prevedenie mel-frekvencnej transformacie do pasma
trojuholnikovych filtrov rovnomerne rozdelenych na frekvencénej osi v mel-frekvenciach. Potom sa
vystup kazdého takéhoto filtra logaritmuje, ¢o zohl'adiiuje dynamicky rozsah signalu. V kone¢nom
kroku sa prevedie diskrétna kosinovéa transformécia (DCT)

2 K
Cmf(”):\/;Z;Ogmjcos{”(j_QS)IZ}, (14)

kde n je pocet mel-kepstralnych koeficientov a K je pocet mel-frekvencnych pasiem. Samotna
kosinova transformdacia generuje obecne nekorelované koeficienty, ¢o ma kladny vplyv v d’alSich
fazach klasifikacie ¢i pomocou skrytych Markovovych modelov (HMM), vektorovej kvantifikacie
(SVM), alebo modelov umelych neuronovych sieti (ANN).

2.1.2. Dynamické programovanie

V tomto type techniky rozpoznévania reci (izolovanych slov) sa testované data prevedu na vzory.
Proces rozpoznavania potom spociva v porovnani vstupného re¢ového vzoru s uchovanymi vzormi
- prototypmi. Vzor s najnizSou mierou vzdialenosti od vstupného vzoru sa pokladé za rozpoznané
rozpoznavania slov sa nazyva Dynamic Time Warping (DTW). Pri definovani miery vzdialenosti
pouZzivame dva typy vzdialenosti, lokalnu vzdialenost medzi dvomi vektormi ¢ft signalu, pre signal 1
oznadime tento vektor X resp. y pre signal 2. Standartne sa tato vzdialenost’ podita pomocou
euklidovskej vzdialenosti. V naSom pripade, lokalna vzdialenost medzi vektorom x (signalu 1) a
vektorom y (signalu 2) je dana ako

d(x.y)= > (x=y)"

Druhy typ vzdialenosti —globalna—je rozdielom medzi celym signalom (prvé slovo) a druhym
signalom (druhé slovo, alebo druha realizcia toho istého slova) mozno s inou ¢asovou dizkou. Re¢
je asovo-zavisly proces. Preto realizacie rovnakého slova maji rozne trvania, a realizacia rovnakého
slova s rovnakym trvanim sa budit mozno lisit’ v strede, pretoZe rozne Casti slov mézu byt’ vyslovené
s roznymi rychlostami. Aby sme dostali spominant globalnu vzdialenost’ medzi dvomi re¢ovymi
vzormi, musime previest’ casové usporiadanie.

Na nasledujicom obrazku je toto usporiadanie ilustrované pomocou ¢as — ¢as matice, matice
blizkosti (proximity matrix). Na vertikélnej osi je znazorneny priklad vzoru ,,SLIIZ* a na vodorovnej

10
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Obr. 4 Schéma matice blizkosti pre DTW

je zndzorneny vstupny vzor. Vstup ,,SsLIISe“ je ‘zaSumena' verzia vzoru,,SLIIZ“. Myslienka za
DTW je, ze §'je blizsie k *Z' v porovnani s hoci¢im inym vo vzore. Vstup ,,SsLIIie“ sa porovnava
so v§etkymi vzormi z daného systému rozpoznévania. NajlepSim vzorom pri porovnani je ten, ktory
ma najnizsiu vzdialenost’ trajektorie priradenia vstupného paternu k vzoru. Najjdednoduchsim skore
globalnej vzdialenosti pre trajektoriu je jednoducho stcet lokalnych vzdialenosti, ktoré vytvaraji
danu trajektoriu.

Aby saredukovali vypocty, zjednodusuju sa niektoré predpoklady ohl'adom smeru priradenia.
1. Porovnavacie trajektorie nesmi byt spiatné v ¢ase (podmienka neklesajiicej monotonnosti).
2.V porovnavacej trajektorii sa musi pouzit’ kazdy casovy ramec. 3. Lokalne skore vzdialenosti sa
kombinuju do globalnej vzdialenosti jednoducho s¢itanim.

Takyto algoritmus sa nazyva dynamické programovanie (DP). Okrem predoslych
predpokladov garantuje najdenie najmensej vzdialenosti naprie¢ maticou blizkosti, pri minimalnom
poéte vypoctov. DP algoritmus operuje spdsobom, aby sa spracovaval po sebe kazdy stipec matice
blizkosti (ekvivalentné spracovaniu vstupného paternu casovy ramec po ramci, takze pre vzor o
dizke N je maximalny po&et trajektorii, ktoré musime brat’ do avahy, rovny N. Ak sa DP aplikuje na
rozpoznavanie reci (zalozené na vzoroch), nazyva sa Dynamic Time Warping (DTW), Sakoe, Chiba
(1978).

Ak je D(i,)) globalna vzdialenost’ az do bodu (1,j) a lokédlna vzdialenost’je v (i,j) dana ako
d(i,j) potom

D(@,j)=min(D(i1-1,j-1),D(1-1,j),D(1,j-1))+d(1,) (15)

Nech plati D(1,1)=d(1,1) (¢o je jednoducho pociatoéna podmienka), potom predosly vztah
je rekurzivny algoritmus pre vypocet D(1,)). Kone¢na globalna vzdialenost’ D(M,N) ndm udava
celkové skore porovnania vstupného vzoru s prototypom. Vstupné slovo sa potom poklada za
rozpoznané ako slovo odpovedajuce prototypu s najmensim skore porovnania. Mozné sposoby
iteracie najblizSich susedov st ilustrované na schéme, Obr. 5.

Vidime, ze DTW algoritmus namiesto porovnania hodnét vstupného vzoru v ¢ase t ku prototypu
v Case t, pouziva priestor zobrazeni z Casovej postupnosti vstupného vzoru do postupnosti prototypu,
aby minimalizoval globalnu vzdialenost’ D. Toto zobrazenie nie je vZdy linearne; napriklad, as tl vo

11
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Obr. 5 Sposoby iterdacie pre Standardné DTW

vstupnom vzore odpoveda ¢asu tl + 5 v prototype, zatial'Co ¢as t2 vo vstupnom vzore odpoveda
¢asu t2 - 3 v prototype.

Na nasledujucom obrazku, Obr. 6 je ilustrované toto zobrazenie, kde vodorovna os
reprezentuje vstupny vzor a vertikalna os reprezentuje prototyp. Krivka ukazuje minimalnu vzdialenost’
medzi vzorom a prototypom. Priestor vyhladavania je znazorneny bielou skosenou ¢ast'ou. Pomocou
DTW sa da najst’ globalne minimum v polynomialnom ¢ase O(N2V), kde N je dizka ¢asovej
postupnosti prototypu a V je pocet prototypov v danej tlohe rozpoznavania, Nakagawa (1992).

Obr. 6 Nelinedrne zobrazenie v DTW priestore

DTW ma niekol’ko nedostatkov. V prvom rade jeho vypoctova zlozitost’ je len O(N?V). Po
druhé, ak mame r6zne kanaly s réznymi charakteristikami, potom je vel'mi t'azké definovat’ lokalnu
vzdialenost’. Neposkytuje ziadny zmysluplny popis dat. Po Stvrté, prototypy sa negeneruju z dat
trivialne - a typicky je takéto generovanie sprevadzané parovym porovnavanim trénovacich
reprezentacii. Alternativne, sa ako prototypy uchovavaju vsetky pozorované reprezentacie, o vedie
k pomalej odozve systému. To je jeden z hlavnych dévodov prechodu od DTW k HMM ( Hidden
Markov Model). V nasej praci vyuzivame DTW len ako d’alSiu mieru vzdialenosti (k euklidovske;,

city-block), resp. pre porovnanie nasho modelu s klasickymi pristupmi, medzi ktoré patri aj DTW.

12
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2.1.3. Markovove modely so skrytou vrstvou

Skryté Markovove modely sa ¢asto pouZzivaju v kognitivnych vedach, v technike a socialnych vedach
(rozpoznavanie re¢i, OCR, strojovy preklad, bioinformatika, pocitacové videnie).

Standartné DTW je v podstate zaloZené na deterministickom DP (dynamickom programovani).
Avsak, reCové signaly st stochastické procesy. V roku 1988 sa navrhol algoritmus “stochasticky
DTW?”.V tejto metdde, sa namiesto lokalnych vzdialenosti (ako v Standardnom DTW) pouZzivaju
podmienené pravdepodobnosti a prechodové pravdepodobnosti namiesto hodnoty trajektorie. Da
saukazat’, ze takyto pristup je ekvivalentny HMM, Nakagawa (1992). Podl'a Nakagawa (1992),
uspesnost’ rozpoznavania pre izolované slova sa pre stochastické DTW zlepSilaz 89.3% na 92.9%.

Skryté Markovove modely je variant pravdepodobnostného stroja s kone¢nym poctom stavov,
jetotrojica, (A, B, I'). Kde A st prechodové pravdepodobnosti, B st vystupné pravdepodobnosti
a Isu pociatocné pravdepodobnosti. To ¢o nie je pozorovatelné su skryté stavy H= { h. },1=1,
..., N, avystupnd abeceda (pozorovania) O. Stav v danom okamziku nie je pozorovatel'ny.
Kazdy stav produkuje vystup s pravdepodobnost'ou B, Rabiner (1989), (1993) pozri nasledujuci
obrazok, Obr.7.

pociatoény
stav

koneény
stav

o) /' 1i0) B Bo.TR o) Do)

| 4 v | 4 v < < L}

0, 0, 0, 0, O, 0 0,

Obr. 7 Stavovy diagram, konkrétneho, HMM automatu

Prechodové pravdepodobnosti 4 = {aij = P(hj vt+l|h vt)}, kde P(a|b)je podmienena
pravdepodobnost’ a pri zadanom b, t=1,..., T je Cas, a b je z H. Inymi slovami, A4 je
pravdepodobnost’, ze ak v danom Case je stroj v stave /. pravdepodobnost’, ze nasledujuci stav je
hj. Vystupna abeceda je definovana ako O= { o, },k=1,..., M. Vystupné pravdepodobnosti
st B={b, =b,(0,)=P(o,| %) }, kde o, je z 0. Inymi slovami, B je pravdepodobnost’, Ze ak v
danom Case je stroj v stave /. pravdepodobnost, Ze vystupny stav je o,. Pravdepodobnosti v
pociatonom stave st popisané ako I'={p,=P(h vt=1)}.

Pre nas konkrétny model plati:

N-1 -1 N-1

Yp=l, Ya=1 Y p=1 (16)

1 j =

j=

13
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kde N je pocet HMM stavov (v naSom pripade 5), M je pocet vystupnych pozorovani. Matica pre
prechodové pravdepodobnosti modelu na Obr. 7 je

0 a, 0 O
0 a22 a23 a24

A=|0 a, a, O . (17)
0 0 a44 a45
00 0 0 0]

Vystupné pravdepodobnosti bj(o . su funkciami hustoty pravdepodobnosti, ktore generuji
vektor o, v Case 1 v stave /. Jednou zmoznosti je pouzit’ superpoziciu gausovskych pravdepodobnosti

ZC N (0,10 2,), (18)

kde M je poCet normalnych zloziek v zmesi, ij je vaha m-tej zlozky v zmesia Mo, J7 ij) je
viac rozmerné gausovské rozdelenie so strednou hodnotou ¢ a kovarianénou maticou . Plati

N (o,u,X) :;eg

()l ’ )

kde n je rozmer vektora o.

Predpoklada sa, ze kazda pozorovana postupnost’ vektorov O= { o ,0,} sagenerovala

r 2’
modelom HMM - M= {4, B, I }. Pravdepodobnost’, ze nas vektor O, Obr 7, bol generovany
modelom M je nasledovné
P(0,5IM )= a,b, (0,)axnb, (0,) by (05 ). (20)

V praxi pozname iba vektor O, stavy stroja su skryté. Pravdepodobnost’ generovania
postupnosti O zmodelu M sa potom vypocita ako stcet cez vSetky mozné sekvencie stavov modelu

O|M Za Hb x(1)x(1+1) 5 (21)

kde x(0) je vstupny stav modelu a x(T+1) je vystupny stav modelu. Tieto stavy negeneruju ziadne
pozorovania.

2.1.4. Pristupy klasifikacie pomocou metody podpornych vektorov

Koncom 90. rokov minulého storocia sa znovu objavila metoda klasifikécie linearne separovatel'nych
dat nazyvana Support vector machines, SVM, Cristianini, Shawe-Taylor (2000). Onedlho sa tato
metoda zovSeobecnila aj na nelinearne pripady pomocou ,.kernel triku®. Zaroven sa zistilo, ze SVM
sa dd pouzit’ nielen na pripady klasifikacie ale aj na, napriklad, linearnu a nelinearnu regresiu.

14
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V d’alsom majme N uciacich vektorov x. kazdy o dimenzii M (m6zeme si ich predstavit’ ako
vektory ¢ft - parametrov), pricom kazdy z nich patri do jednej z dvoch tried, predpokladajme, Ze
vektory st linearne separovatel'né, to znamena, Ze existuje hyperrovina v M rozmernom priestore,
ktor4 oddel'uje uvedené dve triedy, formalne madme N usporiadanych dvojic

{X,y.} i=1,2,..,N;y. €{-1,1};x€ R™

O trieda 1

e e ..
N trieda 2

a | | | I - | |
0 1 2 3 1 5 [

Obr. 8 Support vector Machines v dvoch rozmeroch, HI a H2 su usecky prechadzajice podpornymi
vektormi, prikladmi oznacenymi krizkami. Usecka SVM optimdlna je definovand parametrami w a -b/w
Pomocou d1= d2 sme oznacili tzv. SVM okraj, maximalnu medzeru medzi podpornymi vektormi

Pre ilustraciu uvadzame situdciu v dvoch rozmeroch, kde je oddel'ujticou rovinou tisecka,
pozri Obr.8. Hyperrovina na Obr.8 sa d4 opisat’ pomocou rovnice

wx+b=0 (22)
kde vektor w je kolmy na spominant rovinu, a - b/|w| je kolma vzdialenost’ hyperroviny od pociatku

stradnicového systému. Podporné vektory su takto uciace priklady, ktoré sti najblizsie k hyperrovine
oddel'ujucej dané dve triedy a icelom SVM je orientovat’ tito rovinu tak, aby bola o najd’alej od

v

najblizsich ¢lenov dvoch tried.
Ak zlu¢ime podmienky pre nase dve triedy do jednej podmienky, potom plati

y(wx+b)-12>0 pre vsetky 1. (23)

Aby sme maximalizovali medzeru medzi podpornymi vektormi pre dve triedy, potom musime
minimalizovat’ |w| (velkost’ medzery je 1/|w|) za podmienky - vdzby (23), ¢o je ekvivalentné

1
min ‘wl2 zapodmienky y (wx+b)-1 >0  previetkyi.  (24)
NarieSenie takto formulovaného problému pouzijeme metdédu Lagrangeovych multiplikatorov
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o, kde o, > 0 pre vSetky i. Potom m6zeme prepisat’ (24) ako

1 & N
L:E|W|2_2aiyi(xiW+b)+2ai (25)
i=1 i=1

Chceme najst’ w a b také, aby (25) bolo minimdlne a maximéalne z hl'adiska ot Kvoli tomu
parcialne derivujeme (25) podl'a w a b a vyslednt derivaciu kladieme za rovnu nule, ¢o vedie k
systémom rovnic

N
w = Z o,y X;
i=1
a (26)

N .
0= 2 .y,
i=1

Po dosadeni (26) do (25) dostaneme tzv. dudlnu formu pévodnej formulacie
optimalizacného problému (25)

N
1
L, zzai_gzaiyiijixjaj (27)
i,j

i=1

N
spolu s vizbovymi podmienkami &, > 0V ,a 0= 2 &;Y;vedie ku konvexnému

i=1
maximalizaénému problému z hl'adiska o.. Pomocou kvadratického programovania sa dajii vypocitat’
jednotlivé o a pomocou prvej rovnice z (26) vypoéitame w. Co nam zostava je vypoéitat’ b.
Lubovolny bod, ktory vyhovuje podmienke podpornych vektorov (druha rovnica v (26)) bude mat’
tvar

v, (x, w+b)=1

¢o dosadenim do prvej rovnice v (26) dava

ys(Eamym'xmxs-l_b):l (28)

me S

kde S oznacuje mnozinu indexov i, ktoré vyhovuja podmienke podpornych vektorov, pricom o, je
kladné. Ak vynasobime (28) y dostaneme, uvedomujtc si, ze z definicie y .y sarovna 1,

b = ys—ZOCmymxmxS. (29)

me S

V d’alSom sa zmienime, len z dovodov tplnosti, o nelinedrnom tvare SVM. Mnoho uloh,
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ktoré nie su linearne separovatel'né v priestore vstupnych vektorov x sa moze stat’ separovatel'nymi
vo vysSich rozmeroch, ak sa da pouzit’ zobrazenie x — ¢(x), také, Ze v novom priestore su
transformované vektory uz linearne separovatelné. Ako moézeme vidiet’ z (27) Lagrangova funkcia
v dudlnej forme zavisi iba od skaldrneho sucinu XX Trieda funkcii k(xixj), tzv. kernelove funkcie,
podobné gaussovskym, nazyvané tiez Radial Basis Functions, RBF

2
i1

202

k(x,x;)=e [ (30)

maju tu zékladnu vlastnost’, ze nemusime explicitne poznat’ tvar konkrétnej kernelovej funkcie, aby
sme mohli previest’ zobrazenie z nizSie rozmerného priestoru vektorov ¢ft do vyssie dimenzionalneho
priestoru, v ktorom su uZ transformované vektory linearne separovatelné. Matematické poziadavky
na to, aby sa dana funkcia, alebo trieda funkcii mohla chapat’ ako kernelova funkcia presahuju
ramec tejto prace.

2.1.5. Pristupy umelych neurdnovych sieti

Od konca 90. rokov sa hlavny doraz kladie na skiimanie a zlepSenie metdd ucenia a rozpoznavania,
hlavne pomocou metod ANN, Lippmann (1988), (1989). Zéavery tohto prehl'adového ¢lanku mézeme
zhrnt’ do niekol’kych bodov. V prvom rade uspesnost’ systémov rozpoznavania reci je nizsia ako u
T'udi. Pre malé stibory jednotiek rozpoznavania ako su dopredu segmentované slova, samohlasky a
spoluhlasky sa d4 dosiahnut’ pomocou viacvrstvovych ¢asovo oneskorenych sieti ANN uspesnost’
porovnatel'nd s klasickymi pristupmi.

Naprelome 80. a 90. rokov sa vyvinuli metody ucenia viacvrstvovych doprednych sieti, spitné
Sirenie chyby BP - Back Propagation, ktoré sa testovali pri tllohach rozpoznévania ¢islic a samohlasok,
kde preukézali tispeSnost’ rozpoznavania porovnatel'nt1 s klasickymi metédami. Vyvinuli sa techniky na
spracovanie aj vel’kych databdz slov, na redukciu ¢asu ucenia a na u€enie sieti s rekurentnymi spojeniami.
Jednym z ispechov bola ANN implementacia takych klasickych algoritmov ako su vektorova
kvantifikdcia a Viterbiho algoritmus, Ahalt, KrishnaMurthy, Chen, Melton, (1990), Rumelhart,
Zipser (1985).

Pre fyziologické predspracovanie reci a kochleare priepuste filtrov a aj spominané ANN metody
sa aplikovali metody mikro analogovej VLSI techniky a tym sa zacali vyvijat’ kompaktné hardvérové
implementécie celych systémov rozpoznavania v jednom integrovanom elektronickom obvode, Liu,
Andreou, Goldstein (1991), Lyon, Mead (1988).

V tomto ivode opiseme len jeden pristup ANN pouZzivany pri rozpoznavani re¢i a hovoriaceho
pre tlohy kvalifikécie alebo zhlukovania - RBF - Radial Basis Function. Obecne hovoriac, motivaciou
modelovania niektorych funkcii mozgu ako vypocet, je hypotéza, Ze mozog je vysoko zlozity,
nelinearny, adaptivny a paralelny stroj na spracovanie informacie. Cudsky mozog ma od narodenia
zlozita Struktiru umoziujicu mu vytvarat’ ,,vztahy, pravidla“ pomocou ,,skisenosti*. Tento sposob
(dokonca fyziologickych zmien) prispdsobovania sa okoliu kulminuje v priblizne dvoch rokoch, ale
pokracuje az do staroby Hertz, Krogh, Palmer (1991).

V klasickych modeloch ANN sa procesy ucenia a klasifikacie odliSuji, prevadzaji sa v dvoch
oddelenych fazach - ucenia a odozvy alebo reakcie neurdnove;j siete. Avsak, u 'udi oba mechanizmy
funguja sti€asne, hoci hlavny uciaci proces nastava v prvych rokoch Zivota. Takze dospeli pouzivaja
uz efektivne zostrojeny subor uciacich prototypov, ktory sa len jemne adjustuje v case dospelosti.
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Medzi mnozstvom roznorodych pristupov ANN je pristup RBF jednym z najobvyklejsich a
zaroven najjednoduchsich, Gupta, Jin, Homma (2003) . Architektura tejto siete v svojom zakladnom
tvare pozostava z troch oddelenych vrstiev, pozri Obr.9.

C1

iy —E—{ {0 v | =1

Obr. 9 Zakladna struktura RBF neuronovej siete

Vstupna vrstva opisuje senzorické vstupy, druhd vrstva je skrytd, ma vysokt dimenziu.
Vystupna vrstva odpoveda odozve siete na dany vstupny vzor. Transformécia zo vstupnej vrstvy na
skryt1 je nelinedrna, naopak transformacia zo skrytej vrstvy na vystupnu je linearna. Ako vidiet’ aj z
predoslého Obr. 9 vystup y(t) je vdhovanym suctom vystupov zo skrytej vrstvy, a je dany ako

y@®) =Y wo(ur)-c,

i=1

), (30)

kde u(?) je vstup, ¢() je RBF funkcia, || . || oznacuje nejaki vzdialenost’, pricom vacsinou sa vybera
ako euklidovska, ¢, si zname centra RBF funkcii a w st vahy. RBF funkcie su funkcie so zakladnymi
poziadavkami monotonnosti a radialnej symetrie. Centrum, Skala vzdialenosti a presny tvar RBF
funkcie st parametrami model. NajznamejSou a najpouzivanejSou funkciou je gaussovska

_ xcz]
k(x)=e [ 7 (1)

Ucenie RBF sa dé rozdelit’ do dvoch Casti: ucenie skrytej vrstvy alebo vyber RBF funkcie -
je to ucenie bez ucitel’a, fitovanie vystupov siete na transformované vstupné vektory - to je u¢enie s
ucitel'om.

Prvé faza nepouziva Ziadnu informéciu z vystupov. 1. Vyberie sa typ a pocet RBF funkecii.
2.Vyberie sa centrum kazdej z RBF funkcii. 3. Vyberie sa disperzny parameter 6 RBF funkcie (31).
V prvom kroku sa vi¢Sinou vyberaju vSetky RBF rovnaké. Pre druhy krok, vyber centier, sa
pouZziva K-means algoritmus: majme n datovych vektorov, tilohou je vybrat’ k - pocet zhlukov - tak,
ze k <n. Najskor sa vyberie prvych k vstupnych vektorov ako k zhlukov

c.=x., 1=12,.,k (32)
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Zostavajuce vektory sa priradia k jednému zhluku

N
Y ox,, 1<i<k (33)

1

m, i 1€ C
kde m_je poCet vektorov, ktore patria do k-teho zhluku. Po ukonceni tohto algoritmu zhlukovania
sa pristupuje k vyberu disperznych parametrov 6. Tieto kontroluji prekryvanie RBF funkciia a
nepriamo aj zovseobecnitelnost’ tejto siete. NajobecnejSou metddou na ich vyber je, Ze sa vyberaju
bud’ rovnakeé pre vSetky zhluky, alebo ako stredna vzdialenost’ medzi datami v zhluku a centrom
Zhluku.

Poslednym krokom je uc€enie s ucitelom, cielom tohto kroku je fitovat’ nelinearne
transformované data v predoslych krokoch pomocou linearnej funkcie vystupu na ziadané vystupy.

Na tento ucel sa pouzivaju gradientné metody, kde je cielom adaptovat’ vahy w tak, aby sa
minimalizoval §tvorec chyby

e(n)=d(n)-y(n) (34)

kde d(n) je pozadovany a y(n) aktualny vystup v ¢ase n. Toto vedie ku gradientnej formulacii
wn+1)= w(n)+7’]'VWE(n) (35)

kde w(n) stt vahy v €ase n, 1" je konStanta rychlosti u€enia, a £(n) je Stvorec chyby dany ako
E(n)=e¢e’(n) (36)

a gradient chyby je dany ako
V ,E(n)=2e(m)[oy(n)/ow,(n)...0y(n)/ow, (n)] . (37)

V pripade ak je aktiva¢na funkcia linearna f{u)=u, potom

y(n)=u(n)=w"(n)x(n) (38)
potom plati
V E(n)=2en)lx,(n)..xy(n)] =2e(n)x(n) (39)

pri¢om e(n) je skalar ax(n) je (M+1)x1 vektor, oznaéme n=2n"a dostaneme
wn+1)=w(n)+ne(n).x(n), (40)

¢o je LMS (Least Mean Square) metdda. Z (40) vidime, Ze vel'’kost' zmeny véah - ucenie je umerné
chybe e(n) a ma smer vstupného vektora x(n), o je charakteristikou LMS metod ucenia resp.
hl'adania minima chybovej funkcie (36). V nelinearnom pripade aktivacnej funkcie sa gradient chyby
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menina

Il ]G ) = o) L]
du (n) du (n)

= —2e(n). f'lu(n)]x(n)

V, E(n)=-2e(n).
(41)

Vidime, Ze zmena oproti linearnemu pripadu je dand f u(n)], ak je tento ¢len relativne maly
vociadaptécii vah - uceniu, potom k uceniu nedochadza. Ina¢ je tato formula podobna LMS pripadu.
V d’al$om predpokladajme linedrny pripad a nezmenené vahy pre ¢asy mensie ako N, pricom N je
vécsie ako dimenzia vstupnych vektorov. Potom ak definujeme stredny Stvorec chyby ako

3y
I
M=

e’(n) = i [dz(n) -2d(m)w x(n)+w x(n)x"

n=1

I
M=

d*(n) - 2wri x(n)d(n)+ wr(i x(n)x" (n)J\

n=1 n=1 n=1 (42)
N
=Y d*(n)-2w'p+w'Rw
n=1
kde sme definovali korelaéni maticu ako
N
R =73 x(n)x"(n) (43)
n=1
a kovariacny vektor
N
p =Y x(n)d(n), (44)
n=1

RieSenim podmienky minima chybovej funkcie (42) podl'a vah w, inymi slovami

w, =R7'p (45)

Ak mozeme pokladat’ postupnost’ {x(n)} za stacionarnu nahodnu postupnost’, potom sa da
ukazat’, Ze v pravdepodobnostnom zmysle konvergencie LMS rieSenie w(n) dané (40) konverguje
k LS rieSeniu (45). Podrobnejsie sa tymto detajlom nebudeme venovat’ v tomto kratkom prehl’ade.

Na zaver spomenieme len niektoré relativne vyhody RBF - efektivne aproximuji nelinearne
zobrazenia, ¢as u€enia je radove nizs§i v porovnani s inymi pristupmi ako napriklad MLP s BP, dava
obecne o0 5% vyssie presnosti klasifikacie ako napriklad MLP s BP, tispe$ne identifikujt, kvoli
nelinearnej a nemonotonnej funkcii RBF, oblasti dat, ktoré nepatria do nejakého znameho zhluku,
Gupta, Jin, Homma (2003) .
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2.1.6. Prechodové javy v ¢asovej oblasti a faza signalu

Doposial’ sme sa zaoberali spektralnymi a energetickymi parametrizaciami. AvSak, je zndme, Ze
biologicky sluchovy systém je citlivy nielen na spektralne a energetické reprezentacie reci, ale aj na
rozne prechodové javy v Casovej oblasti, ktoré stt zodpovedné za vysoko nelinedrne dynamické procesy
sluchového systému. V redlnej konverzacii vel'mi zriedkavo percepujeme, izolujeme jedint hlasku.
Nasa percepcia hlasky je skor dana okolim danej hlasky, tento jav koartikulacie alebo citlivosti na
kontext musime uvazovat’ v kazdom seriéznom modeli, 7orrkola (1991), Spitzer, Hochstein (1985),
Tirakis, Delopoulos, Kollias (1992).

Podobne sa obecne predpoklada, ze kratkodobé fazové spektrum alebo vSeobecne faza
recového signalu hrd mald resp. Ziadnu tilohu v percepcii reci alebo pri rozpoznavani reci pocitatom
alebo ¢lovekom Helmholtz (1954), Yang, Wang, Shamma (1992). Vo viacerych pracach napr.
Allen, Rabiner (1977), Paliwal (2004) sa uvadzaju pristupy (aj experimentalne) demonstrujtce,
ze fazové spektrum s Casovym oknom 32 ms a va¢sim vedie k zrozumitel'nosti re¢i porovnatel’nej s
energetickym spektrom alebo kepstralnymi koeficientami. Dokonca aj vysledky rozpoznavania slov
st porovnatel'né s klasickymi pristupmi.

2.2. Verifikacia hovoriaceho

Vzhl'adom k tomu, Ze na Slovensku sa illoham rozpoznéavania hovoriaceho venuje malo pracovisk,
budeme sa tejto problematike venovat’ v tejto Casti trochu podrobne;jsie.

Recovy signél nesie vel'a typov informacie o zdroji signalu. Ako v predoslej Casti, vacSinou sa
pokusame rozliSovat’, klasifikovat’ jazykovl informéciu, ktora poskytuje vyznam zvukom priradenym
slovam. AvSak existuju aj iné typy zakédovanej informécie, ktoré nam pomahaju efektivne
komunikovat’: identita hovoriaceho, chorobny stav, psychologicky stav, vek, pohlavie, jazyk.

Medzi prave uvedenymi typmi je informécia o identite hovoriaceho urcite najuZitocnejSou
informdciou, ktora sa dé prakticky pouzit’ v systémoch umelej inteligencie. Proces dekodovania
tejto informacie sa oznacuje, nazyva viacero spdsobmi: rozpoznavanie, verifikacia, identifikacia
hovoriaceho - volajuceho - hlasu; hlasovy otlacok, hlasova autentifikacia.

Prehlad systémov rozpoznéavania hovoriaceho, ktoré sa realizovali do 80. rokov minulého
storoCia je uvedeny v praci Flanagana (1972). Z prehl'adu vyplyva jedna zaujimava skusenost’,
totiz aj pre tlohy rozpoznavania resp. verifikéacie sa pouzivaju rovnaké subory parametrov a techniky
analyzy vlastne totozné s ulohami rozoznavania slov. Spolu s tspesnost'ou tychto pristupov to znie
trochu paradoxne, pretoze obe spominané tilohy st vzajomne ,,inverzné*, doplnkové.

Umelé systémy predurcené pre extrakciu informacie zavislej na hovoriacom maja vSetky jednu
spolo¢nu vlastnost’ : bezpecnostny pristup t.j. spolahlivo verifikovat’/ identifikovat’ (ndrokovant)
identitu uzivatela. Existuje mnozstvo uz implementovanych aplikacii. Daju sa rozdelit' na vzdialené
(pomocou telefonnych liniek, internetu, atd’.) a lokalne (iba mikrofon, a podobne) aplikacie.

Typické vzdialené aplikacie zahriuj:

: finan¢né operacie

platenie kreditnou kartou, telendkup (autorizacia prevodu penazi)

telefonne aplikécie overujuce telefonne karty, overujice medzimestké alebo
medziStatne hovory, atd’.

pristup do domu

vojenské aplikacie

pristup / modifikécia informécie na vzdialenom serveri (obmedzeny pristup pre
autorizovanych uzivatel'ov)
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pristup k vypoctovym zdrojom zo vzdialeného termindlu
pristup na internet, intranet, Interaktivnu kablova TV

Typlcke lokalne aplikécie zahriuj:
kontrola a pristup k zariadeniu
pristup k zabezpecenej oblasti (jadrova elektraren, vojenské zariadenia)
hlasovy klu¢ (dom, auto)
mobilné telefony, osobni asistenti (odozva iba na hlas vlastnika zariadenia)

2.2.1 Taxonomia systémov pre verifikaciu hlasu hovoriaceho

Vlastna extrakcia charakteristik re€ového signalu zavisiacich na hovoriacom - ¢ft sa da pouzit’
viacerymi spdsobmi. PouZitie samdZze lisit’ viac alebo menej zavisiac na dvoch hlavnych aspektoch:
. uzavretd vs. otvorend mnozina hovoriacich
. Urovet nezavislosti od textu

Hlavné tlohy rozpoznévania hovoriaceho sa vztahuji k uzavretosti mnoziny hovoriaceho:

. Identifiké4cia hovoriaceho

Ucelom tilohy identifikacie hovoriaceho je klasifikovat' neoznaceny re¢ovy signl ako patriaci
k jednému z mnoziny n odpovedajtcich hovoriacich. MnoZina odpovedajticich hovoriacich je uzavreta.
Statistické vyhodnotenie tejto ilohy sa prevadza pomocou mnozstva zle klasifikovanych hovoriacich.

. Verifikacia hovoriaceho
Uctelom tilohy verifikacie hovoriaceho je rozhodniit, &i re¢ovy signél patri alebo nepatri
pozadovanému referencnému hovoriacemu. Inymi slovami ma sa rozhodnut, ¢i akceptovat’ alebo
odmietnut’ pozadovant identitu hovoriaceho. Vyziadanie identity sa da previest’ roznymi spdsobmi:
zadanim osobného hesla, PIN ¢isla, hlasom (rozpoznanim pomocou rozpoznavania slov) atd’..
Mnozina referencnych hovoriacich sa oby€ajne nazyva klienti a je tieZ uzavreta (ich pocet nie je
viacsi ako niekol’ko stoviek, zvyc¢ajne je ich niekol'ko desiatok). Mame tiez k dispozicii mnozinu
hovoriacich, ktori sa nazyvaji provokatéri, ktord je otvorena. V praxi vSak aj tdto mnozina je
ohrani¢enad, identita hovoriacich je nezndma a preto potencidlne mnozina provokatérov sa sklada zo
zvysSku populacie. Pragmaticky resp. komercne je tato tiloha ovel'a dolezitejSia ako identifikacia.
Statistické vyhodnotenie tejto ulohy sa prevadza pomocou dvoch typov chyb:
neprava chyba prijatia (false positive)- ,,chyba provokatéra“ : je dana relativnym
poctom prijatych provokatérov.
neprava chyba odmietnutia (false negative): je dana poctom nespravne odmietnutych
klientov.

Okrem tychto dvoch hlavnych tiloh st tiez nasledujuce pribuzné tlohy:

. Detekcia zmeny hovoriaceho

Ugelom je uréit’ & neoznadeny redovy signal patri novému alebo starému, rovnakému
hovoriacemu (tomu, ktory nahovoril predosly signal).

. Porovnavanie hovoriacich

Uctelom je je vybrat hovoriaceho z uzavretej mnoziny vzorov, ktory je najblizsi ku danému
stucasnému hovoriacemu, hoci je dopredu zndme, ze hovoriaci nie je registrovany hovoriaci. Zda sa,
7e toto je Specialny pripad vyberu zhlukov hovoriaceho, kde sa kazdy zhluk sklada z jediného
hovoriaceho.

. Oznacovanie hovoriacich
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Toto je iba Specialnym typom identifik4cie hovoriaceho pocas rozhovoru viacerych l'udi.
Ucelom je lokalizovat’ kedy vstupy hovoriacich zacinaji a kedy koncia.

V zévislosti od stupnia zavislosti na texte méZeme rozliSovat nasledujuce typy systémov:
Systémy zavislé na texte:
Jazykovy materidl, ktory musi hovoriaci vyslovit’ je apridrne ureny pocas registracie.
Systémy so spolo¢nym heslom
Jazykovy materidl sa neda vyberat’. Zvycajne, hovoriaci je poziadany vyslovit’ niekol’ko
spolo¢nych hesiel z ohrani¢eného slovnika.
Systémy so sukromnym heslom
Tieto systémy dovol'uju urcitu flexibilitu textu napriklad registrovany uZivatel’ ma moznost’
zmenit mnozinu svojich hesiel.
Systémy nezavislé na texte
Jazykovy materidl, ktory hovoriaci musi vyslovit je viac alebo menej nahodny.
Systémy s vyzvanim
Tieto systémy predkladaju hovoriacemu jazykovy materidl, ktory sa neda predpovedat’.
Postupnost’ slov alebo veta je vyziadana bud’ vizudlne (systémy s textovou vyzvou) alebo hlasom
(systémy s hlasovou vyzvou). Zvy¢ajne zahriiuju urcity druh rozpoznavania re¢i na overenie toho ze
sa skutpcne povedalo to ¢o sa vyZziadalo povedat.
Systémy s vol'nym textom
Predpokladaju uplne neobmedzent rec.

Uspesnost’ systému je podstatne ovplyvnena kvalitou re¢ového signalu. Mozeme rozlisit’ dva
hlavné pripady.
Systémy s Cistym Sirokopasmovym signadlom
Vyuzivaji bezSumovy, Sirokopasmovy mikrofonny signal bez inych kanalovych disturbancii.
NajcastejSie st asociované s lokalnymi aplikaciami.
Systémy so zaSumenym, izkopasmovym tefonnym signalom
Pracujti so zaSumenym, izkopasmovym tefonnym signalom (t.j. podstatne ruseny kanalovymi
skresleniami). Obycajne tento typ signalu pouzivaju vzdialené aplikacie.

2.2.2 Obecny pohl’ad na systémy rozpoznavania hlasu

Systémy Rozpoznavania Hlasu (VRS) reprezentuju inverzny problém k rozpozndvaniu reci (t.].
slov). Pri rozpoznavani slov je cielom n4jst’ také Crty, ktoré diskriminuj rézne jazykové kategorie,
jednotky ( t.j. hlasky, slova atd’.) a tak ako je mozné st invariantné na od hovoriaceho (t.J. nemenia
sa signifikantne ak st vyslovené roznymi hovoriacimi). Na druhej strane, VRS ma el ngjst’ také
Crty, ktoré diskriminuju roznych hovoriacich a tak ako je mozné st jazykovo invariantné t.j. v
najlepSom sa daju extrahovat’ s 'ubovolného jazykového materialu.

Intuitivne, ¢rty diskriminujtice hovoriaceho sa daji za¢lenit’ do nasledujucich dvoch skupin:

. Akustické Crty ,,izolovanych* zvukov. Odrazaja spektralne charakteristiky tvaru
vokalneho traktu hovoriaceho.
. Casové stopy: rychlost’ reci, dlzka hovorenia. Odrazaju styl” hovorenia, ktory je

jedine¢ny pre konkrétneho hovoriaceho.
Systémy rozpoznavania hovoriaceho (t.J. bud’ identifikécia alebo verifikacia) pouzivaji rovnaka
obecnt schému celkového spracovania ako sa pouZiva pri rozpoznavani re¢i, Obr 3.
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Extrakcia ¢ft zvy€ajne odpoveda extrakcii ¢ft na kratko-dobom okne. Modelovanie prevadza
niekol’ko funkcii: prevadza separovanie najdolezitejsich Casti signdlu, prinajmensom implicitne sa
zaobera Casovymi stopami, prevadza kompresiu dat. Faza klasifikacie uskutocnuje vlastné Statistické
rozhodovanie zalozené na kone¢nych crtach.

V mnohych systémoch fdzy modelovania a klasifiké4cie st spojené, vnorené a t'azko sa daju
rozlisit’. Hlavné pristupy VRS sa daji rozdelit’ podl'a nasledujucich kritérii:

. dlhodobé ustrednenie akustickych ¢ft (napr. spektrum, zakladny ton) vs. separacia
(segmentacia) dolezitych Casti signalu

Dlhodobé ustrediiovanie akustickych ¢ft patri medzi najstarSie navrhnuté pristupy a je zalozené
na myslienke ,,vyhladenia“ vSetkych inych faktorov (t.j. fonetickych varidcii) a takto zostanu len
zlozky zavislé na hovoriacom (¢o reflektuje urcité ustrednenie tvaru vokalneho traktu daného
hovoriaceho). Avsak, proces ustrednenia méze tiez znehodnotit’ informaciu zavisli na hovoriacom a
nato, aby sme dosiahli stabilnu $tatistiku vyzaduje dlhy signal.

Pristup zaloZeny na porovnani najrelevantnejsich Casti signalu, ktoré st naleZite separované je
zalozeny na myslienke, Ze iba konzistené porovnanie podobnych fonetickych jednotiek moze viest’
k najodpovedajicejSej informacii zavislej na hovoriacom.

Existuju dva sposoby, ktorymi sa da dosiahnut’ predosly pristup:

. explicitna (hlaskova) segmentacia vs. implicitnd (hlaskova) segmentécia.

Pri explicitnej segmentacii sa prevadza segmentacia signdlu na urcité fonetické jednotky
(vécsinou hlasky) pomocou rozpoznéavania reci (va¢sSinou HMM). Znacne sa tym ale zvysi vypoctova
zloZitost', pretoZe sa musi najskor vykonat uloha rozpoznavania reci.

Implicitna segmentacia prevadza isty druh zhlukovania vektorov - ¢ft. Tato iloha sa moze
previest rdznymi metodami zhlukovania (t.j. vektorovym kvantovanim). V klasifikacnej Casti je to
zvyc€ajne stratégia rozhodovania zaloZend na pristupe K-NN (K- najblizsi sused).

Ak mame konecny vzor mozeme pouzit’ dve zakladné Statistické stratégie ako urobit’ konecné
rozhodnutie (bindrna alebo N-triedna klasifikécia):

. nediskriminativne modelovanie akustickych ¢ft vs. diskriminativne modely

Nediskriminativny pristup vytvara pre kazdého hovoriaceho pravdepodobnostny model
nezavisle od ostatnych hovoriacich. Na druhej strane, diskriminativny pristup vytvara jeden spolocny
model, ktory sa potom uci ako ¢o najviac zvacsit’ diskriminacnu schopnost’ medzi réznymi
hovoriacimi.

Predspracovanie - (kratkodob4) extrakcia ¢rt

Hlavnou a obecnou myslienkou, ktora je za extrakciou primarnych kratkodobych ¢tt je, ze spektralne
¢rty vystihuju Struktaru vokalneho traktu konkrétneho hovoriaceho a preto mézu dobre
charakterizovat’ Crty zévisiace od hovoriaceho.

Celkova schéma je podobna schéme, ktora sa pouZziva v rozpozndvani re¢i, pozri Obr. 1.

Prvy blok spracovania reprezentuje vSetky zékladné operacie - oknovanie, priepustové
filtrovanie, ktorych tcel je ponechat’ pre d’alSie spracovanie iba najuzito¢nejsiu Cast’ signalu.

V druhom bloku sa v minulosti pouZivali hlavne charakteristiky zalozené na LPC (kepstralne
alebo odrazov¢ koeficienty), ale nedavne studie ukazali, ze posledne menované su vel'mi citlivé na
signalové Sumy. Robustnejsie ¢rty su zalozené na urcitych reprezentaciach blokov filtrov Reynold,
Rose (1995) a techniky rovnakeé ako pri rozpoznavani slov PLP, MFC, Reynold (2002).

Nasledovny blok reprezentuje konecnt kratkodobu reprezentaciu, zatial’ ¢o kepstralna
reprezentacia sa da ziskat’ bud’ z LPC alebo z vystupu bloku filtrov. Pre tieto kepstralne alebo
energetické parametre sa pouzivaji rozne doplnkové transformacie: Casové derivacie, rasta filtrovanie
Hermansky, Morgan, Bayya, Kohn (1991, alebo reprezentacie signalového rezidia (pozri diskusiu
nizSie) alebo reprezentacia pomocou kepstralneho kodovania cez Mel frekvencie MFC, atd’..
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Zvycajne sa predoslé kratkodobé Crty extrahujii homogénne, t.j. kazdych 20 ms, obecne
prekryvajico. Hlavnym ciel'om réznych modifikacii je ndjst’ najreprezentativnejSiu kratkodobt
charakteristiku Struktury vokalneho traktu. Ajked doslo v poslednych rokoch k evidentnému
pokroku v tomto smere, zostavaju nasledovné nerieSené obecné problémy a nedostatky sucasnych
pristupov:

. Nie optiméalna extrakcia casovych charakteristik: rychlosti reci, trvanie reci.

Neexistuje jasna koncepcia ako spravne vyjadrit’ tieto Casové charakteristiky konkrétneho
hovoriaceho. Explicitna segmentacia modeluje oddelené fonetické jednotky (t.j. hlasky resp. fonémy)
al'ubovolny typ extrakcie ¢ft sa prevadza v oknéch, ktoré koreSponduji premenlivym oblastiam
tychto jednotiek. Takymto spdsobom ziskané reprezentacie st skor invariantné k casovym stopam,
pretoze tu dochadza k ur¢itému druhu ¢asovej normalizacie. Toto je v sulade so Studiami Matsui,
Furui (1991), Kao, Rajasekaran, Baras (1992), v ktorych rozpoznavanie rec¢i umiestnené do
zaciatku spracovania neposkytuje vyznamné zlepsenie vykonu SRS - Systémov Rozpoznavania
Hovoriaceho.

Pri modeloch implicitnej segmentécie vektory ¢ft su extrahované z okien rovnakej vel’kosti.
Neexistuje explicitny mechanizmus na extrahovanie “¢asovej” informéacie, ale kvoli rovnakej dizke
okien “Casové ” charakteristiky st implicitlne zahrnuté do modelu, pretoze r6zne fonetické javy su
rozdelené vnutri okien s rovnakym podielom pre kazdého konkrétneho hovoriaceho.

V tomto duchu je tiez otaznou potencialna uZito¢nost' nehomogénnych a ’lokalizovanych”
casovo-frekvencnych reprezentacii signalu (napr. Gaborovych, Wienerovych, wavelet transformécit),
ktoré davaju optimalnejsie pokrytie asovo - frekvencnej roviny, ale skor z hl'adiska invariantnosti
voci hovoriacemu

. Nejasna ,,lokalizacia“ parametrov, ktoré zavisia na hovoriacom.

. Dekompozicia signalu z hl'adiska rozpoznéavania re€i vs. rozpoznavania hovoriaceho.

Je zaujimavym faktom, Ze primarne Crty pouzivané v SRS st rovnakeé alebo vel'mi podobné
¢rtam, ktoré sa pouzivaju v rozpozndvani reci. Ak zoberieme do tvahy vzdjomne sa vylucujucu
inverznu povahu oboch tloh, je tento fakt vel'mi podivny az zarazajuci.

. Analyza LPC-rezidti

V roku 1995 bola prevedena analyza LPC-rezidti Thevenaz, Hiigli (1995), pre ticely SRS.
Autori vySetrovali uzitocnost’ ¢ft, ktoré namiesto koeficientov filtra syntézy pouZivaj, koeficienty
LPCrezidui:

min(p, n)

um =& (sm- Y a s - ) (46)
k=1

Amplitidové spektrum tychto koeficientov
N-1 )
‘U(k)‘ — 2 Um) e—lZan /N
n=0

sa potom pouzilo na ziskanie LPC-reziidudlneho redlneho kepstra

N -1
i21Tnk
vy =+ ¥ m U™ ™" /N 47)
k =0

1
N
Vysledky SRS s takymto kepstrom, zaloZenym na LPC-rezidtiach, boli iba o trochu horSie
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nez vysledky zaloZené na povodnych (zvycajne pouzivanych) koeficientoch filtra syntézy . Toto je
jasnym prejavom toho, Ze informéacia zavisla na hovoriacom nie je dobre lokalizovana v LPC spektre.
PretoZe aj druhé obvyklé primarne ¢rty pouzivané pre SRS st podobné, tento fakt nas smeruje k
zaveru, ze Crty zavislé od hovoriaceho v ramci LPC dekompozicie (a pravdepodobne aj v rdmci
Fourier spektier ) maju ”silne distribuovant povahu”.

Faza modelovania

Ciel’ fazy modelovania v SRS je dvojaky.

1)  Uskutociiuje d’alSie transformacie kratkodobych ¢tt. Napriklad, v pripade ak sa pre
SRS pouziva slovo alebo mensia jednotka treba skonstruovat’ z odpovedajucich kratkodobych ¢ft
odpovedajtce vektory pre slova alebo mensie jednotky. Takymto spdsobom sa prevadza priama
kompresia dat.. Napriklad, ak pouZijeme menSie jazykové jednotky ako st hlasky, daju sa rtoznym
hlaskam priradit’ vahy podl'a ich vyznamu z hl'adiska SRS, Liou, Mammone (1995). Potom,
optimalizécia tychto vah moze byt’ ¢ast'ou modelu uciaceho sa procesu.

2)  Vytvéra pravdepodobnostny model pomocou parametrov adaptacie alebo ucenia, ktoré
potom poskytnu nastroje pre Stadium SRS vykonavajice kone¢né Statistické rozhodnutia.

Pretoze vécSina sucasnych pristupov pouziva kratkodobé ¢rty pre Stadium konecného
rozhodovania, sustredime sa v d’alSom iba na diskusiu o metddach vytvarania modelov.

Pre SRS sa pouzivaju oba typy pravdepodobnostnych metdd:

. neparametrické metddy - model odhadu funkcie hustoty pravdepodobnosti (PDF)

. parametrické metddy, ktoré sa dajii rozdelit’ na d’alSie dve skupiny:
. nediskrimina¢né metody - modely odhadu PDF
. diskriminaéné metddy - modely odhadov tried diskriminacnej funkcie

Vsetky typy predoslych modelov sa daja pouzit’ na implicitné aj explicitné modely segmentacie
pre SRS, avSak, historicky neparametrické metddy sa aplikuji hlavne na modely implicitnej
segmentacie.

Neparametrické metody

Tieto metddy odhaduju PDF vektorov ¢it, ktoré patria do triedy konkrétneho hovoriaceho. Obecne,
(azvyc€ajne) kratkodobé vektory ¢ft sa zhlukuji bez faktora ucitel'a pomocou zhlukovania zaloZenom
na nejakych vzoroch ako st K-MEANS, ISODATA, zhlukovanie s vedenim alebo vektorovym
kvantovanim. Pre ilustrovanie sa stru¢ne zmienime o uceni s vektorovym kvantovanim Kohonen
(1988), ktoré sa pouzilo v Bennanni, Fogelman, Gallinari (1990), (1995), a poskytuje ANN
alternativu k predoslym metodam. Referencné - ,,codebook* vektory pre daného hovoriaceho su
menené (u¢ené) podl'a nasledujuceho pravidla:

AW, (t+1) = h, ©)(x(t) —W,) keN (k,,) (48)

kde k je subor indexov, ktoré¢ koreSpondujti s referenénymi vektormi patriacimi do urcitého okolia
vyhravajticeho (najblizsieho) referenéného vektora vzhl'adom ku vstupnému vektoru ¢t x(t)

K, = arg min[x® -w,
1<k<S

(49)

Podstatny rozdiel v porovnani s inymi metddami vektorovej kvantizacie je, Ze pri kazdom
kroku u€enia sa meni viac referencnych vektorov (z okolia, susedstva vyhravajiuceho vektora).
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Uciaci parameter hi(t) kontroluje (zmenSujucu sa) vel'kost’ susedstva vyhravajiceho neurénu a
(klesajiicu) uciacu rychlost’ pocas uciaceho procesu.

Féza testovania sa uskutociiuje jednoduchym spésobom:

1. kazdy vektor kratkodobych ¢ft sa klasifikuje podl'a oznacenia triedy najblizSicho
(vyhréavajuceho) referencného vektora (t.). klasifikacia podl'a najblizSieho suseda).

2. Celkové rozhodnutie pre slovo alebo vetu (y) sa zaklad4 na vacSinovom hlasovani cez
cely signal. Rozpoznany hovoriaci (alebo abstraktne trieda ’provokatéra’) sa ur¢i na zaklade triedy
referencnych vektorov, ktoré cez cely signal najCastejSie vyhravaju.

Doplnkovym cielom (k odhadu PDF) neparametrickych metod je kompresia dat - t.j. namiesto
pouzitia vSetkych uc¢iacich vektorov daného hovoriaceho v testovacej faze, sa méze pouZit’ iba
(ovel'a) mensi pocet referencnych vektorov.

2.2.2.1 Nediskrimina¢né parametrické metody

Myslienka, ktora je za aplikaciou tychto metdd na SRS je vel'mi jednoducha, priamociara:

1. Uciaca faza: Odhadne sa parametrickd PDF vektorov ¢ft pre kazdého hovoriaceho (z
mnoziny uciacich vektorov). Uskutociiuje sa to adaptovanim parametrov PDF (optimalizaciou).

2. Testovacia faza: Vypocita sa pravdepodobnost’ toho, ¢i neznamy vektor ¢tt patri do
triedy konkrétneho hovoriaceho. Rozpoznany hovoriaci (alebo provokatér) sa urci podl'a triedy s
maximalnou pravdepodobnost’ou.

Najpouzivanejsi a najobecnejci typ parametrickych PDF modelov , ktoré sa pouzivaji v
SRS je Gaussov zmieSany model (GMM) Reynolds, Rose (1995).

Kazdy hovoriaci A sa reprezentuje svojim vlastnym modelom funkcie hustoty
pravdepodobnosti (PDF) z generujuceho vektora ¢tt x(t):

M

pxO|A) = Y, p;b,x(), (50)

i=1
kde p. st realne parametre a b.(x) st gaussovské bazove funkcie viacerych premennych:
1 1

bl(X) = ﬁeXp{—i(X —m.)'Z._l(X —m)}
s

V poslednom vzt'ahu vektory strednych hodnot m. a kovariancné matice 2. reprezentuju
d’alSie parametre v modeli, ktor¢ treba optimalizovat’. Celkova pravdepodobnost’ pre postupnost’
X kratkodobych vektorov it (ktoré generuju slovo alebo vetu (y)), a ktoré su generované hovoriacim
A je dana ako

T
pX[A = [Tpx®[2) (51)
t=1
Kone¢né rozhodnutie o hovoriacom je prevedené ndjdenim maxima nasledujiiceho vyrazu
cez vSetkych hovoriacich

T
Kigent =g max > log px(®A,) (52)

1Sk<S (=1
Dané parametre moZeme optimalizovat’ pomocou rdznych optimalizacnych technik. Dobre
zavedenou je algoritmus maximalizacie pravdepodobnosti, Reynolds, Rose (1995).
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GMM model je vSeobecnym ramcom, ktory poskytuje vel'a vol'nosti pri ndvrhu PDF r6znymi

spdsobmi:

. Modzeme vybrat’ obecné alebo Specifické (RBF neurdénova siet’) bazové funkcie pre
kazdého hovoriaceho

**  Dajut sa vybrat nasledujuce kovarianéné matice S

1)  Specifické pre uzol
2)  jednupre model hovoriaceho
3)  jednupre vSetkych hovoriacich

V poslednych rokoch sa v SRS €asto pouzivali , in§pirované rozpoznavanim rec¢i, HMM
modely. Treba poznamenat’, Ze vo vicSine pripadov tieto HMM boli ekvivalentné s GMM ako sme
ich opisali v predoslych Castiach, pretoZe tieto sa dajii chapat’ ako jednostavové HMM s Gaussovskou
zmieSanou hustotou alebo ako ergodické Gaussovské pozorovanie HMM s fixnymi, rovnakymi
prechodovymi pravdepodobnost’ami. HMM modely sa pouzivaju v rozpoznédvani reci, pre ich
schopnost’ modelovat’ izolované zvuky reci spolu s €asovym usporiadanim medzi tymito zvukmi.
Toto mdze byt vyhodnym pri textovo zavislom SRS, avSak pre textovo nezavislé SRS usporiadanie
zvukov v trénujucich datach neodréza nutne zvukové postupnosti aké sa vyskytuja v testovacich
datach. Toto sa podporilo v Tishby (1991), Matsui, Furui (1992), kde sa zistilo, Ze vykon textovo
nezavislych SRS nie je ovplyvneny zrusenim prechodovych pravdepodobnosti v HMM modeloch
pre hovoriacich. Na druhe;j strane sa pouzivaju viacstavové HMM v kontexte takzvanych predikénych
modelov, ktoré st zaloZené na schopnosti predpovedat’ nejaky ¢asovy ramec v Case t z kontextu
inych rdmcov, Stern, Lasry (1987). Podobne, ako v predoslych pristupoch, prechody medzi stavmi
boli fixované.

2.2.2.2 Diskrimina¢né parametrické metédy

Hlavnou myslienkou, ktora lezi za diskrimina¢nymi parametrickymi metodami je, Ze sa trénuje
rozhodovacia (diskriminaénd) funkcia, ktora najlepSie diskriminuje hovoriacich, a netrénuju sa
nezavisle individudlne PDF modely hovoriacich. Najznamejsie st reprezentacie neuronovych sieti:
Viacvrstvoveé dopredné neurénové siete, modely neuronovych sieti RBF, hoci sa tiez urobilo niekol’ko
navrhov diskrimina¢nych HMM alebo konekcionistickych implementacii HMM, Forsyth (1995),
Bridle (1990), Naik, Lubenski (1992). Existuji dva zakladné typy modelov diskrimina¢nych
neurénovych sieti:

I. Viacvrstvové dopredné NN - ktoré vyuzivaju globalne nosné bazové funkcie

kx

kx -
y, = f(Z wkif(?wijxj)) f= % (53)

X

e +e

II. Radidlne bazové funkcie - ktoré vyuzivaju lokalne nosné bazové funkcie.

Yy = f(z w,b, (x)) b, x) = ﬁe)&p {—l(x - mi)'Zi_l(x - mi)} (54)
i (2n)D’2‘zi‘ 2

Hlavnym obmedzenim tychto metod je vypoctova zlozitost’ diskriminativneho ucenia, inymi slovami
globalny pristup nutne zahriuje vSetkych hovoriacich a €as trénovania narastd ovel’a rychlejsie ako
linedrne s po¢tom hovoriacich. Spomenieme dve pozoruhodné rieSenia, koré boli navrhnuté na
zefektivnenie tohto problému, Girosi, Poggio (1990), Park, Sandberg (1991), Niranjan, Fallside
(1988).
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. Namiesto jednej globalnej diskriminativnej siete pre vSetkych hovoriacich moézeme
skonStruovat pre kazdého hovoriaceho jednu neurénovu siet’, ktora diskriminuje medzi triedou
konkrétneho hovoriaceho a triedou provokatéra modelovanou pomocou zvySku hovoriacich Oglesby,
Mason (1991).

. Podobnéa myslienka k predosle;j je skonstruovat’ diskriminativnu neurénovi siet’ pre nejaka
typologiu hovoriaceho Bennanni, Gallinari (1992), (1995).

Vstupny signal sa najskor vedie do detektoru typologie, v ktorom sa pouZzije zhlukovanie
pomocou K-MEANS klusterizacie na rozdelenie populacie do typologickych podskupin. Po tejto
klasifikacii podl'a ur€itej typologie, sa vektory ¢it klasifikuji pomocou diskriminujicich Typologickych
Expertnych ANN zalozenych na trojvrstvovej doprednej ¢asovo oneskorenej siete (TDNN).
Softvérova verzia prirad’uje kazdej typoldgii pravdepodobnostny faktor a signal sa spracovava
kazdym Typologickym Expertom, zatial¢o vystup je ovahovany imerne prave spominanému
pravdepodobnostnému faktoru.

Podobné metddy s typologickou stratégiou boli navrhnuté v Artieres, Bennanni, Gallinari,
Montacie (1991), Bennanni, Gallinari (1995), kde sa kombinuje TDNN v prvej vrstve s HMM
v nasledujucej vrstve.

Identita
hovoriaceho

l out=P(Li/x, Tj)

ZjP(Li/x, j)P(Tj/x)

out=P(Li/x, Tj)

dt=P(Tj/x)

I'ypologicky I'ypologicky Typologicky
Expert Expert Expert Dete:(’t O-r
ANN ANN ANN Typologie

1 2 n

Obr. 10 Vseobecna schéma pre typologicky pristup k SRS
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Okrem tychto pristupov boli navrhnuté r6zne hybridné systémy, v ktorych sa kombinuju
neurondlne siete s HMM (pozri Bennanni, Gallinari (1992) na prehl’'adnt informéciu).

2.2.2.3 Zavery

Nasim ciel'om v predoSlom nebolo prezentovat nejaké ¢isla, ktoré by ilustrovali vykonnost’/ presnost’
diskutovanych metod, Reddy, Ermn, Neely (1973) . Aj ked’ mnohé z predoslych pristupov sa
testovali na obecnych verejne pristupnych reCovych databazach (TIMIT, NTIMIT, NET-TALK,
SWITCHBOARD, YOHO), Sejnowski, Rosenberg (1986), Robinson, Fallside (1990), je Casto
tazké ich porovnavat’ kvoli roznym Statistickym a technickym podmienkam, napriklad:
. rdzne trénovacie a/ alebo testovacie ¢asy
. v ramci ulohy verifikacie existuji dva typy chyb (chybné vylucenie a chybné prijatie)
ktoré su vzajomne balansované (narast jedného je na ukor poklesu druhého) zlozitym
sposobom. Preto je t'azké priamo porovnavat’ obidve metddy. S velkostou chyby sa
mozu zbalansovat’ aj iné kritéria vykonnosti:

. rozmer reprezentacie ¢t (dolezity faktor pri prenose takychto reprezentacii cez siet’)
. uciaca a testovacia doba metddy
. prenositel’nost’ systému

Uvedieme teraz priblizné vel'kosti chyb, alebo tispesnost’, ktoré sa podstatne odliSuji pre
experimenty s off-line databazami a testovanim v redlnom ¢ase:

. off-line databazy ~99%

. testovanie v realnom Case ~(90-95)% ?

Takisto existuje znacny rozdiel, priblizne 5% a viac, medzi presnost’ou Cistych, systémov so
Sirokopasmovymi mikrofonami a systémami s telefonnou (1zkopasmovou) kvalitou.
Predosly rozdiel v presnosti sa da prisudit nasledujucim faktorom, ktoré st oby¢ajne inherentné

pre komercné systémy:
. telefonna kvalita reci
. testovanie v redlnom Case vs. vysledky off-line testovania
. dlhodobé variacie v charakteristikach hovoriaceho
. psychologické (zdravotné) variacie v reci
. konkuren¢ny (zakaznicky) tlak na malé doby trénovania a testovania

. (Statisticky) vel'ké databazy
Nakoniec, zda sa, Ze zostavaju nasledujice otvorené problémy v SRS, ktoré treba este
podrobnejsie vysetrit’, skimat”:

. neextrahovanie ¢asovych charakteristik: rychlosti a Casové trvanie

. vSetky okna (javy) hraji rovnaku tlohu (uz zapracované napriklad pomocou metody
vyhodnocovania fonetického vahovania, Bennani, Fogelman, Gallinari (1990))

. spravne narabanie s informaciou ,,¢as - frekvencia“ - je potreba alebo nutnost’ pre
novy typ extrakcie ¢ft ?
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3 Analyza recového signalu

V tejto Casti sa sustredime na fyziologicky popis a analyzu niektorych délezitych fyzikalnych,
akustickych a fyziologickych faktov a javov z oblasti percepcie 'udskej reci. Definujeme a analyzujeme
z pohl'adu percepcie spektralne a Casové charakteristiky reci. Sustredime sa na ast’ analyzy danu
len percepciou a nie formovanim re¢i. Podobne sa sistredime len na informacne nie energeticky
danu analyzu. Aj ked’, ako sme videli v uvodnych €astiach, pri rozpoznavani slov a verifikacii
hovoriaceho hra doleziti tilohu aj analyza a zavery z formovania re¢i.

Vsetky tieto fakty pouZijeme neskdr pri modelovani a pocita¢ovej simulacii procesov
rozpoznavania slov a verifikécie hovoriaceho a pochopeni percepcie.

3.1 Fyziologické zaklady percepcie reci

V prvej Casti tejto podkapitoly opiSeme niektoré zakladné fakty o 'udskych mechanizmoch recove;j
percepcie, Kaiser (1957, Flanagan (1972), O 'Shaughnessy (1990). Spomenieme aj niekol'’ko
faktov o percepcii zvukov resp. reci papagajom. Na zaver urobime vSeobecné poznamky k
abstraktnej problematike prercepcie, ktoré ddme do suvisu s niektorymi abstraktnymi myslienkami
spracovania informdcie, aby sme videli pozadie naSho uvaZovania v nasledujtcich kapitolach. Z
hl'adiska rozpoznévania reci a verifikacie hovoriaceho sa zaujimame hlavne o vztah medzi zvukovymi
vlnami vo vzduchu, v okoli vonkajsieho sluchového organu a nervovymi impulzami v sluchovom
nerve. OpiSeme tento vztah v niekol’kych bodoch.

3.1.1 Percepcia ¢loveka

Vonkajsie ucho ma funkciu koncentrovat’ zvukovi energiu ¢o najefektivneSim sposobom -
zvukovodom s exponencidlnym tvarom, Obr.11.

Obr.11 Systém luského ucha - vonkajsie ucho, stredné a vnutorné so slimakom
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NajdolezitejSou funkciou stredného ucha je impedanéné prispdsobenie zvuku Siriaceho sa vo
vzduchu, v prostredi vonkajsieho ucha, k zvuku Siriacemu sa v kvapaline vnttorného ucha. Z mnozstva
merani prenosovych charakteristik stredného ucha, von Bekesy (1960), moézeme ustdit’, Ze prenosova
charakteristika stredného ucha je dolnd priepust’ - vysoko frekvencny filter so zrezavacou frekvenciou
3000 Hz. Presna efektivna zrezavacia frekvencia a strmost’ frekvencnej charakteristiky prave
spominaného filtra nehrajt v percepcii re¢i vyznamnejsiu tilohu, Obr. 12.

Obr. 12 Stredné a vnutorné ucho

Vntitorné ucho alebo slimak (cochlea) je vyplneny tekutinou a pomocou niekol’kych membran
je rozdeleny do niekol’kych dutin Jedna z tychto membran tzv. bazilarna membrana je Cast'ou organu
Corti, najdélezitejsicho organu podutia, Obr.13. Zvukové viny prechadzaju pozdiz bazilarnej
membrany, ktora ma rezonan¢né frekvencie od 20Hz do 20 kHz.

Obr.13 Vnutorné ucho a organ Cortiho
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3 Analyza recového signalu

Priblizne takymto sposobom prevadza bazilarna membrana frekvenénll analyzu zvukov.
Psychoakustické experimenty ukazuju, ze frekvencné rozliSenie je priblizne 3 Hz na Grovni 1 KHz,
Obr. 14a.
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Obr.14a Bazilarna membrana a jej odozva na zvuky roznej frekvencie

Prechodova charakteristika bazilarnej membrany namerand pomocou laserovej techniky je
na Obr. 14.b pre r6zne urovne zvukového tlaku Rhode (1971). Rozne relativne amplitudy v blizkosti
rezonancnej frekvencie implikuj nelinearitu v pohyboch bazilarnej membrany.
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Obr.14b Bazilarna membrana a jej odozva na zvuky roznej frekvencie, z Rhode (1971)

Najdolezitej$im prvkom Cortiho organu st vlasové bunky, ktoré sti umiestnené na vibrujuicej
Casti sliméaka, Obr. 15a, b. Transformuji svoje mechanické pohyby na elektricky potencial -
kochlearny mikrofonny potencal, CMP. Existuji dva druhy vlasovych buniek, vonkajsie a vniitorné
vlasové bunky, kazdy druh s inou funkciou. Vonkajsie vlasové bunky st citlivejsie ako vnttorné, je
to zapri€inené ich polohou. Pocet vlasovych buniek v 'udskom uchu je okolo 25 000.

Vonkajsie vlasové bunky sliizia ako adaptivna spétné vézba na regulovanie bazilarnej membrany,
jej jemnej frekvencnej selektivnej citlivosti a ochrane voci vysokym intenzitam signalu a Sumu. Ich
funkcia nie je v prenose recovej alebo obecne zvukovej informéacie, sved¢ia o tom experimenty na
zivych zvieratach, hlavne mackach a papagéjoch s pouZzitim ultra tenkych elektrod, Meddis (1986),
O ’Shaughnessy (1986). Takto nam zostava priblizne 3000 vnutornych vlasovych buniek, kazda s
priemerne 10 synaptickymi ukon¢eniami schématicky zobrazenymina Obr. 16.
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Obr. 15a Organ Cortiho a vilasové bunky

Obr. 15b Vlasové bunky - redlna fotografia, z Strube(1985)
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3 Analyza recového signalu

Experimentalne Studie ukazujt, Pickles (1988), Russell, Nilsen (1997), Ze su dva druhy
nervovych ukonceni. Niektoré nervy koncia ako jednoduché tlacitka, vnutri bunky, zatial¢o iné
vytvaraju zhluky na membrane, ale neprenikaji cez membranu bunky. Predpoklada sa, Ze ukoncenia
prenikajuce dovniitra cez membranu maju priamy dosah na CMP, zatial¢o druhy typ ukonceni ma
pristup k potencialu prostrednictvom kapacitancie, ktora je vytvorena membranou vlasovej bunky
a membranou nervového ukoncenia, ¢ize medzimembranovou Strbinou. Matematicky, technicky
hovoriac, méZeme si predstavit’, ze vystup prvého typu je priblizne derivaciou kochledrneho potencidlu
a vystup druhého typu je priama kdpia tohto potencialu. Preto existuje opodstatnené presvedcenie,
ze vlasové bunky ucinkuju, v prvom pribliZzeni, ako linearne mikrofénne zosiliovace, Obr. 17.

Baza

Syhapsa

Obr. 16 Schematicka viasova bunka so synaptickymi ukonceniami

&
| | | &
| \L
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Obr.17 Dva typy nervovych ukonceni alebo dva typy viasovych buniek
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Sposob akym mikrofonny potencial vlasovej bunky stimuluje vldkna sluchového nervu je
vysoko nelinearny, pretoZe nervy mézu prenasat’ impulzy povahy ,,vSetko alebo ni¢*. Elektrické
impulzy, nazyvané , spajky* maji v akustickom nerve dizku trvania priblizne 0,2 ms. Mézu sa aktivovat’
aj bez akustickej stimulacie, spontanne. Typicka rychlost’ emisie tychto spontannych impulzov je
okolo 50 impulzov za sekundu. Pri akustickej stimulacii sa moze tato rychlost’ zvysit’ azna 150
impulzov za sekundu, a po¢as vel'mi silnej stimulacie sa mdze tato rychlost’ zvysit’ azna 1000
impulzov za sekundu, Nobilli, Mammano, Ashomore (1998).

Rychlosti emisie vyssie ako 1000 impulzov za sekundu nie s mozné kvoli tzv. refrakénému
casu alebo refrakénej peridde nervu po kazdom impulze, ,,spajku. Pocas tohto ¢asu nervoveé vlidkno
znovu obnovuje svoje membranové charakteristiky. V sluchovom nerve je dizka tohto dasu priblizne
1 -3 ms.

Po suvislej akustickej stimulacii sa rychlosti emisie nasytia na tzv. adapta¢né emisné rychlosti.
Toto chovanie je vo svojej povahe kolektivne a zdiel'aju ho susedné neurdny alebo neurondlne
Struktlry. Tuto vlastnost’ nasytenia musime zobrat’ do ivahy pri kazdom seriéznom modeli re¢ovej
percepcie. Doba adaptacie alebo adjustovania je priblizne 15 - 20 ms.

Dal3ou ddlezitou vlastnost'ou aktivity sluchového nervu je potladenie rychlosti emisie po¢as
zapornych hodndt stimulacného potencialu, pod spontannu rychlost emisie.

Pravdepodobnost’ intenzity emisie v sluchovych nervoch a neurénoch nezévisi v Sirokom
rozsahu intenzity signalu od amplitidy stimulujiceho signalu. Znovu doba prisposobenia je v tomto
pripade 15 - 20 ms.

Kochlearny nerv vedie ku kochlearnemu jadru a tymto spésobom priamo do vyssich sluchovych
centier v mozgu. Detailnejsi popis tychto sluchovych dréh je na Obr. 18.

mozgova kora

inferior coliculus

" kochlearne jadro

Obr. 18 Sluchové drahy a sluchové centra

Objavy von Békesyho viedli k rozmachu v modelovani slimaka. Modely sliméaka zalozené na
von Békesyho obraze boli ale v rozpore s psychofyzikalnymi datami o frekvencne;j selektivite slimaka.
0Od 70 rokov 20 storocia na zaklade vysledkov merani Rhodeho (1971), vylepSenymi v 80 rokoch
autormi Sellick, Patuzzi, Johnston, B. M. (1982) bolo jasné, Ze kmitanie bazildrnej membrany je
nelinearne a s ovel'a ostrejSou rezonanciou pre nizke hladiny intenzity zvuku, ako sa dovtedy
predpokladalo.
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Z tychto dovodov Davis (1983) navrhol existenciu aktivneho procesu v kmitani bazilarnej
membrany v ramci organu Corti, spatntl vizbu danu vonkaj$imi vlasovymi bunkami. Dosledkom
tejto uvahy bol objav elektromotility vonkajsich vlasovych buniek, Kachar, Brownell a kol. (1986),
Ashmore (1990). Pomocou video mikroskopie sa podarilo, na izolovanych vonkajsich vlasovych
bunkach, ukézat’ zavislost zmeny dizky resp. tvaru tychto buniek od medzimembranového potencialu.
Po tomto objave sa zaroven ujasnilo, Ze ostré vyladenie bazilarnej membrany pre nizke intenzity
zvukov, sa da vysvetlit' za predpokladu, Ze vlasové bunky posobia ako aktivne spitné vazby oproti
vnutornym visk6znym silam v kvapaline vypliiujicej sliméka.

Podrobny vyskum, Nobili, Mammano, Ashomore (1998), ukézal, Ze je nutné zahrnut aj
viskozno-elastickll vazbu dant Deiterovymi bunkami, naspodu vonkajsich vlasovych buniek. Ak na
orgéan Corti pdsobime sucasne zvukmi evokujucimi kmitanie bazilarnej membrany a sucasne motoricktl
spétna védzbu vlasovych buniek, potom pozorujeme dva druhy odchylok, ktoré sa navzajom
kombinuju tak, Ze vonkajsie resp. vnttorné oblasti vzhl'adom na vonkajsie vlasové bunky, kmitaji s
opacnou fazou, Russell, Nilsen (1997).

Vysledky dosiahnuté v poslednych rokoch, Secker-Walker, Nilsen (1997), ukazuju, Ze pre
nizke intenzity zvuku je frekvencné vyladenie nervovych vlékien rovnocenné s vyladenim odchylok
bazilarnej membrany prefiltrovanych horno-priepustovym filtrom. Takto, aspoii pre cicavce, sa
ukazalo, Ze excitacie nervovych vlakien su tiplne vyjadrené vibraciami bazilarnej mebrany. A nakoniec
v roku 2000 skupina vedcov, ktort viedol Zhen, Shen, He, Long, Madison, Dallos (2000),
vygenerovala protein, ktory je zodpovedny za elektromotilitu vonkajsich vlasovych buniek, bol
nazvany Prestin. O rok neskor sa ukazalo, Ze cielené odstranenie génu Pres, ktory koduje prestin,
vedie k viac ako sto nasobnému zniZeniu citlivosti na zvuk, o znamena, Ze membranovy protein je
fundamentalnou zlozkou mechanizmu kochlearneho zosiltiovaca, Oliver, He, Klocker, Ludwig,
Schulte, Waldegger, Ruppersberg, Dallos, Fakler (2001).

Bazilarna membrana je izka a tuha (akusticky) na okennom konci a Siroka a pruzna na apikalnom
konci. Tento prirodzeny topograficky rozdiel v Struktire vedie k tomu, Ze r6zne oblasti vybruju s
roznymi rezonancnymi frekvenciami. A sice koniec blizko strmienka (okenny koniec) vybruje s
vyssimi frekvenciami ako apikalny koniec, ktory vibruje s niz§imi frekvenciami.

Fazové chovanie sliméka je odlisné od jednoduchej predstavy, ako je subor frekvenénych
priepusti alebo spektralny analyzétor. Pri vzniku odozvy na obecne ¢asovo-premenny zvuk sa
amplituda na bazilarnej membrane sprava podl'a rezonan¢nej frekvencie (charakteristicka frekvencia
bazilarnej membrany) a tato rezonancia sa vyvija a pohybuje s oneskorenim a Sirkou, ktora zavisi na
nastaveni rezonan¢nych vlastnosti vlakien, ktoré tvoria bazilarnu membranu. Obecne plati, ¢im je
ostrejSie naladenie tym je vinovy balik spojeny so spominanou rezonaciou uzkejsi, ale zaroven tym
viac oneskoreny na ndhlu zmenu frekvencie. Tento vzt'ah - medzi frekvenénou selektivnost'ou a
rychlostou odozvy - je analogicky vztahu neurcitosti W.Heisenberga v kvantovej mechanike. Inymi
slovami, ak st oscilatory - vlakna bazildrnej membrany - naladené prili$ ostro, potom kochlea
nemoze sledovat rychle zmeny frekvencie a jej schopnost’ rozpoznavat’ a diskriminovat’ zivotne
dolezité zvuky je vel'mi slaba. V modeli jednoduchej predstavy - frekven¢nych priepusti - faza
odozvy bazilarnej membrany pre kazdu frekvenciu klesé od 180 stupiiov (na baza sliméaka) azpo 0
stupiiov (na apexe - vrchole), na mieste charakteristickej frekvencie je presne -90 stupiiov. A pretoze
je tento model linearny, potom amplitidova odozva bazilarnej membrany bude su¢tom odoziev pre
vSetky frekvencie a obecne celkova zmena fazy v 'ubovolnom mieste zavisi nepredvidatelne od
Struktary vstupného signalu. Realna kochlea sa sprava odliSne, Ashmore (1990), Obr.19a.

V prvom rade kochlea sa nesprava linearne, Lauterborn, Parlitz (1988). Pre vstupné signaly
o intenzite 40 - 70 dB sa kochlea sprava akoby boli dva rozne rezimy. Odozvy na frekvencie zvuku
pod 30 -40 dB st zosilnené a pretoze st ostro vyladené st trochu oneskorené. Odozvy na frekvencie
nad 60 - 70 dB su potlacené, ale naopak pretoze st hrubo naladené, ich odozva je okamzita.
V T'ubovolnom pripade, amplitidy odozvy slimaka na frekvenéné komponenty roznych amplitid
maju tendenciu byt’ ekvalizované, pozri Obr.19b.
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Obr.19) Spravanie odozvy bazilarnej membrany,vlavo b) Pasivna (Ciarkovane) odozva slimaka voci
aktivnej (redalnejsej) odozve, vpravo odozva, z Davis (1983)

Délezitym vedl'ajsim efektom takéhoto spravania sa je vzajomné potlacenie tonov, efekt,
ktory sa neda vysvetlit pomocou jednoduchej predstavy akou je stibor frekvencénych priepusti.
amplitidou a exponencidlne potlacenie odozvy na susedné frekvencné komponenty, ale s menSou
amplitudou. Takymto spdsobom dochddza aj k potlaceniu Sumu aj k istému druhu frekvencnej
selektivity pre frekvencéné zlozky s dostato¢ne vel’kou amplitidou, Obr.20, pozri aj modelové a
experimentalne odozvy u Johnstona.
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Obr.20 Modelova a experimentalna (vpravo) odozvy bazilarnej membrany, Sellick a kol. (1989)

Takto kochlea prevadza analyzu, ktora sa zda byt’ paradoxnou - analyzu kombinujacu rychlu
odozvu a vysok frekvencnu selektivitu, zdanlivo odporujucu Heisenbergovmu vzt'ahu. Tieto vztahy
a vlastnosti sa preukazali v analyze ¢asovych odoziev z vel’kej populécie nervovych vlakien na
syntetizované zvuky, Obr.21. Na obrazku je kochleogram zobrazeny z dat, ktoré boli detekované
na sluchovom nerve macky, Deng (1992). Zobrazenie indikuje, Ze efektivna Sirka kochlearnych
filtrov je ovel’a SirSia ako sa preukazuje v mechanickych a aj neuronalnych prahovych meraniach.

Aby sme mohli vysvetlit’ tieto odozvy, musime bazilarnu membranu rozdelit’ na segmenty,
ktoré kmitaji koherentne s prevazujticou frekvenciou a s fdzzovym posunom smerom k vrcholu
slimaka. Vidime, ze slimak reaguje prevazne na formanty, ¢ize extrahuje definujice vlastnosti zdroja
zvuku. Pritom vyuziva spéatno-vézobny saturacny efekt vonkajsich vlasovych buniek, o vedie k
dvom podstatnym efektom - ekvalizacii odozvy a tonovému potlaceniu. Ekvalizacia, efektivne,
prevadza percepciu dostatocne vzdialenych frekvencénych zloziek nezavisle na ich intenzite. Potlacenie
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Obr. 21 Kochleogram zobrazeny z dat, ktoré boli detekované na sluchovom nerve macky, z Deng (1992)

blizkych ténov - potlacenie jedného tonu druhym v jeho blizkosti, je ekvivalentny efektu lateralneho
potlacenia, ktory sa prejavuje v neurénovych Struktiirach. Na psycho-fyzikalnej tirovni je toto hlavnou
pri¢inou javu maskovania frekvencii. Ako vedlajsi efekt tohto maskovania dostdvame d’alSie
potlacenie Sumu, Strube (1985).

Informdcia o kmitani bazilarnej membrany z roznych poloh je asociovand na sluchovu kéru
pomocou nervovych ukonceni vlasovych buniek. Bazilarna membrana sa mapuje topograficky na
zhluk nervovych vlakien (nizke frekvencie na jednom konci, vysoké na druhom) v sluchovej kore.
Hovorime, Ze tieto stipce maju tonotopickt reprezentéaciu, Pickles (1988), Obr.22.

Obr. 22 Tonotopické usporiadanie sluchovej kory

Ako sa zvukova informdcia $iri zvukovou cestou tak sa uchovéava tonotopicka organizacia,
uzamknutie fazy zvukov vysokych frekvencii sa zosl'abuje, a reprezentacia amplitidovej modulacie
sa zosilnuje. Zvukova informdcia sa potom posiela cez talamus do priméarnej zvukovej kory
(Brodmanove oblasti 41 a 42), €o je vlastne prva ,.relé stanica* vo vedomej percepcii zvuku. Tieto
oblasti kory posobia aj smerom naopak, napriklad pri ochrane stredného ucha, Pickles (1988).

Od kochlearneho jadra sa informacia rozdvojuje. Sluchové nervové vlakna veda do ventralneho
kochledrnehojadra sa spravaju, tak ze sa uchovava vzajomna ¢asova informacia, takto dovol'ujuc
casovanie az na mikro sekundy (akéné potencialy st rddove milisekundy). Ventralne kochlearne
jadré sa potom projektuji do zdruZenia jadier v medule, ktoré sa nazyvaju superior olive. Tam sa
porovnavaju okamzité rozdiely v ¢asoch a intenzite zvukov v kazdom uchu, ¢im sa ur¢i poloha
zdroja zvuku.

Druhy tok informécie za¢ina v dorzdlnom kochlearnom jadre. Narozdiel od ¢asovo citlivej
lokaliza¢nej cesty, tento tok sluzi na analyzu kvalit zvuku, ktoré su dolezité pre komunikaciu.
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Zvuky, ktoré su spracované v primarnej sluchovej kore su d’alej spracovavané vo vyssich
sluchovych centrach a nakoniec v oblasti Wernickeho, ktora vedie k verbalnemu porozumeniu a
asociovaniu objektov so zvukmi a slovami. Brocova oblast’ sa naopak zicastiiuje pri verbalnom
vyjadrovani a produkcii zvukov. Je ¢astou pracovnej paméti v prednom mozgovom laloku. Té4to
pamiét je dolezita napriklad pri usporiadani slov do viet. Nakoniec je tu tvarova oblast’ motorickej
kory, ktora hybe konkrétne svaly pri produkcii zvukov.

Sluchova dréha, za¢inajic od kochledrneho nervu, sa skladé zo 4 hlavnych stuptiov : 1) z
jadier, ktoré su aj reflexné aj prechodové; 2) centralne jadro v colliculus inferior; 3) ¢ast’ corpus
geniculatum mediale a 4) sluchovt koru. Aferentné vlakna vchadzajice do kochlearneho jadra
pochédzaji hlavne z vnutornych vlasovych buniek Cortiho orgénu . Eferentné vlakna vychadzajtice
zmedidlnych resp. laterdlnych neurénov v mozgovom kmeni inervuju vonkajsie resp. vnutorné
vlasové bunky. Hlavnou prepinajicou stanicou - ustrediiou pre descendentné sluchové drahy zo
superior olivary komplexu je colliculus inferior, ktory taktiez prijima priame afferentné vzruchy z
kontralateradlneho kochlearneho jadra. Prakticky vSetky sluchové vstupy prechadzaju cez teliesko
geniculate, v ktorom sa nachadza Specialny uz spominany talamicky prepinac sluchového systému a
projektuje vzruchy do sluchovej kory.

Iterativne kvality tychto l'udskych nervovych okruhov sa rozsiruji az k takym aspektom
'udského chovania ako je syntax. Najnovsie Studie podporuju tieto tvrdenia a zaroven ukazuju, Ze
klasicky model ,,jazykového organu‘ Broca-Wernickeho nemusi byt spravny. Zda sa, Ze neurénové
okruhy zahriiujiice bazalne ganglia reguluji motoricka kontrolu, syntax, a kognicie. Podkorové
bazalne ganglid vytvaraju urcity “sekvencny stroj”, ktory znovu a znovu iteruje motorické prikazy,
uchované ako generatory motorickych paternov v mozgu. Dalej sa ukazuje, Ze bazalne ganglia
mozu iterovat’ generatory kognitivnych vzorov, odpovedajiice kognitivnej flexibilite a asi sa zacastiuji
aj pri asociativnom uceni. Naznacilo sa to aj evolu¢nou vyznamnost'ou regula¢ného génu FOXP2,
ktory ovlada embryonicky vyvoj bazalneho ganglia a inych subkorovych elementov Lieberman, P,
(2007).

Stavebné bloky zvukov slov sa nazyvaju hlasky (nepresne fonémy, ale v tomto kontexte
postacujtice), budeme o nich podrobnejsie diskutovat’ neskor. Novorodenci, bez ohl'adu kde st
narodeni, maji od narodenia schopnost’ rozliSovat spolo¢ny stibor foném. A ako sa to zistilo, inymi
slovami ako sme sa pytali babétka, ¢i vedia rozliSovat’, napriklad medzibaapa ? V Eimas (1974)
sa zistilo, Zze babitkd navyknuté na opakovanie jedného zvuku, napriklad ba, ba, atd’. zacali cucat’
ovel'arychlejsie, pri elektronicky meranom monitorovanom cumliku, pri zmene zvuku (pa, pa atd’.).
Kuhl (1991) testoval nahrané hlasky a podobne monitorované cumliky po celom svete a v rozli¢nych
socialnych prostrediach. Zistilo sa, Ze sluchovy systém babatok zac¢ina klasifikovat’ hlasky uz od
veku 6 mesiacov. Tieto klasifikatory posobia ako ,,magnety*, Kuhl (1991), ktoré

- pritahuju fonémy, ktoré su trochu odlisné, aby zneli podobne ako uz zname fonémy,

- produkuju jasnu hranicu medzi roznymi znamymi fonémami.

3.1.2 Percepcia papagaja

Vieme, ze existencia dlhého (35 mm) sliméka v 'udskom uchu je podstatnou pre existenciu
kochlearneho spektra. Ale tiez vieme, Ze vtaky, Specialne papagéje maju rudimentarny slimak, ktory
je mensi nez 3 mm. Z tohto dévodu u papagéja nie je mozné kochlearne spektrum. Frekvencna
analyza sa prevadza pomocou postupnych vin, ktoré v tak malom slimaku aky ma papagaj nemézu
vzniknut'. Zaroven v uchu papagaja nie je jasny rozdiel medzi vntitornymi a vonkaj$imi vlasovymi
bunkami. Ale aj tak je frekvencny rozsah ucha papagaja (50 - 20 000 ) Hz a frekven¢né rozliSenie
je podobné ako v 'udskom uchu. Ako vieme papagdj mdze uspokojivym spdsobom produkovat’
vSetky 'udské zvuky a s ohrani¢enou dokonalost’ou aj tobnovu intonéciu, Pickles (1988).
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3.2 Obecny pohl’ad na percepciu

V tejto Casti sa poktisime urobit niekol’ko obecnych, konceptualnych poznamok o percepcii z
hladiska abstraktnych myslienok fyziky, spracovania informécie, komunikécie a ivah o symetriach,
aby sme videli aj pozadie naSej argumentécie, jej smerovania a navrhnutého modelu.

Predpokladajme, Ze mame dva systémy so Specifickymi a odlisnymi funkciami. Prvy systém
(A) je pozorovany a druhy systém (B) je pozorujuci. Z dovodu Gplnosti musime zahrntit’ aj okolie
(C). Z tohto dovodu musime predpokladat’, ze oba systémy st do urcitej miery separované, oddelené.
Tento predpoklad je nutny, aby sme definovali, odlisili oba systémy, ale zdrovent musime uvazovat’
aj isty druh interakcie medzi tymito systémami, pretoZe izolované a uzavreté systémy sa nedaju
pozorovat’, Pitts, McCulloch (1947), Shalkoff (1992). Obecne hovoriac, systém B je konstruovany
tak, aby pozoroval niektoré vlastnosti systému A, ¢o predpokladé ur¢iti apridrnu znalost’ systému
A. Konstrukcia systému B moze byt umeld alebo prirodzena - evolucna, Obr. 23.

C C
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Obr. 23 Pozorovany (A4), pozorujuci (B) systémy a okolie (C)

Pri evolu¢nej konstrukeii, pocas narodenia ale aj tesne pred nim, zazije jedinec (nutne sa
nemusi jednat’ len o ¢loveka) niekol’ko rozliSeni, medzi inym aj okamih kedy rozlisi seba od zvySku
sveta. Takéto rozliSenia robi potom pocas celého zvysku Zivota, u¢ime sa ze aj ked’ moézeme rozlisit
Casti, tieto nie st izolované ale sl v nejakom vztahu. Inymi slovami interakcie opisujti rozdiel medzi
celkom a stiborom casti. Pocas detstva sa u¢ime rozliSovat’ medzi tymito vztahmi , interakciami s
okolim - nazyvame ich percepciami. Tie ktoré st zdielané, percepované aj inymi I'ud’'mi sa nazyvaji
pozorovania, naopak tie ktoré su jednoznacne osobné nazyvame pocity. Tomuto rozdeleniu
odpovedaju aj pojmy ako realita, skutonost’ alebo predstava, verejné alebo osobné. Obecne sa
tato naSa schopnost’ rozliSovat’ ¢asti alebo pozorovat’ vztahy medzi nimi nazyva schopnost’
klasifikacie. Senzorické vstupy sa spracovavaju - klasifikuji, uchovavajia v paméti a vyvolavaju z
nej. Bez tejto informacie a takto spracovanej informécie nevieme vlastne ¢o pozorovat’. Napriklad
v rozpoznavani reci, uritou extrémnou situaciou je situacia, kde rozpoznavame vlastne to o uz
vieme. Takto moZeme definovat’ percepciu ako urcity druh pozorovania alebo interakcie, ktora
existuje medzi viazanymi alebo vzajomne sa vyvyjajacimi systémami na rozdiel od pozorovania vo
vlastnom zmysle kde st systémy, ktoré¢ uvazujeme, dostatocne oddelené, Obr. 24. Percepciu chceme
pochopit’, hlavne, ako zdielant interakciu s okolim, aby sme sa vyhli alebo aspoii korektne zapracovali
problém, apriornej znalosti, ktory izko suvisi s chapanim €asti a celku. Tomuto sa budeme venovat’
neskor.
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Obr. 24 Pozorovany (Objekt) a pozorujuce, komunikujiice (P, P,...) systémy - pozorovatelia
a okolie objektu a pozorovatelov

3.2.1 Komplexné pristupy k percepcii

Z trochu iného hl'adiska mo6 Zzeme charakterizovat’percepciu ako konecné spojenie v ret’azci javov
(z vonkajsieho sveta - zvukové viny, elektromagnetické Ziarenie - do vnuitorného sveta - akt
percepcie) a na jej pochopenie potrebujeme znalosti o kazdom spojeni v ret’azci. Tento retazec
aktudlne pretina viacero roznych vedeckych disciplin, v rozmedzi od fyziky k psychologii (a sociologii,
jazykovedy, informatiky). Tieto discipliny pouZzivaju rézne stupne analyzy, v rozsahu od
mikroskopickej (Stidium chovania molekul) k makroskopickej (Stidium chovania organov alebo
celych organizmov). Takze, aby sme dostali uplny obraz, potrebujeme analyzovat’ percepciu na
niekol’kych r6znych tirovniach, z ktorych kazda pontika plnohodnotnu perspektivu a rozhl’ad.

Tri hlavné Grovne, ktoré budeme potrebovat’ prinasej analyze st fyzikalna, fyziologicka a
fonologicka. Obecne hovoriac, fyzikalny pristup sa zameriava na popis zvukovych vin a perceptualne
kapacity r6znych zmyslov a, v pripade I'udi, na skiisenostné aspekty percepcie. Spétne hl'adiac k
obrazu retazca, fyzikalny pristup sa dotyka jedného konca sekvencie v ret’azci. Fyziologicky pristup,
sanachadza v ret'azci, relativne, niekde v strede, a z nasho hl'adiska, na konci je fonologicky alebo
psychologicky pristup, Pisoni, Remez (2005).

Psycho-biologicky pristup sa zameriava napriklad na anatomiu a fyziologiu senzorickej casti
nervového systému. AvSak, hranice medzi tymito tromi pristupmi nie st uplne zreteIné. Tieto tri
pristupy pravdepodobne nie su vzdjomne sa vylucujuce ale si komplementéarne; jednoducho
nemozeme sa naucit’ vSetko ¢o chceme vediet’ o percepcii iba zo Stidia jediného pristupu. Nakoniec,
ako vidiet’ aj na Obr. 25, existuju tiez d’alSie dva pristupy, sociologicky a jazykovy, ktoré musime
zobrat’ do tivahy ak chceme porozumiet’, napriklad, fonémicky systém konkrétneho jazyka.

3.2.2 Metodologicky pristup

V prvom rade, neexistuje jediny psycho-biologicky pristup k percepcii; namiesto toho ich je niekol’ko,
odlisujuc sa navzajom mnohymi sposobmi. Pre 'udi (a zvieratd) sa na skimanie percepcie pouziva
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spravanie. Hoci vSetky pristupy pouzivaju, pri stadiu percepcie, nejaki reakciu spravania na nejaky
podnet, liSia sa v tom aka reakcia sa poZziva. Napriklad, nejaky subjekt sa moZze inStruovat’, aby
stlacil jedno tlacitko ak je pritomny zeleny objekt a aby stlacil iné tlacitko ak je pritomny ¢erveny
objekt. Pri Studovani percepcie sa aktudlne pouziva mnozstvo Specifickych technik.

| fyzika | | fyziolégia | | psychologia

Cortiorgan Mozgova kora
Zvukové viny Vlasové bunky Percepcia zvuku

Stimul ] !
Odozva — C—> | Sluchové nervy — Percepcia hlisok

| komunikacia | | sociolégia |
fonémy Vyraz
jazyk AKkcia

Obr. 25 Obecna percepcna schéma

Podl’a obecnejse) schémy, mozeme vysetrovat’ percepciu z pohl'adu ,,formélnosti“ alebo este
lepsie vyjadrené z pohl'adu validity. Pod ,,formalnostou* myslime do akého rozsahu st podnety a
ich odozvy Strukturované a kontrolované. Najmenej formalny a zarovei najviac validnejsi pristup je
fenomenalisticko naturalisticky pristup, skratene fenomenologicky. ,,Fenomenologicky* tu znamena,
ze na evidenciu sa pouZiva vedoma sktisenost’ subjektov studie. ,,Naturalisticky* tu znamena, Ze na
evidenciu sa pouzivaji odozvy na akékol'vek podnety prirodzene sa vyskytujiuce v danom prostredi,
okoli, nie je snaha akymkol'vek spdsobom modifikovat’ tieto stimuly alebo vytvorit' nejaké umelé.

Tento pristup k Stadiu percepcie ma urCité vyhody. Napriklad, je zalozeny na najl'ahSie
dostupnych skusenostnych datach, ktoré su evokované prirodzene sa vyskytujacimi udalostami a
ako uz bolo naznacené tato metoda ma dostatocnu ekologick validitu. Skisenosti o aké sa jedna
st napriklad narast Mesiaca pri splne, trajektorie padajucich objektov, re€ové vzory u l'udi. Kazdy
znas zaziva kazdy deni nespocetné mnozstvo takychto sktisenosti. Takto, aby sme Studovali percepciu
staCi ak zozbierame a zorganizujeme takéto skiisenosti. Samozrejme, ak urobime krok trochu napred,
mozeme tieto percepcné skusenosti diskutovat’ s inymi 'ud’'mi a porovnévat’, testovat’ pomocou
jazykového nastroja, Lieberman (2007), Poeppel, ldsardil, van Wassenhove (2008).

Veducim principom nasho pristupu na nasledujtcich stranach je Erlangensky program Felixa
Kleina, pomocou, ktorého chceme pochopit nasu schopnost’ skrz senzoricky rozlicné skisenosti
prist’ k nejakému spolo¢nému pochopeniu sveta pomocou komunikécie a nasu schopnost’
porozumiet’ svetu skrz jeho reprodukovatelnost’ a konzistenciu.

3.2.3 Komunikacia a principy symetrie

Prec¢o mozeme rozumiet’ nickomu, ked’ hovori o svete, hoci nie sme tym druhym ? M6Zeme to z
dvoch pri¢in: pretoze vacSina veci vyzera podobne z roznych pohl'adov, hl'adisk, a pretoze vac¢Sina
z nas uz mala podobné skusenosti. ‘Podobné’ znamena, ze ¢o my a ¢o druhi pozoruju nejako
koreSponduje. Inymi slovami, vel’a aspektov pozorovani nezavisi na hl'adisku. Napriklad, pocet
prstov na ruke ma rovnaka hodnotu pre vsetkych pozorovatel'ov, kI'udova hmotnost alebo elektricky
naboj st inymi takymi prikladmi. Preto méZeme povedat’, ze takéto veliCiny majii najvyssiu moznti
symetriu. Pozorovatel'né veliCiny s najvyssie moznou symetriou sa nazyvaji vo fyzike skalary. Iné
aspekty sa menia od pozorovatel'a k pozorovatel'ovi; napriklad, zdanliva velkost’ sa meni so
vzdialenost'ou pozorovania. AvSak, skuto¢na velkost’ je nezdvisla od pozorovatela. Obecne,
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'ubovolny typ nezavislosti na hl'adisku je formou symetrie, a pozorovanie, Ze dvaja 'udia pozerajuc
na rovnaku vec z roznych hl'adisk sa mo6zu navzajom dorozumiet’ vlastne dokazuje, Ze priroda je
symetricka (otdzkou je samozrejme, €i je to Uplne nezavisle na pozorovatel'och ako takych).

Existuje este iny typ podobnosti, a sice nielen rovnaky jav vyzera podobne pre réznych
pozorovatelov, ale rozne javy vyzeraju podobne pre rovnakého pozorovatela. Napriklad, od malicka
saucime, ze rozzeraveny plech v kuchyni opali prst, urobi to aj mimo domu takisto, a tieZ na inych
miestach a v inych ¢asoch. Podobne sa u¢ime, Ze zajtra zase vyjde slnko. Priroda vykazuje
reprodukovatel'nost’. Fakticky, naSa pamét’ a nase myslenie st mozné iba kvoli tejto zakladne;j
vlastnosti prirody (hovorime samozrejme o zachovani energie a hybnosti).

Bez nezavislosti na hl'adisku a reprodukovatel'nosti hovorenie s inymi alebo so sebou o
svete, prirode by nebolo mozné. Dokonca eSte ddlezitejSie, ukazuje sa, Ze nezavislost’ na hl'adisku
areprodukovatelnost’ robi viac nez len ur¢enie moznosti hovorit’ navzéjom; fixuji obsah toho o si
moZzeme povedat’ navzajom. Inymi slovami, méZeme povedat’, ze opis prirody vyplyva logicky,
skoro bez moznosti vyberu, z jednoduchého faktu, Ze mézeme navzajom komunikovat’ o nasSich
percepciach, Fischbach (1992), Kolers, Eden (1968).

Ak sa stretdvame s inymi 'ud’'mi pocas detstva, rychlo objavime, Ze niektoré skusenosti su
zdiel'ané, zatial’¢o iné, ako su sny, nie su zdiel'ané. Naucit’ sa rozlisit’ tento rozdiel je jednou zo
zakladnych schopnosti, ktorym sa u€¢ime pocas Zivota. Pri zdiel'anych vedeckych pozorovaniach sa
sustred’ujeme na prvy typ skiisenosti, fyzikalne pozorovania. Avsak, aj medzi tymito, sa robia rozdiely.
V kazdodennom Zivote predpokladame, Ze vahy, objemy, dizky, &asové intervaly st nezavislé na
hladisku pozorovatel'a. M6zeme hovorit’ o tychto pozorovanych veli€¢inach s kymkol'vek, anie st
spory o ich hodnotéach, za predpokladu, ze su korektne merané. Avsak, iné veli€iny zdvisia na
pozorovatel'ovi Lenz (1990), Locher, Nodine (1989).

V pripade pozorovani zavislych na hl'adisku, je porozumenie stale mozné vynaloZenim urcit¢ho
usilia: kazdy pozorovatel si moze predstavit’ pozorovanie z pohl'adu toho druhého, a skontrolovat’
¢ipredstavovany vysledok stihlasi s tvrdenim toho druhého. Ak tvrdenie takto predstavované a
skuto¢né tvrdenie druhého pozorovatel’a stihlasia, pozorovania st konzistentné, a rozdiel vo vyrokoch
je ibakvoli roznym hl'adiskdm; v opacnom pripade, rozdiel je fundamentalny, a nemdzu suhlasit’
alebo rozpravat’ sa. Délezité si je uvedomit’, Ze pomocou tohto pristupu, mdzeme argumentovat’
dokonca ¢i 'udské vnemy, pocity, tsudky, alebo chut’ vedi k fundamentalnym rozdielom alebo nie.

Na pochopenie tychto fundamentalnych rozdielov je nevyhnutny predpoklad externe;j reality.
7 vicsej Casti je veda objavovanim a vysvetl'ovanim externého sveta. Bez tohto predpokladu by boli
iba myslienky a predstavy naSej mysle (ktora by bola jedinou mysl'ou) a veda alebo nieco iné by neboli
vobec nutné. Okrem predpokladu externej reality, predpokladame tiez, ze tato realita je objektivna.
A to sa neustale potvrdzuje nasou kazdodennou sktisenost’ou ako aj vedeckymi pozorovaniami.
Objektivita znamena4, ze pozorovania, experimenty, alebo merania urobené jednou osobou sa mézu
urobit’ aj druhou osobou, ktord dostane rovnaké alebo podobné vysledky. Druha osoba bude
schopna potvrdit’, ze vysledky st rovnaké alebo podobné konzultaciou s prvou osobou. Preto pre
objektivitu je podstatnou komunikacia. Fakticky, nejaké pozorovanie, ktoré sa nekomunikuje a s
ktorym sa nesuhlasi sa obecne neakceptuje ako platné pozorovanie objektivnej reality. PretoZe sa
vyZzaduje stihlas, objektivna realita sa niekedy nazyva realitou konzensu.

Fakticky, vSetky pozorovania takzvanej externe]” reality st v skuto¢nosti pozorovania naSich
vlastnych mentalnych dojmov, ktoré su vysledkom nejakych stimulov, o ktorych sa predpoklada, ze
st externé. Tuto “externé” znamena externé vo¢i mysli, nie nutne externé k telu. Napriklad, ak
zaktSame bolest’ ako odozvu pri pichani injekcie alebo pri postihnuti chripkou, nikto by nepochyboval
o0 objektivite nasich pozorovani.

V doterajSej diskusii sme sa zaoberali hl'adiskami, ktoré sa liSia v polohe, v orientacii, v Case
anajdolezitejSie v pohybe. Pozorovatelia vzajomne mozu byt’ v pokoji, pohybovat’ sa s konstantnou
rychlost'ou, alebo zrychlene. Tieto ‘konkrétne’ zmeny hl'adiska budeme rozoberat ako prvé. V
tomto pripade poZiadavka konzistencie pozorovani urobenych réznymi pozorovatel'mi sa nazyva
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principom relativity. Symetrie asociované s tymto typom invariancie sa nazyvajl externé symetrie.
Priklady takychto symetrii su uvedené v nasledujucej Tab. 2.

symetria grupa priestor reprezentacie |fyzika komunikacia
posobenia

Casovy a | RxR’ priestor, ¢as [skalary, hybnost a |dovoluje

priestorovy vektory energia kazdodennt

posuv komunikaciu

Rotacia SO(3.) priestor tenzory moment dovoluje

hybnosti kazdodennu
komunikaciu

Galileiho R’ priestor, ¢as [skalary, tazisko dovoluje
transforméacia vektory rychlost kazdodennt
komunikaciu
Lorentzova homogénna priestoro- tenzory, energia- dovoluje
transforméacia Lie SO(3,1) cas spinory hybnost technologicku
™" komunikéciu

Tab. 2 Priklady vonkajsich - ¢asopriestorovych symetriii

V predoslej tabul’ke nie st samozrejme uvedené vsetky externé symetrie. Napriklad neuviedli
sme Poincarého nehomogénnu grupu, dilatacné grupy, a podobne, Bhagavantam, Venkataraydu
(1951), Moller (1972),

Druha trieda fundamentalnych zmien hl'adiska uvazuje ‘abstraktné’ zmeny. Hl'adisk4 sa mézu
1i8it’ pouzitym matematickym popisom a v tomto pripade sa nazyvaji zmenami kalibracie. Opét’,
pozaduje sa, aby vSetky tvrdenia boli konzistentné v rdmci roznych matematickych popisov. Téato
poziadavka konzistencie sa nazyva principom kalibratnej invariancie. Asociované symetrie sa nazyvajii
vnutorné symetrie, budeme sa im venovat’ neskor, pozri nasledujucu Tab. 3.

symetria grupa priestor u¢inku | fyzika komunikacia
Elektromagnetickd | [co par] fazovy priestor | electricky | fotony
klasicka naboj

kalibracna

invariantnost’

Elektromagneticka | abelovska | Hilbertov electricky | fotony
kvant.mech. Lie U(1) | priestor naboj

kalibracna

invariantnost’

Slaba  kalibracna | Lie SU(3) | Hilbertov bozony
nie abelovska priestor

Farebna kalibracna | Lie SU(3) | Hilbertov farebny gluény
nie abelovska priestor naboj

Tab. 3 Priklady vnutornych symetriii

Neuvadzame triedy diskrétnych symetrii, ako su priestorova parita, asova parita, nabojova
konjugécia, ich zdruZenie CPT symetria, chirdlna symetria a iné, Adams (1969), Bhagavantam,
Venkataraydu, T. (1951).

Poziadavky symetrie, konzistencie sa nazyvaju ‘principy’, pretoze tieto zakladné tvrdenia su
tak silné, Ze skoro tplne urcuju ‘zékony’ fyziky, ale aj obsah toho, o si mdézeme povedat’ navzéjom
pri pozorovani vonkajSieho sveta - prirody Pitts, McCulloch (1947), Locher, Nodine (1989).
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3.2.4 Symetrie a grupy

Ak hl'adame nejaky Gplny popis systému, jeho stavov a jeho pohybu, musime porozumiet’ a opisat’
Uplntt mnoZinu symetrii takého systému. Systém, ktory sa javi totozny ak sa pozoroval z roznych
hladisk sa nazyva symetrickym alebo hovorime Ze ma symetriu, je symetricky. Tiez hovorime, ze
systém ma invarianciu vzhl'adom k Specifickym zmenam od jedného hl'adiska k druhému. Zmeny
hladiska sa nazyvaji symetrickymi operaciami alebo transformaciami. Symetria je takto stibor
transformécii. AvSak, je aj nieCo viac: spojenie dvoch elementov, konkrétne dvoch operacii symetrie,
je druha operacia symetrie. Aby sme boli presnejsi, symetria je mnozina G = {a, b, c,...} prvkov,
transformacii, spolu s bindrnou operaciou ° nazyvanou spojenie alebo ndsobenie, pre ktort platia
nasledovné vlastnosti pre vSetky prvky a,bac:

asociativnost, t.j. (a°b)°c=a°(b °c)
existuje neutralny prvok e, taky Zee°a=a°e=a
existuje inverzny elementa ' taky zea'°a=a°a'=¢

Lubovolna mnozina, ktora spifia tieto definujuce vlastnosti alebo axiémy sa nazyva
(matematickou) grupou. Grupy sa vo vede obecne, a Specidlne vo fyzike a matematike objavuju
Casto, pretoze symetrie su skoro v§ade, ako vidime. Pocet prvkov grupy sa nazyva rad grupy. Ak je
tento rad kone¢ny tak aj grupa sa nazyva kone¢na, inak sa nazyva nekone¢nd. Nekonecné grupy sa
delia na diskrétne alebo spojité. Pokial’ sa kazdému prvku grupy da priradit’ prirodzené ¢islo, potom
sa grupa G nazyva diskrétna, naopak spojita. Prvky hocijakej spojitej grupy sa daju parametrizovat’
pomocou redlnych spojitych parametrov

g=gM)sA=A, Ay s A

Akn e N, kde N je mnozina prirodzenych Cisiel, potom sa spojita grupa G nazyva konecno
rozmerna, a n sa nazyva dimenzia grupy. V opa¢nom pripade sa spojitd grupa nazyva nekonecne
rozmernd. Majme parametre su¢inu dvoch prvkov spojitej grupy p'(A, ) ; p=(p,, p,, -..), potom ak

gA).gK) =gA kA=A, A, ..., aK=K,K, ...,

st tieto parametre analytickymi funkciami, svojich parametrov (skratene povedané funkcie f
maju derivacie vSetkych radov vo vSetkych svojich argumentoch) a podobne parametre inverzné¢ho
prvku A !5 g(Ah) = g'(A), potom sa takato grupa nazyva Lie grupa, Adams (1969).

3.2.5 Reprezentacie

Pozorujuc symetricky a zlozeny systém, aky je napriklad nejaky fyzikalny dynamicky systém, alebo
farebny geometricky ornament (symetricky ), alebo systém percepcie a s nim asociovanu nejakti
sustavu jazykovych jednotiek (hlasky alebo fonémy) prirodzeného jazyka, si vSimneme, ze kazda z
jeho Casti patri k podobnym objektom, obyc¢ajne sa nazyva multiplet. Uvazovany ako celok, ma
multiplet (prinajmenSom) vlastnosti symetrie celého systému. Fakticky, v l'ubovolnom symetrickom
systéme kazda cast’ sa da klasifikovat’ podl'a toho do akého multipletu patri. Multiplet je mnoZina
Casti, ktoré sa transformujt1 do seba cez vSetky transformacie symetrie. Matematici ¢asto nazyvaji
abstraktné multiplety reprezentaciami. Specifikovanim do ktorého multipletu komponent patri, vlastne
opiSeme akym sposobom je komponenta ¢ast’ou celého systému, alebo akym sposobom jednotlivé
Casti interaguju, alebo akym spésobom komunikujeme, aby sme sa zhodli na obsahu. Pozrime sa
ako sa dosiahne takato klasifikéacia. V matematickom jazyku, transformdacie symetrie sa obycajne
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opisuju maticami. Napriklad, na rovine, odraz pozdiZ prvej diagonalnej osi sa reprezentuje pomocou
matice
(01]
M(odraz) = l10J
pretoze kazdy bod (x,y) sa transformuje na (y,x) pri nasobeni maticou M(odraz). Podobne
pre maticu otocenia v rovine

[cos(ar) sin(oy) |
M(oto&enie)= [sin(ct) -cos(ov))

Preto, pre matematikov reprezentacia grupy symetrie G je nejaké zobrazenie, priradenie matice
M(a) kazdému prvku grupy takym sposobom, Ze reprezentacia spojenia dvoch elementov a ab nie
jeni€ iné ako sucin reprezentacii M kazdého elementu:

M(a ° b) = M(a) M(b)

Napriklad, matica predoslej rovnice odrazu, spolu s koreSpondujiicimi maticami pre vSetky
iné operacie symetrie, maju takato vlastnost’.

Pre kazdu grupu symetrie je dolezitou ulohou konstrukcia a klasifikéacia vSetkych moznych
reprezentécii. KoreSponduje klasifikécii vSetkych moznych multipletov symetrického systému, ktoré
sa daju ngjst’ alebo zostrojit’. Takymto spdsobom, pochopenie klasifikacie vSetkych multipletov a
Casti, nas nauci ako klasifikovat’ vSetky mozné Casti, z ktorych moze byt’ zlozeny nejaky objekt,
systém alebo pohyb.

Reprezentécia sa nazyva unitdrna ak st vetky matice M unitarne. Skoro vSetky reprezentacie
vo fyzike, okrem htstky vynimiek, st unitarne: tento vyraz je najobmedzujuce;jsi, pretoze urcuje, ze
odpovedajtce transformécie su jedno-jedno-znac¢né a invertovatel'né, co v naSom pristupe znamena,
7e jeden pozorovatel’ nevidi viac nez nejaky druhy. Cize oby¢ajne, ak nejaky pozorovatel’ moze
hovorit’ s druhym, druhy méze tiez hovorit’s prvym. Konecna dolezita vlastnost multipletu alebo
reprezentacie sa dotyka jej Struktury. Ak sa da multiplet vidiet’ ako zlozeny z pod-multipletov,
nazyva sareducibilny, ina¢ je ireducibilny ; rovnaké sa da povedat’ aj o reprezentaciach. Ireducibilné
reprezentacie sa obycajne nedaju rozlozit’ d’alej (podobne ale nepresne ako s prvocislami).

Grupa sa nazyva abelovska ak je grupova operacia komutativna, t.j. ak platia ® b=b ° a
pre vSetky pary prvkov v danej grupe. V tomto pripade nasobenie sa niekedy nazyva scitanie.
PodmnoZina G, C G grupy G mdZe byt’ samotna grupou; potom ju nazyvame podgrupou a Casto
nedbanlivo hovorime, Ze G je vécSia ako G, alebo ze G je vySSia grupa symetrie ako G, .

Pre reprezentaciu existuju niektoré obycajné, ale dolezité podstatné podmienky: matice M(a)
musia byt invertovatelné, alebo nesingularne, a operacia identity na G sa musi mapovat’ do jednotkovej
matice. V kompaktnejSom jazyku hovorime, ze reprezentacia je homomorfizmus z G do grupy
nesingularnych alebo invertovatelnych matic. Matica M je invertovatel'na ak jej determinant det M
nie je nulovy. Obecne, ak existuje zobrazenie fz grupy G do inej G” také, ze

f(a°Gb)=1(a) °G’ f(b)
dve grupy sa nazyvaji homomorfné , a zobrazenie f homomorfizmus. Zobrazenie, ktor¢ je tiez
jedno-jednoznacné sa nazyva izomorfizmus. Ak reprezentécia je aj izomorfizmus, potom sa nazyva

vlastna. (Pozn. rovnako ako grupy, aj zlozitejSie matematické Struktary také ako okruhy, polia a
algebry sa mézu reprezentovat’ pomocou vhodnych tried matic).
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Mnozina M(n,R) vSetkych realnych Stvorcovych matic n x n tvori komutativnu Lie grupu
relativne k st¢tu matic. VzhI'adom k sti¢inu matic to obecne neplati, pretoZe existuju singularne
matice, ktoré nemajul inverznil maticu (regularne matice su potom tie, ktoré maju inverznu maticuy).
Dimenzia Lie grupy je rovna poctu prvkov matice, ¢ize n?. Obecnou linearnou Lie grupou vzh'adom
k sti€inu nazyvame mnoZzinu vsetkych realnych regularnych matic, oznacujeme ich

GL(n,R)={A € M(n,R); det A#0}; s dim GL(n,R) = n?

Této grupa mé z hl'adiska vedy, Specialne percepcie, niektoré dolezité podgrupy ako su
Speciélna linearna grupa:

SL(n,R)={A € GL(n, R); det A=1}; s dim SL(n, R)= n*-1
redlna ortogonalna grupa:

O(n,R)={A € GL(n,R); ATA=1};sdim O(n, R)= n(n-1)/2
Specialna ortogonalna grupa:

SO(n, R) = {A € O(n, R); detA =1}; s dim SO(n, R) = n(n-1)/2

Ako sme uz spomenuli pre percepciu (podl’a naSej definicie) su dolezité komplexné grupy,
Specialne, komplexné unitarne grupy:

U(n,C)={A € GL(n, C); A'TA=1};sdim U(n, C) = n?

pricom A" = (A")*, je komplexne zdruZena k transponovanej matici. Nickedy sa pouziva skrateny
zapis U(n).

A nakoniec grupa (ktora, ako uvidime neskor, je priamo vyjadrenim vnttornych symetrii
nasho systému percepcii, rozpoznavania a identifikacie) - Specidlna unitdrna grupa

SU(n)= {A € U(n);det A=1};sdim SU(n)= n?-1

V predoSlom rozoberany rozdiel medzi hl'adiskovou-invarianciou a veli¢inami zavislymi od
hl'adiska je podstatny. Invariantné veliiny, ako je pocet, hmotnost alebo tvar, opisuju vnutorné
vlastnosti pozorovaného systému, a veli¢iny zavisiace na pozorovatel'ovi vytvaraji stavy systému.
Preto, aby sme nasli popis stavov nejakého systému, musime odpovedat’ na nasledujice otazky:

* Ktoré hladiska su mozné pri popise nasho systému ?
* Ako sa popisy ndsho systému transformuju z jedného hladiska na druhé ?
* Ktoreé veliciny dovoluju tieto transformacie - symetrie ?

V tejto praci sa pokusime skonStruovat’ modely rozpoznavania a verifikacie ako prvé priblizenie
k P'udskej percepcii chdpanej, ako sme sa tu pokusili uviest’, Lenz (1990).

Ale predtym este prediskutujeme, znovu z obecného hl'adiska, dolezZité otazky vztahu Casti a
celku z hl'adiska pozorovania, $pecialne percepcie. In§piraciou nam boli knihy Heisenberga, Cast
acelok (Der Teile und das Ganze), (1969) a Fyzika a filozofia, (1966).
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3.2.6 Cast’, celok a percepcia

Ako sme uz spomenuli v ivodnom zamysleni tejto kapitoly, percepciu chceme pochopit’ ako zdielant
interakciu s okolim. V tejto Casti sa poktsime rozobrat’ problém apriornej znalosti pri pozorovani
a Specialne pri percepcii. Fyzikalna teoria, aby sa dala pokladat’ za tiplna, musi Specifikovat’ ako st
elementy tedrie, model, matematické pojmy spojené s l'udskou sktisenost’'ou. V klasickej fyzike je
toto spojenie metafyzické, nie je Cast'ou dynamického procesu ani nie je ¢ast'ou klasickej fyzikalnej
tedrie.

Na druhej strane v kvantovej mechanike priradenie matematicky opisaného fyzikalneho stavu
k l'udskej skusenosti je obsiahnuté v matematicky Specifikovanej dynamike. A toto spojenie nie je
pasivne, ako vieme, nevypocitava iba nejaké fyzikalne Crty prirody, ale vklada do fyzikalneho systému,
na ktoré posobi, Specifické vlastnosti, ktoré zavisia od vyberov uskuto¢nenych pozorovatel'om.
Pozorovatel'om ktory nie je pasivny ale aktivny pozorovatel - agent. Aktivne priradenia podobného
druhu prevadzame uZz pocas nasho detstva skrz vol'ové akty ¢innost’ - odozva, pri ktorych
konStruujeme o¢akéavania o tom, ktoré odozvy st pravdepodobnejsie a ktoré nie pri naSom usili,
nasej ¢innosti. Agenti prevadzaju zvolené ¢innosti, na ich zaklade sa o¢akava nejaka odozva, spétna
vézba.

Prikladom mdze sluzit’ uz klasicky Geigerov ¢itag, ktory jadrovy fyzik umiestni vedla
radioaktivneho zdroja za i€elom, aby zistil ¢i dojde pocas daného ¢asového intervalu ku kliknutiu
¢itaca alebo nie. Potom ocakavana odpoved’ ,,ano*, alebo ,,nie* na otazku ¢i,,d6jde ku kliknutiu
¢itaca za dany ¢asovy interval 7 Specifikuje 1 bit informdcie. Takto aj empirickd veda aj obycajna
'udské ¢innost’ su zaloZené na takychto sparovanych realitach akcia - odozva. Aj psychologia aj
fyzici sa snazia pochopit’ tieto reality v rdmci nejakého racionalneho kontextu. V klasickej fyzike
(Newton, Maxwell, Einstein) sa objekty modelujii ako malické kopie planetarnych telies, abstrahované
na bodové - hmotné body, ktor¢ sa pohybuju podl'a relativne jednoduchych pravidiel. Tieto pohyby
st dané iba relativnymi vzt'ahmi - stiradnicami jednotlivych bodov, a tieto pohyby sa javia ako
nezavislé od toho €1 ich pozorujeme alebo nie.

Podl’a kodanskej interpretacie musi Struktara fyzikalnej tedrie zahriiovat nielen Cast’, ktora
popisuje nie priamo percepované teoreticky postulované entity (vyjadrené matematickymi symbolmi)
ale aj Cast’ popisujucu 'udské skusenosti, ktoré sa dotykaju testov a aplikacii ohl'adom spominanych
entit v jazyku, ktory normalne pouZivame ak komunikujeme samy so sebou alebo s druhymi 'ud’'mi.
A Uplnd tedria by mala vediet’ Specifikovat’ prepojenie medzi tymito cast'ami. V klasickej fyzike s
odpovedajuce skusenosti priamymi zaznamami hrubych vlastnosti objektov. Tieto zaznamy (padajuce
jablko, vychylka ru¢icky na meracom pristroji) sa chapu pasivne, nemaju ziadny vplyv na Studovany
systém.

V schéme kvantovej mechaniky sa I'udski pozorovatelia chapu ako aktivny, participujici.
Participacia agentov nezavisi na malosti systému, ktory sa Studuje. Ak agent pozoruje nejaké ¢rty
fyzikalne popisané¢ho sveta skrz makroskopické vlastnosti meracieho pristroja, aj vtedy participuje.
Citlivost’ chovania pristrojov k mikroskopickym sucastiam systému sa odraza, prenasa na samotny
pristroj, a z neho na pozorujuceho agenta takym sposobom, Ze ak urobi vyber dotykajici sa toho
¢o sktimat’, aky druh znalosti treba hl'adat’, potom tento vyber moze ovplyvnit’ podstatnym spdsobom
informaciu, ktort mdZe tento agent prijat’ alebo iny agent, ktory s nim moze komunikovat o tomto
vybere.

Takto vyber aky urobi agent na makroskopickej, praktickej trovni hlbokym sposobom
ovplyviiyje skimany fyzikalny systém. Spdsob akym sa robi tento vyber nie je ale siicast'ou tedrie,
v konkrétnom pripade - kvantovej mechaniky. Predtym ako sa pokasime pokrocit’ d’alej
prediskutujeme uz spomenuté vztahy elementarnych, abstraktnych ¢asti a percepovanych vlastnosti.
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3.2.6.1 Cast’ a celok v klasickej fyzike

Aby sme mohli jednozna¢ne prediskutovat’ vztah ¢ast - celok v klasickej fyzike, vztah medzi
zloZzenym systémom a jeho astami, podsystémami, vzhl'adom k prepojeniu ich vlastnosti - musime
formulovat’, ¢o je to zlozeny systém v stavovom priestore klasickej mechaniky. V klasickej mechanike
stav zlozeného systému z N bodovych Castic je definovany vSetkymi parmi zovSeobecnenych
suradnic. Nech . ={q, p,} st stavy zloZiek nasho systému, potom w = (®, ,®,, ..., ® ) usporiadana
N-tica pre kazdy ¢as t je stavom pre N Castic. Potom kazdé vlastnost’ zlozeného systému v Case't,
ak je zadana pomocou ®, je uréena pomocou ..

Napriklad veli¢iny ako celkova hybnost’, celkovy moment hybnosti, celkova kineticka energia,
celkové tazisko, atd’. pre zloZeny systém su uréené pomocou odpovedajuicich veli¢in Casti, z teoretickej
mechaniky, vieme, ze jednoducho su stctom odpovedajucich veli¢in podsystémov. Takto, inymi
slovami, s urcené stavmi podsystémov.

Vsetky tieto vlastnosti vyplyvaji zo zakonov zachovania a poziadaviek aditivity na
zachovévajuce sa mechanickeé veli¢iny. Odvodené veli¢iny, ako je napriklad gravitacné potencidlna
energia, sa daju obecne vypocitat’ pomocou zakladnych veli¢in. Fakticky, kazd4 odvodena velicina
v klasickej mechanike sa d4 definovat’ pomocou aditivnych funkcii pre jeden hmotny bod, ktorej
hodnoty st dobre uréené v kazdom bode a Case.

Klasicky svet si tak mézeme predstavit’ skladajuci sa zo separovatelnych, odliSitenych Casti,
ktoré interaguju pomocou sil. Celé toto sa da popisat’ pomocou Hamiltonovej funkcie. Ak je tato
funkcia znama, potom maximalna znalost’ o fyzikalnych veli¢inach prinaleZiacich tymto ¢astiam vedie
k tplnej, vyCerpavajucej znalosti o celom, zlozenom systéme. M6zeme to formulovat’ aj trochu
formalnejsie ako princip klasickej separability: Stavy nejakych priestorovo - asovo separovanych
podsystémov S , S, ... S nejakého zloZeného systému S su individualne definovane, uréené a
stavy zloZeného systému st celé, uplne ur¢ené pomocou nich a ich fyzikalnych interakcii, ktoré
zahrnuju ich priestoro - Casové vzt'ahy.

V klasicke;j Statistickej mechanike stav @ nejakého individualneho klasického systému
nemozeme poznat’ s absolutnou presnost'ou. Preto zavadzame nejakt pravdepodobnostni mieru
W(F) na podmonozine fazového priestoru F, ktoru interpretujeme ako pravdepodobnost’, ze
individudlny stav m sa nachadza pravdepodobnejSie v podmnozine F fAzového priestoru nez v inych
podmnozinach. Cize, klasicky $tatisticky stav vyjadruje iba odhad pre stav, a miera p vyjadruje
neurcitost’ nasich odhadov.

Da sa ukazat’, ze ak mame dany stav zloZeneho systému W, potom stavy {u.},i=1,2,...,N
jeho podsystémov st definované, daji sa ur€it’ jednoznacne skrz p. Inymi slovami, kazdy klasicky
Statisticky stav dovol'uje nejaké jednoznacné rozloZenie, dekompoziciu na vzédjomne oddelené
stavy, ktoré sa daju interpretovat’ ako naSa znalost’ o systéme resp. systémoch.

V klasickych teoriach pol'a, napr. elektromagnetizmus, v¢itane obecnej tedrie relativity, mame
podobnu situaciu, Moller, C. (1972). Bez ohl'adu na fyzikalny obsah a matematicky formalizmus,
hodnoty poli st dobre definované v kazdom bode priestoru danej teorie pol'a. Napriklad, aplna
znalost’ metrického tenzora v kazdom bode priestoro - ¢asu, Gplne urcuje gravitacné pole v tejto
oblasti. Teda existencia pol'a v nejakej oblasti je obsiahnuta v jeho €astiach t.j. bodoch, inymi
slovami kazdému bodu primeraného priestoru (variéty v tomto pripade) je priradeny fyzikalny stav
a tento urcuje lokalne vlastnosti takéhoto bodového systému jednoznac¢ne a urcito. Nasledne tak
pre klasické teorie pol’a plati tieZ nas princip separability.
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3.2.6.2 Cast’ a celok v kvantovej fyzike

Narozdiel od klasickej fyziky Standardna kvantova mechanika (a kopenhagenska interpretacia —
v jej nie metafyzickom zmysle, t.. interpretacia ako priradenie elementov fyzikélnej reality modelu—
kvantovému formalizmu, nech sa v prvom pribliZeni chépe pod realitou klasicka realita) nie je
v sulade s naSou koncepciou separability. Zdrojom tohto rozdielu, s d’alekosiahlymi dosledkami, je
Strukttira kvantovej mechaniky dana hilbertovym priestorom a princip superpozicie.

Kvoli jednoduchosti budeme uvazovat iba systém S skladajicisaz dvoch CastiS aS..
V kvantovej mechanike kazdému stavu zloZeného systému odpovedéd matica hustoty p, pozitivny
operator so spurom rovnym 1. Konkrétne kazdému cistému stavu [¥> odpoveda operator hustoty
taky ze p = p?, a sice projekény operator P=|¥><|, ktory prevadza projekcie do podpriestorov
HJ,.. Ak potom p, ap,sumatice hustoty odpovedajice systémom S, a S, dvojzlozkového systému
S, potom stav pre S sa da reprezentovat’ maticou hustoty p = p, ® p, na priestore tenzorového
suCinu H, ® H.. A podstatnou vecou z hl'adiska separability tu je, ze H ® H_ nie je totozné alebo
ohraniené kartézskym sticinom H, a H, ale ich kartézsky sucin zahrfiuje ako vlastni podmonozinu.
Inymi slovami, plati, Ze vSetky vektory tvaru [V > ® |CI)j>, pricom { [¥>}e H,, {|(I)j> ye H, su
tvaru tenzorového sucinu, ale naopak, nie vSetky vektory z H, ® H, sa daji vyjadrit’ v tomto tvare.
Napriklad, z principu superpozicie do H, ® H, patri aj lineirna kombinacia [¥> ® |(I) >+[E>®
\F >+ ..., ktord sa ale, obecne hovoriac neda faktorlzovat do nejakého jedného sucinu. 'Plati totiz,
ze kazdy vektor ['¥>€ H ® H,sa dd napisat’ ako [¥>=Xc, \‘P >® |CI)J> Z toho, ale nevyplyva,
ze existuju také dva subory komplexnych Cisiel {a. } a {bJ } Zec;=a, bJ

Stavy, ktoré sa daju takto rozlozit’ sa nazyvajl si¢inové, opacne sl to zndme previazané
(entangled) stavy Schrodingera, Wheeler, Zurek (1983). Von Neumann, Wheeler, Zurek (1983)
preukazal, Ze v kvantovej mechanike sa d zlozeny systém jednoznacne rozloZit’ do jeho podsystémov
iba vtedy a len vtedy ak ma stav zloZeného systému tvar tenzorového stucinu. V takom pripade
korelacie medzi fyzikalnymi veli¢inami nasich dvoch podsystémov neexistujii a stav systému sa da
vyjadrit’ ako sucet stavov podsystémov, inymi slovami kazdy podsystém ma svoju nezavislost’ —
separovany a dobre definovany stav. V tomto pripade, a jedine v tomto pripade je stav celku
redukovatel'ny na stav Casti, v sulade s nasim principom separability.

Takéto stavy su ale vel'mi zriedkavé, skor vynimkou v kvantovej mechanike. Aj ked’
v kvantovej mechanike plati pre nejaky Cas t, ze zlozeny stav sa d4 opisat’ pomocou sucinového
stavu, Casova evolucia takéhoto stavu, skrz Schrodingerovu rovnicu (aby sa zachoval tento zriedkavy
tvar) je mozna iba pre Hamiltonian Specialneho tvaru. A sice sucet hamiltonidnov danych podsystémov,
H=H,+H,, €o je vlastne podmienka neinteragovania dvoch systémov S a S .. Casova evolicia
zlozeného systému je celkom urcend unitdrnou Schrodingerovou dynamikou, ktora transformuje
Cisté stavy na Cisté stavy, ale nie sti¢inové stavy na su¢inové. NajmenSia mozna interakcia hociktorého
z podsystémov systému s jeho okolim, povedie k vzniku previazaného stavu celkového systému.

Naopak, majme nas systém, kde v nejakom Case t systémy S, a S, interagovali, potom
predpokladajme ze v Case t >t su priestorovo separované. Podl'a Schrodingera, Wheeler, Zurek
(1983) potom l'ubovolny ¢isty staV zlozeného systému S sa da vyjadrit’ pomocou sucinovych stavov
ako

> =X c|¥>® 0>, kde ¥ [P= X |c*=1

a{[¥>}a |CI> > } st ortonormalné bazove vektory v H aH.. Ak |c |<1 potom existuje korelacia
medzi podsystemaml S,a S . Maximalna znalost’ celeho systemu preto nedovol’uje aby sme zistili
maximalnu znalost o Jeho castlach ¢o nema precendens v klasickej fyzike, a €o tak trapilo A.
Einsteina, Wheeler, Zurek (1983).

Opacne, ak uvazujeme previazany zlozeny system S tak kazdému podsystému S, (S,) moZeme
,»priradit™ stav, iba pomocou odvolania sa na partnersky podsystém S_ (S, ) skrz GipInt informéciu
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obsiahnut v S. Aby sme to vysvetlili bliZSie uvazujme prototyp EPR korelovaného systému, spin —
0 par, alebo singletné pary castic, Obr. 26.

Obr. 26 Schématické usporiadanie casti a celku v EPR experimente

TakZe majme par Castic so spinom 1/2 v singletnom stave
P>=(1N2) {¥>®|®> - [¥>® D>}

kde {|¥',> } a {F > } s ortonormované bazy dvoj rozmernych hilbertovskych priestorov H,
a H,asociovanychs S a S, . Kvantova mechanika predikovala a experimentalne potvrdila, ze S|
a S, savzdy spinovo opacne orientovane, a Giplne antikorelovan€. Ak pre prvy podsystém nameriame
v spin +1/2, potrom druhy ma -1/2 a naopak. Kvdli rota¢nej invariancii singletného stavu to plati
pre T'ubovolny smer merania. Takto EPR stavy Castic S|, S, jasne vyjadruju nesaparovatelnost’.
Castice S, a S, niekedy v minulosti interagovali a vytvorili zlozeny systém S, po oddeleni na vel'ka
vzdialenost’, takto uz neiteragujuc, zostali korelované (v nasom pripade antikorelovang). Podsystémy
S, a S, st korelované takym sposobom, ktory je zakodovany v stave > celého systemu.

Pomocou pojmu komplementarity to mézeme vyjadrit' nasledovne: ast’ sa ,,prejavuje* skrz
celok, a celok sa da ,,odhadnut™ skrz nezéavislé chovanie jeho Casti. V naSom EPR priklade,
singletného systému, napriklad Ziadny podsystém nema urciti hodnotu spinu v nejakom smere,
a nasledne iba vlastnost’ celkového spinu zlozeného systému je ta vlastnost pomocou ktorej mozeme
povedat’ vSetko o spinovych vlastnostiach podsystémov (iba v stave celého systému je zakodovana
korelacia medzi rozdeleniami pravdepodobnosti). Previazané korelacie v kvantovej mechanike sa
nedaju vysvetlit pomocou nejakych predpisanych vzt'ahov alebo interakcii medzi odpovedajiicimi
Cast’ami. Interakcia je postacujucou ale nie nutnou podmienkou previazania. Takto existuju jasne
Specifikované vlastnosti previazaného kvantového systému, ktoré sa nedaju redukovat’, ani
nevyplyvaju, ani pricinne nezavisia na lokalnych vlastnostiach Casti, podsystémov.

Moézeme usudit’, Ze zo zadanych (takto aj existujicich) podsystémov mozeme jednoznacne
skons$truovat’ zlozeny systém (pomocou stavov tenzorového suc¢inu). Opacne, jednoznacnost’
konstrukcie, alebo €o len existencia, rozloZenia celkového systému na zlozky nie je garantovana,
v rdmci formalizmu Standardnej kvantovej mechaniky. Otazka existencie rozkladu predpoklada
separaciu medzi pozorovatelom (primerané meriacie zariadenie spolu s okolim) a pozorovanym,
poznavajucim subjektom a objektom poznania.

Z tundamentalneho hl'adiska sa pre kvantovu teoriu javi svet ako nedelitelny celok. Nie je
apriori separovany. Musi ho separovat’ pozorovatel’, aby dostal nejaky popis, aby mohol
komunikovat’ o objekte, alebo zaznamenavat’ experimentalne dostupné fakty. A tato separacia musi
byt’ do vzajomne pdsobiacich ale nepreviazanych podsystémov, meranych objektov a nekorelovanych
pozorovatel'ov ((primerané meriacie zariadenie spolu s okolim), Obr. 27.

Toto rozdelenie sa nazyva Heisenbergov rez (alebo von Neumanov). V klasickej fyzike su
tieto podmienky splnené automaticky, avSak v neseparovatelnych teoriach ako je kvantova
mechanika je Heisenbergov rez, principidlnou nutnost'ou, pretoze kazda moznost’ prevedenia
a opakovania kontrolovanych experimentov predpoklada existenciu rozdelenia subjekt objekt. Ako
hovori Heisenberg (1966): ,.to o pozorujeme nie je priroda, svet ako taky, ale priroda vystavena
naSej metode pytania sa“. Teda, o definujeme ako ,,Cast™ alebo ako podsystém, v kvantovo
mechanickom formalizme nie je Cisty stav, je jednoducho nejaky konkrétny vzor, ktory vznikne
rozdelenim, alebo abstrakciou voci zvySku sveta.
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objekty

. . A . .
previazanie interakcia

Heisenbergov rez

eLOPIUNLIOY

Obr. 27 Heisenbergov rez a rozdelenie objekt a subjekt

A toto sa da urobit’ réznymi sposobmi, v zavislosti od vybraného kontextu vyskumu, pytania
sa, teorie. Naviac, toto rozdelenie ,,vytvara® mozné podsystémy pomocou experimentalneho
pozorovania, ktor¢ zaroven potlacuje previazané korelacie medzi nimi, ¢im mézeme priradit’ takymto
podsystémom nejaki tiroven separovane] reality, ktorej elementy zakuSame obecne ako odliSitelné,
dobre lokalizované objekty.

Ak previazané stavy interpretujeme ako subor potencialit, potom tieto kvantovo mechanické
potenciality su fyzikalne redlne, objektivne v zmysle priradenia nejakému objektu schopnost’
prejavovat’ vlastnosti za ur€itych danych dobre definovanych podmienok, alebo schopnostiou za
istych podmienok interferovat’ navzdjom. Samozrejme to neznamena, Ze si mozné 'ubovolné
rozloZenia.

Existuju dynamické obmedzenia, obmedzenia symetrii a obmedzenia dané pociatocnymi
podmienkami, ktoré kladu podmienky na vyber nasho rozlozenia (na stavy ako tenzorové suciny).
Napriklad, na§ EPR par pred meranim, sa da prirodzene rozlozit’ na redukované stavy dvoch
elektronov. V obecnom pripade, hlavne pre systémy s nekonecne vel'kym poctom stupiiov vol'nosti
(kvantové teorie pol'a), existuje ovel'a vacsia nejednoznacnost’ rozloZenia do mnozstva dostupnych
a fyzikalne nepodobnych rozkladov celku na Casti.

3.2.6.3 Vzt’ah neseparovatel’nosti k obecnej percepcii

Z predoslych ivah mézeme usudit’, Ze v prirode neexistuji ziadne separované systémy, okrem
samotného sveta. Z principu superpozicie vyplyva, ze mdzeme superponovat’ 'ubovolny pocet Cistych
stavov v hilbertovom priestore, aby sme vygenerovali nejaky novy ¢isty stav, inymi slovami, ak
mame [V >, [ >, ... fubovolny pocet jednotkovych vektorov v H, opisujucich kvantovy system,
potom hocijakd linearna kombinacia

> =c¢[¥Y>+c ¥ >+..,pricomce C, Zlc [=1

tvori Cisty stav v H, ktory reprezentuje nejaku fyzikalne mozny stav systému. Stavy [\ > sa explicitne
interpretujt ako potencialne realizovatel'ne, s amplitidou pravdepodobnosti ¢.. Princip superpozicie
je priamo spojeny s javom interferencie tychto amplitad, Obr. 27, ktory odraZa povahu vzt'ahov
medzi stavmi kvantového systému, €o sa da vyjadrit’' nasledovne.
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zdroj Strbiny tienidlo

Obr. 27 Superpozicia stavov na dvojstrbine a interferencia

Fyzikalna premennd A, ktora je vo vzt'ahu so superponovanym stavom ['¥>nema urcita
hodnotu. Inymi slovami, pre fyzikalnu premenna A v superponovanom stave |'\¥> vlastnych stavov
A a hocijaké tvrdenie 7 o veli€ine A, neplati Ze bud’ T'alebo 1 — 7. Hovorime, Ze v takych stavoch
st mozné hodnoty A objektivne neurcité, a nie len nezname.

V klasicke;j fyzike mame tiez superpozicie, ale Co je podstatny rozdiel, stavy su aktualne a nie
potencialne, vSetko to o je potencidlne mozné sa aj realizuje nickedy v Case, a nezévisle od intervencie
merania. V kvantovej mechanike potencionality podmieriuju, ale nekontroluji produkciu aktualnych
javov. Na druhej strane kvantové potencionality st fyzikalne realne a objektivne nielen tym, ze
prepozic¢iavaji objektu nejaké vlastnosti za urcitych podmienok, ale aj za ur€itych podmienok
interferuju navzajom, ako pri koherentnych javoch.

Z fundamentalneho, ¢i filozofického alebo fyzikalneho hl'adiska, kvantovo mechanicka
neseparovatelnost’ je v rozpore s realitou nezavislou od kontextu, alebo pozorovatel’a resp. mysle.
Vyplyvato z toho, ze Heisenbergov rez je nutne kontextudlny. Ak si tento rez zvolime, potom aby
sme zaznamenali objektivnu informaciu o objekte, je nutné aby meracie zariadenia boli nezavislé
(kinematicky), pretoZe ak by platil opak a stavy meracieho zariadenia by boli previazané s objektom
merania, potom by ziskand informécia bola relativnou. Kazda definicia pojmov by bola postihnuta
takymto nekone¢nym regresom zavislosti merania od kontextu. Presna formulacia pojmov vyzaduje
aby bolo meracie zariadenie — poznavajuci subjekt jasne oddelené od obsahu, ktory reprezentuja —
objekty poznania.

Subjekt sa neda pokladat’ za d’alsi z objektov. Musi existovat’ jasné, aj ked’ mozno umelé
rozdelenie medzi nimi (objektom a subjektom). Len toto rozdelenie nam dovol'uje akty abstrakcie,
diasocidcie, stabilizacie a nakoniec registracie —niekedy sa tieto akty nazyvaju obecne klasifikacia,
spominané v predoslej diskusii. Fyzikalny systém sa moze pokladat’ za meracie zariadenie (prediZenie
poznavajiceho subjektu) iba vtedy, ak nie je previazany s objektom merania. Ak pokladame kvantovy
svet za jeden celok, potom pri polozeni konkrétnej otazky spolu s ndleZiacim kontextom sa tento
celok rozpada na zdanlivé Casti.

Takto realite nezavislej na mysli odpoveda kvantovy svet ako celok, a mdézeme sa nan
odvoléavat’ ako na vnatornu troven reality, na druhej strane zavedenie kontextu je relevantné za
vonkaj$iu urovei reality, empiricku realitu, ktora je vysledkom abstrakcie pri 'udskej percepcii.
Percepovatel'na separovatelnost’ a lokalizovateInost’ kontextualnych objektov empirickej reality
sa dosahuje preruSenim, abstrakciou (faktudlne) existujucich previazanych korelacii objektu s jeho
okolim.

Formulujuc to inac¢, ak v mikrosvete chceme urcit’ objekt, jeho vlastnosti zavislé od stavu,
potom to ma zmysel iba pre dany kontext, ¢ize objekty v kvantovej mechanike su entity zavislé od
kontextu. Takto objekty v kvantovej mechanike st konstruované, fenomenalne. Ale na druhe;j strane
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nie su vynalezmi 'udskej mysle samotnej, ani nie st noumenalne veli¢iny v zmysle Kanta. Odrazaji
objektivne strukturalne aspekty fyzikalnej reality z hl'adiska nejakého dopredu vybraného kontextu,
Heisenberg (1966), (1969).

Cely tento sposob uvaZovania sa da nazvat participujici realizmus, Wheeller (1983).
Participujtci - znamena aktivny, pretoZe myslenie prispieva do skusenosti, pripasta ucast’, aktivnu
ulohu poznavajuceho subjektu pri tvoreni kontextu komunikacie, identifikacie konkrétneho vzoru
ako objektu, zavisi na nasej znalosti a predvyberu experimentalneho kontextu. Realizmus tu znamena,
ze ak mame dany kontext, konkrétne objekty — Struktiry reality, potom mame dobre definované
vlastnosti nezavislé od ich poznania. Je to kategoria skor vo funkciondlnom vyzname, v zmysle, ze
poznavajuci subjekt ma Specifickt, nezamenitel'nti ulohu, pretoZe vonkajsia realita nie je percepovana
ako nieco dané apriori, hotové, dané nejakym externym hl'adiskom, ale ako nie¢o ovplyvnené
posobenim subjektu a tym aj vlastnostami subjektu. Participujtici realizmus najlepsie vystihuje
Wheellerovska hra, ktorej verziu (upraveny preklad) z Wheeller (1983) uvddzame na zaver:
Vypocujme si historku o hre s dvadsiatimi otazkami. Pravidla su jednoduché - jeden ucastnik
vecierka sa posle von z miestnosti, ostatni sa dohovorili na nejakom slove, ten jeden sa vrati
do miestnosti a zacne sa pytat: ,,Je to zivé? “ ,, Nie.“ ,,Je to tu na Zemi? L Ano. “ Tak otazky
idu od jedného k druhému okolo, dokial nie je hladané slovo uhadnuté. Opytovatel zvitazi,
ak mu stacilo dvadsat’ otazok alebo menej. Zase vds poslu von a cakadte tam neuveritelne
dlho. Nakoniec, ked' vas znovu vpustia, vSetci sa usmievaju. Zacnete klast svoje otazky.
Odpovede prichadzaju najskor rychlo. Potom sa ale kazdé cakanie zacina predlzovat - divné,
ked’ samotna odpoved je vzdy len jednoduché ,, ano“ alebo ,, nie“. Nakoniec sa opytate, ci to
slovo je , krava“. LAno*“, znie odpoved’ a vsetci sa smeju. Vysvetluju, ze ked’ ste boli vonku,
dohodli sa nedohovorit dopredu Ziadne konkrétne slovo. Kazdy v kruhu mohol na akikolvek
vasu otazku odpovedat ,,ano“ i ,,nie*, ako sa mu chcelo. Ale ked’ odpovedal, musel mat' na
mysli nejaké slovo zlucitelné so svojou odpovedou - a tiez zlucitelné s odpovedami na vsetky
vase predoslé otazky. Nie je divu, ze rozhodnutia medzi ,,ano““ a ,,nie“ boli stdle tazsie!

55



Systém pre rozpozndvanie slov a verifikaciu hovoriaceho

56



4 Model percepcie invariantnych ¢rt

V prvej Casti tejto kapitoly sa poktsime o vSeobecny abstraktnejsi pohl'ad na reCovi percepciu z
hl'adiska niektorych myslienok spracovania informécie a tilohe invariantnych ¢t v modeloch percepcie
arozpoznavania. Matematicky opiSeme konkrétne stupne naSho modelu neurénového fonetického
spracovania percepcie. V druhej ¢asti opiSeme uciaci mechanizmus pre vytvorenie prototypov danych
fonetickych jednotiek, pre konkrétny typ tilohy, a navrhnutie adekvatneho klasifikacného mechanizmu
vektorov ¢ft na jeden z prototypov (z mnoziny naucenych vektorov ¢ft - vzorov ).

4.1 Symetrie pri percepcii reci

Z hl'adiska spracovania informécie l'udské percepcia a rozpoznavanie sa daji povazovat’ za Specialny
nastroj, ktory kompresuje rychlost’ informacie z priblizne 2' bit/s na 2° bit/s pre izolované slovo.
Tento odhad vyplyva z nasledujucich vyrazov pre rychlost informacie v analogove;j alebo digitalne;
forme

Al
v BW log2{l + S/ N} pre analogovii formu
(55)
Al
v 2BW log 2{2A/D JL pre digitalnu formu

kde A/ At je rychlost’ informécie alebo tok informadcie (bit/s); BW je Sirka frekvencného pasma
vstupného signalu (Hz); S/N je pomer signalu k Sumu reCového signalu a 4/D je pocet bitov pouZitych
na konverziu analogového signalu na digitalny signal.

Horna hranica je tok informadcie, ktory je preneseny z vonkajSieho priestoru do ucha
prostrednictvom zvukovyvh vin. Pre vonkajsi re¢ovy signél to dava priblizne 2'° bitov za sekundu.

Dolna hranica hranica vyplyva z nasledujucich ivah. Ak chceme opisat’ fonémické - podobné
fonémam - jednotky pomocou binarnych distinktivnych ¢ft, Reddy (1975), potrebujeme na to
priblizne Sest’ bitov (pocet foném je priemerne 40). Dalej mame okolo 10 fonémickych jednotiek
pre jednotlivé slovo priblizne jednu sekundu dlhé. Co dava priblizne tok informacie 28 bitov za
sekundu O ‘Shaugnessy (1990), Pickles (1988), Flanagan (1972).

Z tohto m6zeme usudit’, Ze reCovy signal ma relativne vysoku redundanciu. Takto pri navrhu
systému percepcie alebo rozpoznévania, musime zabezpecit’ aby kompresia informaéného toku
nezmenila podstatnym spdsobom relevantné fonetické vlastnosti re€ového signalu, ktoré su dolezité
pre rozpoznavanie foném, slov, suvislej reci alebo hovoriaceho. V praxi to znamend, ze umely systém
rozpoznavania je tak efektivny a optimalny ako je kompresia informa¢ného toku povodneho re¢ového
signalu ku konec¢nej bitovej reprezentacii foném, slov alebo hovoriaceho. Nas pristup je v podstatne;
miere zaloZeny na extrakcii invariantnych ¢ft. Preto v d’alSom uvedieme niekol’ko faktov o extrakeii
invariantych vlastnosti v percepcii reci.

4.1.1 Poziadavky percepcie invariantnych ¢rt

Na zaklade konceptualnych tivah v predoslej kapitole, podkapitola 3.2 je v percepcii a rozpoznavani reci
mozné auzitocné uvazovat tri druhy invariancii. Prvy typ berie do tivahy obycajny priestor, alebo vonkajsi
priestor, resp. priestoro-¢as. Takto uvazujeme invariancie vzhl'adom k

- relativnej polohe pozorujticeho systému k zdroju reCového signalu
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- relativnej orientécii pozorujuiceho systému k zdroju re€ového signalu
- relativnemu pohybu pozorujuceho systému k zdroju recového signalu

nazveme ich vonkajsie symetrie percepcie alebo rozpoznavania. Druhy typ berie do tivahy rozne
ekvivalentné sposoby popisu nielen recového signalu ale aj jeho detekciu-percepeiu.Uvazujeme invariancie
vzhl'adom k

- intenzite reCového signalu

- akustickému a fonetickému Sumu

- zakladnému ténu re¢ového signalu

- rychlosti hovorenia

- celkovému trvaniu re¢ovej jednotky

Vsetky tieto invariancie pouzivame v kazdodennom Zivote a st enormne ddleZité pre efektivau
arobustni re¢ovi komunikéciu. Pozndmka: VysSie uvedené invariancie naopak neposkytujii priamo
evolu¢nu vyhodu, samozrejme nepriamo skrz nadobudnutt schopnost’ komunikovat’ ju poskytuja.
Vieme, Ze pri percepcii re¢i hraji dolezith ilohu aj okamzZita energia, doraz a iné foneticky dolezité
parametre, Cast’ 2.1, tu sa poktsime o navrh modelu bez tychto ¢t a pozriet’ sa pokial nés to
dovedie.

Na ovel’a fundamentalnejSej irovni tieto invariancie nas nasmeruji k moznym vnttornym
mechanizmom reovej percepcie a rozpoznavania, ktoré mézeme potom pouzit’ pre navrh pocitacového
systému. Je to do istej miery analogické k situdcii, pri ktorej z invariancie vzh'adom ku transformaciam
z danej grupy symetrii méZeme skonstruovat’ diferencialne rovnice - invariantné vzhl'adom k tymto
transformaciam Bhagavantam, Venkatarayudu (1951). Navrhnuty model, ktory prediskutujeme
blizsie v nasledujucich Castiach, sa da povazovat’ za mechanizmus extrakcie tychto (vymenovanych v
predoslom odstavci ) invariantnych ¢ft.

Treti typ invariancii nazveme vnutorné a odrazaju sa v symetriach fonémického systému, ¢o
prediskutujeme v d’alSej kapitole. V sucasnom §tadiu vyskumu, sme tieto vnlitorné symetrie
nezapracovali do navrhovaného modelu. AvSak, povazujeme zahrnutie tychto symetrii do modelu za
kriticky dolezité a v kone¢nom dosledku zodpovedné za 'udski percepciu a rozpoznavanie reci,
pozri predchadzajicu kapitolu a nasledujticu, d’al$iu kapitolu a diskusiu.

4.2 Model topologickych invariantov

Prinavrhu nasho modelu sledujeme fyziologické mechanizmy percepcie reci. Takze kazda fyziologicka
Cast’, ktord prevadza doleziti operaciu s reCovym signalom (ilustrované na Obr. 29) odpoveda
priblizne naslednej Casti modelu NP4 - Neural Parrot-like Perception PreProcessor. Preto
konstrujeme NP4 schématicky ako na Obr. 30, ktory sleduje nékres na Obr. 29. Na hornej Casti
tohto obrazku sme oznacili fyziologicky dolezité Casti, v strednej Casti st umel€ analdgie spracovania.
V spodnej ¢asti mame informacné rychlosti pre jednotlivé tirovne spracovania

Na tomto mieste musime samozrejme zdoraznit, Ze fyziologicka podobnost’ s navrhnutym
modelom je iba kvalitativna. Viac informacie sa da najst’ v Witten (1982), Nobili, Mammano,
Ashomore (1998). V tejto Casti nebudeme definovat’ konkrétne hodnoty parametrov, ktoré vystupuja
v jednotlivych procesoch, algoritmoch. Numerické vysledky budeme prezentovat’ v kapitole
venovanej vysledkom.

Teraz matematicky opiSeme konkrétne ¢asti NP4 modelu.

1. Uvazujme recovy signal s(t) ako funkciu ¢asu. Prvou astou NP4 je dolnopriepustovy
filter

si(t)= _[hl(t,t’)s(t’)dt’ (56)
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Vonkajsie Stredné Vniitorné Sluchovy Vyssi
ucho ucho ucho nerv nervovy
systém

/

(

Obr. 29 Schéma ucha

o—{ LPF HDER }

16 14 12 10 8
2 bit/s 2 bit/s 2 bit/s 2 bit/s 2 bit/s

Obr. 30 Schéma NP4 modelu
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kdeh (t,t") je impulzna charakteristika dolnopriepust'ového filtra. Tato impulzna charakteristika
musi byt linedrna, stacionarna a jej fazova charakteristika tieZ musi byt’ linedrna. Systémovou
realizaciou takéhoto filtra je takzvany nerekurzivny filter. Vystup z tohto filtra je s (t). Tato Cast’
modeluje stredné ucho.

2. Nasledujuca cast’ opisuje funkciu bazilarnej mambrany. Najskor opiseme model podobny
papagajovi, bez explicitne] frekvencnej selekcie

)= [ = -

It (57)

Poziadavky na impulznii charakteristiku h.(t,t") s podobné ako pri predoslej charakteristike.
Pri simulacii sme vybrali fyzikalne realizovatelnu, kauzalnu odozvu, ktorej diskrétna verzia je dana
Stirlingovou transforméciou, pozri ¢ast’ venovanu casovym charakteristikdm modelu. Takisto model
s explicitnou frekvencnou zavislost'ou (viac podobny I'udskej percepcii a nie percepcii papagéja) je
uvedeny v podkapitole venovanej realizacii Casovych a frekvencnych charakteristik modelu.

3. Tretia Cast’ opisuje fungovanie prave jednej vlasovej bunky, ktord ma dva typy vystupov.
Prvy typ x(t) exaktne kopiruje vystupny potencial bazilarnej membrany s (t). Druhy vystup y(t)
prevadza priblizne derivaciu tohto potencialu

x(t)=s:r)= Idt”jhz(t,t’)hl[t,,t”]s(t”)dt,

(58)

y(t)= jdl”jdt”jhz(t,t’)hl(t,,t”]ho(t”,t’”)s(t”)dt’

4. Vplyv synaptickych ukonceni a sluchovych nervov opiSeme nelinearnym operatorom O,
ktory operuje na oboch funkcidch x(t) aj y(t) a jeho vystupy st iba hodnoty 1 a 0. Aby sme lepSie
pochopili chovanie sa tohto operatora skonStrujeme takzvanua fazovu rovinu z x(t) a y(t) ako je
ilustrované na Obr. 31. Tato trajektoria sa nazyva Nyquistova trajektoria, alebo Nyquistov graf.
V tomto grafe definujeme 2n rovnomerne vzdialenych osi, kazda z ktorych za¢ina v pociatku
stradnicového systému. Potom mézeme definovat predpokladany vystup pomocou takzaného

elementarneho generatora spajkov

a(t) = (!tim) Of-f(t+a)f(1) (59)

kde O je jednotkovy operator definovany ako

Oal = lim - [dw = :{1_“3>O
€0 2717 ¢ w + i€ 0 —>a <0

d®[a]:6(a)

da
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Obr. 31 Fazova rovina x(t) a y(t)

Tujeijerovné (-1)"?a d(a) je Diracov operator a ¢as dt sa da interpretovat’ ako refrakény
Cas nervov a v digitalnom modeli ho m6zeme prirovnat’ vzorkovacej frekvencii. Premenna f(t) je
definovana ako

(x-y(es
W= amtg( y(t)- x(t)azi} (60)

kde x(t), y(t) st dané v (4.2.3) aarctg( o ) je uhol 2i-tej osi. Dé sa vidiet, ze fyzikalny vyznam tohto
operatora je generovat jednotkovy impulz vzdy ked’ trajektdria pretina danti os. Vyznam faktora 2i
opisSeme neskor. Dolezity fyzikalny vyznam predoslého typu spracovania je prevadzat kvazi-
topologicku extrakciu ¢ft, ktord je invariantna k intenzite a k Sumu. Z Obr. 31 jasne vyplyva, Ze
pocet preseknuti danej osi - pocet spajkov v tychto troch situdciach, kde signalova trajektoria je
deformovana topologickym spdsobom - Sumom, zmenou intenzity, atd’. - je rovnaky. Inymi slovami
operacia je invariantna voci spojitym deforméciam fazovej trajektorie, pozri dodatok A2. Prave
predoslym mechanizmom modelujeme palenie neurénov. Matematicky vyznam tychto operacit
vysvetlime v nasledujuce;j kapitole.

Nés model ma dva typy vystupov. Prvy sme prave opisali, druhy sa zaobera casovym trvanim,
ktory systém zotrvava v jednotlivom sektore fazovej roviny. Opét tieto sektory si definované na
Obr. 31, Obr. 32. Kazda (parna) os, ktora sa pouZziva na pocitanie preseknuti ma svoju oblast’ -
sektor, ktory je z druhej strany ohraniceny naslednou (neparnou) osou. Matematicky popis takéhoto
generatora je veelku podobny predoslému. Definujeme takzvany elementarny ¢asovy generator
ako

m; (t) = ©[-g;(t)g,.+ (1)] (61)
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Vyznam O je rovnaky ako v predoSlom a funkcia g(t) je definovana ako

_ X(t) - y(Hhay_,
o) = amtg( (1) - x(t)azm) (62

Fyzikalny vyznam elementarneho ¢asového generatora vyplyva z jeho interpretacie ako
vahového faktora spajk generatora q(t) vo vstupe n neurénu podobnych jednotiek, ako uvidime v
nasledujucich &astiach. Ugelom tychto véh je normalizovat’ v uréitom zmysle ¢asové trvanie a rychlost’
hovorenia. Na trochu viac lokalnejsej tirovni vyjadruje relativiu pravdepodobnost’ vstupného pélenia
i-teho neurdnu relativne k druhym neurénom.

5. Prediskutujeme teraz piatu Cast’' naSho modelu, odrazajiicu aktivity siete sluchovych neurénov,
ktor4 sa sklad4 z n neurénu podobnych jednotiek, ktoré vystupuji z ndSho modelového ,.kochlearneho
jadra®. Pri popise dynamiky tejto siete budeme vychadzat z niektorych obecnych idei Kohonena
(1988). Takto, aktivitu n neurénov opiseme nasledujiicimi dynamickymi rovnicami

dnl/ dt = 2 (pj(zij) - pl(h,) (63)

kden. je vystupna aktivita i-teho neuronu, Cij je frekvencia palenia poskytovana od nejakého iného
neuronu na j-ty vstup i-teho neurénu. Funkcie ¢ a p moézu mat’ obecny tvar. Ak predpokladame, ze
existuje inverzna funkcia k p a stacionarne vstupno-vystupné podmienky, moézeme ziskat

n, (0 =0, [1(1) +v,(H)] (64)

kde I(t) je vstupna aktivita i-teho neuronu, y je offsettova hodnota, hypoteticky ,,prah®, 6 je takzvana
sigmoidna aktivacné funkcia, (pre viac detajlov pozri Kohonen (1988)). Ako sa uvadza aj v
Kohonenovi, redlny spastaci prah zavisi na kolektivnom spravani, interakciach neuroénov. V tejto
praci definujeme tato prahovu funkciu podobnym sposobom ako je lateralna spdtna vizba u
Kohonena (1988). Takze definujeme vystupnu aktivitu i-teho neurénu (neurénu-podobnej jednotky)
ako

N, (t+ At =0, [AL(D) +Z As, (tn (V)] (65)
kde jednou z moznych foriem AL(t) sa da napisat’ ako

AL(H) = ALOAR()

kde AC(t) a Ap(t) st integralne alebo sumarne aktivity i-teho generatora spajkov alebo generatora
¢asového trvania pocas ¢asového useku At a st definované ako

t+At
AE()= [didg ) ar

(66)

t+At

Au(t)= J.dtdm,-/dt

V tejto praci nediskutujeme, ¢i integraly su v Standardnom tvare alebo v nejakej zobecnenej
forme. Veli¢iny As, (t) st definované ako
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As,(6) = [{AL0) - (ALOY] / (AL (D) + (AL(D)] (67)

kde (AL (t)) oznacuje dozadu v ase ustrednent hodnotu {(t), obecne vahovanil. V nasom pripade
mame potom

(AL(D) = 3 AL (t-kAY) w(kat) (68)

kde vahova funkcia w je obecne nerastlica funkcia argumentu kAt a vyjadruje vplyvy zapamaétania.
Zékladny tvar tejto funkcie je

w(kAt) =@ [(a-k) At] / a (69)

Doba rozpadu tejto funkcie At samoze interpretovat’ ako retardacny ¢as. Neskor, v diskusii
tiez ukdZeme, ze At méZeme interpretovat'ako adaptacny cas sluchovych nervov a neurénov. Vyznam
As, vyplyva znasledujucich ivah. Existuju tri hrani¢né hodnoty tejto funkcie

I opreAl(n << (ALW)
As={ 0 preAl® » (AL®) (70)

1 pre AL > (ALD)

Vidime, Ze tato funkcia opisuje stavy, €i sa nieCo stalo v i-tom neuréne vzhl'adom k j-temu
neurdnu. Takymto spésobom neurdny ,.komunikuju®, interaguji s inymi neurénmi a medzi sebou.
Myslienka pre vyber prave takejto funkcie pochadza z niektorych abstraktnych myslienok z oblasti
vizudlnej percepcie a rozpoznavania O ‘Shaughnessy (1990), Mozer (1991), Witten (1982), Yang,
Wang, Shamma (1992), Liu, Andreou, Goldstein (1991). Verime, Ze tieto myslienky su dostatocne
obecné a aplikovatel'né v neurdnu podobnych systémoch. Taktiez vidime, Ze tieto interakcie alebo
synapsie nie st obecne symetrické v indexochiaj.

Sigmoidna funkcia 6 (x ) v (64) sa da definovat ako

0akx<0

o(x)={ (71)
lakx=>0

Ako uvidime neskor, v praxi to vedie k linearnej aktivacnej funkcii 6 (x) =x.
Na konci tejto Casti zosumaruzujeme hlavné ¢rty ndsho modelu, Obr. 30. Model sa sklada z:

- 3 frekven¢nym filtrom podobnym jednotkam

- 1 spajk generator s n vystupmi

- 1 Casovy generator s n vystupmi

- n neurénu podobnych jednotiek plne prepojene; siete, v ktorej kazdy neurdn ma:
- 1 priamy vonkajsi vstup z konkrétneho spajk a Casového generatora
- (n-1) krizovych vstupov

Nas model analyzuje reCovy signal v ¢asovej oblasti (v prvom plane). Prevadza informacné
spracovanie a nie energetické spracovanie. Spracovanie je diferencialne v Case ale vysledok
spracovania dany vystupom aktivity neurénov je integralny v ¢ase. Cielom navrhu a spracovania je
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aby parametre modelu boli samonastaviteI'né, o je dolezité z hl'adiska problematiky zovSeobecnenia.
Optimalny pocet neurénu podobnych jednotiek prediskutujeme v kapitole venovanej vysledkom.
TaktieZ sme sa tu nezmienili o probléme VAD - voice activation detection, ur¢enia za¢iatku-konca
slova (vety). Ponechame detajlnejsie prediskutovanie tohto problému do dodatku A1.

2 .Y

1st sector

signal trajectory

>
- >

4

5th sector

X

topological axis

P
7

\/
6
Obr. 32 Trajektorie a topologickeé invarianty

Popis naSho modelu je zlozity ale deterministicky. Celd siet’ sa da vyjadrit’ exaktne jednou
rovnicou v analytickej forme, €o je konzistentné s obecnym deterministickym trendom v teériach
neurénovych sieti, Yoshifusa (1991), O 'Shaughnessy (1986), Lippmann (1987), Kolmogorov
(1957). Pravdepodobnostné myslienky st v tedriach ale aj v naSom modeli prijaté len v rdmci
klasickej teorie pravdepodobnosti alebo klasicke;j fyziky.

4.2.1 Casova a frekvencna analyza reci z hl’adiska naSho modelu

V tejto Casti sa dotkneme detajlnejsie niektorych zakladnych informacii, ktoré sa suvisias navrhom
nasho systému. Abstraktny model rozoberany v Casti 4.2 Specifikujeme v digitalnej oblasti pomocou
vyberu konkrétnych algoritmov a ich zdévodnenia. Najskor sa zoznamime s vybranymi ¢asovymi
charakteristikami re€i, v druhej €asti s frekvenénymi rozsireniami ndSho modelu. V dodatku A4 je
uvedenych niekol’ko poznamok k frekvencnej analyze pomocou LPC analyzy.

4.2.1.1 Casové charakteristiky modelu re¢i

V tejto Casti opiSeme detajlne digitalnu aproximéciu derivacie, ktora vstupuje do vzt'ahov (57), (58)
vnaSom modeli. V numerickych simulaciach sme aproximovali derivaciu pomocou Stirlingovej formuly
6-teho radu

x(n) = {[s,(n)-s (n-6)]-9[s(n-1)-s (n-5)]+45[s (n-2)-s(n-4)]} /60 (72)
kde s (1) je digitalizovany reCovy signal a x(i) je Stirlingova aproximdcia derivacie s frekvencnou

charakteristikou uvedenouna Obr.33 . Vidime, Ze je podobna frekvencnej charakteristike pre bazilarmu
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membranu, Obr.19 (s okrem nie tak dolezitym, pre nase ucely, nelinearnym efektom na reélne;j
charakteristike).

Zisk I
Idealna derivécial —
2t
1t
0 s
0.0 0.5 1.0

2f/Fs

Obr. 33 Stirlingova transformacia - jej frekvencna charakteristika

4.2.1.2 Frekven¢né charakteristiky modelu reci

Ako sme sa kratko zmienili v Casti 4.2 navrhnuty model NP4 koreSponduje viac mechanizmu percepcie
ako ju pozname u papagajov. Aby sme sa pokusili navrhnit’ model, ktory je viac konzistentny s
l'udskou fyzioldgiou, je uZitocné sa inSpirovat’ uz spominanymi rozdielmi medzi l'udskou percepciou
apercepciou papagaja.

Na zéklade faktov uvedenych v kapitole 3 budeme diskutovat’ extrapolacie nasho (papagajovi
podobnému) modelu NP4 na model viac podobny ¢loveku, ¢o vedie v prvom pribliZzeni k explicitnej
frekvencnej selektivite. Z nasho obecného pohl'adu, pristupu k percepcii, vyplyvaju dva mozné
zakladné sposoby ako previest’ tito extrapolaciu. Prvy sa zaobera prave spominanou frekvencnou
selektivitou 'udského ucha. Druhy je principialne odlisny od prvého a zaobera sa takzvanymi
vnutornymi symetriami fonémického systému. Tymto pristupom sa budeme zaoberat’ v asti 7., kde
sa budeme zaoberat’ vnutornymi symetriami podrobnejSie.

Frekvencnu selekciu budeme chapat’ ako explicitnu a v casovej oblasti postulovanim napriklad
4 frekvencnych priepusti, povedzme: (50 - 500) Hz, (500 - 1500) Hz, (1500 - 3000) Hz, (3000 -
5000) Hz. Alebo mdézeme zvolit’ Skélu filtrov, ktord modeluje bark (alebo mel) skalu, to znamena
rovnako vzdialené fixné filtre do frekvencie 1 KHz a potom logaritmicky nérast Sirky filtra. Priklad
takejto Skaly je v Tab.4.

bark 1 2 3 4 5 6 7 8 9 10
kHz|] 0,102 0,204 0,309| 0,417| 0,531 0,652 0,781 0,923 1,079 1,256
bark 11 12 13 14 15 16 17 18 19 20

kHz 1,457 1,692 1,972 2,310 2,727 3,248 3,904| 4,729] 5,758 7,031

Tab. 4 Barkova skala, ktora priblizne koresponduje percepcnému frekvencnému rozliseniu ludského ucha
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Vicsi pocet filtrov nie je nutny. Ak napriklad pouZijeme 50 alebo 100 frekvenénych filtrov
potom vystup z tychto filtrov, v casovej oblasti, s priblizne harmonické frekvencie s frekvenciami
tychto filtrov a takto prakticky zni¢ime, znehodnotime vSetku uzito¢nt informéciu.

4.2.1.3 Kaiserov nerekurzivny filter

V roku 1964 Kaiser zostrojil triedu optimalnych okien, ktora sa dajii pouzit’ na zostrojenie digitalnych
filtrov, ktoré spiiaju alebo dokonca prekracuju poziadavky na navrh l'ubovolného filtra Antoniou
(1983). V prvom rade st filtre takto navrhnuté nerekurzivne, to znamena ze st kauzalne a linedrne
v Casovej oblasti, inymi slovami ich fazova charakteristika je linedrna. To st hlavné poziadavky na
filter, ktoré boli Specifikované v Casti 4.2. pre transforméciu vstupného signalu. Kaiserov filter alebo
okno zavisi iba od dvoch parametrov, dizky okna N a parametra B, ktory kontroluje tvar okna.
Jediné obmedzenie, ktoré vyplyva z navrhu filtra pomocou Kaiserovej metody je, ze kmitanie v
priepustnej (tzv. Gibbsove kmitanie) a timiacej Casti spektra filtra musia byt’ rovnaké, ¢o v praxi nie
je Ziaden problém, pozri Obr. 33.

Gibbsovo kmitanie
0dB 4 ¥

losilnenie filtra

Sirka filtra

TImiacie kmitanie

¥

Obr. 33 Kaiserov filter - frekvencna charakteristika

V d’alSom sa sustredime iba na jeden priepust’'ovy filter, inymi slovami na filtraciu vstupného
signalu v jednom frekven¢nom pasme. Impulznd charakteristika takéhoto filtru musi byt linearna,
stacionarna a jej fazova charakteristika tiez musi byt linearnou. Systémovou realizaciou takéhoto
filtra je takzvany nerekurzivny digitalny filter, v naSom pripade Kaiserov filter. Po navrhnuti filtra so
zodpovedajucou impulznou charakteristikou sa prevedie konvolticia tejto charakteristiky so vstupnym
signalom, podl’a vzt'ahu

N-1
ylil =Y, Xi]*hij-i]

i=0

kde x[i]; {0 <=1<=N-1} je signal (zdigitalizovany), a h[k] { 0 <=k <=M-1 }je impulzna
odozva, alebo charakteristika, potom vystupny prefiltrovany signal je y[j] .
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Druhu alternativu, implicitne frekvencne selektivny model NP4, mo6Zeme definovat’ pomocou
dozadnej Fourier transforméacie signalu, ktory uz bol prefiltrovany dolno priepustovym filtroms (t),
(pozri Cast’ 4.2) ako

t
F(o,t)= J._ 5 (DA (t-t) e dt’ = ReF(a, t) + ImF(0, t) (73)

kde funkciu okna A (t) sme zaviedli kvoli poziadavke konvergencie integralu (73). Treba poznamenat’,
7e (73) nie je kratko-&asovou Fourier transformaciou (kde funkcia okna ma koneénu dizku).
Definujeme urcita hladiacu proceduru pre F(w, t) ako

G(o, t) = J. F(o’,t) Ho, 0" ) do’ (74)

kde realna funkcia H(x,y) je impulzna charakteristika vo frekvencnej oblasti hladiaceho filtra. Tento
filter pouzivame na odstranenie alebo zniZenie vel'mi rychlo oscilujucich zloziek v F(w, t).
V diskrétnom obraze, v ¢asovej (a frekvencnej) oblasti F(w, t) ma priblizne 10 000 harmonickych
pre vzorkovaciu frekvenciu okolo 10 kHz a asové trvanie okolo 1 s. Aby sme kompresovali
redundantntl informaciu v F(w, t), mézeme pouZit’ viacero sposobov. Jeden z nich spociva vo vyuziti
AD/C - analégovo-digitalného prevodnika a jeho parametra - vzorkovacej frekvencie tak, aby sa
znizil pocet frekvencnych zloziek z priblizne 10 000 na priblizne 500. Ak vSetky zlozky takéhoto
systému su fyzikalne kauzalne, potom sa da dokézat’ Nussenzweig (1972), ze ReG(m, t) a ImG(w,
t), realna aimaginarna Cast’ vyhladeného, skompresovan¢ho a zdigitalizovaného (4.4.1) st vzajomne
Hilbertove transformanty, €o je postacujtice pre nase poziadavky invariancie voci intenzite a Sumu,
ktoré sme spominali v ¢asti (4.2). V ramci tohto pristupu mézeme vel'mi jednoducho vyhoviet
poziadavke uzavretosti trajektorie, pozri Cast’ (4.3), pri€¢ina je jednoducho v realnom charaktere
funkcie s (t). Tak zvany Nyquistov graf, Oppenheim, Shafer (1975), vo frekvencnej oblasti je
symetricky voci realnej osi a trajektoria tohto grafu, ktord je dand realnou a imaginarnou ¢ast'ou
G(w, t), je uzavreta trajektoria.

Je uzZito€né si tiez v§imnut, Ze tento pristup je v ur€itom spojeni s fazovym pristupom,
spominanym v kapitole 2, fazovymi zloZkami

1(k,t) = (Re[G(k, t)] + ImZ[G(k, t)])"
(75)
o(k,b) = arctg(Im[G(k, 1)] / Re[G(k, t)] )

kde I(k,t) je okamzité intenzita a @(k,t) je okamzita faza danej harmonickej zloZky. Vidime, ze
takyto pristup vedie vel'mi prirodzene k otazke o fazovej citlivosti ucha. Podrobnejsie sa tymto v
tejto pracii nebudeme zaoberat’.

Druhym moZnym spdsobom vyhladenia frekvencnych zloZiek je vyuZitie LPC metod. Budeme
sa venovat’ tomuto sposobu trochu podrobnejSie v Dodatku A4. Samozrejme aj v prehl'adove;]
Casti spominané parametrizacie PLP a MFC sa daja chapat’ ako sposoby vyhladenia spektra, u
PLP az do vztahu (11),u MFC do vzt'ahu (13) a namiesto ratania prisluSnych koeficientov sa méze
vyhladené spektrum - jeho redlna a imaginarna Cast’ brat’ za vstup pre vypocet topologickych
invariantov, nie v ¢asovej ale frekvencnej oblasti, pozri dodatok A4.
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4.3 Pravdepodobnostna neuronova siet’

V predoslych €astiach (4.2) sme ukazali, ze nd§ model vytvara n redlnociselnych hodnot, ktoré
reprezentuju vystupné aktivity skupiny n neurénov. Znamena to, ze povodny re¢ovy signal (skalarna
veli¢ina) je nakoniec pretransformovany do n-zlozkového realnociselného vektora h(t) € R Kone¢na
reprezentacia jedného slova je potom dané vyvinom neurénove;j aktivity skupiny neurénov na konci
slova pomocou kone¢ného vektorax € R".

Na tomto stupni diskusie ndm zostava vyriesit dva ,,chronické* problémy. Prvy z nich je
navrhnat’ u¢iaci mechanizmus na vytvorenie prototypov slov, ¢i z hl'adiska jazykovej informéacie
alebo informécie o hovoriacom. Druhy problém sa dotyka navrhu adekvétnej klasifikacnej schémy
pre vektorové vzory do jednej triedy prototypu (z celej mnoziny naucenych prototypov).

Z neurofyzioldgie vieme, ze oba mechanizmy fungujti u loveka sti¢asne, hoci hlavny uciaci
proces sa uskutocniuje v prvych rokoch Zivota. Takze, dospeli l'udia uz vyuZzivaju efektivne vytvorenti
a spracovanil mnoZzinu prototypov slov, resp. hovoriacich, ktora sa pocas d’alSich rokov len jemne
dolad’uje, Hertz, Krogh, Palmer (1991). V tejto praci sme postaveny pred podobnu situaciu, pri
ktorej modelujeme oba mechanizmy v rdmci jedinej neurénovej Struktiry Pravdepodobnostne;j
neuronovej siete (PNN). Namiesto zaoberania sa priamo s prototypmi patriacimi konkrétnemu
slovu, alebo hovoriacemu, funguje tato schéma implicitne s kompletnymi mnoZinami
pravdepodobnostnych rozdeleni prototypov - ktoré st dané realizdciami vzorov patriacich do
konkrétnej triedy slova alebo hovoriaceho.

Predpokladajme, Ze mame vektory vzorov [x*], kde k oznacuje triedu - slova alebo
hovoriaceho aj oznacuje konkrétnu j-tu zloZku vystupného vektora z naSho modelu prediskutovaného
v predoslych Castiach.

V ramci takzvanej Bayesovskej filozofie alebo Bayesovského pristupu, Gredenko (1976),
mozeme pisat’ pre mieru uspesnosti (anglicky cost) klasifikacie vzoru do triedy k (predpokladajuc
Statistické rozdelenie do tried 1,2, ..., M)

M
cxk= Y, PUx)LKID (76)

=1

kde P(l | x) je podmienend pravdepodobnost toho, zZe vzor x patri do triedy 1,
L (k1) je jednotkova Gispesnost’ jedného rozhodnutia, vyjadrujica netspesnu klasifikaciu vzoru x
do triedy k, ak bol v skuto¢nosti z triedy 1 a sumuje sa cez1od 1 do M. Pre rovnako dolezité,
signifikantné vzory mézeme napisat’ pre L (k,1)

LkD=1-9,

Podmienend pravdepodobnost’ P(1 | x) sa da vyjadrit’ ako

P(]x)=p(x|1) P(I)
kde P(1) je pravdepodobnost’, Ze l'ubovolny pozorovany vzor skuto¢ne patri do triedy . Potom
p(x|1) je rozdelenie pravdepodobnosti vektorov-vzorov z triedy 1. Podl'a Specht (1990)

predpokladame, Ze toto rozdelenie pravdepodobnosti sa da vyjadrit’ multivariacnym gausovskym
rozdelenim ako
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N,
p(x | )= A(n,]) 2 exp[- (x - X2/ 2 §?] (77)

Jj=1

kde
A(n)=1/[(2p)"*s"N|]

kde n je rozmer paternov, s je ,,disperzia“ pravdepodobnostného rozdelenia, ma vyznam parametru
,»vyhladenia®, 1 je trieda vzorov N, je poCet vzorov danej triede 1. Znamena to, Ze odhadujeme
rozdelenie pravdepodobnosti alebo hustotu pravdepodobnosti z takzvanych trénovacich, uciacich
vzorov x . Pomocou tohto rozdelenia mozeme definovat’ diskrimina¢ni funkciu D, (x) ako

M N,
D (x)=- 2 R(1) L(k,1) (1/N)) 2 exp[- (x-x")?/2s*] (78)

1=1 j=1

kde v prvej sume sa sumuje cez 1 od 1 po M, a v druhej sume cez j od 1 po N.. Pretoze pri
klasifikécii su dolezité iba relativne uspeSnosti mozeme zanedbat’ v (77) vSetky faktory, ktoré su
spolo¢né pre vSetky triedy. Potom mozeme predefinovat’ (78) ako

y N,
D(x)=- Y, R()L(k1)(I/N) 2 exp[- (x xV - xI x¥) /2 52 ]. (79)
I=1 j:l

Zakladny tvar tejto diskriminac¢nej funkcie je, podl'a podmienky (79), potom dany ako

N,
D, (x) = P(k) (I/N) 2 exp[- (x x¥ - xMxM)/2s?]. (80)
j=1

Teraz méZeme navrhnut’ viacvrstvovi neuronovu siet, ktord modeluje diskriminacnil funkciu
(79), podla, Specht (1990) a je na Obr.35.

Vstupna Stredna Sumacna MAXNET
vrstva vrstva vrstva

Obr. 35 Pravdepodobnostnd neuréonova siet
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V tejto neurdnovej sieti, nazyvanej PNN, tok hodnot je zo vstupnej vrstvy do strednej vrstvy.
Kazdy nod v strednej vrstve odpoveda jednému uc¢iacemu vzoru, XM a vahy zo vstupnej vrstvy k
tomuto nddu su rovné zlozkam uciaceho vektora vzorov. Vaha z prahového okolia, alebo neurénu
jetimerna Stvorcu euklidovskej vzdialenosti konkrétneho uciaceho vzoru. Neurdny v strednej vrstve
maju nelinearitu typu

exp[ (.)/s*]

Vahy zo strednej vrstvy k sumujucej vrstve su rovné jednotke a kazdy nod v sumacnej vrstve
je priradeny k jednej z tried, takym spdsobom, Ze kazdy ndd zo strednej vrstvy je spojeny iba s
nodom v sumacnej vrstve zo svojej triedy. Vahy zo sumacnej vrstvy do prvej vrstvy MAXNET st
rovné P(k) /N, aMAXNET generuje index toho sumacného nodu, ktory ma maximalnu hodnotu,
alebo inymi slovami rozpoznane;j triedy - slova alebo hovoriaceho.

PriblizSom pohl'ade vidime, Ze ucenie v nasej sieti je jednoduché (bez akychkol'vek iteracii),
okamZité a da sa vel'mi 'ahko prispdsobit’ k €asovo sa meniacej Statistike vzorov, Lenz (1991),
Forsyth (1995). Naviac, ako sa zmienuje aj Girosi, Poggio (1990), Musavi, Kalantri, Ahmed,
Chan (1990), Specht (1990) PNN moéze asymptoticky modelovat’ akikol'vek funkciu
pravdepodobnostného rozdelenia, za vel'mi obecnych podmienok. D4 sa to previest’ jednoducho
zmenou hladiaceho parametra s. Druhou vyhodou tejto siete je neporovnatelna relativna rychlost’
oproti napr. viacvrstvovému perceptronu podobnym siet’am s u¢enim pomocou spétného Sirenia
chyby. V praxi je tento rozdiel az 200 000 ndsobny, Yau, Manry (1990).

Nakonci tejto Casti prediskutujeme v kratkosti moznost’ implementécie ur€itych syntaktickych
¢ft do nasho systému. D4 sa to previest dvomi spdsobmi. V prvom, nazvime ho explicitna
implementécia, definujeme reinterpretaciu (80). Postulujeme existenciu matice syntaxe, alebo lexiky
alebo obecne vztahov S(k,I) systému slov, alebo hovoriacich - obecne tried. Potom interpretujeme
prvy ¢len v (80) ako podmienent pravdepodobnost’ vyskytnutia sa vzoru z triedy k ak predosly
vzor bol zaradeny do triedy 1. Postulujeme, Ze matica vzt'ahov je umerna tejto podmienene;j
pravdepodobnosti. Potom méZeme predefinovat’ diskriminacnti funkciu ako

D’ (x)=S(k,}) D,(x) (81)

kde D, (x) je definované v (80). Aby sme toto mohli realizovat’ musime poznat’ umel¢ alebo prirodzene
vzt'ahy (syntax) systému, €1 jazykového alebo persondlneho.

Kwvéli tplnosti spomenieme aj druhy spdsob akym mdzeme implementovat’ urCité vztahoveé
funkcie do nasho systému, je to vyuZzitie samo-organizujuce;j sa siete typu Kohonena (1989),
namiesto PNN. Tento sposob implementacie nazveme implicitny. Urobili sme niekol’ko experimentov
s takouto siet'ou a povazujeme tento pristup za uzitocny.
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V prvej Casti tejto kapitoly sa budeme zaoberat’ motivaciou, popisom experimentalnych podmienok
a prezentujeme niektoré vysledky rozpoznavania izolovanych slov nezavisle od hovoriaceho.

Hlavnym cielom uvedenych pocitacovych simulacii bolo vySetrit kI'i¢ové vlastnosti
navrhnutého modelu rozpoznévania reci ako je uvedené v €asti 4.2, pozri aj Obr. 28, Specialne
testovanie invariantnych vlastnosti percepcie a rozpoznavania. Toto testovanie povazujeme za
zakladné a rozhodujtce pri navrhu optiméalneho a biologicky plauzibilného systému. Kvoli tomuto a
kvoli asovému a materidlnemu ohrani¢eniu sme uprednostnili §tiidium vel'mi malého suboru slov,
avSak nahranych pre relativne vel'a r6znych realizacii. Aby sme otestovali vlastnosti hrani¢nych
podmienok, vybrali sme fonologicky vel'mi blizke slova.

Vybrali sme 5 slov, ktor¢ sa lisia iba v jednom distinktivnom priznaku : lama, lame, lami, lamo.
Pouzili sme 8 hovoriacich, 5 muzov a 3 zeny. Nahrali sme 500 realizécii tychto slov. Subor tychto
slov méZeme charakterizovat’ nasledujiicimi parametrami. Maximum absolutnej intenzity realizacii
sa pohybovala v rozsahu od 3 V do 8 Voltov. Casové trvanie realizacii v naom slovniku bol z
rozsahu 0,2 az 0,7 s. Maximum zékladného ténu sa pohybovala v rozsahu od priblizne 100 Hz do
350 Hz. Zaciatok a koniec slov sme urcovali nasim VAD algoritmom, pozri dodatok Al.

Akustické predspracovanie v naSom systéme sa skladalo z nasledujucich ¢asti: komercny
mikrofén, bez nejakych zvlastnych vlastnosti, predzosiliiovac, zosiliiova¢, 5 KHz dolno priepustovy
filter 3 radu, so strmost’'ou frekvencnej charakteristiky rovnou 24 dB na oktavu, 12 - bit AD/C so
vzorkovacou frekvenciou 10 KHz.

V prvom type experimentov sme testovali vlastnosti zhlukovania naSho modelu. Na tento ucel
sme pouzili 100 realizacii (20 realizacii pre kazdé slovo) z naSej databazy. Ako mieru podobnosti,
vzdialenosti sme pouZili euklidovsku vzdialenost’

d (x)=(x-x"

kde x je vystupny vektor z naSho modelu, ktory chceme testovat’ a x* je vektorova aritmeticka
strednd hodnota uciacich vektorov pre k -tu triedu, slovo. U¢iaca mnozina je ta ista ako testovacia.

V tabul’ke 5. uvadzame vysledky pre rozne funkcionalne formy spracovania, Chudy, Chudy,
Hapdk (1991). V Tavom stipci st uvedené konkrétne typy spracovania, t.j. dynamické pravidla
neuronovej siete (sluchového neuronového systému) podla4.2. Pouzivame nasledujtice nastavenie
parametrov: po&et neurénov je rovny 32, adaptaény ¢as (alebo dizka okna, pozri kapitola 4.2) je
rovna 12,8 ms a retardacny ¢as je rovny 51,2 ms.

typ spracovania nenormalizované | normalizované
Ni(t + At) = 1;(t) + Apy(t) 30% 20%
Ni(t + At) = i) + A&i(t) 40% 36%
Ni(t + At) = aZn;(H)As;(t) + A&i(t) 50% 44%
Ni(t + At) = ni(t) + A&i(H)AW;(t) 60% 63%
Ni(t + At) = aZ[n;(t)As;(t) + A&i(t)Ap;(0)] 70% 65%

Tab. 5 Viastnosti zhlukovania modelu rozpozndvania reci
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V strednom stipci st skore ispesnosti pre nenormalizované vektory a v poslednom stipci pre
normalizované vektory (vietky sme delili celkovym ¢asom trvania danej realizacie). U¢elom tohto
experimentovania je vySetrit’ experimentalne vplyv rozli¢nych faktorov na dynamiku neurénove;j
siete.

V prvom, druhom, a Stvrtom riadku su uvedené funkciondlne tvary, ktoré nemaju sietové
kooperativne chovanie ( t.j. dynamika konkrétneho neurénu nie je ovplyvnena inymi neurénmi). Z
tychto vysledkov vidime, aj posledne spominané spracovanie - bez sietovej kooperacie - ma urcitt
klasifika¢nt, zhlukovi schopnost’. Porovnanim uspesnosti vidime, Ze sietové spracovanie nielen
,normalizuje vektory podl’a doby trvania slova, ale aj prevadza aj urcity typ ,,homotopického*
zobrazenia, ktoré je lokalne v case, dodatok A2. Je to vidiet’ z porovnania Uspesnosti pre
normalizované a nenormalizované vektory v tret'om a poslednom riadku. Pozoruhodny vplyv ma
tiez vdhovy faktor Au.(t) v externom vstupe AL , ktory je imerny generatoru Casového trvania
(pozri treti a Stvrty riadok).

Zo skusenosti mézeme takisto usudit’, ze GspeSnost’ klasifikacie sa stdva nasytenou so
zvysujlicim sa poétom neurénov. Uplne nasytenou je pre podet neurénov 32. V pripade véacsieho
poctu neurénov, predpokladdme, Ze neurdny sa stavaji korelované, pretoze tispesnost’ s narastanim
poctu neurénov uz nerastie. Optimalna hodnota vahovej konstanty ,,a“ je rovna 1/32, ¢o ma vel'mi
prirodzent interpretaciu ako normalizacia potom neurénov.

Na Obr. 36 prezentujeme zavislost’ naSho modelu od adapta¢ného Casu. Vidime, Ze nas
model ,,funguje* aj pre ¢asy okolo 1,6 ms. Maximalna Gispesnost’ sa dosahuje pre adaptacné ¢asy
rovné 17,6 ms, €o je v suhlase s experimentalnymi faktami z biologickych experimentov, Reddy,
D.R.,(1966), (1967).

80
70 F
60 N L L
0 8.0 16.0 24.0
Tadap (Ms)

Obr. 36 Zavislost NP4 modelu od adaptacného casu

Predpokladame, Ze adaptacny Cas je optimalny iba v Statistickom zmysle, ¢o znamena, ze
pocas spracovania dizka okna nie je konstantna ale, napriklad, gausovsky rozdelena okolo tejto
optimalnej hodnoty (17,6 ms). Zo simulacnych vysledkov mozeme urobit’ zaver, Ze na$ model nezavisi
na retarda¢nom ¢ase. Nasa skusenost’ s modelom, hovori Ze pre tilohy zovSeobecnenia (prechod
od malych suborov slov k va¢§im) a podobne, je optimalnou parametrizaciou spracovania, vyber
spracovania s ¢o najmensim poctom fitovacich parametrov (pocet neurénov, refrakény a retardacny
¢as nepovazujeme v naSom modeli za fitovacie parametre), najlepSie samo sa prispdsobovacie,
samo adjustovatelné spracovanie - bez akychkol'vek parametrov, konstant atd’. a je to vlastne aj
jednym z ciel'ov nasej prace, nasho pristupu, Chudy, Chudy, Hapdk (1991).
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5.1 Modifikacie dynamiky neuronove;j siete

Navrhnuty model pontika vel'a moznosti na modifikaciu, ktora moze vylepsit’ schopnost’ klasifikéacie
aklasterizacie.

I. Najskor by sme chceli prediskutovat’ vplyv predpokladu netrividlneho tvaru ,,synapsii‘
As;. Doteraz sme vySetrovali dva tvary. Prvy ma trividlny tvar

As, (1) = ad, (82)

kde a je konstanta a d, je kroneckerov symbol. Tento tvar koresponduje situdcii, kde kazdy neuron
interaguje iba sdm so sebou, neurony su nezavislé. Vysledky simuldcie pre tento pripad st dané v
tabul’ke 5 (prvy, druhy a §tvrty stipec). Druhy tvar (zakladny tvar), ktory je prezentovany v (4.2.9)
koresponduje suboru vzajomne interagujicich neurénov. Opit’ vysledky simulacie st dané v tabul’ke
5 (treti a piaty riadok). Teraz zavedieme takzvané vyhladené tvary synapsii definovanim sigmoidnej
transformacie

Asij — tanh [Asij /T] (83)

kde T je hladiaci parameter, ,.teplota“. Zavislost takto modifikovaného modelu, jeho tispesnosti na
teplote T je v Tab. 6.

T 10° [10" 0,25 10,5 [1,0 [2,0 [4,0 [10,0 [10*> [10°

tspe$nost % |67 |68 |69 |70 |70 |71 |71 |68 |68 |68

Tab. 6 Zavislost modifikovaného modelu na hladiacom parametre

Vidime, Ze hladiaci parameter T kontroluje ,,diskusiu®t.]. ostrost’ interakcie medzi neuronmi.
Pre nizke teploty mame nizsie tispesnosti (ostra, ¢ierno-biela diskusia) a pre vysoké teploty mame
tiez nizSie uspesnosti (mikka, farebna diskusia). Medzi tymito hrani¢nymi hodnotami existuje urcita
optimalna teplota T, kde je ispesnost’ maximalna. V naSom pripade optimalna hodnota T je okolo
3. Pri tejto simulécii sme pouZili 32 neurdnov, refrakény €as bol 12,8 ms a retardacny ¢as okolo
51,2 ms

I1. Teraz vySetrime vplyv urcité¢ho typu frustracie matice synapsii. Predpokladajme nasledujucu
modifikaciu synapsii (polovica synapsii je vynulovana)

Ds, pre j <n/4 alebo j = 3n/4

Ds,—{ (84)
0 pre vSetky ostatné synapsie

kdenje pocet neurénov a Dsij jejednazpredpokladanych tvarov synapsii (zakladné alebo vyhladené).
Myslienkovym zakladom pre takito konkrétnu formu synapsit, si fyziologické merania (pozri Spitzer;
Hochstein (1985)), ktoré nam ukazujt, Ze akusticka aktivita je potlacena pocas zadpornej Casti
stimula¢ného signalu, ked’ je pod spontannou rychlostou palenia. Zaporna Cast’ stimulacného signalu
odpoveda v naSom modeli I'avej Casti fazovej roviny, pozri Obr. 30. Simula¢né vysledky ukazuja, ze
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tento typ frustracie neovplyviiuje vysledni Gspesnost’, ktora je rovnaka ako v predoslom pripade (s
rovnakym suborom parametrov) t.j. okolo 71 %. Takto z pragmatického hl'adiska potrebujeme iba
n%/2 prepojeni namiesto n’.

I1I. Druhou prirodzenou modifikaciou siete je transformécia, ktora sa dotyka funkcionalneho
tvaru vystupu neuronov. V Casti 4.2 sme zaviedli zakladny tvar tychto vystupov neurénov ako

X prex=0

s(x)={ (85)
0 prex <0

Tento funkcionalny tvar sme pouZili tieZ v predoslych simulacnych experimentoch. Teraz
definujeme sigmoidny funkcionalny tvar

s(x)=s,/ (1 +e™)

kde't je hladiaci parameter a s je hodnota maximalnej vystupnej aktivity (v naSom pripade rovna
256). V tabul’ke Tab.7 uvadzame skofe tispesnosti predoslych frustracnych modelov, s refrakénym
¢asom 12,8 ms aretardaénym ¢asom 51,2 ms. Vidime, Ze podobne ako pre simuléciu s vyhladenim
synapsii, existuje optimalna hodnota hladiaceho parametra t, pre ktory existuje maximalna Gspesnost’.
V naSom pripade to znamena zlepSenie priblizne 5 % v porovnani s najmeSou tispesnostou.

T 10° [10! |0,25 05 [1,0 [2,0 [40 [100 [10*° |10°

uspesnost’ % | 67 68 69 70 70 71 71 68 68 68

Tab. 7 Zavislost modifikovaného modelu na hladiacom parametre t
Podobne ako v pripade synapsii aj tu mozeme uvazovat’ frustrovany typ vystupnej aktivity

s,/ (1+¢e™) prej <n/4 alebo jt3n/4

s(x)= { (86)
0 pre vSetky ostatné synapsie

Pre tento tvar sme dostali tspesnost’ okolo 70 % pre optimalnu hodnotu hladiaceho parametra.
Opét’, je si vhodné v§imnut’, Zze v tomto pripade pouzivame iba n/2 neurénov t.j. n*/4 synapsii.

5.2 Vplyv Sumu na nas model

Nakoniec prezentujeme vysledky simulécit, ktoré reflektuju invariantnost’ naSho modelu vo¢i Sumu.
Pri tychto simulaciach sme pouzili zakladny tvar synapsii a vystupnych aktivit (s 32 nefrustrovanymi
neuronmi), refrakcny Cas 12,8 ms, aretarda¢ny cas 51,2 ms. Vplyv Sumu sme simulovali nasledujiicim
sposobom

s(i)=z(1)+a (1 -rand) z(i) + b(1 - rand) 2048 (87)
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5 Vysledky - rozpoznavanie slov

kde z(i) je povodny recovy signal v digitdlnom tvare, s(i) je zaSumeny signal, rand je vystup z
generatora pseudondhodnych ¢isiel - homogénne z intervalu <0,1> a je Uroven takzvaného
»korelovaného* Sumu a b je tiroven ,,nekorelovaného* Sumu, 2048 je maximalna hodnota signalu v
12 bit AD/C. Hodnota parametru a alebo b rovna 0,2 odpoveda 20 % urovni Sumu.

a=0 0.0 0,2 0,4 0,6 0,8
uspesnost’ % 69 68 74 70 71
b=0 0.0 0,2 0,4 0,6 0,8
uspesnost’ % 70 61 51 54 56

Tab. 8 Zavislost modifikovaného modelu na Sume

Vidime, ze najlepsie skore ispesnosti je pre nulova troven Sumu a pre 40 % korelovany Sum,
Tab. 8. Vysledky tiez demonstrujti invariantnost’ vo¢i Sumu nasho modelu aj pre korelovany Sum.

5.3 Model NP5 - vysledky rozpoznavania

V tejto Casti uvedieme vysledky ilustrujice rozpoznéavacie schopnosti iplného modelu NP5 (NP4 +
PNN), ¢o je na$ model podl'a 4.2 spolu s neuronalnym modelom rozpozndvania PNN, Chudy,
Chudy, Hapak. (1991).

Pre testovanie Gispesnosti modelu NP5 sme nadhodne vybrali subor 100 slov z naSej mnoZiny
(t.J. 20 realizécii pre kazdé slovo). Tieto slova - realizacie nie st také isté ako pre predoslé experimenty.
Zostavajuce slova z databazy pouzijeme pre ,,ucenie neuronovej siete PNN. Vysledky su uvedené
v Tab. 9.

typ spracovania:

it + AL = i(t) + AGDAp(D) lavy
stipec

Mi(t + AD) = aEn(DAs(0) + AGOAW() pravy
stipec

Triedy: LAMA |LAMU LAME LAMI LAMO VSETKO

skore %

uspesnosti

Trénovacia +

testovacia:

92 |9 |97 |98 (91 (93 |98 |99 |90 (95 |94 96

Testovacia: |82 |88 |94 |96 |58 |80 |94 |96 |82 (88 |82 &9

Tab. 9 Celkové vysledky rozpoznavania v modeli NP5
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Vysetrovali sme tu iba uciace a klasifikacné vlastnosti PNN, ktoré pouzivali NP4 spracovanie
iba s 2 najlepSimi sietovymi dynamikami, pozri Tab. 6. Vidime, Ze najzloZitejSia sietova dynamika,
ktort sme definovali detajlne v predoslej asti dava dobré vysledky (pozri pravy stipec).

Prezentované vysledky v poslednom riadku ilustruju zovSeobeciiovacie schopnosti NP5, v
tomto pripade trénovacia mnozina bola 400 paternov a testovacia mnoZzina 100.

Je zrejmé, Ze chovanie PNN modelu sa da prispdsobit’ a optimalizovat’ hlavne dvomi sposobmi.
nasledne vhodny vyber konkrétnych realizacii. Tymto smerom sa moze uberat’ d’asi vyskum.

Hladiaci parameter siete PNN sa sprava dostatocne robustne, to znamena, Ze dava prijatelné
vysledky pre dostatocne Siroky ramec hodnot. Prezentované vysledky su pre experimentalne vybrané
optimalne hodnoty tohto parametra.

5.4 Frekvencné a iné modifikacie modelu NP4

V tejto Casti sa budeme zaoberat’ niektorymi modifikdciami ndsho modelu. P6vodne sme navrhli a
testovali NP4 a NP5 spolu s neurénovou sietou PNN, Chudy, Hapdk, Chudy (1991), ktora
posobila ako klasifika¢ny nastroj. Toto bolo uskutocniteI'né iba pre model rozpoznévania izolovanych
slov. Ak chceme pouzit’ topologické invarianty ako ¢rty s HMM pre rozpoznavanie nezavilé od
hovoriaceho a pre stivislt re¢ musime previest’ niektoré zmeny, Kacuir, Chudy (2012). Prvou zmenou
je zakomponovanie frekvencnej zavislosti percepcie, pomocou radu priepustovych filtrov, Obr. 37.
Sadu filtrov sme zakomponovali za dolnopriepustovy filter amodelovali sme ich pomocou Kaiserovho
navrhu filtra, 4.2.1.3.
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Obr. 37 Frekvencna modifikacia modelu NP4 - NHP3

Sucasné najuspesnejsie Statistické modely re¢ového signalu a percepcie pouzivaja HMM,
pozri 2.1.3, previazané kontextovo zavislé (CD) fonémy spolu viacndsobnymi zmieSanymi Gauss-
ovskymi modelmi, Nouza a kol. (2005). Z hl'adiska spojenia s extrakciou ¢ft sa obecne ukazuje
ako najoptimalnejsie spojenie HMM s MFC a PLP, pozri 2.1.1.3 a 2.1.1.2. AvSak za urcitych
podmienok sa vyuzivaji aj iné statické crty napr. TIFFING, Nadeu, Macho (2001), Haque, Togneri,
Zaknich (2009), ZCPA. Vicsina z tychto statickych ¢ft sa snazi odhadnut’ amplidatovo modifikované
a frekven¢ne deformované spektra, ktoré¢ odpovedajti nasledujicim zisteniam, Rabiner; Juan (1993)
- v percepcii re¢i zohravaju dolezitu tlohu aj vlastnosti odvodené z produkcie reci a sice rozne
polohy formantov a ich §irky, zatialco celkovy naklon spektier, chybajuce frekvencie medzi prvym a
tretim formantom nie su doleZité.
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5.4.1 Redukcia dimenzii pomocou LDA

Po segmentacii u¢iacich dat do tried foném sme pozorovali, Ze niektoré dimenzie v extrahovanych
crtach st korelované. Toto nie je ziadiice pre HMM modelovanie pomocou Gaussovskych rozdelent,
pretoZe matica kovariancie moZze byt takto iregularna.

Takto je nutné pouzit’ techniky na redukciu dimenzii, pri zachovani d6lezitych z nich, ako su
PCA,ICA, LDA a HLDA. PretoZe nasim cielom je nielen redukovat’ dimenzie ale aj zaroveii
zachovat’ separovanie medzi réznymi triedami foném, otestovali sme metody LDA a HLDA, kde sa
da tato informéacia 'ahko zohl'adnit’. Ako prva sme vyskusali heteroscedastickt LDA, Kumar (1997),
pretoze podporuje rozne kovarianéné matice tried. Pouzili sme iterativny algoritmus podla Liu,
Gales, Woodland (2003). Prakticky sa tdto metoda ukézala ako nepouzitel'na kvoli divergencii
vypoctov pre inverznu ustrednent kovarianént maticu.

Po tomto praktickom uvedoment si situacie sme sa rozhodli pre menej ndrocnu procediru
LDA. Dasa v kratkosti vyjadrit’ ako procedura, ktord linearne transformuje vektory ¢ft tak, aby sa
vybrali vysledné dimenzie, ktoré najlepsie separuju relevantné triedy. Pouzili sme nasledovné definicie

LA

_le b _ AN
Svmltri - C 2 ‘N 2 (‘xi Au)(xi :LL)

(88)

1 C
S et = 52 (w, — ), —uw)’
i=1

gréckymi pismenami i sme oznacili oCakdvané hodnoty, bud’ pre dant triedu u. alebo pre celé
data. C je poCet tried, a || || oznaCuje kardinalitu mnoziny. S_ . je stredna kovarian¢na matica,
zatialco S . je kovarian¢na matica medzi triedami. Takto maticaS - vyjadruje to ako st separované
stredy tried, zatial¢co S . oznacuje stredny rozptyl, variabilitu dat vnitri dane; triedy. Potom optimalna
linearna transforméacia zvySuje separaciu medzi triedami, pri¢om tak aby bol rozptyl vnutri tried
maly. Nech je matica linearnej transformacie M, ak posledné vyjadrime formalne, musi sa

maximalizovat’ pomer definovany Fischerom, pri¢om

max

det (MS ., M ")
i Jdet (M, M

T 1 (89)

vniitri

Exaktné rieSenie tohto problému maximalizécie je zovSeobecneny problém vlastnych hodnot
dany ako

S w.=A.8 W (90)

medzi i i~ vniitri i
kde w, je i-ty vlastny vektor matice S_ 'S ., ktory odpoveda vlastnej hodnote A.. Potom

stipcovy vektor, ktory odpoveda najvyssej vlastnej hodnote st riadkové vektory matice M, ako je
definované v (89).
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5.4.2 Potlacenie korelacii vnutri klasifikaénych tried

Aplikacia LDA redukuje dimenzie vektorov ¢ft zaist'ujic za urcitych predpokladov najlepsie
diskriminujtce vlastnosti. Hoci, v novom priestore, st aj S .ajS_ - dekorelovang, nie je to
presne tak pre konkrétne triedy. Takto, aj z praktickych dévodov, je vhodné néjst’ nejaki jednoduchti
transformaciu, ktora by (po aplikovani LDA) minimalizovala korelacie vnitri tried. Formalne méZeme

tito transformaciu vyjadrit’ ako

min Li ||N . ED: ED: cor . (MS M T)Z 1)
M ”N,” i=1 i=1 j=i+l ’

kde

a;

cor (a)=
i d

S.je kovarian¢na matica pre triedu ¢, || || oznacuje kardinalitu mnoziny, D je nova dimenzia po
transformécii LDA, a M je transformécia minimalizacie. V Demuynck, Duchateau, Compernolle,
Wambacq (1998) sa pouzivalo iterativne rieSenie s ur¢itymi obmedzujiicimi podmienkami, my sme
ho nahradili dekorela¢nou metddou tplneho postupného hl'adania pomocou generovania mnozZniny
matic rotécie pre dany prvok, kazdu s trochu odliSnym uhlom rotacie. Matica rotacie, ktora vedie k
najmensej ustrednenej korelacii sa vyberie ako hl'adana matica minimalizujica (91). Po tomto sa
algoritmus prevedie na d’alSom prvku; je to podobné ako iterativna Jacobiho metoda rieSenia problém
vlastnych hodndt. Pri konvergencii tohto procesu sa kone¢na transformécia M dostane ako sucin
najlepSich rota¢nych matic, ktoré sme vybrali v kazdom kroku ako

M =R,R, ,..R,R, (92)

n n

kde R_je najlepSia matica rotacie v kroku n. Sposob ako vybrat’ dekorelovany element v n-tom
kroku je bud’ postupnou eliminaciou alebo vybrat’ prvok s najvysSou korelaciou skrz vietky triedy
v konkrétnom case.

5.4.3 Rotacia signalovej roviny

Z konstrukcie topologickych invariantov tak ako sme ich opisali v €asti 4.2, pozri aj Obr. 30 je
jasné, Ze pre jediny harmonicky signal, ktory mézZeme dostat’ filtrovanim idealnym priepustovym
filtrom, dostaneme kruznicu a takto pocet pretnuti osi suvisi s frekvenciou daného sgnalu. Avsak, ak
si predstavime viacero priepusti napr. kritické priepuste mdzeme ocakavat’ zlozitejsi obraz. Tento
obraz bude zavisiet na pocte relevantnych harmonickych v konkrétnej priepusti, na pomere tychto
frekvencii a na ich vel’kostiach a ich fAzovych vzt'ahoch.

Obecne sa da prijat’, Ze rozdiely faz medzi jednotlivymi frekvenénymi zlozkami v stacionarnom
signale nenesu akusticky relevantna informaciu, preto sme sa rozhodli vysktsat’ rotaciu Nyquistovej
roviny, &o je ekvivalentné kruhovému posuvu preseknuti vo vektore &ft. Takto preseknutia pozdiz
osi st kruhovo posunuté pre kazdu priepust’ tak, Ze najvyssia hodnota je na prvom mieste atd’..
Takto zloZeny signal dvoch harmonickych signalov, ktoré sa liSia iba vo fazovom posune sa budu
reprezentovat’ rovnakym vektorom ¢ft. Takymto spoésobom sucasny posun medzi dvomi
harmonickymi zloZkami je potlaceny, €o je invariantné pre ur¢ité¢ podmienky pri l'udskej percepcii.
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5.4.4 Zaclenenie informacie o energii signalu

Medzi invariantnymi crtami pri percepcii re¢i sme v Casti 4.1.1 zaradili aj intenzitu re¢ového signalu.
V tejto Casti sme ju chapali ako celkovi roven intenzity zvukového signélu - obsah re¢ového
signalu, ktory je vysloveny celkovo potichu, stredne alebo silne sa nemeni. Samozrejme nezaclenenie
akejkol'vek lokalnej energetickej informacie do rozpoznévania reci vedie k nie paluzibilnému systému
percepcie.

Z fonetickej a prozodickej analyzy vieme, Ze pre poCutel'nost’ zvukového signalu je dolezity
aj doraz, a obecne lokéalna zmena energie signalu. Obecne re¢ovy signal je ve'mi dynamicky bohaty,
pricom fonémy v urcitej vete alebo slove st vyslovované s roznou relativnou intenzitou. Takto energia
v celej vete - globalne alebo v nejakom jedinom ¢asovom okne sa moze chapat’ ako invariantnd ale
hréa délezit ulohu v relativnom pohl'ade, teda v asovej evolticii medzi jednotlivymi casovymi oknami.
Kvoli tomuto sme mieru relativnej energie zakomponovali do vektora ¢ft pre kazdé ¢asové okno a
frekvencnt priepust’.

5.4.5. Podmienky ucenia a testovania

Proces ucenia je zalozeny na schéme MASPER Lindberg a kol. (2000), ¢o je schéma ucenia
navrhnuta pre vyvoj viacjazykovych a krizovo-jazykovych referen¢nych systémov rozpoznavania.
V tejto praci spomenieme iba hlavné vlastnosti. Vietky fonémy st modelované 3 stavovymi modelmi
spolu so 4 nie re¢ovymi udalost'ami. Pocas 3 uciacich cyklov sa generuji 3 typy modelov: nezavisly
na kontexte (CI) v prvych dvoch opakovaniach uéenia a zviazané (CD) fonémy, vSetky od 1 az po
32 Gaussovskych zmieSanych modelov. Tato mnoZzina modelov je ddlezita, pretoze takto je mozné
vybrat’ subor modelov, ktoré st najvhodne;jsie pre konkrétnu aplikéciu.

Vsetky vypocty sa vykonali na testovacej castt MOBILDAT-SK a aby sa pokryla cela diverzita
aplikacii, previedli sa 3 druhy testov rozpoznavania: jednotlivé Cislice, retazce Cislic a aplikacné
slova. Test s retazcom Cislic je najt’azSou ulohou a preto vedie k najvy$sim chybam, ale zaroven
pouziva iba obmedzeny pocet CD foném. Na druhej strane, test aplika¢nych slov obsahuje vacsiu
rozmanitost’ Cl a CD foném a preto poskytuje objektivnejsiu mieru o kvalite uciacich modelov.

MOBILDAT-SK databaza sa zaznamenavala cez GSM siet’ a sklada sa z 1100 hovoriacich,
ktory st rozdeleni do uciacej (880) a testovacej mnoziny (220). Kazdy hovoriaci nahovori 50
zaznamov o celkovej dobe medzi 4 az 8 mintitami. Celkovo obsahuje 15942 rdznych slovenskych
slov, 41739 vyuziteInych reCovych zaznamov v u€iacom rezime, 51 slovenskych foném-hléasok,
10567 roznych CD foném (vnutri slova) a spolu to dédva trochu viac ako 88 hodin reci.

5.5 Experimenty a vysledky

Aby sme overili navrhnuté modifikacie povodnych ¢it previedli sme niekol’ko experimentov. Vsetky
nastavenia testov sa overovali 3 testovacimi scenarmi pomocou vsetkych moznych modelov z u¢iaceho
procesu. Vsetky vektory ¢ft obsahuju 39 elementov, 13 statickych, 13 delta a 13 akceleracnych
koeficientov. Takto vSetky nastavenia a transformacie aplikované na topologické invarianty produkuji
13 statickych elementov na casové okno, o prispieva podstatnou mierou k zjednodusSeniu
vyhodnocovacieho procesu.

5.5.1 Povodny navrh topologickych invariantov
Prvy subor experimentov overoval pdvodny koncept, a sice poCet preseknuti cez rozne osi.

V tomto stibore experimentov sme pouzili 16 kritickych priepusti z rozsahu 200-4000Hz a preseknutia
pozdlz 2 osi v kazdej priepusti, t.J. vel’kost’ vektora bola 32. Toto by malo zaistit’ korektnti detekciu
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jednotlivych harmonickych frekvencii a v zloZitejSej situdcii identifikovat’ rozdiely. Zistili sme, Ze pri
takom nastaveni sa nedal uskuto¢nit’ u¢iaci proces, ako sme ho definovali v 5.1.4.5, az do konca.
Pri¢inou takéhoto spravania sa bola singularita alebo blizkost’ singularite kovarianénych matic, ¢o
zastavilo v kone¢nom dosledku uciaci proces. Podobna situacia sa opakovala aj 8 frekvenénymi
priepustami (Mel frekven¢na $kala) a detekujuc preseknutia na 4 osiach. Takto sme boli nliteni
usudit’, Ze pdvodny pristup, bez nejakych modifikacii nie je vhodny pre HMM modelovanie.

5.5.2 Aplikovanie LDA na topologické invarianty

LDA transformadcia sa konStruovala na ¢asovo usporiadanych datach a vektory ¢ft sme zoskupili
podl’aich prislusnosti k slovenskym fonémam - hlaskam (51 tried). Tymto spésobom sme ziskali 13
statickych ¢ft na casové okno, ktoré boli z hl'adiska linearnej transformacie najdiskriminativnejsie.
LDA tspesne potlacila, v predoslom odstavci, spominané singularity a takto sa mohli Gispesne dokon¢it’
vSetky uciace cykly.

Avsak, dosiahnuté vysledky neboli uspokojujice, pretoze minimalne chyby na slovo (WER)
boli nasledovné: aplikacné slové 14.23%, izolované Cislice 14.9% a ret'azce ¢islic 33.6% z WER.
PretoZe tieto vysledky nie su pouZitené na sii¢asnych aplikaciach, nebudeme sa venovat’ ostatnym
nastaveniam s takymito jednoduchymi modelmi topologickych invariantov.

5.5.3 Zahrnutie informacie o energii

Na zéklade predoslej diskusie a diskusie v Casti 5.4.4, sme pridali relativnu energiu k topologickym
invariantom. Takymto spdsobom sa kazdy vektor ¢ft rozsiril o tol’ko parametrov kol’ko bolo
frekvencnych priepusti.

Avsak, vSetky parametre sa na konci transformovali pomocou LDA na kone¢ny staticky
vektor o dizke 13 prvkov. Tento postup viedol, pre 16 kritickych priepusti a 2 preseknutia na
priepust’, k vel'kému zisku v uspesnosti rozpoznavania. Minimalne WER potom boli: 1.07%, 2.2%,
a2.75%, odpovedajico pre izolované Cislice, aplikacné slova a retazce Cislic. DetajlnejSia celkova
uspesnost’ je uvedena na Obr. 38, kde st uvedené jednotlivé WER - uspeSnosti pre rézne HMM
modely a testy aplikacnych slov.
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Obr. 38 Uspesnosti slov (WER) pre rézne HMM (mini - CI 1.beh, mono - CI 2. beh, zviazané — CD 3. beh)
so zmesmi v rozsahu od I do 32 Gaussianov
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PretoZe tato modifikacia viedla k podstatnému vylepSeniu uspesnosti naSho modelu, rozhodli
sme sa v d'alSom prevadzat’ testovanie uZ len s topologickymi invariantami s relativnou energiou a
LDA. Ako je vidiet’ aj na Obr. 38 narastanie zlozitosti modelu vedie k zlepSeniu vysledkov aj pre CI
aj CD fonémy. AvsSak, d’alSie zvySenie nad 32 zmesi vedie len k malej vyhodnosti, tu uz
pravdepodobne vstupuje do hry jav pretrénovania HMM.

5.5.4 Pocet osi - invariantov a frekvencnych priepusti

Ako sme videli v predoslom, tieto dve nastavenia, t.j.pocet osi pozdiz ktorych sa meraju preseknutia
apocet frekvencnych priepusti, do ktorych sa roz€leni primerany frekvencny rozsah (200-4000Hz)
st ddlezité a preto sa musime venovat’ ich analyze podrobnejsie. PretoZe tieto parametre su fyzikalne
v blizkom vzt'ahu, o vyplyva priamociaro z Obr. 30, ich optimalizacia sa ned4 previest’ oddelene.
Z elementarnych tivah vyplyva, Ze ¢im mame viac frekvencnych priepusti, tym je, v pragmatickom
zmysle slova - pre vSetky praktické ucely, v danom frekvenénom rozsahu menej harmonickych
zloziek. Takto tvar signalovej trajektorie (x(t), y(t)=x’(t)) - Nyquistov graf je podobny kruznici.
Takto na jej popis je nutnych menej osi; teoreticky jedna os pre jednu kruznicu. V takomto
zjednodusenom pripade pocet preseknuti cez 'ubovolnl os bude v priamom vzt'ahu k danej
harmonickej frekvencii v danom pasme.

Na druhej strane, pri zmenSovani poctu frekvencnych priepusti dochadza k obratenému efektu,
na popis signalu je treba viacero osia. V naSich experimentoch sme nastavili ako maximalny pocet
filtrov-frekvenénych priepusti na 16, pretoZe to pojmovo odpoveda kritickym priepustiam pozdiz
Barkovej $kaly z rozsahu od 200 do 4000Hz. Ako opacny extrém sme pouzili iba 8 frekvencnych
priepusti rovnomerne rozdelenych od 200 do 4000Hz pozdiz Mel $kaly. Toto je prakticky
pravdepodobne najnizsi pocet filtrov ktory je rozumne pouZit’ v systémoch rozpoznavania. Pretoze
musime uvazovat’ vel'a kombinacii t.j. HMM modelov a 3 testovacie scénare, vybrali sme pre
vyhodnotenie modelov a testov agregovanti formu, pricom sme zaznamenavali aj najlepsie vysledky.

O Averaged WER @ Minimmal WER for application w ords

WER [%]

Obr. 39 Ustrednena a minimalna uspesnost’ (WER) pre rozlicné pocty priepusti
a topologickych invariantov (preseknuti)

Takto na Obr. 39 sme znazornili stredné chyby pre testované pocty frekvencnych priepusti
(16, 8) spolu, v kombindcii s topologickymi invariantami pre 3 testované scénare a u¢iace modely
(CIaCD od 1 do 32 zmesi). Aby sme zohl'adnili aj informéciu o najlepSej dosiahnutel'nej uspesnosti,
uviedli sme tiez vysledky pre testy aplikanych slov. Ako vidime z Obr. 39 aj 16 alebo 8 frekvencnych
priepusti vedie k podobnym vysledkom, ak sa vyberie v kazdom pripade primerany pocet preseknuti
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(invariantov). AvSak kombindcie s mensim poctom frekvencnych priepusti a va¢sim poctom
invariantov vedu k vyssej tispesnosti.

5.5.5 Potlacenie korelacii vnutri tried

DalSou linearnou transformaciou je taka transformacia, ktora potla¢i korelacie medzi elementami
vnutri kazdej triedy, a takto sa daji presnejsie fitovat’ pomocou diagondlnych kovarian¢nych matic.
Dekorelacny proces sme previedli tak ako je uvedené v Casti 5.4.2, kde sme vybrali pre dekorelacny
proces element s najvysSou ustrednenou koreldciou skrz vSetky triedy. Potom, sme pre tento element
testovali subor matic rotacie tak, Ze rozdiel medzi susednymi maticami bol okolo 3.6 stupiiov. Tu
sme aplikovali jednoduchy algoritmus - neopakovat’ znovu a znovu eliminéciu rovnakého elementu
ale nahodny vyber odlisného elementu.

Na Obr. 40 je graficky znazornena efektivnost’ tohto procesu ukazanim relativneho poklesu
maximalnych korelacii po aplikovani dekorelacnej transformacie na kazdu z tried. Ako mieru
efektivnosti sme pouzili relativne zlepSenie.
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Obr. 40 Relativny pokles v maximalnch korelaciach vnutri kazdej triedy po aplikovani dekorelacnej
transformdcie

V Tab. 10 sme zobrazili relativne zlepSenie jednotlivych WER vo vztahu k pdvodnému navrhu
s LDA transforméciou. ZlepSenia st uvedené v agregovanej forme - pre vSetky testy a modely, a
oddelene pre dva druhy nastaveni: 16 frekvencnych priepusti a 2 invarianty a 8 frekvencnych priepusti
s 6 invariantami. Taktiez sme uviedli relativne zlepSenie najlepSich WER pre najlepsie WER hodnoty
atestovanie aplikacnych slov. Ako je vidiet, aj pre agregované vysledky aj pre margindlne vysledky
(minimalne hodnoty WER), sa pomocou dekorela¢nej transformacie dosiahli dost’ podstatné
vylepSenia.

16 priepusti 8 priepusti

2 preseknutia 6 preseknuti
Relativne vylep$enie pre stredné WER 3.76% 11.44%
Relativne vylepSenie pre minimalne WER | 43.63% 18.95%

Tab. 10 Relativne vylepSenie WER pre dekorelacnu transformdciu a dva typy ¢rt
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5.5.6 Rotacia Nyquistovej roviny

Znovu, aby sme videli vyhody rotacie signalovej roviny, alebo Nyquistovho grafu pre nase signaly
previedli sme subor experimentov s modelmi a testovacimi podmienkami pre nasledovné nastavenia:
16 frekvencnych priepusti a 2 preseknutiami a 8 frekvencnych priepusti s 6 preseknutiami. Z mnoZstva
vysledkov, ktoré prezentujeme v Tab. 11 sme vytvorili, znovu agregovanim - uvazovanim vsetky
modely a testy oddelene pre spomenuté dve nastavenia. Vysledky st uvedené vo forme vylepsenia
oproti povodnému navrhu s aplikovanim LDA a dekorela¢nou transformaciou. VylepSenia stiuvedené
aj pre najlepsie WER hodnoty zaznamenané skrz testy pre aplika¢né slova.

16 priepusti 8 priepusti

2 preseknutia 6 preseknuti
Relativne vylepSenie pre stredné WER 7.69% -6.47%
Relativne vylepSenie pre minimalne WER | 35.07% 35.07%

Tab. 11 Relativne vylepsenie WER pre rotdaciu Nyquistovho grafu a dva typy ¢rt

Ako je vidiet’ z tabul’ky navrhnuta rotacia sa ukazala ispeSnou pre obe situacie v pripade16
frekvencnych priepusti a 2 preseknuti. Avsak, v pripade 8 frekvencnych priepusti a 6 preseknuti nie
jejej vyhoda taka zrejma, pretoze ustrednend chybovost narastla o viac nez 6%. Na druhej strane
aplikécia rotacie Nyquistovej roviny je stale vyhodnou v zmysle najlepsie fungujticich modelov pre
testy aplikac¢nych slov. Tieto zistenia odpovedajti predoslej diskusii, 5.4.3, kde rotacia ma jasnejsiu
interpretaciu pre dve harmonické frekvencie (Uzke frekvencné priepuste), ale je o mnoho zlozitejSia
pre obecnejsie pripady.
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6 Vysledky-verifikacia hovoriaceho

V tejto Casti sa budeme zaoberat’ popisom a vysledkami, ktoré sa dotykaji modelu verifikacie
hovoriaceho. V prvej ¢asti predlozime obecnejsi tvod do parametrizacie reci pre verifikaciu
hovoriaceho a nasledne v kratkosti popiSeme nas systém topologickych invariantov, TIM. V druhe;j
Casti sa budeme venovat’ struénému popisu klasifikaénych procedir vhodnych pre tlohy verifikacie
hovoriaceho a a poslednej ¢asti uvedieme niektoré vysledky odvodené z experimentov v realnych
podmienkach.

6.1 Parametrizacia reci pre ulohy verifikacie

Akustické Erty st zakladom celého systému rozpoznavania, dobré ¢rty by mali byt’ citlivé k rozdielom
pre jednotlivych roznych hovoriacich a mali by byt “hluché” k tym, ktoré nie su podstatné pre nas
sluchovy systém na strane percepcie. Napriklad, poloha formantov v spektre a ich Sirky st dolezité
pre diskriminaciu zvukov. Na druhej strane, nasledujuce aspekty nie st tak doleZité: celkova obalka
spektra a jeho pokles, frekvencie pod frekvenciou prvého a nad frekvenciou tretiecho formantu.
Naviac, ¢rty by mali byt’ necitlivé k aditivnemu a konvoluénému Sumu, alebo aspon by mali byt
'ahko lokalizovateI'né v priestore ¢ft. Nakoniec, je zvykom aplikovat’ casové RASTA filtrovanie,
aby sa potlacili poruchy, ktorych zdrojom st rozne prenosové kanaly.

Produkcia reci sa da za urcitych podmienok modelovat’ linearnym IIR filtrom, pozri €ast’
2.1.1.1rovnica (3). Ak teda vieme prenosovu funkciu tohto filtra (napr. minimalizovanim lineérne;
predikénej chyby) mézeme odhadniit’ 1okalizaciu formantov a ich Sirky

F=arg(z,) 2’;; [Hz], B=-log(z, |)%[Hz] (93)

kde z je komplexny pol, F je poloha formantu pre jeden komplexny pol a B je jeho Sirka. Avsak,
ak st pritomné poly v (3), potom rovnice (93) st iba hrubymi odhadmi, pretoze viac polov sa moze
vzajomne ovplyviiovat’.

Avsak, najpouzivanej$imi ¢rtami st MFC, a PLP , ktoré sa pouZivajii v spojitosti so systémami
rozpoznavania. Toto sa mdze zdat’ trochu prekvapujuce, pretoZe rozpoznavanie hovoriacich je v
podstate opacna lloha, t.j. pri rozpozndvani reci je cielom potlacit’ variabilitu v populécii tak aby
zostala iba lexikélna Cast’. Avsak, su navrhnuté tak, aby detekovali polohy a Sirky formantov, ktoré
st akusticky percepovatelné a l'ahko sa interpretuju a maji kompaktnu reprezentéciu, ¢ize napriklad
jednoduché miera vzdialenosti ako je euklidovska vzdialenost’ mé dobry akusticky vyznam.

Obe ¢rty st ur¢itym typom modifikovanych kepstralnych koeficientov, lisia sa len v sposobe
svojho vypoctu, pozri 2.1.1.2. MFC pouZziva predzosilnené Mel a PLP Bark spektra. PLP je
zlozitejSou procedurou, pretoze naviac k MFC aplikuje aj vyrovnéavanie hlasitosti vahujuc
napodobovanie 'udskej citlivosti, transformaciu intenzity na hlasitost’, umocnenim intenzity na 0.3,
pozri2.1.12 vztahy (10) a (11) a nakoniec len polové modelovanie spektra, ktoré sa znovu konvertuje

na kepstralne Crty, Honig, Stemmer, Hacker, Brugnara (2005), Hermansky, Hanson, Wakita

(1985).

Navrh nasho TIM (Topological Invariant Model) modelu pre verifikaciu hovoriaceho sleduje
niektoré fyziologické mechanizmy recovej percepcie tak ako sme ju opisali v Casti 4 a v Chudy,
Chudy, Hapdk (1991). Takto kazda ¢ast’ ndsho modelu ma svojho partnera vo fyziologii, aj ked’
je toto spojenie len kvalitativne, detajlnejsie napriklad v Kacur, Chudy (2012), Pickles, J. O.
(1988). Schématické Casti parametrizacie modelu su na Obr 41.
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Obr. 41 Model TIM verifikacie hovoriaceho pomocou topologickych invariantov

Na zéklade poziadaviek na vysledni dimenziu vektora ¢ft sme zafixovali, podl'a predbeznych
odhadov zalozenych na experimentoch na malom korpuse dat, zékladny typ vektora ¢t nasledovne.
Pouzili sme 4 frekven¢né priepuste, pozri Obr. 41, s Barkovou skalou rozdelenou ako 0.1-0.4;
0.5-0.9; 1.0-1.7; 1.9-3.2 kHz. Na aktualne filtrovanie sme pouzili navrh Kaiserovho filtra s obecnymi
charakteristikami ako je zoslabenie filtrarovné 15dB a Gibbsove kmitanie rovné 0.1dB, ¢ast’ 4.

Parametrizécia, naSe vektory ¢ft sa skladali z nezavislych ¢it —preseknutia definované v Casti
4.2 vynasobené Casovym trvanim, pozri vzt'ah (62) pre danu frekvencnu priepust’. Toto nasobenie
vyjadruje relativnu vahu roznych sektorov a frekvencnych rozsahov. Prevadza urcity typ odhadu
relativnej pravdepodobnosti danej ¢rty — preseknutia v danom frekvenénom rozsahu a sektore
Nyquistovej roviny, Obr. 30.

6.2 Metody klasifikacie pre ulohy verifikacie

Kazdy systém rozpoznavania hovoriaceho musi v koncovych stddiach implementovat’ nejaky
algoritmus rozhodovania. Existuje mnoho systémov Mitchell (1997), od teoretickych konceptov
ako je Bayesovsky klasifikator az po prakticky realizovatel'né ako st GMM, ANN, rozhodovacie
stromy, atd’. Obecne sa tieto metody dajt klasifikovat’ do niekol’kych skupin podla r6znych kritérii.

V prvom rade sa daju opisat’ ako deskriptivne metody, ktorych ciel'om je modelovat’ ¢o
najpresne;jsie priestor ¢ft - prikladom mézu sluzit’ GMM (s ML alebo MAP uciacimi kritériami, nie
opravujuce sa), a diskrimina¢né metoédy ako su ANN, SVM, kde sa hlavny doraz kladie na
separovanie roznych tried (namiesto presného modelovania priestoru ¢ft). Inym spdsobom sa dajii
rozdelit’ na parametrické a neparametrické metody (ucenie na zaklade prikladu). Pre parametrické
metddy sa uciace data pouzivaju na prevedenie odhadu parametrov modelu tak, aby sa fitovalo
relevantné pravdepodobnostné rozdelenie alebo minimalizovala chyba klasifikacie, napr. ANN, SVM,
GMM, atd’. Tieto metddy su schopné sa vysporiadat’ s nedostatkom uciacich dat a previest’ urcité
zovseobecnenia. Obycajne st v realnych podmienkach tispesné.

Na druhej strane, metddy zaloZené na uceni z prikladov len uchovavaju vsetky uciace sa data
a pouzivaju ich narozhodovanie o prislusnosti k danej triede, zvy€ajne iba na zaklade vzdialenosti
od uchovanych uciacich dat. Typickym prikladom je metéda kNN, ktord bez ohl'adu na jej
jednoduchost' mdZe viest’ k vynikajucim vysledkom za predpokladu, Ze je dostatocny pocet u€iacich
vzoriek. Tieto metddy nezavadzaji urcité umelé predpoklady o modeloch (pravdepodobnostnych
rozdeleniach), predpokladaji zvycajne iba nejaky typ miery vzdialenosti, ¢o pre niektoré typy ¢ft
nemusi byt zname alebo jasné.

V nasich experimentoch sme pouzili Specidlny druh neurénovej siete, takze urobme malt
rekapitulaciu niektorych zakladnych faktov o ANN. Existuju rozne ANN architektury, ale najcastejsie
pouzivanymi su siete ako viacvrstvové perceptrony (MLP) a radialne bazové funkcie (RBF). Bolo
dokézané, Ze obe siete st univerzalne aproximatory, o znamena Ze mézu aproximovat' l'ubovolnt
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spojita funkciu s 'ubovolne malou chybou, Mitchell (1997). Preto sa daju navrhnut’ a naucit’ za
predpokladu danych uciacich dat tak, ze vedu k najlepSej moznej separacii a méZu dobre
zovSeobecnovat’ pre neuciace vzorky. Avsak, optimalny pocet neurdnov ne je zndmy a zatial’ zname
uciace stratégie negarantuju dosiahnutie globalneho optima. Naviac, ANN st nachylné na jav
prefitovania, takze pocas uciacej fazy sa musi prevadzat’ krizova validacia. RBF siet’ prevadza
lokalne pribliZenie (dané centrami siete) a pomocou vhodnej regularizacie sa da potlacit prefitovanie.
Na druhej strane, MLP prevadza globalnu aproximaciu.

V nasom pristupe pouzité siet’ PNN, alebo “Probabilistic Neural Network™ je vyraz pouzity
Specht (1990) pre kernel diskriminacnu analyzu. MdZeme si tato siet’ predstavit’ ako normalizovant
RBF siet’, v ktorej mame pre kazdy uciaci vzor nejaky skryty neurdn - jednotku, ktord je centrovana
okolo tohto paternu. Tieto RBF jednotky sa nazyvaju ,,jadra“ a st to obyc¢ajne funkcie hustoty
pravdepodobnosti, také ako gaussovské funkcie. Vahy od skrytej do vystupnej vrstvy st zvycajne
rovné 1 alebo 0; pre kazdu skryta jednotku, pri¢om véha 1 sa pouzije pre spojenie iduce do vystupu,
do ktorého dana vzorka patri, pricom vsetky ostatné spojenia maji nulové vahy, pozri ¢ast’ 4.3.

Alternativne mdZeme tieto vahy adjustovat’ pre apriorne pravdepodobnosti pre kazdu triedu.
Takto jediné véahy, ktoré treba modifikovat’ u¢enim su §irky jednotiek RBF. Tieto vahy sa nazyvaju
,»hladiace parametre* a zvyc€ajne sa uréuji pomocou krizovej validacie. Pretoze siet RBF moze
prevadzat zloZzité lokalne aproximacie s 'ubovolnou chybou, ma rychle inkrementalne ucenie, a
poskytuje jednoduchy nastroj na kontrolovanie robustnosti k zaSumenym vzorkdm (pomocou
disperznych parametrov), rozhodli sme sa v d’alSich experimentoch pouZivat’ jej modifikovanu verziu
a sice PNN, pozri ¢ast’ 4.3.

6.3 Podmienky ucenia a testovania

Na experimentoch, ktoré sme vykonali a prizozbierani dat sa ztiCastnilo 26 I'udi. VSetci znich boli
bud’ nativni hovoriaci (20) alebo cudzinci (6), ale vSetci hovorili plynulo anglicky. Medzi nimi bolo
11 zien a 15 muzov, vek od 23 do 66 rokov. Takisto medzi nimi boli 3 pary s rodinnymi vztahmi (2
pary boli bratia, 1 par bol otec a syn), ktorych hlasy sa prirodzene podobali a v realnych situaciach
boli ich hlasy t'azko odliSite'né (aj l'udskym agentom rozpoznavania).

Hardvérova platforma, na ktorej sa robila cela komunikécia a experimenty bolo telefonické
rozhranie DIALOGIC/4D (1992) s 70dB SNR, a frekven¢nou odozvou v rozsahu od 300 Hz do
3500 Hz, na strane verifikacného systému, a obyc¢ajny telefon s tdbnovo/impulznou vol'bou na strane
hovoriaceho. V tomto experimentalnom navrhu kazdy hovoriaci nahovoril 3 realizacie na jedno zo
slov—*“cry”, “ocean”, “daddy”, “void”, “voyage”, “eleven” v uciacej faze, a pocas testovacej fazy
sa ziadalo od kazdého hovoriaceho, aby povedal 3 slova z predoslého zoznamu. Zaciatok a koniec
slov, procedtra VAD, sme urcovali nas§im algoritmom, pozri dodatok A1.

Hovoriaci sa testovali individualne za normalnych zvukovych podmienok a pomocou
Standardného telefonického spojenia. Zber dat aj experimentovanie sa prevadzalo automaticky pocas
24 hodin na dennej baze, pri¢om tcastnici si volili pristup k systému individuélne, od pripadu k
pripadu. Pristup bol pomocou obyc¢ajného telefonu s tonovou vol'bou so systémom Caller ID. Nas
systém sa da rozdelit’, z experimentalneho hl'adiska, na dve zakladné fazy verifikatného procesu —
uciacu a tetovaciu fazu.

Uciaca f4za sa skladala z troch poduloh:

* COLLECT - program pre zber PCM suborov, bezi v rezime realneho Casu.

* EXTRACT - off-line (databazovy) program pre extrakciu ¢tt z databazy PCM stiborov.
Jeho vystupom su vektory ¢ft pre prototypy pre odpovedajiiceho hovoriaceho a dané slovo.

* ADAPT - off-line (datab4azovy) program pre adaptaciu (optimalizaciu) parametrov
neurénovej siete, v naSom pripade PNN.
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Testovacia Cast’ sa sklad4 z jedinej tlohy:

* ACCEPT - program v rezime realneho Casu, ktory prevadza verifikaciu hovoriaceho v
redlnom Case na zdklade nahovorenych troch slov (bud’ pomocou jedného slova - 1-slovna verifikacia,
alebo pomocou vsetkych troch pristupnych slov - 3-slovna verifikécia). Tento program zahfta 3
zakladné procesy: nahranie PCM suborov, extrakcia ¢ft z tychto suborov pomocou zvolenej TIM
metddy, verifikdciu hovoriaceho na zéklade vektora ¢tt z predoslého kroku pomocou zvolenej
diskriminac¢nej metody.

Prirodzené Casové poradie v rdmcei nasho systému obsahuje prave zmienené procesy
(COLLECT, EXTRACT, ADAPT, ACCEPT). Kazdy nésledny proces vyZaduje Gspesné splnenie
predoslého procesu a existenciu uz vytvorenych objektov Phonebook a Wordbook. V nich je
definovana celd nutna informécia o klientoch a slovach, ktoré sa pouzivaji pre testovanie. Takto
proces je definovany ako entita, ktora prevadza vSetky ¢innosti a uchovéava celt informaciu o
konkrétnej tlohe. Pre znazornenie celého mechanizmu zbierania dat, ucnie a testovania rozoberieme
podrobnejsie ilohu ACCEPT.

Procedura Accept je podilohou uréenou na testovanie hlasov klienta pomocou verifikaéného
procesu. Celé informdcia a klientoch a slovach, ktoré vstupuji do tohto procesu je zapisand v
konkrétnom PHONEBOOK a WORDBOOK, ktoré sa daju vybrat’ z predtym uz vytvoreného
zoznamu phonebook-ov a/alebo wordbook-ov.

ACCEPT je procedtrou realneho casu vyzadujticou telefonické rozhranie DIALOGIC. Méze
byt’ prerusend a znovu obnovena (po preruSeni uZivatel'om alebo pri preruseni z dovodov fatlne;j
softvérovej alebo hardvérovej chyby). Procedura Accept ndhodne vybera zdznam klienta z fronty a
rozhoduje sa s pravdepodobnostou 0.5 ¢i sa prevedie volanie tomuto klientovi. Ak je rozhodnutie
,»nie*, potom program ACCEPT prejde na dal$i zaznam vo fronte.

Ak jerozhodnutie,,ano*, potom ACCEPT skontroluje zdznam vo fronte, ¢i ma spravny datum
a Cas, aby sa mohol previest’ telefonat prostrednictvom rozhrania DIALOGIC. Ak st podmienky
splnené potom sa prevedie volanie. Rozhranie DIALOGIC bude monitorovat’ eventy ,,BUSY*,
»NO ANSWER®, alebo ,, CONNECTED*. Ak nie je splnena podmienka ,, CONNECTED* hovor
bude ukonceny a zobrazi sa stav eventu v sprave o vyvoji pokusu, aktualizuju sa ACCEPT RESULT
- Summary Log, Details Log a vyberie sa dals$i ziznam na spracovanie. Ak je splnena podmienka,
potom sa volanej strane ozndmi, Ze ma napriklad 1 minttu na opdtovanie hovoru. Systém potom
oc¢akava spatny hovor.

Ak klient opétuje hovor, systém overi pristupovy kod klienta, pri¢om tento nemusi byt’ zadany,
hovorime o vol'nom pristupe alebo klient bude vyzvany zadat’ DTMF ¢islice a tieto sa overia, alebo
systém zaznamena Caller ID (ICLID). Ak sa pristupovy kod zhoduje so zaznamom klienta, proces
bude pokracovat’ do verifikacnej fazy. PoCas tohto procesu sa volajtci vyzve, aby povedal 3 nahodne
vybrané slova (z 6 moznych). Volajiicemu sa tieZ ozndmi ukoncenie hovoru, hovor sa ukon¢i a
DIALOGIC zavesi.

Po tejto faze sa vybrané tri slova spracuju testovacou verifika¢nou procedurou, pomocou
extrakcie ¢t cez TIM a diskrimindciou pomocou Probabilistic Neural Network, PNN. Potom
systém aktualizuje spravu o vyvoji pokusu a ACCEPT RESULT. Po tomto systém pokracuje dal$im
zaznamom. Procedura ACCEPT musi prijat’ vSetku nutnti informaciu od predoslej procediry ADAPT.
To sa prevadza vyberom konkrétneho procesu zo zoznamu uz vytvorenych procesov ADAPT.

Sprava o vyvoji pokusu zobrazuje informaciu o stave pokusu, meno volaného klienta a Statistiku
o sucasnom pocte pokusov, chyb a volani. Posledny blok informdcie prezentuje Statistiku o pomeroch
zlyhani prel-slovné INTRA,1-slovné EXTRA, 3-slovné INTRA a 3-slovné EXTRA pripady
verifikacného procesu vtedy ak bol pokus tispesny, t.j. ak bolo tspesné volanie klientovi. 1-slovné
alebo 3-slovné rozhodovacie sposoby verifikacie odpovedaji rozhodovaniu na zéklade jedného
vysloveného slova alebo vSetkych troch naraz.
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6.4 Zakladné experimenty na diskriminac¢né schopnosti

V tejto Casti uvedieme vysledky niektorych experimentov pre vyssie uvedené reprezentacie
topologickych invariantov, 128 (4 filtre x 32 topologickych invariantov) zlozkovy vektor, v zavislosti
od rdznych podmienok diskriminacie. Uvedieme vysledky opisujlice vplyv metddy diskriminécie
pomocou DTW vzdialenosti, pri¢om tu sa pocet asovych okien sa meni od realizacie k realizacii, a
aj pre uciace prototypy, porovndme ho s diskriminaciou pomocou euklidovskej vzdialenosti pre
fixny pocet Casovych okien a nakoniec pomocou diskriminacie zaloZenej na PNN znovu s fixnym
poctom casovych okien. Pocet asovych okien, ktory je v rozsahu 30 az 64, sme fixovali jednoduchou
interpolaciou na 4 asové okna, tuto interpolaciu sme prevadzali iba pre euklidovski a PNN metodu
diskriminécie.

Vektory ¢ft, vypocitané pre kazdé Casové okno, st interpolované takym spdsobom, Ze vSetky
realizacie slov maj rovnaky pocet vyslednych (interpolovanych) vektorov ¢it, o je vlastne urcity
sposob normalizécie podl'a ¢asového trvania. Pretoze, vSetky sekvencie vektorov ¢t majli teraz
rovnaki fixovant dizku, mézeme ich segmentovat’ do rovnakého poétu segmentov (pre testované
slova, kvoli presnosti, vypoctovym a pamétovym poziadavkdm sme pouzili 4 segmenty).

Vo vsetkych simula¢nych experimentoch boli nahovorené tri u€iace prototypy pre kazdého
hovoriaceho a kazdé slovo.

Uvedené skore zlyhania sa dotykaju ulohy verifikacie, ked’ sa od osoby vyZaduje povedat’
iba jediné slovo, t.j. verifikacia pomocou jedného slova, uz spominany, na konci predosle;j casti, 1-
slovny typ verifikécie.

Akceptacné rozhodnutie podl'a akceptacného kritéria( Specifického pre kazdi metddu) sme
previedli pre kazda konkrétnu testovanu realizaciu v porovnani k vSetkym (3) prototypom (alebo
ich kombinécii v pripade pravdepodobnostnej neuronovej siete). Vyhodnotenie vykonnosti sme
urobili nasledovnym spésobom. Pre DTW a euklidovsku metodu definujeme prah vzdialenosti ako

prah = meandist + a*(meandist - maxdist) (94)

kde meandist je aritmeticka stredn4 hodnota vzdialenosti, maxdist je maximélna vzdialenost’ skrz
vSetky DTW alebo euklidovské vzdialenosti medzi prototypmi vo vzt'ahu ku konkrétnemu slovu a
konkrétnemu hovoriacemu, a je empiricky parameter fixovany dopredu, na zaklade viacerych
experimentov ako a=0,2. Pre PNN metddu tento prah vzdialenosti koreSponduje disperznému
parametru, 6 = 1,5. Rozhodovaciu stratégiu v tomto pripade prediskutujeme neskor.

Potom v pripade DTW a euklidovskej diskriminacie odliSujeme dva pripady:

A. Ak prototyp a konkrétna testovana realizacia st z rovnakého hovoriaceho urobime
rozhodnutie o zlyhani, ak je ich vzdialenost’ vacSia nez prah vzdialenosti.

B. Ak prototyp a konkrétna testovana realiz4cia nie s z rovnakého hovoriaceho urobime
rozhodnutie o zlyhani, ak je ich vzdialenost' menSia nez prah vzdialenosti.

Ako zakladny $tatisticky vysledok vyhodnotime pocet intra -hovoriaci zlyhani a extra-hovoriaci
zlyhani pre kazdého hovoriaceho a kazdé slovo v databaze.

V pripade metddy PNN sa vytvara pre kaZzdého hovoriaceho a slovo Statisticka klusterova
reprezentacia zalozena na 3 prototypoch. V tomto pripade konkrétna realizacia sa porovnava iba k
jednej klusterovej reprezentécii pre kazdého hovoriaceho a slovo (a nie pre 3 prototypy oddelene).

Potom, verifikacia predpokladanej identity sa realizuje ako Statisticky rozhodovaci proces,
ktory testuje nasledujice hypotézy:

A. Vstupny reCovy patern patri do triedy INTRA hovoriaceho X (t.]. patri hovoriacemu X).

B. Vstupny re¢ovy patern patri do triedy EXTRA hovoriaceho X, ¢o je mnoZina zostavajticich
hovoriacich.
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Systém pre rozpozndvanie slov a verifikaciu hovoriaceho

Na zéklade znalosti, predpokladand identita hlasu hovoriaceho bola pravdiva alebo nie sa
potom vypocitaji ispesnosti verfikacie. Rozhodnutie, i testovany patern patri do INTRA/EXTRA
triedy je zaloZené na najdeni najblizSieho suseda k u€iacemu paternu z celej databazy, t.j. z oboch
INTRA aj EXTRA uciacich mnozin.

PNN metoda odhaduje hodnoty pravdepodobnosti testovaného vzoru vzhl'adom k aktualnym
INTRA a EXTRA triedam. St dané vztahmi

Nin,ex_l .
- =NL )y exp(-H x'=xP ||/ 0) (95)

inex 1=0

kde Xt opisuje testovany vektor ¢ita X", X zase u¢iace vektory ¢it aktualnych INTRA aEXTRA
tried, resp.. | || vyjadruje euklidovski vzdialenost’ dvoch vektorov.

Ak:P__ >P

s > Pexna (96)
potom je vstupny vektor ¢ft priradeny do triedy INTRA ina¢ do EXTRA triedy.

Na Obr. 42 st1 uvedené intervaly spol’ahlivosti pre stredni chybovost INTRA a EXTRA
zlyhani v zavislosti od metddy diskriminécie. Podobne v Tab. 12 st1 zobrazené popisné $tatistiky
strednych chybovosti INTRA a EXTRA zlyhani pre jednotlivé metddy diskriminécie. Treba si vSimnut’,
ze euklidovska metdda porovnania, so zafixovanym poctom ¢asovych okien, dava signifikantne
lepsie vysledky ako DTW s premennym poctom okien a len o trochu horSie vysledky ako metoda
DTW na rovnakych paternoch. Prah vzdialenosti bol ur¢eny akoa=0.2 apre PNN 6 =1.5.

30

20 1

10 1

95% CI (INTRA+EXTRA)/2 Total

dtw dtw-4 euc-4 pnn-4

Metdda
Obr. 42 Intervaly spolahlivosti pre strednu chybovost' INTRA a EXTRA zlyhani v % v zavislosti od metody

diskriminacie - DTW- premenlivy pocet casovych okien, DTW-4 - Styri Casové segmenty,
EUC-4 - styri casové segmenty, PNN-4 - Styri casové segmenty

Prezentované vysledky vedu k nasledujicim zaverom:

1. V predosle;j Casti definované topologické parametre su vhodnymi ¢rtami pre ulohu verifikacie
hovoriaceho, pretoZe ak sa transformujt na nizko rozmerny komprimovany tvar stt schopné zhlukovat’
podl'a hovoriaceho s 80 % presnost'ou iba pomocou najjednoduchsej ale zaroven najrobustnejsej
a vypoctovo najmenej narocnej metddy porovnavania euklidovskej vzdialenosti, pozri (94).
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6 Vysledky-verifikacia hovoriaceho

(INTRA +EXTRA)/2 Total M SD
DTW| 24,8696  8,3648

DTW-4 17,1788 4,0952

EUC4] 19,3596  4,5230)

PNN-4 86654 55686

Tab. 12 Popisné statistiky pre strednii chybovost INTRA a EXTRA zlyhani v % v zavislosti od metody
diskriminacie - DTW- premenlivy pocet casovych okien, DTW-4 - Styri casové segmenty, EUC-4 - Styri casové
segmenty, PNN-4 - Styri casové segmenty

2. DTW metody nevylepSuju podstatnou mierou presnost’ ( alebo presnejsie vylepsuju ju iba
o trochu).

Obecne, vysledky zaloZené na tychto komprimovanych reprezentaciach st este lepsie.

3. Vysledky zaloZené na metdde PNN st signifikantne lepSie (lepSie ako 90% presnost’) nez
pre iné vySetrované metody. Naviac, metdda PNN je menej vypoctovo nadrocnd v porovnani s
DTW.

Na Obr. 43 sme uviedli intervaly spol’ahlivosti pre stredné chybovosti INTRA a EXTRA
zlyhani v zéavislosti od daného slova pre PNN metodu diskriminacie (4 Casové segmenty).
Predpokladdme, ze medzi jednotlivymi slovami nebudu rozdiely v uspeSnosti. Naozaj vidime, ze
rézne slova maju sice rozne presnosti rozpoznavania, ale medzi jednotlivymi slovami nie je Statisticky
signifikantny rozdiel v chybovostiach, (F=1,289; sig=0,273; df=5). Kde F je Fisherova Statistika,
sig znamena signifikancia daného testu a df znamena pocet stupiiov volnosti. Posledny zaver sme
urobili pomocou GLM procedury, opakovanych merani v SPSS 8 za predpokladu preukézania
sféricity (Chi =15,811; sig=0,328;df=14). V Tab. 13 st zobrazené popisné Statistiky strednych
chybovosti INTRA a EXTRA zlyhani pre jednotlivé slova pre PNN-4 metodu diskriminacie.

15

95% Cl (INTRA+EXTRA)/2 Total

N= 2 2 2 2 2 2
Slovo1 Slovo2 Slovo3 Slovo4 Slovo5 Slovo6

Obr. 43 Intervaly spolahlivosti pre strednii chybovost INTRA a EXTRA zlyhani v % v zavislosti od slova
pre diskriminacnu metodu PNN-4 - Styri casové segmenty

Takze, napriklad ak pracujeme iba s 3 vhodne vybranymi slovami celkové vysledky sa moézu
podstatne vylepsit. Toto sa vyuziva pri metodike verifikécie, ktorti sme nazvali 3-slovnd, ked’ sa
diskrimina¢ného procesu zicastnia 3 slova naraz, pozri d’alej. Prah vzdialenosti bol ur¢eny takym
istym spdsobom ako v (94) rovny a = 0.2, analogicky v ramci pristupu PNN disperzny parameter
o = 1.5, pozri vztahy (95) a (96).
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Systém pre rozpozndvanie slov a verifikaciu hovoriaceho

M SD
Slovo 1 6,7308 5,2635
Slovo 2 9,4712 6,9650
Slovo 3 8,5962 6,7628
Slovo 4 7,0577, 6,3915
Slovo 5 8,2596 5,3486
Slovo 6 6,0769 4,1102

Tab. 13 Popisné Statistiky pre strednu chybovost INTRA a EXTRA zlyhani v zavislosti od slova
pre metodu diskrimindcie PNN-4 - Styri casové segmenty

6.5 Diskriminacné schopnosti PNN modelu verifikacie

Takto sme nakoniec na zdklade predoslych experimentov vybrali nasledovnu reprezentaciu hlasu
hovoriaceho: 4 frekvencné priepuste, kazda rozdelena do 4 segmentov v Case pre vSetky nasledujice
experimenty. Konecna reprezentacia je dand vlastne po¢tom vySetrovanych osi, resp. oblasti, Obr.
30 v Casti 4., v d’alSom sa v naSej parametrizacii uvazuje iba vrchna ¢ast’ grafu. Inymi slovami, staci
uvazovat iba polovicu topologickych invariantov, ¢o vysledkovo prediskutejeme neskor.

Treba poznamenat, ze parameter PNN o reprezentuje disperzny parameter, ktory sa
optimalizuje podl'a vybranych kritérii a moze byt nejakou globalnou (pre vSetkych hovoriacich a
vSetky slova jeden parameter) fixovanou hodnotou ako aj lokalnou (obecne rozny pre hovoriacich
a aj pre slova).

V d’alSom sme implementovali a vyhodnotili 2 typy verifikacnych procesov: a) 1-slovny -
identita hovoriaceho je prijata alebo odmietnuta na zéklade jediného vysloveného slova, a rozhodovaci
proces je identicky s uvedenym na predoslych riadkoch, b) 3-slovny - dentita hovoriaceho je
rozhodnutd na zéklade troch roznych slov - trojica slov (v d’alSom ju budeme nazyvat’ obecne
polozka). Proces rozhodnutia v poslednom pripade pouZziva rozhodnutia urobené na jednom slove
a konecné rozhodnutie je zalozené na principe - va¢Sina vyhrava.

6.5.1 Disperzny parameter a PNN diskriminacia

Prvy experiment, ktory sme previedli v kontexte PNN a jej z&vislosti na disperznom parametre,
spocival v otestovani celkovej ispesnosti na tomto parametri neurénove;j siete, pozri kapitolu 4.
Spravanie sa ispeSnosti z hl'adiska disperzného parametra pre optimalizacie na 1-slovo a 3-slova je
zobrazené na Obr.44.

60

Chyba pre 1-slovnd verifikaciu
3-slovnu verifikaciu

Chyba pre

(INTRA +EXTRA)/2

,10 1,10 210 310 410 510 610 7,10 810 9,10 ,10 1,10 2,10 3,10 4,10 5,10 6,10 7,10 8,10 9,10

SIGMA SIGMA

Obr. 44 Chybovostv % pre 1-slovny (vlavo) a 3-slovny (vpravo) rozhodovaci proces v zavislosti
Y p y y (VP p
od sigma — parametra disperzie PNN siete
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6 Vysledky-verifikacia hovoriaceho

Z Obr. 44 vidime, Ze chybovost’ verifikacie ma opa¢nu tendenciu pre INTRA a EXTRA
diskriminacie, ¢o je odpovedajuice, v podstate trividlne spravanie. ,,Plato* je dostatocne Siroké k
schopnosti vybrat’ si optimalnu hodnotu parametra v zmysle INTRA+EXTRA)/2 chybovosti. V
nasom pripade to odpoveda intervalu priblizne od 0,75 po 2,0. V tomto intervale je aj INTRA aj
EXTRA chybovost’ optimalna.

Na Obr. 45 je celkova chybovost’ (priemer INTRA a EXTRA chybovosti) 1-slovného v
porovnani s 3-slovnym rozhodovacim procesom. Z Obr. 45 vidime, Ze 3-slovna chybovost’ je
priblizne 3 nasobne mensia ako pre 1-slovntl, pre optimalne vybrany disperzny parameter. Pre
vysoké hodnoty disperzného parametra sa chybovosti 1-slovného a 3-slovného procesu verifikacie
rpiblizujt k sebe, v limite vel'mi vysokych hodndt disperzného parametra si rovnaké. Na opaénom
konci, pre malé hodnoty disperzného parametra je 3-slovna verifikécia priblizne dvojnasobna oproti
1-slovne;j verifikécii.

30

Chyba verifikacie

1-slovo

0 3-slovo
,10 130 250 370 490 610 730 850 970
,70 190 310 430 550 670 790 9,10

SIGMA

Obr. 45 Chybovostverifikdacie v % porovnana pre 1-slovny (plnd c¢iara) a 3-slovny (prerusovana ciara)
rozhodovaci proces v zavislosti od sigma — parametra disperzie PNN siete

6.5.2 Sum a PNN diskriminacia

V druhom type experimentov sme sa snazili vysetrit’ zavislost’ nasej verifikacnej metddy na Sume,
¢o odpoveda interferencii Sumového paternu so signdlom aj multiplikativnym aj aditivnym spdsobmi.
Zasumenie povodného signalu sme definovali ako

S, (t) = S,(t) + randGauss(dev) * S (t) 97)

kde S (t) je pdvodny signal, S (t) je zaSumeny signal pomocou Gaussovho generatora nahodnych
¢isiel randGauss(dev) s nulovou strednou hodnotou a Standartnou odchylkou
dev=(0,0;0,1;0,2).

Previedli sme experiment ako v predoSlom pripade, ale so vSetkymi testovanymi signalmi
zaSumenymi s multiplikativnym gaussovskym Sumom. Proporcie Sumu st dané v nasledujtcej tabulke,
Tab. 14, spolus INTRA a EXTRA chybovostami 1-slovného verifikaéného procesu (pre vsetkych
6 slov). Predpokladdme, Ze bude rozdiel v uspesnosti pre vel'ké Sumy.

Slovol Slovo2 Slovo3 Slovo4 Slovo5 Slovo6

INTRA EXTRA INTRA EXTRA INTRA EXTRA INTRA EXTRA INTRA EXTRA INTRA EXTRA
dev 3.8 4.4 11.5 6.1 13.0 4.7 5.8 7.8 6.3 7.2 4.8 3.7
0
devR 3.8 9.6 10.1 8.8 9.1 8.1 4.8 9.3 5.8 10.8 2.9 9.3
0,1
dev 2.9 22.4 5.8 16.8 9.1 16.8 2.4 17.9 3.8 20.1 4.3 20.1
0,2

Tab.14 Chybovost verifikacie v zavislosti od sumu v % pre 3 urovne parametru Sumu dev, podla (97)
a pre vsetky testované slova
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Systém pre rozpozndvanie slov a verifikaciu hovoriaceho

Z Tab. 14 vidime, Ze najvyssi stupen zaSumenia dev=0,2 sa prejavuje az trojnasobnym zvysenim
EXTRA chybovosti pre dané slovo, pre INTRA chybosti nepozorujeme taky vel'ky narast. V
priemere INTRA a EXTRA chybovosti sa pre nulovy a nizky Sum Statisticky neliSia, pozri Obr.46.

20 20

ER

95% CI chyba 1-slovna verifikacia
95% CI chyba 3-slovna verifikacia

N= 2 2 26 N= 2% %
0 0,1 0,2 0 0,1 0,2

Obr. 46 95% intervaly spolahlivosti chybovosti verfikacie v % pre 3 urovne zasumenia Sum
pre 1-slovné (vlavo) a 3-slovné (vpravo) spésoby verifikacie

Na Statistické vyhodnotenia pozorovanych vysledkov sme pouzili Statisticky program SPSS
8 ajeho proceduru General Linear Method (GLM) spolu s chybovymi grafmi 95% intervalov
spol’ahlivosti pre relevantné velic¢iny, o odpoveda tirovni vyznamnosti rovnej 5%, Field (2009).

Vysledky celkovej uspesnosti vyhodnotené pomocou GLM — opakované merania, indikuja,
ze je signifikantny rozdiel (F = 54,34; df =2; sig = 0,0), medzi chybovostou 1-slovne;j verifikacie
zaSumenej s Urovilami parametra dev 0, 0,1 a 0,2. V predoslych oznaceniach sme pouzili F ako
testovaciu Statistiku, v tomto pripade Fisherove F, pomocou df oznacujeme stupne volnosti relevantné
pre Specificky test, a sig oznacuje dvojstrannu signifikanciu daného testu hypotéz. Podobné plati aj
pre 3-slovny proces verifikacie s (F = 128,5; df =2; sig =0,0), pozri Obr. 46.

Z Obr. 46 vidime, Ze nie je signifikantny rozdiel medzi Sumom opisanym parametrom dev=0
a dev=0,1 v celkovej strednej chybovosti verifikacie, ¢i pre 1-slovny sposob alebo 3- slovny.
Chybovosti pre dev=0,2 st priblizne viac ako 2 krat vyssie aj pre 1-slovny spdsob alebo 3- slovny.
Zaroven su signifikantne vysSie v porovnani s chybovost’ami pre nizSie urovne Sumu.

6.5.3 Dimenzia vektorov ¢rt a PNN diskriminacia

V tret'om type experimentov sme skumali zavislost’ nasej verifika¢nej metddy od dimenzionality
vektorov Cft, t.J. porovnavali sme 4, 8 a 16 osi na Nyquistovom grafe (Obr. 30, Cast’ 4). Pretoze sa
v na$ej parametrizacii uvazovala iba vrchnd Cast’ grafu, pouZili sme nasledovné dimenzie vektora ¢ft
na patern slova: 32, 64 a 128. Predpokladdme, Ze GispeSnosti sa nelisia pre jednotlivé dimenzie.

Z Tab. 15 vidime, Ze najmensi rozmer reprezentacie 32 sa prejavuje v strednom najmensimi
hodnotami INTRA chybovosti pre dané slovo, pre EXTRA chybosti nepozorujeme taky vel’ky
narast s narastajiicou dimenziou. V priemere INTRA a EXTRA chybovosti sa pre vSetky skiimané
dimenzie Statisticky nelisia.

slovol slovo2 slovo3 slovo4d slovo5 slovo6
INTRA | EXTRA INTRA | EXTRA INTRA | EXTRA | INTRA | EXTRA INTRA | EXTRA INTRA | EXTRA

dim 3,4 9,5 10,6 8,5 10,6 7,8 4,3 9,7 6,3 10,5 4,8 8,7
32
dim 5,3 5,5 14,4 5,0 13,0 4,6 6,7 5,8 7,2 6,6 9,1 5,2
64
dim 3,8 9,6 10,1 8,8 9,1 8,1 4,8 9,3 5,8 10,8 2,9 9,3
128

Tab. 15 Uspesnost procesu verifikicie v % pre 3 dimenzie a pre vietky testované slova
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6 Vysledky-verifikacia hovoriaceho

PouZijic pdvodné testovacie data v 1-slovnej konfigurécii vidime, pomocou GLM - opakované
merania, Ze nie je signifikantny rozdiel (F=1,916; df=2; sig=0,158) medzi testovanymi dimenziami.
Na druhej strane, vidime, Ze je signifikantny rozdiel (F=7,544; df=2; sig=0,0) medzi vySetrovanymi

dimenziami pre 3-slovné proces verifikacie, pozri Obr. 47.

95% CI chyba 1-slovna verifikacia
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95% Cl chyba 3-slovna verifikacia

6,0

4,0

2,0

0,0

2
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Obr. 47 95% interval spolahlivosti chybovosti procesu verfikdacie v % pre 3 dimenzie vzorov slova
32, 64, 128 a pre 1-slovnu (vlavo) a 3-slovnu (vpravo) metody verifikacie

Chybovosti pre 3 dimenzie vektorov nie su signifikantne rozdielne, ako vidime aj z grafu na
OBr. 47, pre 1-slovné spdsoby verifikéacie. Pre 3-slovné spdsoby verifikacie sa prekvapujiico ukazala

Vv

(64 a 128) dimenzie, ktor¢ sa ukazali ako Statisticky rovnaké z hl'adiska chybovosti.
6.5.4 Robustnost’ obecného modelu hovoriaceho a PNN diskriminacia

Dal$ou déleZitou értou v nasej metode je tieZ schopnost’ zovieobecnenia vzhl'adom k poétu a
vyberu dopliujtcich hovoriacich pre EXTRA triedu. Hovorime o vysokej zovSeobecnitelnosti ak
iba maly podiel zo vSetkych doplitujtiicich hovoriacich méze vytvorit’ robustnt reprezentaciu EXTRA
triedy, tuto schopnost’ vyjadrime formélne pomocou pojmu vynechani hovoriaci - OS (omitted
speakers). V poslednom type experimentu vySetrime prave tito vlastnost’, t.j. chybovost’ v zavislosti
od poctu vynechanych hovoriacich. V tychto experimentoch sme vybrali dimenziu vektorov ¢t
rovnu 32, parameter Sumu dev je rovny 0. Potom pozorované INTRA a EXTRA uspesnosti st
dané v Tab. 16 pre pocet 0 az po 20 vynechanych hovoriacich. Hodnoty v Tab. 16 st priemery pre
dany pocet nahodne vybranych hovoriacich (s vratenim hovoriacich).

#0s = 15

INTRA EXTRA

#0s = 20

INTRA EXTRA

#0Ss = 5

INTRA EXTRA

#0s = 10

INTRA EXTRA

#0sS = 0

INTRA EXTRA

6,7 5,1 6,9 7,1 6,6 9,6 6,0 12,6 5,2 18,3

l-slovo
3-slovo

1,5 1,9 2,1 3,5 2,5 3,8 2,0 4,1 1,4 7,2

Tab. 16 Celkova INTRA a EXTRA uspesnost' v % pre proces verifikacie ako funkcia
poctu vynechanych hovoriacich (#OS) pre 1-slovnii a 3-slovau metody verifikacie

A nakoniec, iba kvoli tplnosti pohl'adu, vysledkov, sme predpokladali, Ze nie st rozdiely v
uspesnosti pre nativnych a inych hovoriacich, ani rozdiely v ispesnosti pre rodinne pribuznych
hovoriacich. Naozaj, nezistili sme signifikantny efekt (t=3.784; df =25; sig=0.231) pre nativnych
hovoriacich (anglicky) v porovnani s hovoriacimi s inym jazykovym pévodom (¢insky, japonsky,
slovensky, grécky), priCom sme pouzili nevyvazeny t-test pre nezavislé vzorky v SPSS a tje testovacia
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Systém pre rozpozndvanie slov a verifikaciu hovoriaceho

Statistika, v tomto pripade Studentovo t, pomocou df oznacujeme pocet stuptiov vol'nosti pre dany
Specificky test, a sig oznacuje dvoj-strannu signifikanciu daného testu hypotéz. Podobne, nezistili
sme efekt, ktory sa dotyka rodinnych vzt'ahov hovoriacich, ktory by sme predpokladali kvoli
podobnosti hlasov ¢lenov z rovnakej rodiny (t=3,025; df=7; sig=0,114). Pre tento ti¢el sme pouzili
4 pary rodinnych prislusnikov v naSej databaze,Chudy, Kacur (2012).
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7 Diskusia

V prvej Casti prediskutujeme vysledky rozpoznévania rec¢i pomocou rdznych pristupov zaloZzenych
na topologickych invariantoch, stistredime sa hlavne na experimenty s modelovanim stvislej re¢i. V
druhej Casti rozoberieme experimenty, ktoré sme vykonali pre otestovanie schopnosti pristupu
zalozeného na topologickych invariantoch v oblasti verifikacie hovoriaceho. A v tretej Casti, venovanej
konceptudlnym otazkam, prediskutujeme percepciu re¢i u I'udi z hl'adiska symetrii systému foném
daného jazyka.

7.1 Rozpoznavanie reci

V tejto praci sme prezentovali matematicky a fyzikéalny pohl'ad na problém rozpoznévania reci
pomocou topologickych invariantov. PouZijuc znalosti a fakty o 'udskom sluchovom systéme sme
boli schopni definovat’ niektoré invarianty, ktoré st matematicky dostato¢ne abstraktné, pricom ale
stale odpovedaju zdkladnym principom sluchového systému. Testovali sme tieto recové Crty na
nasej vlastnej databaze izolovanych slov pomocou modelu PNN a aj na profesionalnej databéaze
pomocou roznych HMM modelov. Navyse, k pdvodnému pristupu sme navrhli a otestovali d’alSie
obecné techniky spracovania signalu tak, aby sme zlepsili Gspesnost’ povodnych ¢ft. V nasledujticich
riadkoch zosumarizujeme hlavné zistenia:

Vsetky ucenia a testy sa vykonali na profesiondlnej re¢ovej databaze MOBILDAT-SK, kde
sme dosiahli nasledovné uspeSnosti 97.7%, 98.7% a 98.9% pre testy na ret’azce Cislic, aplikacné
slova a izolované Cislice, resp.. V d’alSom prediskutujeme cestu akou sme sa dostali k tymto
vysledkom, Kacur, Chudy (2012).

Povodné Crty, reprezentujuce preseknutia réznych osi, nie st vhodné v spojeni s modelovanim
pomocou HMM zalozenom na gaussovskej hustote pravdepodobnostnej funkcie. Niektoré ¢rty su
silne korelované a niektor¢ vedu k nizkej variabilite vnutri tried. Aby sme eliminovali tieto neZiaduce
vlastnosti, uchovajtc diskrimina¢ny potencial pouzili sme jednoduchtt LDA transforméaciu, o sa
ukdazalo ako efektivne. NavysSe k LDA, sme pouzili a otestovali jedint dekorela¢nu transformaciu,
aby sme potlacili korelacie vnutri tried. Pri pouziti diagonalnych kovarianénych matic tento krok
viedol k relativnemu zlepSeniu WER v rozsahu od 3.7% az dokonca do 40%.

Topologické invarianty st tiplne nezavislé od informacie o energii signalu, ale z analyzy reci aj
percepcie vieme, ze evolucia energie v ¢ase je vel'mi dilezita, t.]. jej relativne zmeny. Takto pre
kazdu frekvencnu priepust’ sme pridali novy parameter, popisujuci relativnu energiu. AvSak, po
aplikovani LDA transformacie kone¢na dizka vektora ¢t bola rovnaka. Normalizovana energia
priniesla nasledovné relativne zlepSenie WER: 92%, 84% a 91% pre testovanie ¢islic, aplikacnych
slov aretazcov Cislic, o preukazuje jej opodstanenost’.

Rotécia signalovej roviny sa ukazala ako d’alSou vel'mi vyhodnou transformaciou, Specialne
pre vysSie pocCty frekvenénych priepusti, t.j. uzke priepuste, kde méze eliminovat’ vzajomny fazovy
posuv medzi dvomi kvazi harmonickymi signalmi. AvSak, efektivnost’ takejto transformacie moéze
klesnut’ s narastajucou Sirkou frekvencnej priepuste, kde mozZe byt pritomnych vel'a harmonickych
frekvencii a v tomto pripade efekt rotacie nemusi tak jasny z interpretacného hl'adiska. Pre pripad
16 frekvenénych priepusti sme zaznamenali 7.7% zlepSenie (v strednom), zatial¢o pre pripad 8
frekvencnych priepusti naopak 6.5% zhorsSenie. Na druhej strane, ak sa uvazovalo iba spravanie z
hl'adiska najlepsie sa prejavujicich modelov pre testovanie aplika¢nych slov, v oboch pripadoch sa
dosiahlo zlepSenie 35%.

Co sa tyka testovania po&tu frekvenénych priepusti, testovali sa dva extrémne pripady, 16
kritickych frekvenénych priepusti v rozsahu od 200 do 4000Hz a 8 frekvenénych priepusti
rovnomerne rozdelenych pozdiz Mel kaly, ktoré pokryvali rovnaky frekvenény rozsah. Pre 16
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frekvenénych priepusti sa testovali 2 a 3 preseknutia, pricom niZsie pocty davali lepSie vysledky.
Pre 8 frekvencnych priepusti sme testovali situacie s 4, 6 a 8 preseknutiami; v tomto pripade rozdiely
neboli tak podstatné.

Avsak, vsetky scenare s 8 frekvenénymi priepust’ami boli lepSie oproti 16 frekvenénym
priepustiam v strednom o skoro 20%. Toto moZze viest’ k ur¢itému usudku, ze, aspoi v pripade 8
frekvenénych priepusti, je relevantnejsia informacia uloZena v topologickych invariantoch nez v
informacii o relativnej energii pre kazdu z frekvencnych priepusti. Toto sa méZe vidiet’ z pomeru
poétu elementov nesticich informaciu o energii k celkovej povodnej dizke vektora &ft (pred
aplikovanim LDA); pre 16 frekvencnych priepusti a 2 preseknutia to je priblizne 40% zatialco pre
8 frekvencnych priepusti a 8 preseknuti je to iball.1%. Takto vektor ¢ft obsahujuciiba 11.1%
informdcie o energii si vedie v strednom o0 20% lepSie ako vektor ¢tt s 40% elementov so vztahom
k energii.

Dosiahnuté vysledky sme porovnali s, terajSimi, najpopularnej$imi ¢rtami MFC. Pouzili sme
Standardné nastavenia: 12 statickych MFC, plus normalizovanu energiu, 13 delta, a 13 akceleracnych
koeficientov. Rovnaké nastavenia sme pouzili pre topologické invarianty. V strednom, bertic do
uvahy vSetky modely a scenare testovania, MFC produkuje niz§ie WER o 22%, avS§ak marginalne
scendre testovania zaznamenali zlepSenie topologickych invariantov nad MFC o: 14%, -92%, 25%,
pre aplikaéné slova, retazce Cislic a izolované Cislice resp.. Ako vidime topologické invarianty
zlyhali v porovnani s MFC v scendri ret'azcoch €islic, v ktorom sa vyzaduje dobré modelovanie reci
ako aj dobré modely pozadia a modely nie re€ovych javov.

Vsetky tieto fakty moZzu viest k zaveru, Ze topologické invarianty nemaji postacujiicu
schopnost' modelovat’ nerecové javy. Avsak, to je vecou budticich experimentov, spolu so zahrnutim
casovych topologickych invariantov a takto sa tomuto v tejto praci nebudeme d’alej venovat'.

Podobne k vylepSeniu schopnosti vysporiadat’ sa aj s nereCovymi javmi mdZze dojst’ pomocou
vySetrenia frekvencnych topologickych invariantov. Tato myslienku sme v zakladnej forme rozvinuli
v dodatku A4. Tato mysSlienka sa da pouzit’ samostatne alebo ako jeden z poslednych krokov v
Standartnom PLP pristupe, kde vyhladené spektrum v PLP sa transformuje na topologické invarianty,
podobne ako je uvedené v dodatku A4. Vsetky tieto pristupy a mySlienky by mohli viest’ k
pouzite'nym rieSeniam pre skimania v budicnosti.

7.2 Rozpoznavanie hovoriaceho

V prvom rade, sme boli schopni asponi priblizne replikovat’ tispesnost’ verifikacie hovoriaceho v
laboratérnych podmienkach Reynold (2002). Po druhé, ukazali sme, ze tispeSnost’ metody TIM
spolus PNN v realnych podmienkach sa neznizi podstatnym spésobom az do hodnoty parametra
Sumu dev=0,1 okolo 20%, pozri 6.5.2, ale je to tak iba pre gaussovsky Sum, nie pre abruptny Sum,
podobny realnej$im podmienkam. Metody zaloZené napr. na DTW a topologickych invariantoch sa
vyporiadavaju so Sumom podobnym sposobom, aj ked’ nie tak dobre ako euklidovskd a PNN
metody.

V niektorych pripadoch je percento intraspeaker zlyhani vysSie neZ percento extraspeaker
zlyhani (napr. PNN pre dev =0). Rovnovaha medzi intraspeaker a extraspeaker zlyhaniami sa moze
previest’ pomocou voliteI'ného parametra prahu, (94), Cast’ 6.4. Takze v kazdom pripade je mozné
najst’ taky prah, ze percento intraspeaker zlyhani bude mensie neZ pre extraspeaker zlyhania. Po
tretie, experimenty napovedaju, ze dimenzie vektorov it vykazujt efekty iba pre 3-slovné procesy
verifikacie, pricom efektivne vedu k poklesu uspesnosti s narastajicou dimenziou vektorov ¢tt. Pre
1-slovnti metodu verifikacie sme nepozorovali efekt, Obr. 47, pricom priblizne informacia v Styri
krat vi¢Som vektore Cft je porovnatel'na 3 slovami v 3-slovnej verifikacii.

Zistili sme, Ze Gspesnost’ obecne, vyjadrend v %, okolo 96 % pre jednoslovnu verifikdciu a
98 % pre trojslovnu verifikaciu, je obecne porovnatel'na so systémami zaloZzenymi na MFC alebo
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PLP ¢rtach v tlohach, ktoré maji podobné nastavenie(pocet hovoriacich a typ prehovorenej reci),
Chudy, Kacur (2012).

Ako sme sauzzmienili v predoslej Casti problém zovSeobecnenia je doleZitym pre naSu metodu
verifikdcie hovoriaceho. Ma do €inenia priamo s otdzkou kol’ko hovoriacich zahrnieme do triedy
doplnkovych hovoriacich. Takze, do druhej triedy doplnkovych hovoriacich sme zahrnuli iba ast’
prototypov z celkového poctu. Reprezentujeme to forméalne pomocou poctu vynechanych
hovoriacich. NaSe skimania viedli k zaveru, Ze efekt vynechanych hovoriacich sa nemusi uvazovat’
az po pocet rovny polovici hovoriacich, pozri Tab. 16.

A nakoniec, vSetky tieto efekty a vysledky boli zaloZené na presnosti VAD (voice activity
detection). Pouzili sme nami vyvinuti metddu vyuZzivajucu energiu, prechody nulou, pozri dodatok
A1l. Tento samo sa adjustujuci algoritmus bol optimalizovamy pre telefonicku linku. Dé sa odhadnuat’
(porovnanim s presnymi hraniciami slov), Zze VAD prispieva priblizne 2-5% do celkovej chybovosti
verifika¢ného systému. Tento nedostatok sa da prekonat’ pomocou textovo nezavislych pristupov.

Nas systém je zaloZzeny na izolovanych slovéach, preto by bolo vhodné sa v buduicnosti venovat’
aj verifikécii, obecne rozpoznavaniu hovoriacich z hl'adiska nezavislosti na slovach, aby sme vyjasnili
ulohu aka zohravaja hlaskam podobné jednotky pri verifikacii hlasu hovoriaceho. Podobne je v
buduicnosti nutné vysetrit’ zavislost naSho systému na realnejSom Sume, abruptného typu z hl'adiska
zhlukovania sa primarnych vektorov ¢ft.

Z celkového hl'adiska, uvedené experimenty poskytuju evidenciu podporujicu to, Ze nie su
efekty rodinne podobnych hlasov pri verifikécii hovoriacich pomocou TIM. Navyse, sme ukazali,
ze vzory uspesSnosti nativnych hovoriacich su celkovo podobné vzorom uspesnosti nie nativnych
hovoriacich. Nakoniec, sme poskytli evidenciu mozZnosti uprednostiitovania minimalnej dimenzie
vektorov ¢tt, prinajmensom pre 3-slovné rozhodovania.

K vylepSeniu schopnosti vysporiadat’ sa aj s niektorymi javmi nerecovej povahy mdzeme
pouzit’ pristup pomocou frekvencénych topologickych invariantov. Tuto myslienku sme v zakladne;j
forme rozvinuli v dodatku A4.

7.3 Konceptualne otazky percepcie reci

Na zaklade nasej diskusie v predoslych castiach venovanej obecne percepcii, 3.2, mdézeme usudit,
ze nas obraz je v celkovom suhlase s viacerymi zakladnymi paradigmami, ktoré podl’a naSho nazoru
hraju vel'mi d6lezitt ilohu vo vSetkych tivahach za naS$im modelom:
P, - myslime si, Ze jav percepcie musi byt’ konzistentny s tromi postulatmi Kantorove;j teorie
informacie, Atmanspacher (1988)
1. Zachovanie informacie
2. Komunikovatel'nost’ informacie
3. Konec¢na dosaziteInost’ informacie
Tieto postulaty vyplyvaji z unitarnosti Casového vyvoja vinovej funkcie v kvantovej mechanike
alebo elementarne z nasledovného vzt'ahu neurcitosti

AI»AEAt/h

kde A1 je hodnota informa¢ného prenosu, A t je ¢as potrebny na prenos energie A E a h je
Planckova konstanta, minimum akcie alebo elementarna akcia, pozri Atmanspacher (1988). Vidime,
Ze prenos tejto elementarnej akcie vedie k prenosu informécie A 1.

P, - paradigma Landauera (1961): ,Informacia je fyzikalna, na vytvorenie,
transformovanie, prenesenie 1 bitu informadcie musime vynalozit nenulovu energiu®.

P, - paradigma Chomského (1968): ,,Rec je vrodend biologickad schopnost ludskej mysle*

P, - fundamentalna paradigma porovnavace;j jazykovedy: ,,Vsetky prirodzené jazyky maju
rovnaku popisnu schopnost, potenciu opisat’ vonkajsi, vautorny svet aj sami seba‘*
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Teraz stru¢ne prediskutujeme posledné dve paradigmy. Druhd paradigma neznamena, Ze socidlne,
kultarne a historické pozadie nema vplyv na generovanie celej jazykovej Struktury pre dany jazyk. Tato
paradigma iba predpoklada, ze na zdkladnej Grovni Struktiira jazyka je predurcena biologickou Strukturou.
Existuje vel'a faktov a experimentalnych vysledkov, ktoré ilustruju P, , napriklad schopnost’ malych deti
manipulovat’ so symbolmi alebo rozpoznavat’ disstinktivne priznaky, crty Reddy ed. (1975), Anderson,
(1983), Tatham (1984), Chomsky (1968). Tretia paradigma sa zaobera schopnost’ou popisu a nevzt ahuje
sak aktudlnym, redlnym rozdielom a vyhoddm konkrétneho jazyka vzh'adom k inému jazyku. Napriklad,
rozdiel v pojmovej Struktiire Casu v anglictine a v jazyku Hopi, alebo rozdiel v geometrickych jazykovych
pojmoch spolocnosti Zijucej na rovine verzus vrchovine nie je relevantny z hladiska P, , ktora reflektuje
potencial pre popis hoci¢oho na fundamentalnej, zakladnej tirovni, Segall (1986).

Mame silné dovody domnievat’ sa, ze predoslé tivahy aj s frekvencne selektivnymi
extrapoladciami nie su podstatné pre rozliSenie percepcie papagdja a 'udskej percepcie.
Predpokladame, Ze podstatny rozdiel lezi v urcitej Struktire (a odpovedajucich typoch a
mechanizmoch spracovania) nervového systému. Tato Struktira sa navonok prejavuje ako takzvana
vnutornd symetria fonémického systému 'udského jazyka. Symetrie fonémického systému nie s ni¢
nezvycajné. Pouzivane ich kazdodenne, ale neuvedomujeme si tento fakt prilis silne. V tejto Casti
opiseme symetrie fonémického systému konceptualnym sposobom bez rigoréznej a presne;j
matematickej masinérie. Tento spdsob je vhodny pre jeho schopnost’ analyzovat javy a principy,
ktoré st vo svojej podstate rozmazané a redundantné a pravdepodobnostné. Viac technicky pohl'ad
jeuvedeny v dodatku A3.

Symetrie foném sa prejavuju vo vlastnostiach ako su podobnost’, analogia, v zhlukovani alebo
usporiadavani niektorych foném do réznych hierarchickych Struktir a spajani niektorych foném s
inymi podl'a ur¢itych pravidiel. Fundamentalnym, zakladnym prejavom tejto symetrie je takzvana
klasifikacna schéma daného fonémického systému jazyka.

Na tomto mieste sa stru¢ne zmienime o tom ¢o vlastne fonéma v ,,skutocnosti* je. V teorii,
napriklad fonologii je fonéma definovana ako najmensia jednotka fonoldgie. Takato interpretacia
pojmu fonémy vznikla z uvedomenia si toho faktu, ze presna foneticka realizacia konkrétneho zvuku
re¢inie je tak dolezitd ako jej funkcia v ramci zvukového systému konkrétneho jazyka. Na Obr. 48
uvadzame takyto systém pre anglicky jazyk, prebrany z Newell, Barnett (1973). Fonetické varianty
konkrétnej fonémy sa nazyvajti alofony.

Fonéma sa potom chéape ako zovSeobecnend forma konkrétneho zvuku so zanedbanim
vSetkych nepodstatnych (dialektickych, ideolektickych, redundatnych) variant konkrétnych zvukov
v procese abstrakcie. Tento proces sa da napriklad vyjadrit’ fonémickym rozdielom medzi parmi
slov, ktor¢ sa liSia iba v jednej fonéme, napriklad, pes - les. Kazdy jazyk méa svoje vlastné zoskupenie
foném, svoju vlastni fonémicku Struktaru. V praxi jazykovedci pouzivaji napriklad takzvané
distinktivne priznaky na klasifikaciu foném do konkrétnych tried, napriklad na Obr.49 je uvedeny
systém pre anglicky jazyk z projektu DARPA (1973). Existuje vel’a systémov distinktivnych priznakov.

Pre naSe ucely je vhodny systém Chomského a Halla, (1968), v ktorom st tieto priznaky
umiestnené do kategorii, tried ako su:

1. Hlavné priznaky - v tejto triede su priznaky vokalny - nevokalny, sonérny - nesonorny,
nosny - ustny, atd’.

2. Dutinové priznaky - tieto priznaky reflektuja také crty ako miesto artikuldcie a tvar Gstne;j
dutiny, pozri Obr. 48.

3. Sposob artikulacie - sa vztahuju k priznakom spojitosti - nespojitosti.

4. Zdrojové priznaky - sa vztahuju k priznakom ako je znelost’- neznelost’, atd’.

5. Prozddicke priznaky - a vzt'ahuj k priznakom ako je doraz, zakladny ton, atd’

Poslednt triedu priznakov neuvazujeme apriérne ako vnatorné symetrie, na rozdiel od
predoslych su iba transforméciami reci, vzh'adom ku ktorym mechanizmus rozpoznévania je
invariantny.Samozrejme pre niektoré jazyky mozu zohravat’ distinktivnu funkciu.
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Legenda: podrla riadkov st oznacené distinktivne priznaky

— (o

TONGUE POSITION

1. znelé / neznelé

2.spoluhlaskové / nespoluhlaskové
3.spojité / nespojité (abruptné)
4.nosové / Uistne

5. napété / voI'né

6. kompaktné / difuzne

7. hlboké, tupé / vysoké, ostré

8. rovné / hladké

9. skripavé / lahodné

Obr. 48 Distinktivne priznaky anglictiny podla projektu DARPA
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Obr. 49 Distinktivne priznaky anglictiny podla miesta artikuldcie, projekt DARPA

101



Systém pre rozpozndvanie slov a verifikaciu hovoriaceho

Na Obr.50 uvadzame klasifikacnti schému slovenského fonémického systému, podobna
schéma pre anglicky jazyk je uvedend v dodatku A6. Této klasifikacnéd schéma sa da povazovat’
tiez za heuristicky princip. Vidime, Ze vSetky fonémy sa klasifikuju do 5 multipletov podl’a urcitych
¢tt, priznakov. Prvy multiplet je nonet (singlet + oktet) samohlaskam - podobnym fonémam. Druhy
je tieZ nonet (singlet + oktet) semi samohlaskam podobnym a stop fonémam podobnym. Treti
multiplet je oktet stop a afrikativam podobnym fonémam. Stvrty multiplet je dekaplet frikativnych
foném. Posledny multiplet je subor nazalnych (nosovych) spoluhlaskovych foném.

poloha jazyka poloha jazyka
nizka stredna vysoka nizka stredna vysoka

centralna

zadna

{aba centralna

N
»

zadna
hlasivkova
had
C- avity (dutinové) — predna , centralna, zadna, glotilna
S-onorant/ nonsonorant (znelé/neznelé)
Q ? (aky je vyznam) mama rdno vnem

Obr. 50. Fonémicky systéem slovenciny. Pre nosové

fonémyV slovencine su fonémy iba v hornych riadkoch,

v dolnych su alofony-hlasky- nemaju sémanticky vyznam

® G
® ©

nosové

102



7 Diskusia

Klasifikdcia do multipletov je, podl'a Chomského schémy, zaloZena na 1.priznakoch - hlavnych
a 2. priznakoch - spdsoboch artikulacie. Subklasifikacia do danych multipletov je zaloZena na 2.
priznakoch - dutinovych - horizontalne linie a vertikalne linie na 4. priznakoch - zdrojovych a na

dutinovych.
Ako priklad, najskor uvazujme nie nosové fonémy. V tomto pripade mame 4 horizontalne
linie, ku ktorym priradime nasledujuce dutinové priznaky:

horna linia - (bilabidly + labiodentaly + prealveolary)

predna stredna linia - (alveolary + postalveolary + prepalataly)
centralna niZ$ia linia - (palataly + postpalataly + prevelary)
zadna najnizsia linia - (velary + postvelary + glotaly).

Podobne ako pre Standardnt klasifikaciu, ktora je uvedena v predoslom v zatvorkach, aj
naSa klasifikécia je vecou konvencie, dohody. Ale myslime si, Ze naSa klasifikécia - predné, centralne,
zadné a glotalne - ma vel'mi zaujimavé vlastnosti. Vertikalne linie v prvom nonete opisuju dutinové
priznaky, ktoré stt zndme v fonologii ako vysoka, strednd a nizka podl'a polohy jazyka. Vertikalne
linie v zostavajuicich multipletoch opisuju znelé - neznelé vzt'ahy, napriklad (p - b, s - z). Fonémy v
strede daného multipletu nemaju parové fonémy podl'a priznaku znelost’ - neznelost’.

Posledny stibor nazalnych foném (nosoviek) obsahuje tri fonémy a pre kazdi z nich spolo¢nika,
alofonu, alebo fonému, ktord nema sémantickl oporu. Znovu, klasifikacia je podla dutinovych
priznakov - predné, centralne, zadné.

Porovnanie klasifikacnej schémy foném ako je uvedené na Obr.50 s klasifikaciou
elementarnych cCastic - hadronov podl'a SU(3), dodatok AS, priblizne vyjadrené (presnejsie
SU(2)xU(1)) grupy a leptonov, DeWitt, de Witt (1964), Bhagavantam, Venkatarayudu (1951),
Ryder (1985) ndm hovori, Ze moze existovat’ urcitd analdgia medzi tymito dvomi subjektami. Jeden
z moznych matematickych popisov tejto analogie z hl'adiska percepcie a neuronovych sieti je
prediskutovany v dodatku A3. Vedie k ur¢itému grupovo-teoretickému popisu nasho systému foném
pomocou spojitych Lieovych griip SU(N) a ich ireducibilnych reprezentacii.

7.3.1 Aplikovanie pojmov symetrie v percepcie reci

V dodatku A3 z prediskutovanych grupovych vlastnosti transfomdcii L, generatorov grupy, vyplyva
aj nasledujuca interpretécia, ze prave ony by mohli byt zodpovedné za kompresiu informacie v
takom zmysle, ze rdzne ,,zaSumené* obrazy, vzory sa redukuju na prototypy - Standardné vzory.
Aby sme to ozrejmili blizSie uvazujme, spolu s Kammen, Yuille (1988), Mas, Ramos (1989)uz
spominany problém identifikacie nasich zvukovych vzorov pri nejakych infinitezimalnych variaciach
zvukového vzoru X, AX = (8x , 6x,, ..., 6, ). Rozvinieme ¥(X) do radu podl'a bazickych vektorov

YX)=Y¥(X) &(X), 97)

kde predpokladame sumacné pravidlo, baza je konecna. Prevedieme kroky podobné krokom v
dodatku A3, len trochu inym spdsobom. Zavedieme transformacie, ktoré transformuji bazové
vektory do seba, podla vztahu

C.X)=T[X,p,p,..p ] &(X),

kde predpokladame, ze takto definované transformacie su v dodatku A3 definované Lie-ho
transformacie, a Ze tvoria Lie-ho grupu, s parametramip , p,, ..., p,. Potom pre infinitezimalne
transformdcie plati
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T[X.¢,¢,..g]l=1+&X)L; (98)

kde L st generatory danej Lie-ho grupy, ktoré uz nie st zavislé na X a €/ (X) st infinitezimalne
parametre, zavislé na X. Pre generatory plati uZ spominany komuta¢ny vzt'ah (. ) z dodatku A3.
Teraz sa vrat'me k nasej variacii zvukového vzoru. Predpokladame na zéklade napriklad schémy
klasifikéacie foném, Obr. 50, ¢o pokladdme za experimentalny - empiricky fakt, Ze bazové vektory
Cj (X+AX) sa, pri infinitezimalnych transformaciach, transformuji ako

L (X +AX) = (1+2"5XL,) G, (X),

kde sme predpokladali, ze maly parameter € (X) je tmerny variacii X vzoru X. Dosadenim
predoslého vzt'ahu do rovnice (97) dostaneme

Y(X + AX) = Pi(X + AX) Cj (X + AX),
kde opét’ pouzivame sumac¢né pravidlo. Dosadenim dostaneme
YX+AX)=¥(X)+[0 ¥+e" (X)Lim.‘I’J']ESXmCi (X). (99)

Druhy ¢len v predoslom vztahu vyjadruje odchylku obrazu W(X + AX) od W(X) pri
transformdcii stiradnic podl'a ( 98), tak aby sme vyhoveli pozorovanej symetrii fonémického systému.
Rozdiel predoslych vzorov, pdvodného a variovaného je novy informa¢ny obsah (v mozgu). Obecne
povediac parametre transformacie moézu zavisiet' na X, inymi slovami €”_(X) je funkciou samotného
vzoru, transformacia je zavisla na reCovom vzore, ktory sa uvazuje. Odpoveda to analogicke;j situécii
v identifikacii reCovych ale aj optickych obrazov, ktora sa vS§eobecne popisuje ako iluzia, Ditzinger,
Haken, (1989), Wechsler (1990). Inymi slovami dva odli$né vzory v konfiguracnom priestore, sa
prirovnakej transformacii zmenia odliSnym spdsobom, na obrazy v mozgu. Opét javy takéhoto
druhu sa bezne pozoruju aj v zvukovej, aj v optickej oblasti - obecne pri vSetkych senzorickych
kanaloch. A podobne ako sme postupovali v uvodnej Casti dodatku A3, zavedieme kovariantnti
derivaciu vztahom

D Y(x)= 0 ¥°(x)+e" L° Wi(x)=0 P'(x)+ igA® (x)FP*(x),
kde sme zaroven zaviedli igA%(x), vdzbovy koeficient. Takto dostaneme
Y(X+AX)=¥(X) +D_P'(x)C dX*
Ak teraz chceme aby sa splnila podmienka identifikacie, potom norma vektora (X + AX) -

¥ (X) musi byt' menSia ako nejaka kriticka vzdialenost’ identifik4cie (nad fiou rozdielne, pod fiou
podobné). Postacujiicou podmienkou, aby bolo toto splnené je

D_Y*(x)=0.
Co priamo vedie k nulovosti odpovedajiiceho tenzoru krivosti, ktory v tomto pripade je

Fo = 0,A, (%) - DA M(x) +[A LA
kde

[ALAl=AA -AA,
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jekomutacny vztah. V pripade ak mame splnené [A | Al =0, hovorime o abelovskych transformaciach

(grupach), a ak este generatory infinitezimalnych transformécii nezavisia od X hovorime o globalnej
transformacii, symetrii. Je preukazané, Ze niektoré transforméacie symetrie s inherentné v mozgu,
napriklad priestorova translacna symetria, zrkadlova inverzia, atd’. iné sa u¢ime a nasledne sa tvoria v
mozgu, Giles, Maxwell (1987), Dodwell (1983), Pessa (1988), Mazzola, Wieser, Brunner,
Muzzulini (1989), Foldiak (1991), Fukushima (1980), Piaget, Inhelderova (2007). V Casti (3.2)
alebo (4.1.1) spominané vonkajsie symetrie mézu byt takymi prikladmi. Inymi slovami, ak je splnena
podmienka nulovosti tenzoru krivosti, identifikacia vzorov je zabezpec¢ena vhodnymi transforméciami
stradnic, ktoré vytvaraji Lieho grupu. Naopak, ak nie je splnend tato podmienka, potom sa vygeneruji
v mozgu nejaké polia obrazov a im odpovedajlice vzory maji, nest iny informacny obsah, Guez,
Protopopescu, Barhen (1988).

Na chvilku sa zastavme a trochu volnejSie prediskutujme, ¢o vlastne hovoria spominané
symetrie - vonkajsie aj vnutorné v percepcii chapanej ako zdiel'ana komunikdacia- pozorovatelia -
systém - na klasifikaciu a identifikaciu vzorov obecného druhu, vzorov ako takych, Carpenter,
Grossberg (1987), Shalkoff (1992), Li (1991).

Kazdy dent sme schopni navzajom komunikovat’ o roznych veciach, a medzi nimi aj o réznych
typoch pohybu a rozpoznavani vzorov, obecne o procese ich kvalifikacie. Z fyziky pozndme veli¢inu,
nazyva sa ucinok, pomocou ktorej mézeme vyjadrit’ najsymetrickejSiu mieru pohybu, zmeny. Padnutie
kamena je zmena, jednotlivy akt percepcie je zmena, zmena hladiny hormoénov v mozgu je zmena,
akt myslenia jednej myslienky je zmena (v zmysle ako sme o psychologii diskutovali v €asti venovanej
obecnej percepcii). Je rovnakym bez ohl'adu ¢i sa uskutocni tu alebo tam, v jednom smere alebo
druhom, dnes alebo zajtra. Naozaj, (napriklad Specidlne Galileiho) G€inok je ¢islo, ktorého hodnota
je rovnaka pre kazdého pozorovatel’a v kI'ude, nezavisle na jeho orientacii alebo okamziku kedy sa
robi dané pozorovanie, Moller (1972).

V pripade statickych symetrii napriklad, pre ornament, nam symetria dovol'uje dedukovat’
zoznam multipletov, alebo reprezentécii, ktoré mézu byt jeho stavebnymi blokmi a hovorime, ze
ornament sa sklada z danych pod-ornamentov. Tento pristup je mozny takisto pre akykol'vek druh
pohybu. Klasifikécia vzorov na ornamente sa da previest’ do singletov, dubletov, atd’. z r6znych
moznych pozorovacich hl'adisk.

Pre pohybujuci sa systém, stavebné bloky, odpovedajuce blokom v ornamente, sa nazyvaju
pozorovatelné. Pretoze pozorujeme, Ze priroda je symetrickd vzh'adom k mnohym r6znym zmenam
hladisk, mézeme podl’a toho klasifikovat’ vS§etky mozné pozorovatelné. Aby sme to urobili,
potrebujeme len uvazovat’ zoznam vsetkych transformacii hl'adisk a dedukovat’ z neho zoznam
vsetkych ich reprezentacit.

KaZdodenna skusenost’ ukazuje, Ze svet sa nemeni napriklad pri zmenach polohy, orientacie
a okamihu pozorovania. Hovorime tiez o invariancii voci priestorovej translacii, rotacii a casovej
translécii. Tieto transformacie su odlisné od transformacii na ornamente z dvoch pohl'adov: st spojité
a suneohranicené. Ako vysledok, ich reprezentédcie budu obecne pojmami, ktoré sa mézu menit’
spojito a bez hranic; budi to veliCiny alebo velkosti.

Vrat'me sa k opisu pohybu. Vo fyzikalnom systéme musime vZdy rozliSovat' medzi symetriou
celého Lagranzidnu, pozri dodatok A3 — odpovedajucou symetrii iplného vzoru — a reprezentacii
pozorovatel'nych — odpovedajucou (nie moc presne) symetrii podornamentov, bo¢nych pasov v
ornamente a podobne, pozri obrazok na predosle;j strane. Pretoze i€inok musi byt skalér a pretoze
vSetky pozorovateI'né musia byt’ tenzory, Lagranziany st suctom a su¢inom tenzorov iba v jedinej
kombinacii, a sice v tej, ktorad tvori skalar. Lagranzidny obsahuju iba skalarne suciny alebo ich
zovSeobecnenia. V kratkosti, Lagranziany maji vzdy tvar podobny ako

L=oab+Bc d +tye ™+ (100)

kde indexy pri premennych a, b, ¢ atd’., vzdy sa objavuju v sumacnych paroch (Einsteinove pravidlo).
Grécke pismena reprezentuju konstanty.
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Reprodukovatel'nost’ pozorovani, t.j. symetria vo¢i zmene okamihu ¢asu alebo ‘Casova
transla¢nd invariancia’, je pripadom nezévislosti hl'adisk. Toto spojenie ma niekol’ko ddlezitych
nasledkov. Videli sme, Ze tato symetria implikuje invarianciu. Vedie to k tomu, Ze pre spojité symetrie,
ako je Casova transla¢nd symetria, toto tvrdenie sa d4 urobit’ presnejSim: pre hocijaku spojiti symetriu
Lagranzianu existuje asociovana zachovavana konstanta pohybu a naopak. Presna formulacia tohto
spojenia je teoréma Noether (1918). Jej zavery, vysledok plati nielen pre vyssie uvedeny typ
Lagranzianu, ale aj pre l'ubovolny typ Lagranzianu.

E. Noether vySetrovala spojité symetrie z&visiace na spojitom parametre b. Transformacia
hladiska je symetrickou ak u¢inok S nezavisi na hodnote b.

S = _[LBZ‘ , (101)

Napriklad, zmena polohy ako x — x +b nechdva u¢inok invariantnym, pretoze S(b) =S,
tato situdcia implikuje, Ze p=konst ; v kratkosti, symetria vo¢i zmene polohy implikuje zachovanie
hybnosti. Opak je tieZ pravdou.

V pripade symetrie voci posunu okamihu pozorovania, ndjdeme T + U = konStanta; Ze Casova
transla¢nd invariancia implikuje konStantnu energiu. Opét’, opak je tiez spravny. TieZ hovorime, ze
energia a hybnost’ st generatormi casovych a priestorovych translacii.

Zachovavana veli¢ina pre spojitl symetriu sa niekedy nazyva Noetherovej naboj, pretoze
vyraz naboj sa pouZziva v teoretickej fyzike na oznacenie zachovavajucich sa pozorovatelnych.
Inymi slovami, energia a hybnost’ s Noetherovej naboje. ‘Elektricky naboj’, ‘gravitatny naboj’
(tj. hmotnost’) a ‘topologicky naboj’ st iné obvyklé priklady.

V nasom pripade percepcie reci, je situdcia trochu zlozitejSia. Predpokladdme na zaklade
experimentalnych tdajov, Ze grupa transformacii nie je ani abelovska, a nie je ani globalna.
Zachovavajica sa veli€ina, relevantna k fonémickému systému, bude mat’ pravdepodobne charakter
‘topologického naboja’.

Z porovnania (A2.4) a (A3.9) mozeme usudit’, Ze pripad ,,papagaja““ (A2.4) je analogicky k
»ludskému® pripadu, (A3.9). Tuto koreSpodenciu mézeme interpretovat’ ako prechod z
,mechanického* - kone¢ny pocet stupniov volnosti - chdpania percepcie k ,,pol'nému‘ -nekonecny
pocet stupiiov vol'nosti - chapaniu. Z predoslého sa tak stdva kritickou otazka, ¢i princip minimalneho
ucinku sa dé preniest’ aj na zivu, popripade mysliacu ,,hmotu*. Pracovne ho nazvime Principom
najmensieho usilia. Nie druhoradou a ani jednoduchsou je otdzka stivislosti spominanych dvoch
principov.

Tento princip by mal vystihovat rozdiel medzi fyzikalne ovladanymi interakciami a vzormi
ovladanymi interakciami (tu st fyzikalne interakcie druhoradé, st len nosi¢om informacie), pozri
Obr. 51. Na tomto obrazku st zndzornené dva pripady, jeden vlavo pre neZivi hmotu, Stern-
Gerlachov experiment, vpravo je zndzorneny vyber robeny podl’a typu vzoru, ktory percepuje
agent (Clovek, zviera). Pravdepodobne aj pojem Shanonovej informdcie sa bude musiet’ rozsirit’
tak, aby postihoval nielen $tatisticky dant informdaciu (nie sémanticku) ale aj sémanticky vyznam
danych vzorov (ak je to principidlne mozné).

7.3.2 Model percepcie

Ako sme videli v ¢asti 3 a 4 percepcia sa da chapat’ ako odhadovanie externého sveta z danych
okamzitych senzorickych tidajov, informécie priradenim k prikladom uz percepovanych, poznanych
kategorii. Zvierata s vel'mi jednoduchymi nervovymi systémami percepujt nickedy tak dobre a
rychlo ako zvieratd so zloZitymi nervovymi systémami, napriklad ako sme my, a za niektorych
okolnosti, v niektorych pripadoch mozno lepsie ako my (samozrejme nehovorime tu len o percepcii
reci). Zvierata aj my sa vysporiadavame dobre s percepciami, ktoré vyzaduju iba rozpoznavanie
objektov ako prikladov nezivych kategorii a nie naucenych kategorii. Po dlhych rokoch skimania
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sme zistili, Ze zvieratd percepuju tak rychlo a dobre, skoro akoby ani nemuseli vynakladat’ nejaké
usilie, Ze si aZ teraz zac¢iname uvedomovat’, Ze pri programovani nasich pocitacov na tllohu percepcie
existuje vazny problém, Gregory (1997).

+

Obr. 51 Vlavo fyzikdlne ovladana interakcia - vyber, vpravo paternom ovladana interakcia - vyber

V ¢om spociva problém percepcie, v predoSlom nacrtnuty ? Pod priamou percepciou
rozumieme nejaky algoritmus, ktory je schopny percepovat’ v polynomidlnom pocte krokov alebo
case, niekedy sa takyto druh percepcie nazyva aj percepcia zospodu-navrch. Také algoritmy sa
pokuisaju konstruovat’ popisy objektu (nazyva sa to vrchnd troven) z prave pristupnych senzorickych
dat (spodna troven).

Tieto pristupy bud’ nefunguju alebo len pre vel'mi obmedzené, umelé data. Pri percepcii sa
stretavame aj so situdciami, kde percepcia zospodu-navrch nema jednoducho s ¢im zacat’, pretoze
cela explicitna informdcia je potlacena, je na urovni pozadia, zaSumena alebo chybajuca alebo chybna
Gregory (1997), Lieberman, Cooper, Shankweiler, Studdert-Kennedy (1967). V takom pripade
vstupuje do hry nepriama percepcia.

Algoritmy, ktoré s uspesnejSie sa nazyvaji nepriama percepcia alebo zvrchu-naspod
percepcia. Zacinaju na vrchnej Grovni - objektoch a hl'adajii zhodu s senzorickymi prave dostupnymi
datami. PretoZe, z povahy tlohy musia vyskusat’ nie polynomialny pocet hypotéz o objektoch, ich
vykonanie zabera nie polynomidlny pocet krokov alebo ¢as, Pisoni, Remez (2005).

Na druhej strane, aj ked’ v zvukovom alebo elektromagnetickom vzore je postacujice
mnozstvo lokalnej a explicitnej informécie, ani vtedy to nemusi byt postacujiice na vytvorenie vnemu.
Je nutnou aj znalost’ o tom ¢o pravdepodobne sl dané objekty. Percepcia objektu je primarna.
Nepocujeme, nevidime to Co si myslime, Ze poCujeme, vidime - vnimame to formovanim hypotéz.
Bez nejakej hypotéze o objekte je nemozné spravne nalozit’s prave snimanymi senzorickymi datami,
Moore, Tyler, Marslen-Wilson (2007), Gregory (1997).

Z trochu iného pohl'adu, videli sme to aj v Casti 2, a 4 tejto prace, vSetky pocitacové algoritmy,
ktoré st schopné uspesne riesit’ nie trividlne percepéné problémy maji v sebe zakomponované
hladanie globalneho minima nejakej funkcie. To funguje pre umely jednoduchy kvézi-svet, Pisoni,
Remez (2005), a iba vtedy ak sa kategorie skladaji z malého poctu rigidnych objektov, s iba malym
poctom stupiiov vol'nosti, Gross (1996), ale ak zatneme vySetrovat neregularne, elastické a apriori
nie existujuce - podobné ako Wheelerovské kategorie, Wheeler, Zurek ed. (1983), pozri posledny
odsek v Casti 3, s velkym poctom internych premennych a potencidlne s nekone¢nym poctom
stupniov vol'nosti - ako st polia, také aké sa vyskytujii v redlnom svete, potom sa dimenzia priestoru
rieSeni stava prili§ vel'kou pre vyc€erpavajice hl'adanie v tomto priestore.

Takto problém percepcie je efektivne ekvivalentny problému minimalizacie triedy funkcii
viacerych premennych. D4 sa argumentovat’, z faktu rychlej percepcie zvierat, Ze pravdepodobne
jepostacujuce ngjst’,,dobré* minimum, nie globalne minimum. Doposial vSak vSetky takéto pripady,
ked’ sa algoritmy zastavili pred ndjdenim globalneho minima, boli netspesné, ¢o sa aj dalo o¢akavat’
z povahy problému, Pisoni, Remez (2005).
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Lubovolny klasicky systém prevadzajuici takit minimalizaciu moze hl'adat’ vo fAzovom priestore
iba lokalne, takto ak je dand funkcia neregularna a obecna, systém musi prehl'adat’ nie polynomialny
pocet lokdlnych minim predtym nez najde globalne minimum. A toto je hlavna pricina preco
»percepujuci® pocita¢ musi obecne generovat’ nie polynomialny pocet hypotéz o objekte a kazdu z
nich vyhodnotit’. S vel'kou pravdepodobnost’ou ale takto nepercepujeme.

Z tychto dovodov predpokladdme, Ze problém percepcie moze odpovedat’ problému najdenia
globalneho minima funkcie viacerych premennych, kde globalne minimum je omnoho hlbsie nez iné
minim4. Predpokladdme, Ze globalne minimum je omnoho hlbsie z ddvodov konstrukcie funkcie,
ktoru treba vysetrit.

Funkecia, ktorti treba minimalizovat’ je mierou rozdielu, napriklad podl’a (99) medzi percepciou
a senzorickymi datami v danom ¢ase. Chceme minimalizovat’ funkciu vzh'adom k mnozine
premennych, ktoré tvoria nejaky vyhladavaci strom, opisujici externy svet, o ktorom sa
predpokladd, Ze generuje dané data - hypotézu o objekte. Takto budeme mat’ iba jedno minimum,
pretoze data majii omnoho vyssiu podmienenti entropiu nez data vyhl'adavajiiceho stromu. Inymi
slovami data nie su Sumom, majti nejaktl vntitorna konzistenciu, v tom Ze je mozné ze si generované
z omnoho mensSieho vyhl'adavajiiceho stromu. Opacne, ak su data nerozliSite'né od Sumu, potom
nebudeme mat nejaké dominantné globalne minimum. Tu predpokladame, Ze pravdepodobnost,
ze nejaky iny vyhl'adavaci strom bude dobre fitovat’ data je ve'mi mala.

Tieto usudky potvrdzuje aj to, ze algoritmy, ktoré prerusia svoje hl'adanie produkuji podstatne
vel’ké chyby, o moze znamenat', Ze spravne interpretacie su zriedkavé, a takisto ze dvojznacné
interpretacie sa v prirode vyskytuju zriedkavo (ako Neckerova kocka). Indikujuc, Ze pripady s
dvomi porovnatel'ne alebo rovnako hlbokymi minimami su v prirode zriedkavé (ale mézu byt’ dolezité
z hl'adiska evolucie, pri prechode od zvieracej k 'udskej percepcii).

Po tychto predbeznych uvahach, pre l'udskych pozorovatel'ov, k zvy¢ajnym castiam ako je
‘zdola-navrch’ senzorickym signdlom a ‘zvrchu-nadol’ znalostiam pre obecné popisy percepcie
Gregory (1997), Pisoni, Remez (2005), pridame ‘bo¢né ¢leny’ ako pravidla a komunikaciu medzi
pozorovatel'mi veducu k jazyku. Aj zvrchu-nadol aj bo¢né Cleny su vo svojej podstate znalosti;
prvé su Specificky naucené (také ako zvuky suc prili§ nahlas, alebo frikativne alebo tvar suc
kompaktny), druhé st obecné - vrodené pravidla aplikované na vSetky objekty a scény (také ako
zakony symetrie, ako st uvedené na Obr. 50, Gestalt pravidl4, mozno tiez symetrie). Na Obr. 52 je
schématicky nacrt hlavnych ¢asti ndSho modelu ako bol navrhnuty na Obr. 23, 24, teraz zdOraziujici
Specificke Casti, funkcie a procesy, ktoré su podl'a nés najdolezitejsie, Pisoni, Remez (2005)

Ako zvycajne, signaly z ucha alebo oc¢i a inych zmyslov st typu ‘zdola-nahor’. Konceptudlna
a perceptudlna znalosti o objekte su zndzornené v samostatnych ‘zvrchu-nadol’ boxoch. Znalosti,
ktoré sa dotykaju naucenych a vrodenych pravidiel sa znazornené ako ‘bo¢né vetvy’. Perceptualne
ucenie sa tu chape, ze funguje z velkej asti pomocou spétnej vizby od spravania a Cinnosti.

Z hladiska percepcie je najdolezitejSou Castou ,,inferencnd™ Cast’ - generator hypotéz aich
odhadca. Je ¢astou podobnou hre J. A. Wheelera o kladeni otazok a hadani slova, Wheeler,
Zurek ed. (1983), pozri posledny odsek v Casti 3, v nasom pripade nie so slovami ale so senzorickymi
datami, ktoré pochadzaju z reality a nepriamo s datami inych percepujucich agentov, cez jazyk.
Uloha reality je poskytnut’ nejaka informéaciu, inymi slovami sluzi iba ako nejaky bitovy substrat.
Inym zdrojom informadcie je samotny mozog. To, ktory z tychto zdrojov informécie sa pouziva v
danom case je vecou ,,vedomia* a/alebo pozornosti. Samotny zdroj informéacie spojeny s mozgom
sa pouziva v stavoch predstavovania, snov a podobne. Pomocou obojstranych Sipok medzi Cast'ou
spracovania signalov a realitou, sme cheeli zdoraznit’ aktivnu tilohu receptorov - vlasovych buniek,
ty¢iniek, ¢apikov, atd’.. Nie su pasivnymi prijimacmi informacie ale aktivnymi, Lieberman, Cooper,
Shankweiler, Studdert-Kennedy (1967), Foss, Swinney (1973).
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Obr. 52 Schéma percepcie pre systém troch entit - vnimanda realita a dva vnimajice subjekty

Nemyslime si, Ze vSetky myslienky a Spekulacie tu uvedené su perfektné v kazdom detaile, ale
verime, ze v ur¢itom koherentnom pohl'ade mozu byt’ uzitocné a mozno aj pravdive.
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V dizerta¢nej praci sme prediskutovali jeden z moZznych pristupov k spracovaniu reCového signalu
na zaklade invariantnych fyzikalnych, biologickych a kybernetickych predpokladov. Nami navrhnuty
model, ktory modeluje primarne recové tlohy —rozpoznévanie slov a verifikaciu hovoriaceho, sme
definovali konceptudlne, matematicky a realizovali sme ho programovo v redlnych podmienkach.

Hlavne ako heuristicky princip sme pouzili a skonstruovali aj pristup cez grupy symetrii, ktory
je implicitne zahrnuty v modeli pomocou homotopickych a kalibraénych grip symetrie. Zaroven sa
snazime formulovat’ niektoré fundamentalne koncepcie k pristupu obecnej tedrie pol'a na generovanie
a spracovanie symetrii v percepcii a spracovani re¢ového signalu nervovym systémom ¢loveka,
obecne agenta (Clovek, zviera, stroj).

Diskutovali sme niektoré zaujimavé, neStandartné ¢rty nasSho pristupu z hl'adiska l'udske;j
re¢ovej percepcie a symetrii prirodzenych jazykovych systémov, Specidlne slovenc¢iny a dosledky
nasSho modelu z hl'adiska informa¢ného chapania symetrii.

Otvorenym okruhom otazok st nasledujtce, ktoré chapeme ako vedecky testovatelné otazky
resp. hypotézy:

1. Je percepcia reci a obecne percepcia invariantna na vonkajsie a vnutorné symetrie ako sme
ich formulovali v asti 4 ? (vSetky pozorovania to potvrdzuju, samozrejme s istym stupriom
idealizacie, pozri Obr. 53)

2. Suvisia invariantnost’ vo¢i intenzite a Sumu s kalibra¢nou symetriou ? (Preukdzanie klasickej
kalibracnej invariancie sa moze previest prevedenim zvukovych rovnic na Maxwellove rovnice,
pretoze Maxwellove rovnice su klasicky kalibracne invariantné, Landau, Lifshitz (1987))

3. Je klasifika¢na schéma (symetria) elementarnych Castic nezavisla od klasifikacnej schémy
(symetrie) foném ? (Otdzka otdzok, da sa vedecky testovat ?)

4. Je nutné na popis symetrie foném pouZit’ systémy s nekone¢ne vela stupfiami volnosti -
polia? (Dobrym navodom by mohla byt pozZiadavka spontanneho narusenia symetrie )

5. Je mozné “predizit” princip minimalneho u&inku z neZivych systémov na zivé vo forme nejakého
principu minimélneho “asilia” ? (Otdzka otdzok)

6. Aky vyznam maju topologické naboje, z hl'adiska percepcie a fonémického systému ?

7. Co predstavuju fonémy, odpovedajiice prady topologickych nabojov v mozgu (v “mysli”) ?

8. Co je analogom hmotnosti elementarnych ¢astic v systéme foném ?

9. Je to nejaka sémanticka “hmotnost™, analogicka gravita¢nej/zotrvacnej hmotnosti ? (Newtonov
gravitacny zakon aj EinSteinov zdkon gravitacie sa daju odvodit len z uvah o entropii a
holografického principu, Verlinde (2010))

10. D4 sa otestovat’ nas$ model percepcie z hl'adiska vrodenych schopnosti vyuzivat’ symetrie ?
(Ano, testuje sa niekolko desatroci)

11.Da sa otestovat’ na§ model percepcie z hl'adiska toho, ze nielen percepty a koncepty ale aj
objekty su v “mysli” a nie vo vonkajSom svete ? (Asi dno, ale velmi tazko)

12.D4 sa otestovat’ nas model percepcie z hl'adiska toho, Ze fyzikalna realita tu vystupuje len
ako zdroj informacného toku ? (Dd sa to, mozno je to trivialne, len otdzka definicie)

13.Je mozné takyto model percepcie pochopit’ ako interpretaciu kvantovej mechaniky z hl'adiska
vzt'ahu pozorovania a “vedomia” ? (Tazkd otdzka)

14. Aky je vztah medzi postulovanou nerozliSiteI'nostou elementarnych ¢astic a postulovanou
nerozliSitelnostou foném ? (Je to totozné - predpoklad, ktory sa nedd testovat, poklada sa za
platny dovtedy kym sa nepreukdze opak)

15. Aky je vyznam $tatistik - Fermi-Diraca a Bose-Ensteina v systéme foném ? (Zlozité)

16. Aky je vyznam foném z pohl'adu rozdelenia fermidonov a bozonov, alebo leptonov ? (Zlozité)

17. Preco nie je “vidiet” usporiadanie na urovni rodin kvarkov a leptonov v systéme symetrii
foném? (MozZe za to jav “uvdznenia” kvarkov - charakter ich interakcie ?).
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Obr. 53 Schématicka ilustracia transformdcii, ktoré zachovavaju vyznam slov alebo viet. O oznacuje objekt
a S, 8’ subjekty. (a) relativna poloha , relativny casovy posun pozorujuceho systému vzhladom k zdroju
recového signalu, relativny pohyb, (b) relativna rotacia, (c) intenzita recového signalu, akusticky a
foneticky sum, zdkladny ton recového signalu, rychlost hovorenia

Z hladiska buduceho rozvoja oblasti vyskumu je pravdepodobne doleZité sa zamerat’ hlavne
na vztah kvantovej mechaniky a naSho modelu. Je nutné korektnym spdsobom zakomponovat’
formalizmus kvantovej mechaniky do formalizmu neurénovych sieti. Samozrejme pri tom vyvstava
otazka, ¢i mé& zmysel kvantova mechanika pri popise, vyskume mozgu, obecne resp. “vedomia”
Specialne, za predpokladu, ze “vedomie” sa da vedecky definovat’. Je mozog kvantovy systém ? Je
to kriticka otazka, ktort si musime polozit’ pre d’alSie uvazovanie. Aby mala tato otdzka zmysel,
musime bud’ predpokladat’ alebo postulovat’, Ze mozog je fyzikalny systém. Ak je mozog fyzikéalny
systém, potom je aj kvantovy systém - pretoze ma tvar a farbu, to st postacujice podmienky pre
kazdy fyzikalny systém, aby bol kvantovy. Pod farbou myslime schopnost’ objektu emitovat™ alebo
pohltit’ elektromagnetické Ziarenie $pecifikovanych vinovych dizok a pod tvarom rozumieme fyzikalny
objekt ohraniceny v objeme alebo velkosti. Pri tom nezévisi na vel’kosti objektu, kvantovy popis
sa niekedy musi pouzit’ aj na makroskopické objekty (detektor gravitaénych vin - hlinikovy valec o
rozmeroch radove metre, ale samozrejme pri vel'mi nizke;j teplote, okolo absoltitnej nuly, Ju, Blair,
Zhao (2000)).

In4 je otdzka pritomnosti alebo detekovatelnosti kvantovych javov vo vedeckom slova zmysle
- exaktne, objektivne, verifikovatel'ne. Zakladna ndmietka proti mozgu ako kvantovému systému
je jeho teplota a Struktira. Podobne by sa ale mohlo argumentovat’ aj pre flash pamdite, pri ktorych
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pre ich fungovanie je podstatny kvantovy (presnejsie kvaziklasicky) jav tunelovania (a drzime ich v
rukach). Pri flash pamaétiach hra délezitt ilohu Fowler-Nordheim tunelovy jav, ktory je kvantovo-
mechanicky a deje sa na spojeni kov polovodi€, Lopez-Villanueva a kol. (1991). Existuji podobné
Struktury a podmienky, ako st vo flash pamadtiach, aj v mozgu ? Pravdepodobne ano, moznymi
kandidatmi na to su synaptické Strbiny medzi ukon¢eniami neurénov. Tok neurotransmiterov a
pravdepodobnosti ich prechodu cez Strbinu sa pravdepodobne (Spekulativne) nedaju popisat’ Cisto
klasicky, ale podobne ako pri flash pamétiach kvaziklasicky - pomocou Schrédingerovej rovnice.
Mohol by o tom, napriklad, nasved¢ovat’ aj rozmer spominanej Strbiny v porovnani s vinovou
dizkou nosi¢ov priidu - neurotransmiterov.

2= h _ 6.6%10* kgm’s™ B 6.6%10* kgm’s™
p my v160*10 kg

-8
§ 10 m:1072ms71
T

T 10

kde sme pouzili hodnotu Planckovej konstanty h= 6,626 069 x 10-** (kg.m%.s") a Avogadrovu
konstantu N, =6,022 142 x 10 mol'. Za hmotnost’ charakteristickit hmotnost’ neurotransmiterov
sme zobrali hmotnost’ dopaminu rovnu priblizne 160g/mol. Takto jedinou veli¢inou, ktorej odhad je
vel'mi nepresny, je rychlost molekul dopaminu v pri prenose synaptickou Strbinou, ¢o sa klasicky
dé chapat’ ako diftizia Jonas (2000). Veliciny, ktoré sme pri odhade uvazovali je Sirka synapticke;j
Strbiny 0,1 - 100 nm, a nejaky maximalny stredny ¢as molekul dopamimu, v naSom odhade 1 us,
ktory potrebuji na difundovanie skrz synaptickt strbinu, Garris, Ciolkowski, Pastore, Wightma
(1994). Z poslednych vzt'ahov vidime, Ze deBroglie-ho vinova dizka molekuly dopaminu méze byt
len 1 az 2 rady vyssia ako Sirka synapticke;j Strbiny. A pretoZe nas odhad rychlosti molekul dopaminu
je skor podceneny, moze vinova dizka dosiahntit hodnét sirky synaptickej $trbiny. Vietky tieto
uvahy ale nardzaju na otazku ¢i otvoreny (“Zivy’’) systém sa da popisat’ fyzikalne, ¢i tam ma zmysel
napriklad teplota - dobre definovana pre rovnovazne a uzavreté systémy a podobne.

Dal$ou moznost'ou pre pozorovanie kvantovych javov v mozgu je jav kvantovej linearnej
superpozicie, v jeho elementarnom chapani, 3.2 (Cast’ a celok v kvantovej fyzike). MéZzeme
pozorovat’ tuto superpoziciu pre nejake javy v mozgu ? A ak, ako dlho, ¢i je stabilna a hlavne ktoré
stavy sa na jej realizacii zu€astiuju. S ¢im v mozgu moézeme identifikovat’ tieto hypotetické stavy ?

Platia tu podobné namietky ako proti mozgu ako kvantovému systému a navyse eSte namietka
koherentnosti - odpovedajucich stavov v linearnej superpozicii, ktorej stredny Cas je porovnatelny
s Casovymi intervalmi, ktoré zodpovedaju za deje myslenia, uvedomenia a podobne. Inymi slovami,
podmienkou na pozorovanie kvantovej superpozicie je aby stavy, ktoré sa ucastnia tejto superpozicie,
boli koherentné - fazovy rozdiel ich moznosti - bol konStantny dlhSie ako je dekoherencny Cas
Tegmark (1993), Zeh (1970), Zurek a kol. (1993). Tu pravdepodobne kon¢i chapanie mozgu ako
“Cisto” fyzikalneho systému.

Ako posledna moznost’ pre pozorovanie kvantovych javov, ktoré suvisia s linedrnou
superpoziciou v mozgu je “kolaps” vlnovej funkcie. Jav, ktory tizko suvisi s interpretaciou kvantovej
mechaniky, interpretaciou pravdepodobnosti obecne a s tym, ¢i “vedomie’ suvisi s kolapsom vinove;j
funkcie. Posledné experimenty, ktoré skimaju zaklady kvantovej mechaniky Coraz jasnejsie
napovedaju, ze “vedomie” ma vplyv, suvisi s kolapsom vinovej funkcie - samozrejme nie
kvantifikujacim spdsobom ale klasifikujacim, Nairz, Arndt, Zeilinger (2003). Pravdepodobne
tento jav je najlepsi kandidat na spojenie percepcie, tak ako sme ju opisali v Casti 3, a kvantove;j
mechaniky, Palacios-Laloy a kol.(2010), Lee a kol.(2011). Pokial’ ale nemame vedecky dobre
definované pojmy ako percepcia, vedomie a mysel’ st vSetky tieto ivahy Spekulativneho, v najlepSom
metafyzického charakteru.
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Al Zaciatok a koniec slov

Zaciatok a koniec slova sa musi urcit’ s ¢o najvac¢Sou dokladnost'ou, bez ohl'adu na typ tlohy -
rozpoznavanie slov alebo verifikacia hovoriaceho. V kone¢nom zapocitani tispesnosti modelu
rozpoznavania slov alebo verifikacie hovoriaceho prispieva procediira uréenia zaciatku a konca
slova s viac ako 5 % do celkovej uspesnosti, Rabiner, Samabar (1977), Nooteboom, Van der
Viugt (1988), Lamel, Rabiner, Rosenberg (1981). Treba si zdroven uvedomit, Ze vo vacsine
databéz izolovanych slov je procedura urcenie zaciatku a konca slov prevedend ru¢ne, inymi slovami
nezahriiuje sa do celkovej uspesnosti modelu (stav do roku 1995).

V akademickom prostredi sa tento problém jednoducho neriesi, pretoZe sa vacSinou pracuje
v podmienkach blizkych k idedlnym, z hl'adiska kvality zaznamenanej reci (¢i kvalita prednesu
samotnych slov, ¢i kvalita prenosu signalu - kvalitny mikrofon, kvalitny AD prevodnik, atd’.), alebo
sa predpokladd implicitne, Ze je vyrieSeny. V komer¢nych aplikaciach sa samozrejme tato
problematika musi riesit’, ale sa samozrejme nepublikuje, pretoze je to kriticka Cast’ celého systému.
Vicsinou sa komer¢né aplikacie, na rozdiel od akademickych, sustred’uji na redlne, resp. tazké
akustické a elektronické podmienky, napriklad telefonny prenos, Atal, Rabiner (1976).

Z tohoto dovodu sme vyvinuli algoritmus na urcenie zaciatku a konca slov, ktory sa da pouzit’
aj v redlnom Case, aj pre on-line implementacie konkrétnych uloh rozpoznéavania alebo verifikécie a
samozrejme bez ohl'adu na kvalitu signélu (aj telefonnu linku). Algoritmus prevadza rozpoznavanie
zaciatku a konca slova pomocou zékladnych parametrov energie a prechodov nulou, Niederjohn
(1975), Scarr (1968). Algoritmus je navrhnuty ako samo-nastavitelny, inymi slovami, vSetky
konstanty, alebo parametre potrebné pre vypocet veli€in sa vypocitavaji z prvého ¢asového okna
signalu. Vzhl'adom k tomu, Ze v algoritme sa vyskytujt len sucty, nelinearity a nerovnosti je mozné
tento algoritmus trividlnym sposobom ,,neuronalizovat™, Fallside (1988). Jedinymi vstupnymi,
volitePnymi parametrami st prekryv okien, dizka rimca a rozligenie AD/C prevodnika.

Vo zvolenom &asovom ramei mame takto definovanych NW okien. DiZka ¢asového ramca
samoze odhadnut’ ako stredné maximalne trvanie neznelych plozivnych a frikativnych hlasok v reci,
&o je priblizne 160 ms, Reddy (1966). Dizka Easového okna je okolo 10 ms, ¢o vyplyva hlavne z
neuronovej Struktary sluchovych receptorov a tzv. mrtvej doby nervovych vlakien. Na kazdom
okne sa vypocitaji energia a prechody nulou, tieto sa pre dané okno ¢asovo dozadu (retardovane)
ustrednia a klipujt - prahuji pomocou parametrov vypocitanych v prvom kroku. Vysledkom je
NW logickych hodnot,,Re¢* - ,,Nie Re¢*. V pripade zaciatku slova, ak je pocet okien oznacenych
ako ,,Re¢* vacsi ako NW/2, potom méame tzv. hruby zaciatok slova pre prvé okno s hodnotou
,»Rec“. Podobne pre koniec slova, ak je pocet okien oznacenych ako ,,Nie Re¢* vacsi ako NW,
potom mame tzv. hruby koniec slova pre prvé okno s hodnotou ,,Nie Re¢*. Algoritmus sa skladd z
troch funkcnych blokov, Obr. Al.1.

1. krok algoritmu: urci z prvého signalového okna parametre pre d’alSie spracovanie

Resolution =rozlisenie AD/C prevodnika

Ret_end =NWE/2

Ret_bgn =Ret_end/5

Ret_dec =2

Ratio =Max_amplitude(Resolution)/256

N-1

Level= Int( Y, x /N)

i=0

N-1
Noise=Int { ( E Abs(lnt(xi)- Level))/N}

i=0
Threshold= { Abs(Level) + Int(Noise) + Resolution/3 }/Ratio
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Ak Threshold =0 potom Threshold =1
Threshold_bgn = (Threshold * Ratio-2)/16

Ak Threshold_bgn <0 potom Threshold_bgn=1/16
Threshold_end = Threshold_bgn

Threshold_inc=0

2. krok algoritmu: ur¢i hruby zaciatok a koniec slova
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zober d’alSie okno
vypocitaj normalizovani energiu
N-1 2
Energy = Z{Gnt(xi) - Level) / Threshold } /N
i=0

vypocitaj prechody nulou
N-1
Zero= Z (x>0&&x, <0)||(x, <0 &&x,,, >0))
i=0
vypocitaj hodnotu pre retardované okno

Value = Int{ (Resolution + 2*Zero/Resolution) * log, o+ Energy*Zero)}

zapamdtaj si hodnotu do bufra pre dané okno
Buffer(okno) = Value

vypocitaj retardované hodnoty pre dané okno a zaciatok resp. koniec slova

b b
Retard bgn = { zpuffer(i) }/ret;  Retard end= { ZBuffer(i) }/ ret

i=a i=a

ak je okno <Ret bgn potom (a=0; b=okno - 1) in4¢ (a= okno-Ret bgn; b=Ret bgn)
ak je okno <Ret end potom (a=0; b=okno - 1) ina¢ (a= okno-Ret_end; b=Ret end)
klipuj vSetky hodnoty pre dané okno

ak Retard bgn(okno) > Threshold bgn potom clipp_bgn =1 in&¢ clipp_bgn=0
ak Retard _end (okno) > Threshold end potom clipp_end =1 in&¢ clipp_end =0

ak je pocet spracovanych okien mensi ako rdmec chod’ na 2. krok
ina¢ vyhodnot’ podmienky zaciatku a konca slova
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Vstupny signal

Predspracovanie

Vypocet prahov,
urovni a ¢asovych
intervalov z 1. okna

J

Spracovanie

Vypocet retardovaného
parametru cez energiu a
prechody nulou.
Prahovanie parametrov

pre nasledujice okna

\x

Postspracovanie

Neznelé plozivy, frikativy
a vydych konca slov

%

Obr. Al.1 Algoritmus pre zaciatok a koniec slova

Vystupny signal

Ak nie je splnena ani jedna z nasledujucich podmienok prechadza sa na krok 2, pri¢om novy
ramec je posunuty o jedno okno dopredu v ¢ase.

v pripade zaciatku slova ak je pocet okien v rdmci oznacenych Re¢ va¢si ako polovica
okien v rdmci, potom prvé okno takéhoto ramca znaci hruby zaciatok slova.

v pripade konca slova ak je pocet okien v ramci oznacenych Nie-Rec¢ vacsi ako pocet okien
v ramci, pozri schému na Obr. A1.1 a Obr. A1.2 a spodny obrazok, potom posledné okno
takéhoto ramca znaci hruby koniec slova.

3. krok - upresnenie zaciatku a konca slova

¢asovy ramec

Legenda:  cierne okna v ramci znamenaju - dané okno je oznacené za Re¢
biele oknd v rdmci znamenajt - dané okno je oznacené za Nie-Re¢
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¢asovy ramec = stiibor ¢asovych okien

~

Obr. A1.2 Recovy signal ilustrujuci algoritmus pre zaciatok a koniec slova

dovodom tohto kroku je vydych na konci slova, fakticky pritomy pre vSetky dlhé
samohlasky (v slovencine) a niektor¢ situdcie na zaCiatku slova ako st neznelé plozivy a
frikativy, Siegel, Bessey (1982), Obr. A1.3.

Vysledkom predoslého kroku st dve €isla - pociato¢né okno a kone¢né  okno v predoSlom

Korektny optimalny zaciatok a koniec slova

& N
~ I
Nie optimalny zaciatok a koniec slova
& ~
~ ’

Obr. Al1.3 Zaciatok a koniec slova pre optimalne urceny koniec slova

kroku sme si ulozili do Buffra (okno) neklipované hodnoty, prave tieto pouZijeme na vypocet
maximalnej a strednej hodnoty vzhl'adom k oknu. Ozna¢ime ich ako
z tychto hodndt vypocitame prahy pre presny zaciatok a koniec slova

b

mean=( Y Buffer(i) )/(b - a)

i=a

kde a =pociatocné okno, b = konecné okno
max =maximum z Buffer(i)

118

—;r I
|
I
!

ARRANERIA IR

s e



Al Zaciatok a koniec slov

ak Resolution < § potom prah pre zaciatok = (max /2 + mean) / 20
v opa¢nom pripade prah pre za¢iatok = (max /2 + mean)/ 10
definitoricky prah pre koniec = 3 * prah pre zaciatok

potom pociatocnym oknom je prvé okno pre, ktoré plati
Buffer(zaciatocné okno) > prah pre zaciatok

podobne pre kone¢né okno, prvé okno od hrubého konca pre, ktoré plati
Buffer(kone¢né okno) > prah pre koniec

takto na trovni vzoriek signalu mame definitoricky

pociato¢na vzorka = pociatocné okno * prekrytie okien
konecna vzorka = kone¢né okno * prekrytie okien + prekrytie okien

v poslednom kroku este urobime jeden technicky, ale potrebny krok, a sice adjustovanie
signalu podl'a arovne (Level). Jednoducho od povodného signélu sa od¢ita v 1.kroku
vyratand hodnota Level.

signal = signal - Level

Koniec Algoritmu.

Vidime, Ze nas detektor zaciatku a konca slov je explicitny - to znamena nezavisly na extrakcii
¢t pouzitych v procesoch rozpoznéavania a verifikacie. Detektor sa sklada z troch stupiiov, priCom
kazda Cast’ klasifikuje dané segmenty signalu. Nas detektor nepredpoklada, ze hovorené slovo je
pritomné v danom zédzname zvuku, nemusi byt pritomné a nemusi byt’ dopredu zname, o ktoré
slovo sa jedna. Samozrejme uvedeny algoritmus sa da implementovat’ aj pre podmienky readlneho
Casu. Presnost’ naSho detektoru sme testovali v rezime off-line (databaza slov bola dopredu
zaznamenana bez urcenie zaciatku a konca slova) a aj pre on-line spracovanie, na telefonicke;j linke.
Uspesnost’ detekcie zagiatku a konca slova podl’a prave spominaného algoritmu sme porovnavali s
rucne (sluchom) zadanymi hranicami slov. Takto zadany etalon je nutne subjektivny (zavisi od
konkrétnej osoby, ktora prevadza editovanie signalov), ¢im vlastne prevadzame porovnanie pocitaca
(automatu) s clovekom, hranice ur¢ené clovekom pokladame za presné, Appel, Brandt (1984).

Pre testovanie v reZime off-line sme pouzili databdzu slov DATA, primérne uréenu na ulohu
rozpoznavania hovoriaceho :

1...0sem
2 ... zaby
3 ...puto
4 ... kraj

5...cena
6 ... voda

DATA je databaza primarne sliZiaca na tilohu verifikacie hovoriaceho. Sklada sa z datovych
stborov typu,,dat*, v ktorych stiuloZzené zdigitalizované signaly nahovorenych slov. Vyuzivame 26
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hovoriacich - A...Z, 6 slov - 1...6 a 8 realizacii z kazdého slova - 0...7. Vzorkovacia frekvencia bola
10 KHz a zrezavacia frekvencia antialiasing filtra bola 4 KHz, s kompresorom dynamiky, nastavenym
na troven ked’ Sum celého zariadenia daval najvacsiu hodnotu 17, v rozliseni +10/-10 V a 12 bitov
tj. 17x(10/2048) = 83 mV, pri mikrofone AIWA nevybudenom, a osciloval okolo 16, ¢ize daval 3
hodnoty (15, 16, 17). Tuto hodnotu (16) treba odrétat’ od signalovych hodnét.

V nasledujucej tabulke Tab. Al.1a stiuvedené vysledky pre prave Specifikovani databazu.
Vidime, Ze vysledky pre slova za¢inajice na samohlésky, respektive znelé spoluhlasky st o niec¢o
lepsie. Celkova uspesnost’ pre tychto 6 slov je 95,4 percent.

k slovo Uspesnost’
(%)

1 osem 98,5

2 zaby 97,7

3 puto 91,3

4 kraj 94,8

5 cena 92,3

6 voda 97,6

Spolu 95,4

Tab. Al.1a Uspesnosti urcovania zaciatku a konca slova pre slovi DATA

BATA je databaza sluZiaca na ulohu verifikacie hovoriaceho po telefone v rezime on-line.
Sklada sa z datovych suborov typu ,,dat®, v ktorych st ulozené zdigitalizované signaly nahovorenych
slov. VyuZivame 26 hovoriacich - A...Z, 6 slov - 1...8 a 8 realiz4cii z kazdého slova - 0...7. Vzorkovacia
frekvencia bola 3 KHz a zrezavacia frekvencia antialiasing filtra bola 1 KHz. Pre testovanie v
rezime on-line sme pouzili databazu slov BATA :

.. cry
.. ocean

... patty

... Voyage

... eleven

... human

.. Danube

... Washington

0N DN kA~ W —

V nasledujuce;j tabul’ke Tab. A1.1b st uvedené vysledky pre prave Specifikovanu databazu.
Vidime, Ze vysledky pre slova za¢inajuce na samohlésky, respektive znelé spoluhlasky st o nieco
lepsie. Celkova tspesnost’ pre tychto 8 slov je 91,9 percent.

k slovo Uspesnost’
(%)
1 cry 91,2
2 ocean 90,6
3 patty 90,5
4 voyage 92,3
5 eleven 93,5
6 human 90,9
7 Danube 92,1
8 Washington | 94,7
Spolu 91,9

Tab. Al.1b Uspesnosti urcovania zaciatku a konca slova pre slova BATA
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A2 Homotopicka grupa ako grupa pozdlZ trajektérie

V tejto Casti prediskutujeme niekol’ko pojmov z topoldgie, ktoré maji vzt'ah k zobrazeniam medzi
dvomi variétami. Celé pojednanie nebude striktne matematické. Tieto pojmy st dolezité pre
pochopenie mechanizmu invariantnej extrakcie ¢ft v naSich modeloch.

Najskor definujme zobrazenie f: X ® Y, kde variéty X, Y su kompaktné n rozmerné, orientované
ahranice X a'Y stinulové. Variéta Y je stivisla. Potom existuje celé Cislo a toto ¢islo sa nazyva stupent
zobrazenia f. V urcitom elementarnom zmysle toto ¢islo opisuje kol’kokrat Y pokryva X pomocou
zobrazenia f. V naSom pripade mame dve realne funkcie x(t), y(t) z priestoru R' . Definujeme
trajektoriu v komplexnej rovine podl'a

z(t)=d(t) [x(t) +1y(t)] (A2.1)

kde parameter d, obecne zavisly na ¢ase sa nazyva parameter deformacie trajektorie. Nateraz
uvazujme parameter d ako nezavily od ¢asu. V tomto pripade oznacujeme takiito deformaciu ako
globalnu na rozdiel od lokéalnej deformécie, kde d je zavislé od ¢asu. Ak trajektoria nepretina
pociatok siradnicového systému, potom mozeme definovat’ fazu trajektorie d(t). Plati

ot) =9, ot) =@, t<t<t
Trajektéria moze byt preseknuta sama sebou, o znamena ze

z(t,,d) =z(t,,d) t £t

1 2

Trajektoria sa nazyva uzavretou ak plati
z(t ,d) = z(t,,d) (A2.2)

Pretoze znie jerovné nule pret <t<t,, potom pre kazdy ¢as t mézeme definovat’ fazu ¢(t),
ako sme uz spominali predtym, ale s nejednoznac¢nostou 2km. Aby sme sa vyhli tejto
nejednoznacnosti mézeme zafixovat’ pociatocnu fazu @(t ). Faza ¢(t) je spojitou funkciou Casu.
Preto mézeme definovat’ rozdiel faz ako

AQ =@(t) - (t) = 2kn (A2.3)

Celé ¢islo k nazyvame stupen trajektorie z(t,d). Fyzikalny vyznam stupna trajektorie je jasny
znasledujacich ivah a z Obr. A2.1. Uvazujme najskor elementarny pripad uzavretej trajektorie

z(t,d)=c+d(cost+isint), kdeO0<t <2mw (A2.4)

Vidime, Ze trajektoria je kruznica so stredom v bode ¢ a s polomerom d.

Ak d <c, potom pociatok suradnicového systému je mimo tejto kruznice a stupeii je nulovy.

Ak d = c, potom trajektoria pretina pociatok suradnicového systému a stupen nie je
definovany.

Ak d>c, potom stupen trajektorie je rovny jeden.

Ak sa parameter d meni, potom hovorime, Ze trajektoria (A2.1) alebo (A2.4) je deformovana.
Vsimnime si, Ze stupen sa nement, kvoli celociselnej povahe stupiia, je invariantny pri spojitych
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k=1 k=2

Jg

a b

@&

Obr. A2.1 Trajektorie a stupne trajektorie ako topologické invarianty

deformaciach trajektorie. Pravdaze pri deformdciach trajektorie sa nesmie pretnat’ pociatok
stradnicového systému, alebo bod kde faza trajektorie sa neda definovat’.

Ak nasledujeme elementarne geometrické tivahy, potom moZeme vyjadrit’ rozdiel faz A@
definovany v (A2.3) v integralnej forme ako

Agp , ,
o f d(arctg[y' )/ x'#)]) = { A@t)dl (A2.4)
kde
A=y’ (Ox" (O -y OX' O/ [x* (O] +y(O]"?
dl=[x>(0] +y (D]
a
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A2 Homotopicka grupa ako grupa pozdlz trajektérie

x'=dx/dt,y'=dy/dt

Z tychto tvah mézeme usidit’, Ze celd mnozina trajektorii sa da klasifikovat’ do roznych tried
podrla ich stupna trajektorie. Tieto triedy maju rézne topologické vlastnosti. V naSom modeli
percepcie sa zaoberame s kvazi-topologickymi vlastnostami, ktoré st limitované na vel’ké stupne,
pretoZe neuvazujeme presne podmienky uzavretia trajektorie, alebo vo Fourier obraze, kde
podmienka uzavretosti je splnend z definicie.

Vsetky pojmy, o ktorych sme sa zmienili, sa mézu preformulovat’ presne pomocou pojmov
mnoziny tried ekvivalencie trajektorii, homotopickych tried alebo homotopickej invariancie Hirsch
(1976), Massey, Stallings (1967). V pripade uzavretych trajektorii mad mnozina tried ekvivalencie
grupové vlastnosti. Tato grupa sa nazyva fundamentalnou grupou alebo Poincaré grupou variéty Y
vjejbodey - p(Y,y). Formulacia fundamentalnej teorémy, ktord opisuje nas pripad, moéze byt
nasledovna:

Ak f: X =Y je homotopické ekvivalencia (alebo homotopické zobrazenie), potom pre
T'ubovolny bod x z X homomorfizmus f*: p(X,x) — p(Y,f(x)) je izomorfizmus. Znovu, exaktné definicie
pojmov, ktoré sme tu spominali st uvedené v Massey, Stallings (1967) a Adamek, Koubek,
Reiterman (1977). Z tychto dovodov nazyvame stupen trajektorie homotopickym invariantom nasho
zobrazenia. Musime ale zdoraznit’, Ze stupen zobrazenia, nie je jedinym homotopickym invariantom
daného zobrazenia. Stupeti zobrazenia je jedinym homotopickym invariantom v pripade zobrazenia
n-rozmernej, kompaktnej, sivislej variéty do S*, kde S" je n-rozmerné jednotkova gula. Vsetko
toto sa da tieZ preformulovat pre 'ubovolny n-rozmerny topologicky priestor. V tomto pripade
nazyvame grupu homotopickou grupou a nie Poincaré grupou.

Z hladiska nasho pristupu k percepcii reci, moéZzeme povedat’, Ze naSa neurénova siet’ realizuje
homotopické zobrazenie f(x). Zobrazenie f zavisi na x alebo inymi slovami na stave neurénove;j siete
atieZna Case t. Je to lokalne v ¢ase invariantné zobrazenie.

Vsetko toto sa da lepSie vidiet’ z explicitného tvaru siete a z vysledkov simulécie, ktoré
uvadzame v kapitole venovanej vysledkom a diskusii.
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A3 Kalibra¢na grupa ako grupa pozdiz trajektorie

V tejto Casti uvedieme niektoré predbezné myslienky a navrhy na priame zavedenie vnutornych
symetrii do modelov l'udskej percepcie reci a rozpoznavania. Z hl'adiska toho, ze tato pracanie je
urc¢ena Specialne fyzikom, budeme sa niektorym otdzkam venovat’ podrobnejsie, ale bez vel'kého
doérazu na matematicku rigordznost’ a exaktnost’ formalizmu. Ako sme uviedli v predosle;j Casti tieto
symetrie sa odrazaju v symetridch fonémického systému a verime, Ze vyjadruji jeden z najdolezitejSich
rozdielov medzi 'udskou a papagéjovou percepciou a rozpoznavanim a st vobec dolezitym krokom
k pochopeniu percepcie reci ako take;.

Nas pristup bol silne in§pirovany formalizmom kalibranych teérii pol’a, kde principy symetrie
st inherentné a prejavuju sa na roznych stupiioch a vo vel’kom rozsahu.

Uvazujme 4 - rozmerny priestor X, tento priestor je generovany 4 - vektormi x = (ct, X).
Dalej prejdeme do systému jednotiek s ¢ = 1. Postulujeme existenciu zobrazenia

£: X = WV, ¥ =f(x) (A3.1)

kde X je 4 - rozmerny vektorovy priestor a ‘¥ je 4 - rozmerny vektorovy priestor vzorov akustického
pol'a. Inymi slovami, postulujeme, Ze pre kazdy bod z X existuje prave jeden body z . Ak
uvazujeme zvukovy vzor ako fyzikélnu veli¢inu s nejakymi vlastnostami invariancie pri patricnych
transforméaciach grup, potom sa mézeme pokusit’ zaviest’ nejakd obecnu tedriu identifikécie tychto
vzorov. Fyzikalne relevantnou veli¢inou v naSom pripade mo6ze byt’ napriklad 4 - vektor akusticke;j
intenzity akustického pol’a, ktory pdsobi na bazilarnu membranu alebo mikrofénnu membranu, Davis
(1983), Ashmore (1990), Nobili, Mammano, Ashmore (1998). Cize, presnejsie, je dobre chapat’
X ako konfiguracny priestor, a nie len ako euklidovsky, alebo minkovského priestor. Podobne ako
pre vinovu funkciu v kvantovej mechanike ‘Y(x), kde x je priestorova suradnica (spolu s casom) len
pre jednu Casticu, pre viac Castic je to konfiguracny priestor. Inymi slovami predpokladame, ze x je
(Xps X5 s X, Py P,s -5 P, ), kde p st Casové derivacie x, p= Ox/dt. Samozrejme mdzeme to oznadit’
aj ako (X, X, ..., X, )

Takto mézeme postulovat’ existenciu systému poli vzorov v neurénovom systéme, v mozgu,
pre ktory kazdy bod z priestoru X alebo Y je vyjadreny vektorovym pol'om ¥(x). Obraz ¥(x)
zvukového vzoru x (obecne aj zrakovy, cuchovy, chut'ovy, hmatovy vzor) odpoveda napr. vinovej
funkcii elementarnej Castice alebo systému Castic. VSeobecne grupy tranformacie indukuju potencial
spominaného vzoru, ktory odpoveda napr. potencialu elektromagnetického pol'a. Podobne ako v
elektrodynamike a v diferencidlnej geometrii, ak rozdiel medzi dvomi pol'ami ‘¥ - obrazmi vzorov,
nie je nulovy pri vhodnej transforméacii v konfiguratnom priestore, potom vzniké (v mozgu) toto
pole. Ako ukdZeme na zaver tejto Casti, rozdiel v informacii ktorti nesu spominané dve polia sa da
vyjadrit’ nejakym pol'om, jeho excitdciami (v mozgu). Postulujeme, ze systém poli je kalibracne
invariantny a zlozky ¥(x) st zoskupené do multipletov, ktoré sa transformuji podl'a danej ireducibilne;j
transformacie z Lieho grupy G. Prave takymto spésobom vyjadrime vntitorné symetrie priCom
predpokladdme, Ze prave tieto symetrie su pritomné v naSom fonémickom systéme.

Teraz sa stru¢ne venujeme pojmom z Lieho grup. Ako prvé zavedieme pojem Lieho algebry.
TakZe, nech je F komutativne pole. Lie algebra nad F je vektorovy priestor L nad F kde plati
bilinearné nasobenie v tvare

[,]:LxL—>L
ktoré vyhovuje vzt'ahom
[x,x]=0prexe L
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a Jacobiho identite

[[xylzl +  [[x2z,y]+[[zx],y]=0 prex,y,ze L

V tedrii pol’'a sme limitovani na N rozmerné algebry, ktorych baza je generovana pomocou N
takzvanych generatorov L z L, (a=1, 2, ..., N) a pre ktor¢ platia komutativne vztahy ako st
bilinearne nasobenia

[L,L]=LL,-LL =iCL (A3.2)

V tejto a nasledujucich formulach predpokladame, Ze plati Einsteinovo sumaéné pravidlo.
Redlne Cisla C° |, sa nazyvaju Struktirne konStanty a urCuju cela Strukttru Lie algebry L. Teraz prvok
spojitej grupy G pre danu algebru opisant1 pomocou [, ] je definovany ako

U=exp(-iw,L ) (A3.3)
kde w (x) st nejake redlne Cisla. Netrividlny vyraz [, ] ajeho grupové vlastnosti vyplyvaji z teorémy

Campbell - Hausdorfa, Adams, J. F. (1969). Ak 'ubovolna zo Struktirnych konstant je r6zna od
nuly, potom grupa G nie je abelovska. V pripade N =3 mame SU(2) grupu, ktora je nedbelovskou

evve

reprezentécii grupy G. V teorii pol'a sa zvycajne ohrani¢ujeme na unitarne kone¢no rozmerné matice,
De Witt, C., De Witt, B. eds (1964).

Teraz stru¢ne prediskutujeme kalibracné transformacie. Postulujeme existenciu,, lagrangeovej
hustoty* L, systému obrazov, alebo neurénovych vzorov. Fyzikalne-informa¢ny vyznam tohto
lagranzianu prediskutujeme neskor. Takto mame

L,=L,(¥,0"¥)
kde 0“Y = 0¥/ 0x , akalibratnd invariancia znamen4, ze
L (UY,0"U¥)=L (¥, 0"¥) (A3.4)
kde
U(x) = exp(-in(x))
je prvok Lie-ho grupy a w(x) je prvok Lie-ho algebry, s ktorou pracujeme. V tomto pripade hovorime
o lokalnej kalibra¢nej invariancii. Ak U nezavisi od x hovorime o globalnej kalibra¢nej invariancii.
Potom
Y(x) = U(x) ¥Y(x),
0W(x) ® U(x) (0°¥(x)) + (0*U(x)) ¥(x)
apre infinitezimalne transformacie mame

IP(x) = -i0(x) V(x),

[ 9°F(x) ] = -ior(x) 9°W(x) - i[ 9*0(x)] F(x)
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Definujeme kovariantnu derivaciu ako
D*W(x)=[0* +igA*x)] ¥(x) (A3.5)
kde A%(x), prvky Lie-ho algebry, su definované ako
A'x)=A% (X)L,

Ak pozadujeme, aby sa kovariantna derivacia transformovala ako ¥(x) pri lokalnych
kalibracnych transformaciach, potom polia A%(x) sa musia trasformovat’ ako

0A*(x)=(1/g)0*0(x) - i[m(x), A%X)]

alebo
JdA“(x)=(1/g)*w(x)+ C_, o, (x) A (x) (A3.6)

Takymto sposobom méme definované N kalibracnych poli, takzvané ,, Yang-Mills* polia. Vel'mi
lahko sa da potom ukazat’, Ze ak nahradime derivécie v (4.6.4 ) kovariantnymi derivaciami stane sa
Lagranzian invariantnym relativne k lokalnym kalibraénym transformaciam, Abers, Lee (1973),

L (U¥,D*U%¥)=L (¥, DP)

V kalibracnej teorii sa polia A%(x) sa interpretuju ako dynamické premenné. Preto zavedieme
hustotu vol'ného lagranZianu kalibra¢nych poli ako

(-1/4)F* Fos

kde
Fb =0°AP (x)- oPA” (x)-gC, A% (X)AP (x)

Konstanta imernosti g sa interpretuje ako vazbova konstanta, spolus C | _vyjadruje relativnu
vahu konkrétneho pol'a. Takto nakoniec mame lokalne kalibra¢ne invariantnt a Lorentzovsky
invariantnu hustotu lagranzianu

L=(-1/4)F8F _  +L(Y,D"¥) (A3.7)

p

Teraz, podobne ako v ¢asti 0 homotopickych grupach, vysetrime variacie poli Y pozdiz
nejakych trajektorii vo vonkajSom koordina¢nom priestore X alebo Y. Ak mame kalibra¢né polia
(A3.6), potom v kazdom bode X existuje nezavisly vyber orientacie koordina¢ného systému vo
vnutornom priestore poli vzorov. Kalibracné transformécie A* su korelované so zmenou orientacie
lokéalneho vnutorného systému vzhl'adom k prenosu z bodu x do bodu x + dx. Pole W(x) sa lokalne
neliSi od pola U(x) W(x) a kalibracné transformacie A%(x) tieZ nemenia vlastnosti systému, o ktorom
uvazujeme. Pre ,,Yang - Mills-ove* polia, Wu, Yang (1975), pozadujeme, aby takzvané paralelné
prenosy boli nulové

dx DW(x) = dx_[ 9" +igA%(x)] ¥(x) =0

Predpokladajme, e W(x) je paralelne preneseny pozdiz trajektorie P, ktora je parametrizovana
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realnym parametrom T z intervalu (0, 1). Potom
X =x(t), A*=A%x(t), Y=Yx({)
(dx, /dO)[ 0% +igA%(t)] W(x) =0
srieSenim
T

W(t)=T[ exp{-ig J. dt"(dx, /dt") A%1)}]¥(0),
0

kde T je operator ,,¢asového usporiadania“ definovany ako

T[a(t) b(t")]=a(t) b(t") Q(t-t") £b(t)a(t) Q(t'- t)

Horny znak plati pre bozénové polia a dolny znak pre fermionové polia. Potom mézeme
definovat’, pre kazdu trajektoriu P, maticovy operator

W(P) =T exp{-ig J- dx_ A%t) }
P
Fyzikélny y}’lznam tohto operatora je nasledovny; prevadza kalibra¢nu transformaciu Y (x(0))
do Y(x(1)) pozdlz trajektorie
F(x(1))=Q(P) ¥(x(0)) (A3.8)
kde x(0) je pociatocny a x(1) je kone¢ny bod trajektorie P.
Teraz dokazeme, Ze pre uzavretu trajektoriu C plati, ze Spur [€2(C)] je kalibracne invariantna
veli¢ina. Pre kalibra¢nu transformaciu 'ubovolného ¥ mame
Y'(x)=U(x) ¥(x)
az(4.6.7)
P'(x(1)=Q"(P) ¥'(x(0)),
covediek
U(D)¥(x(1)) = Q"(P) U(x(0)F(x(0)),
U())QP)Y(x(1) =L'(P) Ux(0) Y2(x(0)),
anakoniec mame

Q'(P)=U(x(1)A(P)U"(x(0))
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Z toho priamo vyplyva, Ze
Spur [€(C)] = kalibra¢ne invariantny (A3.9)

NajdolezitejSou vlastnost'ou €(C) je nasledovna. Ak Q(C) je zname pre l'ubovolnu uzavreti
trajektoriu C, potom v (C) je skoncentrovana celd fyzikalna informdacia o kalibra¢nych poliach, a ¢o
je vel'mi dblezité, vSetka redundantnd informécia je mimo, Ryder (1985), Masahiro (1988).

Teraz sa mozeme vratit' k fyzikalno - informacne;j interpretacii ,,Jagranzovej hustoty* L danej
vztahom (A.3.7). Nasledujtic predoslé tivahy a Ryder (1985) mozeme postulovat’, ze pole vzorov
¥ sa,,percepuje alebo vyhodnocuje podl'a principu najmensej akcie

variacia (L)=0.

Tento princip je potrebny na to, aby sme kompresovali rychlost’ informéacie, inymi slovami
maximalizovali uspesnost’ klasifikacie daného vzoru pomocou minimalizécie excitacii pol'a vzorov.
Vzor pripraveny takymto spdsobom bude topologicky najviac podobny zapamétanému prototypu.
Z (A3.7) mézeme usudit’, ze polia vzorov (alebo neurdnov) si excitované iba v tom pripade ak dva
vzory akustického pol’a sa nedaju transformovat’ prostrednictvom danej kalibra¢nej transformécie.
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A4 Topologické invarianty vo frekvencnej oblasti a LPC

LPC techniky sa za posledné roky povazujii za vykonné nastroje pre analyzu reci. PouZivaji sa pre
také algoritmy ako je odhad zdkladného tonu, formantov re€i, tvaru a parametrov vokalneho traktu,
pre odhad cepstralnych koeficientov alebo na bitova kompresiu recového signalu, Markel, Gray
(1976), Makhoul (1975), Makhoul (1975). Re¢ sa modeluje ako vystup linedrneho, ¢asovo
premenného systému, ktory sa budi bud’ periodickym signdlom alebo Sumom, Obr. 2 v kapitole 2.
Je zvykom nazyvat’ tieto dva zdroje signalu znelym (v redlnom trakte odpovedéd kmitaniu hlasiviek)
aneznelym (odpoveda to nepritomnosti kmitania hlasiviek) zdrojom.

Prenosovu funkeiu 1/ H(z) (3) moéZeme pokladat’ za vyhladzovacti filter pre reCovy signal.
Frekvencné odozva tohto filtra sa d4 vypocitat’ pomocou Fourier transformacie, Specialne diskrétnej
Fourier transformacie, DFT, ktoru definujeme ako

N-1

X = Z x(n) exp{-i(2mnk / N)} (A4.3)

n=0

kde x(n) je obecne komplexny signal, X, st komplexné Fourier komponenty, na Obr. A4.1 je
zndzornené spektrum vypocitané predoslou metédou porovnané s povodnym spektrom. Z viacerych
vlastnosti Digitalnej Fourier Transformécie - DFT, ako je linearita, symetria pri casovom a frekvencnom
posuve, je pre nas pristup podstatna vlastnost’ o symetrii pre realny signdl, inymi slovami ak je x(n)
realnou funkciou, potom st prislusné DFT transformanty symetrické ohl'adom reélnej osi, Cizek
(1981), Oppenheim, Shafer (1975). Ak vynesieme do grafu v komplexnej rovine redlnu a imaginarnu
zlozku X , pre vstupny redlny signal x(n) = {a , a,.... a, 0,0, ...0}, kde a, su LPC koeficienty,
dostaneme graf, ktory je trividlne symetricky vzhl'adom k redlnej osi, ¢im je zaroven splnena
podmienka uzavretia trajektorie pre topologické invarianty.

40 T T ¥ T T T

5
~
(1]
=
N .
(e
54
o
3 )
-20r — teoretické
--- odhadnuté
"40 1 1 1 1 A
1.0 20 30

Frekvencia (kHz)

Obr. A4.1 Whladenie spektra pomocou LPC

Suvislost’ rozmiestnenia polov nasho modelu, alebo koreniov prechodovej funkcie ilustrujeme
pre najjednoduchsi pripad na Obr. A4.2a. Zvolili sme si LPC druhého radu a zostrojili vSetky 4
mozné situdcie a im prisluchajtice spektra, jasne demonstrujiic vyhladzovaci efekt LPC techniky.
Podobne si mézZeme predstavit’ aj odpovedajice grafy redlnej a imaginarnej zlozky, vo fazove;j
rovine, pre nas pripad dostaneme graf's jednym zavitom na hornej polovici a symetricky umiestnenym
na dolnej, pozri Obr. A4.2b.
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dvoj pélova konfiguracia v Z - rovine

poly v Z - rovine amplitidova odozva

D N\

A. komplexne

(i

zdruzeny
par X
0 P fg/2
B. realne poly
B1. kladné poly }
0 f fg72

B2. zaporné poly _/

0 f fe/2
B3. kladny a ‘
zaporny pol
0 § , ts/72

Obr. A4.2a Rozmiestnenie polov LPC modelu a tvar spektra

Obr. A4.2b Nyquistov graf vo frekvencnej oblasti, podla LPC modelu 2 radu
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AS Systém symetrie elementarnych Castic

@)

940MeV

1190MeV

1320MeV

(b)

Obr.A5.1 (a) Multipletova Struktiura elementdarnych castic - hadrény, vlavo je udané z ilustracnych
dovodov hmotnostné spektrum pre baryonovy oktet. Q oznacuje elektricky naboj, I, oznacuje 3-tiu zloZku
izospinu a S oznacuje spin. Existuje vztah, nazyvany Gell-Mann, —Nishijima, medzi elektrickym
nabojom,izospinom a hypernabojom Y: Q =1, + Y/2. (b) Tri dublety leptonov. Druhi protihraci- neutrina
nemaju hmotnost alebo iba sa predpoklada, ze velmi mali
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A6 Systém symetrie anglickych foném
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Obr. A6.2 Tri dublety nosovych foném vlavo) v slovencine vpravo) v
anglictine. V slovencine su fonémy iba v hornych riadkoch, v dolnych
su alofony-hlasky- nemaju sémanticky vyznam
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A7 Rychla topologicka transformacia - funkcia FTT

/
***************************************************************************/
** FUNCTION: FTT()

** PURPOSE: Fast Topological Transformation for data x and y

** RETURN: dsp_error=-101 if array size is less than 1

** REMARKS: num_features is radix 2

****************************************************************************/

void FTT(
DSPDBL *x, [¥** T; x-axis array ***/
DSPDBL *y, [¥**; y-axis array ***/
DSPINT winlen, /*** I, size of window ***/
DSPINT num_features, /*** [; number of axes in plot ***/
DSPSHR *tw, /**%* O; short; number of axis intersections ***/
DSPSHR *cw) /¥** Q; short; duration in given section ***/
{
extern DSPINT dsp_error;
DSPDBL *endwin,;

register DSPINT ind1, ind2;
register DSPINT index1, index2;
register DSPINT fea, numfeam?;
DSPDBL anl, an2, anb;

dsp_error=DSP_OK;
if (winlen <=0) { dsp_error=DSP_ERROR_ARRAY SIZE MUST GT 0; return;}

for (fea=0; fea <num_features; fea++)
tw[fea]=cw[fea] = 0;

numfeam2=num_features*2;
anb=DSP_PI/(DSPDBL)num_features;
index2=0;

endwin=x+winlen;

if (fabs(*y) > DBL_EPSILON) /* computing anglel and its
index1 */
index 1=(DSPINT)((an1=(atan2(-*y++, -*x++)+DSP_PI))/anb);
else if (fabs(*x) > DBL_EPSILON) {
yt+
if (*x++>0.0) {
an1=0.0;
index1=0;
h
else {
an1=DSP_PI;
index1=num_features;

}
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else {
an1=0.0;
index1=0;
X++;
yt

}

while (x <endwin) {
cw[((index1+1) & (~numfeam2)) >> 1]++;
ind1=index1 >>1;
if (fabs(*y) > DBL_EPSILON)
index2=(DSPINT)((an2=(atan2(-*y++, -*x++)+DSP_PI))/anb);
else if (fabs(*x) > DBL_EPSILON) {
yth
if (*x++>0.0) {
an2=0.0;
index2=0;
h
else {
an2=DSP_PI;
index2=num_features;
H
H

else {
an2=0.0;
index2=0;
X+t
y+;
§
ind2=index2 >>1;
if (index1 <index2) {
if (index2-index1 <num_features)
while (ind1 !=ind2)
tw[++ind1]++;
else if (index2-index1 >num_features) {
while (ind1 >=0)
tw[ind1--]++;
while (++ind2 <num_features)
tw[ind2]++;
§
else if (an2-an1 <DSP_PI)
while (ind1 !=ind2)
tw[++ind1]++;
else {
while (ind1 >=0)
tw[ind1--]++;
while (++ind2 <num_features)
tw[ind2]++;
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else
if (index1-index2 <num_features)
while (ind2 !=indl)
tw[++ind2]++;
else if (index1-index2 >num _features) {
while (ind2 >= 0)
tw[ind2--]++;
while (++ind1 <num_features)
tw[ind1]++;
h
elseif (anl-an2 <DSP_PI)
while (ind2 !=ind1)
tw[++ind2]++;
else {
while (ind2 >=0)
tw[ind2--]++;
while (++ind1 <num_features)
tw[ind1]++;
h
anl=an2;
index1=index2;
h

cw[((index2+1) & (~numfeam?2)) >> 1]++;
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