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V tejto kapitole predstavime zakladné modely umelych neuronovych
sieti (angl. artificial neural networks), ako z teoretického, tak aj
aplikacného hladiska. Oboznamime sa so zdakladnymi pojmami
tykajucimi sa prvkov, architektiry a ucenia neuronovych sieti, ktoré
boli povodne inspirované neurobiologiou mozgu. Vysvetlime si, ako
umelé neuronové siete vykondvaju klasifikaciu vzorov, aproximdciu
funkcii, ako vedia predpovedat buduci vyvoj dat, ¢i ako vedia hrat hry
a navigovat robota.

LCudsky mozog je v stcasnosti vrcholom evolicie na nasej Zemi a zatial
najdokonalej$im ,,nastrojom* na spracovanie informacii. Tak ako sa klasicka
umeld inteligencia snazi napodobovat’ l'udsku inteligenciu, prenesene povedané
,mentalny softvér”, tak sa umelé neurénové siete snazia napodobovat ,,mozgovy
hardvér®, na ktorom tento ,,mentalny softvér bezi.

Ucenie sa z prikladov a paralelné spracovanie signalov mnohymi prvkami vedi k
takému makroskopickému spravaniu neurénovych sieti, ktoré nie je
predpovedatel'né na zaklade vlastnosti jednotlivych prvkov systému. Ide o tzv.
emergentné spravanie podla latinského slova emergencia, ktoré vo
vSeobecnosti znamena vynorenie sa, objavenie sa. Kolektivne spravanie umelych
neurénovych sieti sa vynara na zaklade modelovania principov cinnosti
nervového systému. Na druhej strane emergentné vlastnosti multiagentovych
systémov su zalozené na modelovani principov evolucie Zivota a spolo¢nosti.

V tych pripadoch, ked’ nepozname pravidla, podl'a ktorych by sme modelovali
rieSenie danej situacie, alebo tieto pravidla st vel'mi zlozité, ¢i netplné, vtedy je
jednou z moznosti pouzitie umelych neurénovych sieti. Treba zdoraznit, ze je to
iba jedna z moznosti. Daliimi alternativami st napriklad klasické Statistické
metody, multiagentové systémy alebo iné adaptivne vypoctové systémy. Ked’
pozname pravidla, je vzdy lepSie pouzit’ pristupy klasickej umelej inteligencie.
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Umelé neurénové siete su ,,dobré“ v rozpoznavani a klasifikacii vzorov
(obrazcov) do tried (angl. pattern recognition and classification).

Vzory treba chépat’ ako abstraktné entity, nemusia to byt’ iba vizudlne vzory. Vo
vSeobecnosti umelé neurénové siete vedia riesit’ najroznejsie asociacné tlohy. Aj
rozpoznanie, ¢i klasifikdcia vzorov je vlastne asocidcia, a to asociacia vzoru s
jeho triedou. Ak vieme nejaky problém formulovat’ ako asocia¢ni tilohu, budeme
moct’ pouzit’ umelé neurénové siete.

V tejto kapitole sa budeme =zaoberat’ hlavne takymi modelmi umelych
neurénovych sieti, ktoré sa ucia tak, ze ,,ucitel* im v priebehu ucenia hovori, aké
ma byt spravne rieSenie problému. Predstavime vSak aj také umelé neurénové
siete, ktoré sa ucia bez tejto informdacie a maju vlastnosti samoorganizacie.

Zakladna terminoldgia umelych neurénovych sieti je =zaloZzend na
neurobiologickej terminoldgii, preto nasu kapitolu zaciname vysvetlenim
potrebnych neurobiologickych pojmov. Historicky aj konceptualne je dolezita
tedria perceptronov, na ktort nadvizuje konstrukcia doprednych viacvrstvovych
neurénovych sieti, ktoré sa pouzivaju na aproximaciu zlozitych nelinearnych
funkcii a na asocia¢né ulohy. Pokratujeme predstavenim rekurentnych
neurénovych sieti, ktoré sa pouzivaji na asocia¢né a predik¢né tlohy s ¢asovym
kontextom. Spomenieme RBF siete s novym typom stavebnych prvkov, ktoré
podstatne zrychl'uju ucenie. Na zaver sa budeme venovat’ samoorganizujucim sa
neurénovym siet’am, ktorych ucenie je silno biologicky motivované.

6.1 POTREBNE POJMY Z NEUROBIOLOGIE

NEURON

Odhaduje sa, z¢ v F'udskom mozgu sa nachadza radovo 10'' nervovych buniek
(neurénov) (Marsala, 1985). Dve tretiny neurénov tvoria 4—-6 mm hrubu
mozgovu koru, ktord tvori jeho silne zvrasneny povrch. Predpokladd sa, Ze
mozgova kora je sidlom poznéavacich (kognitivnych) procesov, ako su myslenie,
vnimanie a pamit. V neurdnoch prebiehaji zlozité biochemické deje, ktoré
zabezpecuju to, ze neurébny modzu spracuvat’ signaly z inych neurénov a vysielat’
k nim svoje vlastné signaly.

Signaly moézeme reprezentovat’ ako redlne ¢isla vyjadrujuce intenzitu (velkost)
prijimanych a vysielanych signalov, ktoré maju v skutoCnosti elektricka a
chemicku povahu. Spoj medzi dvoma neur6onmi (miesto prenosu signalu z
jedného neurénu na druhy) sa nazyva synapsa. V synapse sa moze ten isty signal
bud’ zosilnit’ alebo zoslabit’. Silu pdsobenia synapsy uruje vaha synapsy. Jeden
neurén mdze mat’ na svojom povrchu radovo 10° az 10° synaps. Vstupny povrch
neurénu pozostava z dendritov a tela (somy) neurénu (pozri obr. 6.1). Tisicky
dendritov tvoria bohato rozvetveny strom, na ktorom sa nachadza vicSina
synaps, a to najma na trnikoch.
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OBR. 6.1.
NEURON
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INHIBICIA
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KODOVANIE A
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dendriticky strom

Signaly od ostatnych neurénov mézu mat’ bud’ kladné alebo zaporné znamienko.
V prvom pripade si miestom prenosu tzv. excitaéné synapsy a v druhom
pripade tzv. inhibi¢né synapsy. Ked suma kladnych a zapornych prispevkov
(signalov) od ostatnych neurénov vdhovand vahami prisluSnych synaps prekroci
ista hodnotu, nazyvanu prah excitacie neurdénu, neurdn vygeneruje vystupny
impulz (angl. spike). Zvycajne neuréon ako odpoved na svoju stimulaciu
vygeneruje cell sériu impulzov, ktoré maja nejakt priemernu frekvenciu, radovo
10-10> Hz. Frekvencia je Umernd celkovej stimuldcii neurénu. Vystupné
impulzy sa §iria k ostanym neurénom pozdiZ jediného vystupného vybezku
neurénu, ktory sa nazyva axon. Axon sa na svojom konci rozvetvuje na tisicky
vybezkov. Zakoncenia tychto axonovych vybezkov tvoria synapsy na ostatnych
neurénoch v sieti.

V mozgovej kore a vobec v celom mozgu je to, ktoré neurény a akym typom
synaps budi komunikovat’, uplne geneticky urcené. Kol'ko synaps bude medzi
danymi neurénmi je tiez z podstatnej Casti geneticky uréené. Tento pocet sa
moze ,,dolad’ovat™ v zavislosti od konkrétnej skisenosti jedinca, a to najma v
detstve.

V priebehu celého zivota sa v dosledku individualnej skiisenosti (ucenia) menia
vahy jednotlivych synaps (Jedlicka a kol., 2002; Benuskova, 2002). V stcasnosti
sa vSeobecne akceptuje poznatok, ze ucenie sprevadzaju zmeny vih syndps v
mozgovych neuréonovych sietach. Otazkou zostdva akym pravidlom, i
pravidlami sa tieto zmeny riadia.

Prvym principom kdédovania a reprezenticie informdcii v mozgu je
nadbytocnost’ (redundancia). Znamena to, ze kazda informécia (akokol'vek ju
chapeme) sa prenasa, prijima a spraciiva nadbytoénym poctom neurénov a
synaps, aby sa v pripade poskodenia sieti nestratila tplne. Vysledkom je to, ze
ked’ sa poskodzuji neurénové siete, ¢i uz biologické alebo umelé, ich vykon
upada len vel'mi pozvolna (angl. graceful degradation).

Dalej, su¢asna predstava je taka, e informacia (nie v shannonovskom zmysle,
ale v zmysle obsahu, resp. vyznamu) je zakdédovana v tom, ktoré neurdny s
ktorymi komunikuju. To je dané geneticky (evolucne) a v danom ramci sa
dotvara uc¢enim. Kazdy objekt sa reprezentuje celou danou sietou neurénov. V
tejto sieti je dolezitd tak distribucia aktivnych, ako aj neaktivnych neurénov.
Nazyva sa to distribuovana reprezentacia. Rozlicné objekty sa reprezentujii
rozliénymi vzorcami resp. distribuciami aktivity v prislusnych neurénovych
siet’ach.
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o Vstupna aj vystupnu aktivitu umelych neurénovych sieti interpretuje
*  programator. Co plni tato Glohu v mozgu? Iné neurénové siete? Vedomie? Co je
to vedomie? To ostdva zatial’ zdhadou.

6.2 PERCEPTRON — MODEL NEURONU

VSTUPNY Perceptron' je model neurénu, ktory prijima vstupné signaly ¥ = (x, 3 Xy peees Xpy1)
VEKTOR cez synaptické vahy tvoriace vahovy vektor w =(w;,w,,...,w,,,)(pozri obr. 6.2).

VAHOVY VEKTOR  Vstupny vektor x sa nazyva vzor alebo obrazec (angl. pattern). Zlozky
vstupného vektora moézu nadobudat’ realne alebo binarne hodnoty. Prikladom
mdze byt obrazok (pismeno, odtlacok prsta atd’.) zakddovany ako pole (vektor)
hodnét. Zlozky vahového vektora st realne ¢isla.

Vystup perceptronu o je dany vztahom:
n+l n
0=f(n€l)=f(v_v~)_c)=f[2wjxj]=f(2wjxj—0] (6.1)
Jj=1 j=1

kde premenna net oznacuje vahovani sumu vstupov, t.j. skaldmy (zlozkovy)
suc¢in vahového a vstupného vektora. Funkcia f sa vold aktivaéna funkcia
perceptronu.

OBR. 6.2. X V tejto notacii predpokladame,
PERCEPTRON W ze  perceptron ma n+/
vstupov. Hodnota (n+1)-vého

X2 Wy . v _
\: ) f J— > o vstupu je vzdy -1 a w,,, =6,
. ¢o je hodnota prahu excitacie
/1' _0 perceptronu (angl. threshold).

Xn+1— — 1

V roku 1958 Rosenblatt zaviedol diskrétny perceptron s bipolarnou binarnou
= aktivacnou funkciou (funkcia signum, znamienko):

+1 aknetZO@ijijQ
J= (6.2)

n
-1 aknet<0©2{wjxj<6’
=

f(net) = sign(net) =

Rovnica

dwx; —0=0 (6.3)
=

! Percept = vnem.



6 0BUmelé neuronové siete 161

KLASIFIKACIA

LINEARNA
SEPARACIA

OBR. 6.3.

AND, OR A XOR
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O—PRAVIDLO

je rovnicou nadroviny v n-rozmernom priestore. Napr. v 2-rozmernom priestore
je to rovnica priamky: wx; +w,x, —0=0. Vahy perceptrénu predstavuju
koeficienty deliacej priamky (nadroviny), ktora rozdel'uje priestor vzorov na dva
podpriestory. Perceptrén teda dokéaze klasifikovat, t.j. zatriedovat’ vzory, do
dvoch tried, ktoré st linearne oddelené deliacou hranicou vyjadrenou rovnicou

(6.3). Inymi slovami, perceptron dokaze riesit’ iba tzv. linearne separovatel’né
problémy.

Takymito problémami su napr. logické funkcie AND a OR. Funkcia XOR nie je
linearne separovatel'na (obr. 6.3). Rosenblatt ukdzal, Ze je mozné natrénovat
perceptron pomocou vzorov tak, ze jeho synaptické vahy budi zodpovedat
koeficientom deliacej nadroviny, ak tato existuje (Rosenblatt, 1958).

Vseobecné pravidlo ucenia pre umelé neurénové siete znie: Vahovy vektor w sa
zvacsuje priamo umerne so suc¢inom vstupného vektora x a uciaceho signalu s.
Uciaci signdl s je funkciou w, X a niekedy aj spétnej vizby od ucitel'a 4. Teda:

s=s(w,x,d) alebo s=s(w,X) (6.4)

V prvom pripade ide o u€enie s ucitePom (angl. supervised learning). V druhom
pripade ide o ucenie bez ucitela (angl. unsupervised learning). Pri uceni v
umelych neurénovych sietach sa v diskrétnych casovych krokoch meni j-ta vaha
takto:

w; @+ =w,;@O)+Aw; () =w;({O) +a s(t) x,;(1) (6.5)

Konstanta 0 < o <1 sa nazyva rychlost’ u¢enia (angl. learning rate).

Uciacim signalom pre bindrny perceptrdn je aritmeticky rozdiel medzi pozadova-
nou a skutocnou odpoved’ou perceptronu, t.j. s = d — o = 6. Pravidlo ucenia
binarneho perceptronu sa nazyva pravidlo & (delta). Pre j-tu vahu plati:

Aw; =a (d-o0)x; (6.6)
Pre binarny bipolarny perceptron je pozadovanym vystupom pre jednu triedu d =
+1, a pre druht triedu d = —1. Pravidlo ¢ plati aj pre unipolarny binarny
perceptron, pre ktory d € {0, 1} aj o € {0, 1}. Ked sa pozrieme na pravidlo
(6.6) vidime, ze ked chceme, aby dany vzor patril do triedy d = 1, ale
momentalne dava perceptron vystup o = —1, potom & = 2 a j-ta vaha sa zvacsi,
ak je j-ty vstup x; > 0. Ak x; <0, j-ta vdha sa zmensi. Takéto zmeny vah vedi k
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tomu, aby sa po k krokoch dany vzor klasifikoval do triedy d = 1. Podl'a pravidla

(6.6) sa upravuje aj prah perceptréonu w,,; =6.

Ay =1, dYE?,d?).(X7,d")...(x",d")} zlozend z P dvojic vstupnych vek-
torov a k nim prislichajiucich pozadovanych vystupov je trénovacia mnoZina
(angl. training set). Potom je algoritmus trénovania perceptronu takyto:

Krok 1: Zvolime « € (0, 1). Pociato¢né vahy (vratane prahu) inicializujeme ako
ndhodné c¢isla € (-1, 1). Pocitadla nastavime takto: k = 1, p = 1, kde & je
poradové ¢islo prechodu cez 4,4, a p je index vzoru. Chyba £ = 0.

n+l
Krok 2: Na vstup dame vzor x” vypoéitame vystup o = sign(’ w;x?).

J=1
Krok 3: Upravime vahy tak, ze w; <~ w; +a (d” —o”) x/ prej = 1,....n+1.
Krok 4: Ak p < P, tak poloz p = p + 1 a chod’ na krok 2. Inak chod’ na krok 5.
Krok 5: Bez Upravy vah este raz prejdeme cez 4,4, a vypocitame kumulovanu

chybu E « E+1(d” -0”)* prep=1,2,...,P.

Krok 6: Ak E = 0, ukon¢i ucenie. Inak poloz E=0,p=1,k=k+ 1 a chod na
krok 2. Zacina sa novy trénovaci cyklus (epocha), t.j. novy prechod cez A4in.

Rosenblatt (1958) dokazal vetu o konvergencii binarneho perceptronu, ktora ho-
vori, ze pre Va (a > 0) perceptron najde koeficienty linearnej deliacej hranice
medzi dvoma triedami po konecnom pocte iteracii (6.6), ak takato hranica
existuje. Minsky a Papert neskor ukazali, ze viacvrstvové dopredné siete zlozené
z takychto bindrnych perceptrénov dokdzu rieSit' iba linearne separovatelné
problémy (Minsky a Papert, 1969).

6.3 VIACVRSTVOVE DOPREDNE SIETE A ICH UCENIE

UCENIE
METODOU
SPATNEHO
SIRENIA CHYB

&

Vicsina redlnych problémov ma nelinearny charakter. To znamend, Ze sa nedaju
vyrieSit' sCitanim linearnych hranic. Problém s obmedzenou vypocétovou
schopnost’ou perceptronov sa vyriesil az v roku 1986, ked” Rumelhart, Hinton a
Williams (1986) zaviedli pravidlo trénovania nazvané metoda spitného Sirenia
chyb (angl. error backpropagation) pre dopredné neurénové siete so skrytymi
neurénmi.

Tzv. viacvrstvové dopredné umelé neurénové siete (angl. multilayer feed-
forward ANN), ktoré sa trénuji tymto pravidlom su schopné riesit’ aj nelinearne
problémy. Pri odvodzovani tohoto algoritmu pre dvojvrstvovi doprednu siet
budeme postupovat podla (Zurada, 1992). Dopredné neurénové siete sa
vyznacuju tym, ze v nich existuji iba dopredné spojenia medzi neurénmi. Kazdy
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neuron jednej vrstvy vysiela signdly na kazdy neurom nasledujicej vrstvy.
Spojenia do predchadzajiicej vrstvy ani v ramci jednej vrstvy neexistuju.

Najskor si zov§eobecnime pravidlo ¢ pre jednovrstvovi neurénovu siet’ zlozenu
zo spojitych perceptronov. Vystup spojitého perceptronu je dany vztahom (6.1).
Aktivacna funkcia spojitého perceptronu flnet) modze byt lubovolna
diferencovatel'na funkcia. NajcastejSie sa voli vystup v tvare sigmoidy (obr. 6.4).
Aj vstupno-vystupna charakteristika biologického neurénu ma sigmoidalny tvar.
Neskor si povieme aj o inych spojitych aktivaénych funkciach.

OBR.6.4. Univol4 ) ida: £ (net) 1 6.7)
nipolarna sigmoida: f(net) = —— .
SIGMOIDA - 1 1+ exp(—A net
UNIPOLARNA A /—— e )
A . . . 2
BIPOLARNA " Bipolarna sigmoida: f(net) = — -1 (6.8)
J 1+ exp(—A net)

q Konstanta 4 > 0 sa nazyva strmost’ sigmoidy. Zvycajne sa
pouziva A = 1. V limite pre 1 — oo bipolarna sigmoida
prejde na funkciu signum a unipolarna sigmoida na kro-
kovu funkciu.

OBR.6.5. Majme jednovrstvovli neurénovu siet
JEDNOVRSTVOVA Wy oy ilustrovan na obr. 6.5. Vstupny vektor
DOPREDNA UNS 2 1 je  y=1sjryy).  Vystupny

’ ' vektor je 0 = (0;,...,0;,...,0x ) , kde o =
. o flnety) a
k J
. net, = wyy; (6.9)
=1
| . Og Nech vzdy y; = -1 a wiy = 6, Co je

K modifikovatelny prah pre £ = 1,....K
| vystupnych  neurénov. PoZadovany
vystup siete je J:(dl,...,dk,...,dK).

Chceme, aby sa po nauceni skuto¢ny vystup siete rovnal poZzadovanému vystupu,
CHYBOVA FUNKCIA €SP aby sa mu priblizil ¢o najviac, a to pre vsetky vzory p = 1,..., P Z Ayqin. De-
finujeme Gcelovu funkciu, ktora sa vold chybova funkeia a ma tvar:

K
E,=1>(d, —0,)’ (6.10)

k=1
kde p je index vzoru. E, je sumou Stvorcov chyb na vSetkych vystupnych

neurénoch. Ucenie siete spociva v modifikovani vah tak, aby sa minimalizovala
E,. Na hl'adanie minima £, sa aplikuje inkrementovd metoéda negativneho gradi-
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entu’ nazyvani aj metéda najprudsieho spadu (najstrmsieho zostupu) (angl.
steepest descent).
Zmena vahy wy; je nepriamo imerna parcidlnej derivacii £, podla wkj3:

OE OE, O(net,)

Aw, =—a —2=—-a £ =ad, y; 6.11
v oy ety ow, o* Vs 10

kde « je rychlost’ uCenia. Zaporna parcidlna derivacia —0E,/0(net) = o, €0 je
zovSeobecneny uciaci signal produkovany k-tym vystupnym neurdénom.
Parcidlna derivacia O(nety) /0wy = y; (pozri rovnicu 6.9). Dalej si odvodime,
¢omu sa rovna o, :

aEp aEp oo,

- O(net,.) T Oo, O(net})

é‘ok -

:(dpk _Opk)fk, (612)

f 1 je derivacia aktivacnej funkcie neurénu (sigmoidy) podla net;. Pre unipolarnu
sigmoidu (6.7) je fx = ok (1 — o). Pre bipolarnu sigmoidu (6.8) je /' = (1/2) (1 —
0’). Pravidlo na zmenu j-tej vahy k-teho vystupného neurénu je potom

ZOVSEOBECNE

PRAVIDLO & PRE Awy =a(d, —o,) 1y y; (6.13)
VAHY VYSTUPNYCH

NEURONOV kde (dpk — 0p1) f & = o, €0 je zovSeobecneny chybovy signal, ktory sa spitne Siri

na vsetky vahy prichadzajice na k-ty vystupny neuroén. Ak by sme polozili f; =
1, dostaneme uciace pravidlo pre perceptron (6.6).

SKRYTE NEURONY  Teraz pridame do naSej siete d’al$iu vrstvu neurénov, ktord sa bude nazyvat
skryta vrstva alebo vrstva skrytych neurénov (obr. 6.6).

Vstup siete je totozny so vstupnym vektorom pre skrytd vrstvu
X =(XyyeeX;5eesX;) . Vystupné neurdny spracivaju  vystup skrytej vrstvy

V=W ¥ o V) s kde y; = flnet)) a

i
net; = v,x (6.14)
i1

I-ty vstup je vzdy = —1 ako aj vystup J-teho skrytého neurénu®. Modifikovatelné
prahy skrytych neurénov st v;;= 6, prej = 1,..., J.

? Gradient skaldrnej funkcie, napr. troch premennych g(x, y, z), uddva smer najprudsicho néarastu jej hodnoty.
Vyjadruje to vektor ?g(x, v,z) = %gf + %‘r} + %% , kde i . ]_,lg su jednotkové vektory s v smere jednotlivych osi.
X 4
Zlozky gradientu su parcialne derivicie podl'a jednotlivych premennych. V naSom pripade vypoctu gradientu E, budi
zlozkami parcidlne derivacie podl'a jednotlivych vah a prahov.
3 E, derivujeme ako zlozend funkciu. Vo vSeobecnosti ak mame /(z(y(x))), tak 0h/0x = (Oh/0z) (0z/0y) (8y/0x).

* Skuto&nych vstupov je teda len I-1 a pocet skutoénych skrytych neurénov je J-1. J-ty skryty neurdn je len akasi
»atrapa®, ktorej vystup slizi pre prahy vystupnych neurénov.
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OBR.6.6.

DVOJVRSTVOVA
DOPREDNA UNS

ZOVSEOBECNE
PRAVIDLO & PRE
VAHY SKRYTYCH
NEURONOV

VI

Vztahy (6.11) az (6.13) popisuju modifikaciu vah medzi skrytou vrstvou a
vystupnou vrstvou. Teraz si odvodime vztahy pre modifikdciu vah medzi
vstupom a skrytou vrstvou. Aj tieto vahy sa musia menit' tak, aby sa
minimalizovala chyba E, vyjadrend rovnicou (6.10) pomocou gradientovej
metddy najprudsieho spadu.

Formula pre modifikaciu vstupnych vah v;; je takato:

OF OE ~ O(net;
Av,; =-a P =—a—p(—1)=a5yj X; (6.15)
ov O(net;) Ov

Jt

Zaporna parcidlna derivacia —0E,/0(net)) = &, je zovSeobecneny uciaci signél
produkovany j-tym skrytym neurénom. &, je zovSeobecnend chyba Sirend na
vstupné vahy. Parcidlna derivacia d(net;)/dv; = x; (pozri rovnicu 6.14). Dalej si
odvodime, Comu sa rovna o, :

oE OE, 0Oy, OF
P s (6.16)
O(net ;) oy; O(net;) Oy

J

f'jje derivacia vystupnej funkcie skrytého neurénu (sigmoidy) podla net;.

OF, _ < _ Nf(nety)} & 3 of (net, ) O(net,)
,; - /;(dpk o) oy, - /(Z:‘{(dpk o) O(net,) Oy

(6.17)

J

KedZe [ je derivacia sigmoidy vystupného neurénu podl'a net; a d(net)/0y; =
wy; (pozri vztah 6.9), potom

OE, K , K
P =_Z(dpk_0pk)fk ij=_z O ok Wy (6.18)
Y k=1 k=1

Dosadenim do (6.16) dostdvame vztah pre dy;:

K
Sy = (; Ok W’”j /7 (6.19)
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OBR.6.7. A nakoniec vztah pre ucenie véh
SPATNE SIRENIE Vi W 10,1 medzi vstupom a skrytymi neurénmi:
CHYB NA SKRYTY W 100k

Vi
NEURON >

/V/-[ ijé'nK

K
Av, =a (;501; wk]) fix  (6.20)

ZOVSEOBECNENIE  Predstavime si, Zze mame n skrytych vrstiev. Vo vSeobecnosti pre n-ti skryta
PRE N SKRYTYCH vrstvu plati:

VRSTIEV
n o _ n n-1
AV =ad) x; (6.21)
kde
L +1 +1
n n n A
oy = l;(fok wi | () (6.22)
(f}')' je derivacia aktivatnej funkcie skrytého neurénu n-tej vrstvy podla net; .
ZBYCHLENIE Casto pouzivand metdéda na zrychlenie konvergencie do minima chybovej
UCENIA funkcie je momentum:

Awg (6) = Awg () + 1 Awg (1=1) A Av(0) = Av, () + 1 Av(1—1) (6.23)

kde konstanta y € (0, 1) sa nazyva momentum alebo momentovy ¢len. Zvycajne
sa voli £~ a. Radovo je zvycajne velkost tychto konstant 1072 az 107", Co sa
tyka konkrétnych hodnét, tie sa zistuju experimenalne pre dany problém.

VELKOST a A i

Majme A4, ={(x".d")x*,d?)..(x",d")..(x",d")}. Potom je algoritmus
trénovania doprednej neuronovej siete pomocou spétného Sirenia chyb takyto:

Krok 1: Zvolime a < (0, 1). Pociatoéné vahy (vratane prahov) inicializujeme
ako malé nahodné &isla® napr. € (—0.5, 0.5). Pogitadl4 a chybu nastavime takto: k
=1,p=1, E=0. Poradové ¢islo prechodu cez 4., je k, index vzoru je p a E je
KUMULOVANA kumulovana Chyba:
CHYBA P
E=YE » (6.24)
p=1

kde E, sa pocita podla (6.10). Zvolime malé kladné ¢islo ¢, ktoré nam bude
slizit’ na zastavenie ucenia.

Krok 2: Na vstup ddme vzor x” a vypoéitame y” a 07.

Krok 3: Pre kazdy vystupny neurdn vypocitame &, podla (6.12) a pre kazdy

> Neexistuje predpis na vyber po&iatoénych vah. MdZe sa stat), Ze siet’ je nastartovana tak, e skonéi v lokdlnom minime
chyby. Vtedy treba zacat’ ucenie odznova s novymi pociato¢nymi vahami.
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skryty neuron &, podla (6.19).
Krok 4: Modifikujeme vahy pre vystupné neurény wy <— wy; +a 6, v, a pre

skryté neurény v; <~ v; +a d,; x;.

Krok 5: Ak p < P, tak poloZ p = p + 1 a chod’ na krok 2. Inak chod’ na krok 6.

Krok 6: Bez modifikacie vah prejdeme cez A, a vypoCitame kumulovant
chybu E, ktord ndm povie akd je chyba po jednej epoche ucenia. Ak E < ¢
ukon¢i ucenie. Inak: vzory v A4, premiesaj tak, aby v kazdej epoche ucenia
prichadzali v inom nédhodnom poradi. Poloz £ =0, p =1, k=k + 1 a chod na
krok 2. Zacina sa novy trénovaci cyklus, nova epocha trénovania, t.j. novy
prechod cez Ajyain®

Dopredna viacvrstvova siet’ ako univerzalny aproximator

V tejto Casti si povieme aké ulohy riesi dopredna viacvrstvova neurénova siet
trénovana pomocou spitného Sirenia chyb. Tiez sa dozvieme praktické rady
ohladom vyberu A, vyberu poctu skrytych neurénov, ukoncenia trénovania
atd’.

Majme doprednti NS s jednym vystupnym neurénom a jednou skrytou vrstvou.

Majme 4, , = {x',x*,..x",...X"} tvorent vstupnymi vektormi dimenzie /.

train

J I
Pre Ve > 0 3 takd funkcia G(X) :f(ij f(Zvj,.xi)J , kde w; je vaha synapsy
= =1
medzi j-tym skrytym neurénom a vystupnym neurénom, v; je vaha synapsy
medzi i-tym vstupom a j-tym skrytym neurénom a f{z) je diferencovatelnd
aktivaéna funkcia. Pre Pubovolnu spojita funkciu F: 9" — (0, 1), ktora je

P
definovand nad konecnou mnozinou A, plati, ze Z‘F(Tc" )-G(xP)|l<e.
p=l1

Hovorime, ze funkcia G aproximuje funkciu F nad trénovacou mnozinou A4, S
presnostou ¢ (Hornik a kol., 1989).

Tato veta hovori, Ze existuje takd dvojvrstvova umeld neurénova siet’, ktord
aproximuje F pre Ayq,. Rovnica (6.10) vyjadruje sumu Stvorcov chyb, ktora
ucenim minimalizujeme. Trénovanim siete upravujeme vahy, ktoré st vlastne
koeficientami polynomu G, ktory siet prekladd cez body dané trénovacou
mnozinou (pozri obr. 6.8). Cielom je extrapolacia funkénych hodnét mimo Ay,
¢ize predikcia (predpoved’) aké budu funkcné hodnoty pre vstupné vektory, ktoré
siet’ nikdy nevidela. Tato schopnost UNS sa vold zovSeobeciiovanie alebo
generalizacia.

¢ Tento algoritmus zodpoveda tzv. inkrementovému uceniu, ked’ upravujeme vahy po prezentacii kazdého jedného
vstupu. Moze sa pouzit’ aj tzv. “batch” ucenie, ked’ vahy zmenime az po prechode celou trénovacou mnozinou.
Vysledna zmena vahy je su¢tom zmien vyvolanych vSetkymi vstupnymi vzormi.
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Aby sme tato schopnost’ siete mohli testovat’, nepouzivame vSetky data, ktoré
mame k dispozicii na trénovanie, ale rozdelime si ich na trénovaciu a testovaciu
mnozinu Ay, a Aws (plné a prazdne krizky na obr. 6.8). Testovacia mnozina sa
nazyva aj validacnd mnozina. Pomocou 4;,,;,, modifikujeme vahy a pomocou 4,
zistujeme chybu zovSeobeciiovania. Pracujeme s kumulovanou chybou £ (6.24)
pre Atmin aj Atest.

Je dolezité, aby sme data spravne rozdelili. 4;,; musi rovnomerne pokryvat
dany interval. Zistilo sa, Ze v priebehu trénovania kumulovana E,;, stale klesa,
zatial’ o E. zacne od urcitého kroku rast’ (obr. 6.9). Dochadza k javu, ktory sa
nazyva preucenie siete (angl. overfitting) alebo pretrénovanie, ¢i
premodelovanie dat.

Pocet iteracii
(Pocet skrytych neurénov)
Doprednt neurénovu siet’ mozno trénovat pomocou metddy spétného Sirenia
chyb aj na klasifikaciu vzorov do K tried, ktoré maji nelinearne deliace hranice.
Vtedy ma siet’ K vystupnych neurénov. Napr. pre 3 triedy, pozadované vystupné
vektory navrhneme takto: d'=(1,0,0), d>=(0,,0) a d°=(0,0]), ak je
aktivaéna funkcia vystupnych neurénov unipolarna sigmoida.

Skuto¢ny vystup musime nejako interpretovat. Zvycajne povazujeme skutocny
vystup za =1, ked’ 0 > 0,9 a za = 0, ked’ 0 < 0,1. Takto interpretaciu pouzivame

pre vypocet poétu chybnych vysledkov na A4, a Asess, t.j. Novora N7, Pod

train test

chybnym vysledkom rozumieme nespravne klasifikovany vzor x” .

Pri trénovani na klasifikaciu sledujeme vyvoj poctu chybnych vysledkov, ale je
uzito¢né sledovat’ aj vyvoj kumulovanej chyby (6.24), ktori pocitame pomocou
nezaokruhleného vystupu. Na zastavenie ucenia modzeme pouzit' kritérium

error
Nirain < Niax.

train —

Ak chceme siet’ doucit’ nova triedu, musime trénovanie zacat odznova so
vSetkymi triedami a vzormi. Ak chceme siet’ doucit’ iba zopar novych vzorov, na
ktoré uz mame triedu, ale siet’ ich nie je schopna spravne zovseobecnit’, méZeme
ju skusit’ doucit’. Ak sa to nepodari, musime zacat’ trénovanie odznova.

Pre kazdy typ ulohy mozno vo vSeobecnosti povedat’, ze viacvrstvova dopredné
neuronova siet’ sa uci asociovat’ vstupné vektory x? s vystupnymi vektormi d?.
Skryté neurdny pritom vykonavaji extrakciu priznakov, na zaklade ktorych je
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mozno objekty rozdelit' do tried. Nevyhodou neurénovych sieti ako detektorov
priznakov je, ze obvykle vieme len vel'mi tazko na zaklade aktivit skrytych
neurénov urit’, aké priznaky siet’ vlastne extrahovala.

Uzito¢nou metdédou na zastavenie ucenia, ked’ nevieme dopredu & ¢i N, alebo
sa tieto ukazovatele po mnoho iteracii vyrazne nemenia, je metdéda nazvana
skoré (optimalne) zastavenie (Bishop, 1995):

1. Rozdel’ data na 2 neprekryvajice sa podmnoziny 4,4, @ Ass (napr. nahodne
vyber 75% vzorov do jednej a zvySok do druhej).

2. Po kazdom trénovacom cykle vypocitaj kumulovanti chybu na trénovacej a

error error
train a N test

testovacej mnozine E;, a Ey (respektive , ked’ u¢ime siet’

klasifikovat).

3. Zastav uCenie, ked E,., (resp. N,/ ) zacne rast.

Selekcia modelu znamena vyber optimalneho podtu skrytych neurénov’

(Bishop, 1995). Neplati, ze ¢im viac skrytych neurénov, tym lepSie (pozri obr.

6.9). ZvyCajnym postupom je, ze uréime chybu zov§eobecnovania E,.; pre kazdy

model (pocet skrytych neurénov) a vyberieme ten model, pre ktory je Ey

minimalna. Korektnou Statistickou metddou je vrstvova k-nasobna prekriZena
validacia (angl. stratified k-fold cross-validation):

1. Mnozinu vietkych dat 4 rozdelime na k podmnozin, A, A2 ..., AL, , ktoré
maju nulovy prekryv. ZvyCajne k = 10. Je dolezité jednotlivé podmnoziny
vyberat’ tak, aby obsahovali priblizne také isté kvantitativne zastupenie tried
ako povodna mnozina 4.

2. Kazdy model (pocet skrytych neurdénov) sa trénuje k-krat, a to na k
=A\ 4,

trénovacich mnozinach 4, rost

fain pre i = 1,..., k. Ulenie mozZno

zastavit’ podl'a metody skorého zastavenia, ked’ E,,, zacina rast.

3. Po skonceni vsetkych trénovani, pre kazdy model vypocitame ,,cross*-
validaény odhad presnosti klasifikacie tak, ze

CV =

=|—

ﬁ & (6.25)
i=1

pri¢om pre klasifikaént Glohu je V' = N7, t.j. pocet chybnych klasifikacii pre
test *

i-tu testovaciu mnozinu A4, . Pre aproxima¢nu tlohu je V' = E

test

4. Vyberieme ten model (pocet skrytych neurénov), pre ktory je CV minimalny.
Pre kazdy model mozeme vypocitat’ stredni kvadraticki odchylku pre CV a
interval spol'ahlivosti.

V kontexte aproximacie funkcii i klasifikécie sa ako optimalizovana aproximacia

7 Ukézalo sa, Ze pridavanie skrytych vrstiev vyrazne nezlepsuje vykon doprednej siete. Staci jedna skryta vrstva. Treba
vsak ndjst’ optimalny pocet skrytych neurénov.
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berie priemer predikcii c¢lenov vitazného modelu. Inymi slovami, pri
zovSeobecnovani na uplne nové priklady sa nespolichame iba na jednu siet, ale
berieme do uvahy aj ,;mienku“ ostatnych cCleniek vitazného modelu (angl.

bagging).
Svojpomocny vyber (angl. bootstrap) je populdrna metéda na konstrukciu
A, (Efron and Tibshirani, 1993). Kazdi A, zostrojime tak, Ze z A vyberieme

test
nadhodne (rovnomernd ndhodnost) (1/k) % prvkov so zdmenou. Nahodny vyber
s0 zdmenou znamen4, ze po kazdom nahodnom vybere vratime prvok spét, aby
i
test

mohol posluzit’ pre d’al§i vyber. Potom sa pozrieme na kazdu 4,,, a prvky, ktoré

obsahuje vylu¢ime z prislusnej 4/ . tak, ze 4, . = A\ A

i ain s (MnoZinovy rozdiel).

Aplikacie doprednych neurdnovych sieti trénovanych spéatnym
Sirenim chyb

V tejto Casti uvadzame najznamejsie prvé aplikdcie viacvrstvovych doprednych
neurénovych sieti trénovanych pomocou metody spétného Sirenia chyb, ktoré
sluzia ako vzor im podobnych aplikacii.

Sejnowski a Rosenberg (1987) vytvorili neurdénovu siet’ NETTalk, ktora bola
schopna citat’ pisany anglicky text nahlas, za pouzitia prislusnych vstupnych a
vystupnych zariadeni. Pritom angli¢tina patri medzi tie jazyky, v ktorych je
vyslovnost’ hlasky ¢asto viazand na kontext susednych hlasok v slove. Pomerne
malad neurénova siet’” sa bola schopna naucit’ vac¢Sinu pravidelnosti a mnoho
vynimiek z pravidiel vyslovnosti. Na obr. 6.10 ilustrujeme pouzita architektiru.
Sipky indikuju dopredné spojenia kazdého prvku s kazdym prvkom v
nasledujticej vrstve. Rychlost’ ucenia bola 0,2 a pociatocné vahy z intervalu (-
0,3; 0,3).

Vstup pozostaval zo siedmych

Wsmpl/; skupin, pricom kazda skupina
kédovala jedno pismeno zo

00000 vstupného textu. Kazda
/ T‘ \ skupina obsahovala 26

000000000 Sayténeurony prvkov, ktoré kodovali 26

pismen anglickej abecedy
/ / / T \ \ \ systémom ,,one-hot-
O00 000 OO0 OO0 OOO VOO OO encoding®, teda pre prislusné

pismeno len jeden prvok ma

- I - c 0 u 1 X
hodnotu 1, ostatné maju
Vstupné prvky hodnotu 0. Tri dalSie prvky
koédovali diakritiku a hranice
slova.

V skrytej vrstve sa pouzilo 80 neurénov. Pozadovanym vystupom siete bola
spravna fonéma (zvukova podoba) asociovana so znakom v strede, t.j. so Stvrtym
znakom zlava. Vstup teda tvorilo ¢asové okno pozostivajuce zo siedmych
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znakov, pricom 3 predchadzajiice a 3 nasledujiice znaky predstavovali kontext
pre vyslovnost’ stredného znaku. Text sa posuval cez vstupné okno znak po
znaku. V kazdom kroku, siet’ vypocitala prislusnu fonému a vahy sa upravili po
kazdom slove, pri¢om vysledna zmena vah bola sii¢tom zmien po kazdej hlaske
v slove. Chybovy signal sa mohol §irit’ spitne len vtedy, ked’ rozdiel medzi
pozadovanou a skutoé¢nou hodnotou na vystupe neurénu bol vaési ako 0,1. Vo
vystupnej vrstve bolo 23 neurénov, ktoré reprezentovali 23 artikulacnych
priznakov (znelost, nazalnost, frikativnost’, atd’.) a 3 dodato¢né neurony, ktoré
reprezentovali hranice hlasky a doraz. Cize kodovanie vo vystupnej vrstve bolo
distribuované a nie lokalne (,,one-hot*) ako vo vstupnej vrstve.

Autori pouzili takil interpretaciu vystupu na priradenie do vzorovej fonémy,
ktort nazvali najlepsi odhad. Urcujtci bol najmensi uhol medzi skutoénym a
pozadovanym vystupnym vektorom. Prva trénovacia mnozina pozostavala z
1024 slov extrahovanych z detskej reci, kontinudneho recového prejavu. Ked’
bola siet’ trénovana na detskej reci, po 50 epochéach dosiahla 95%-nu uspesnost’
na trénovacej mnozine a 78%-nu UspeSnost na testovacej mnozine
pozostavajucej zo 439 novych slov. Autori uvadzaju, Zze bolo fascinujuce
pocuvat’ vystup siete poc€as ucenia, ktory pripominal zrychlené ucenie sa hovorit
u dietata. Ako prvé sa siet naucila diskriminovat medzi samohldskami a
spoluhlaskami. Avsak, siet’ substituovala rovnakt samohlasku namiesto vSetkych
samohlasok a rovnako aj so spoluhlaskami, takze spociatku len ,blabotala®
Potom sa naucila rozpoznavat’ hranice slov a produkovala akési pseudoslova. Po
10 epochach (asi 10000 slov) sa jej uz dalo rozumiet’. NajcastejSie chyby boli v
rozdieli vo vyslovnosti ,,th* v takych slovach ako ,,thesis* a ,,these®.

Druht trénovaciu mnozinu tvorilo 1000 najcastejSie pouzivanych slov. Po 30
epochéch trénovania, siet’ dosiahla uspeSnost 98% na trénovacej a 90% na
testovacej] mnozine (ndhodne vybraté iné slova), pri pouziti 120 neurénov v
skrytej vrstve.

V oboch pripadoch skusili autori poskodit’ synaptické vahy pridanim malého
nahodného c¢isla z intervalu (- 0,5; 0,5). Nemalo to vplyv na vykon siete. Ked’
zvacsili posSkodenie, siet’ sa vel'mi rychlo doucila to, ¢o vedela. V tomto projekte
boli skombinované dva rozdielne vyvinové procesy: ucenie sa hovorit’ a ucenie
sa Citat. AvSak, ked sa dieta uci citat, uz ma Uplne naucené fonetické
reprezentacie hlasok, takze uplne to nie je model ani jedného z tychto procesov.
Autori poukazujl, ze aj takyto jednoduchy model mdze sluzit’ ako vychodisko
pre zlozitejSie modely, pomocou ktorych by sa dali skiimat’ dyslexie, poruchy
Citania. Umeld neurénova siet sa totizto da rozlicnym spdsobom ulit a
poskodzovat’, pricom mozno pozorovat’ paralely medzi chybami, ktoré vznikaji
v sieti a chybami, ktoré produkuju dyslektici.

Dal$im rozsirenim modelu by mohlo byt trénovanie siete na odSumenie
hovorenej reci. Trénovaciu mnoZinu by tvorili slovd, slabiky alebo hlasky,
hovorené rozlicnymi 'ud'mi za rozliénych podmienok. Pozadovanymi vystupmi
by mohli byt jasne artikulované slova (slabiky, hlasky). Vdaka schopnosti
zovSeobecnovat’ by takyto systém nasiel uplatnenie napriklad v telekomunikacii.

Prikladom na pouzitie umelej neurénovej siete na klasifikaciu signalov je praca
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Gormana a Sejnowského (1988), ktori trénovali doprednu neurénovu siet’ na
klasifikaciu podmorskych sonarovych signalov. Ulohou bolo naudit sa
rozliSovat’ medzi kovovym objektom a prirodnym utvarom (skalou). Na obr. 6.11
ilustrujeme pouzitu architektiiru. Rychlost’ u€enia bola 0,2 a pociatocné vahy e(-
0,3; 0,3).

(1, 0) kovowy vallee Sonarové signaly boli
Vystupné neurény (0, 1) skala namerané z réznych uhlov na
0O 0 skuto¢nych objektoch zhruba

/ T \ rovnakej  velkosti.  Tieto
casové signaly sa

000000000 Skryté neurdny predspracovali pomocou

/ / T \ \ Fourierovej  transformacie,

1610/0/0100106 0000000060000 vysledkom  ktorej bolo
spektrum frekvencii, kazda s

inou intenzitou.

Vstupné prvky

Spektrum frekvencii sa rozdelilo na 60 rovnakych frekvenénych intervalov a
intenzity sa normalizovali do intervalu (0; 1), ked’Ze neurény mali unipolarnu
sigmoidalnu aktivaénii funkciu. CiZe vstup pozostival zo 60 redlnych &isiel,
vystup mal 2 neurény kodujice 2 triedy (pozri obr. 6.11) a siet’ mala 24 skrytych
neurénov. Mnozina signalov pozostavala zo 111 prikladov pre valec a 97
prikladov pre skalu. Z tychto sa pre kazda siet’ vybralo ndhodne 16 prikladov na
testovanie a zvySok tvoril trénovaciu mnozinu. Vysledky sa prezentuju ako
priemer z 10 sieti, pricom kazda bola inicializovand inymi ndhodnymi vdhami.

Po 30 epochach trénovania dosiahla siet’ 100%-n0 UspeSnost’ na trénovacej
mnozine a 89%-nu Uspesnost’ na testovacej mnozine. Vysledky sa porovnali s
klasifikaciou na zadklade K najblizSich susedov (angl. K-nearest neighbor) a s
vykonom ludskych expertov. Klasifikdcia pomocou K najblizSich susedov je
zalozena na spocitani euklidovskej vzdialenosti medzi testovacim signdlom a
vSetkymi signdlmi z trénovacej mnoziny. Hoci obvykle sa pouZziva neparne K,
napr K = 3 alebo 5, autori pouZzili K = 2. Ak dvaja najblizsi susedia patria do tej
istej triedy, priradi sa tam aj novy signdl. Ak kazdy patri do inej triedy,
rozhodneme sa na zaklade hodu mincou. Touto metédou sa ziskala 82,7%-na
Gispesnost’ na testovacej mnozine. Clovek dosiahol tspesnost’ tiez iba 82%. V
tomto experimente teda neurdnové siete predcili I'udského experta, nebyva to
vSak pravidlom.

Opis projektu nazvaného ALVINN (Autonomous Land Vehicle In a Neural
Network) Pomerleau (1989) nam poskytne predstavu ako neurdénovo riadit
pohybujuce sa vozidla, roboty a pod.

Vstupom do doprednej siete boli kamerou nasnimané obrazky cesty pred
vozidlom a signal z laserového detektora vzdialenosti. Vystupom siete bol smer,
ktorym sa malo vozidlo vydat, aby sledovalo stredovu ¢iaru cesty. Vozidlo sa
pohybovalo konstantnou rychlostou asi 5 km/h. Vstup z kamery predstavoval
960 = 30 x 32 segmentov z nasnimanej cesty v modrej Casti svetelného spektra
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vyjadroval intenzitu modrého svetla v danom segmente nasnimaného obrazu.
Druhou c¢ast’'ou zloZeného vstupu bolo 8 x 32 segmentov vzdialenostného obrazu
nasnimaného laserovym detektorom vzdialenosti. Vo vstupe sa nachadzal aj
prvok, ktory indikoval, ¢i je cesta v danom momente svetlejSia alebo tmavsia ako
necesta v predchadzajicom kroku. Architektura siete je zndzornena na obr. 6.12.

Celkovo 1217 vstupov
prichddza na 29 skrytych
O0000OOO0O0O0 neurénov. Skryté neurény su

/ T \ spojené doprednymi vizbami

000 000000 Skyté neurény so 46 vystupnymi neurénmi.
Jeden vystupny neurén

A T \ \ zabezpeCuje  spétnovizbova
O00CO0OOOCNNQ Vstupné prvky - informaciu 0 svetelnej

3082 T)/ / T?/? intenzite cesty vzhladom k
45

video \ : neceste a  zvySnych
8x32 vzdialenost neurénov koduje smer pohybu.

Spatnovizbovy neuron  Smerové vystupné neurony

Najvyssia hodnota vystupu stredné¢ho neurénu indikuje priamy smer. Neurdny
najviac vlavo a vpravo indikuji maximalne zatoCenie dol'ava respektive
doprava. Ostatné neurdny reprezentuju diskrétny uhol oto¢enia medzi nulovym a
maximalnym uhlom. Pri trénovani siete, treba samozrejme sieti poskytnut
informéciu o spravnom uhle otocenia vozidla. Trénovacia mnozina pozostavala z
1200 rozliénych snimok cesty, nasnimanych z rozli¢nych uhlov a za rozli¢nych
svetelnych podmienok (tie boli nasimulované pocitacovo). Autor pouzil skutocné
upravené vozidlo so snima¢mi na streche a poc¢itacom namiesto Soféra. Ked’ bolo
vsetko odladené, stacil polhodinovy tréning, aby vozidlo spol’ahlivo preslo aj po
novych cestickach v miestnom parku. Sieti vel'mi pomahalo to, ze ked’ spravila
chybu, oprava chyby sa zaradila do jej trénovacej mnoziny.

Jeden z neurdnovych projektov v AT&T Bell Laboratories bol zamerany na
rozpoznavanie rukou pisanych PSC (LeCun a kol., 1991). Lokalizacia &islic na
obalke aj ich odliSenie od susedov sa urobilo ,,ru¢ne®, aj linedrna transformacia
70 40 x 60 pixelov na 16 x 16. Tato mapa rozlicnych urovni Sede predstavovala
vstup do doprednej siete s tromi skrytymi vrstvami. Prvé dve skryté vrstvy
obsahovali 12 skupin po 8 x 8 neurénov, ktoré extrahovali priznaky z rozli¢nych
Casti predchadzajich map. Tretia skrytd vrstva mala 30 neur6nov a vystupna
vrstva mala 10 neurénov, ktoré kodovali 10 ¢islic systémom ,,one-hot“. Celkovo
mala siet’ 1256 neurénov a 64 660 spojeni. Po 23 prezentdciach mnoZiny 7291
skutoénych lud'mi napisanych Ccislic, dosiahla siet’ uspesnost 98,6% na
trénovacej mnozine a 95% na testovacej mnozine pozostavajicej z 2007 novych
Cislic. Ked' ten isty tréning vykonali so sietou majucou iba jednu obyc¢ajni
skryti vrstvu so 40 neurénmi, dosiahli uspesnost’ 92% na testovacej mnozZine,
¢ize zhorSenie iba o 3%. Moze sa to zdat' malo, ale v takych pripadoch ako
medicinska diagnostika alebo predikcia, mézu aj 3% znamenat’ vela. V kazdom
pripade, aj tato Stadia prakticky ukazala, Zze velmi zalezi na predspracovani
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vstupu pre neurénovu siet. V sti€asnosti sa s vic§im tispechom skusaju rozlicné
metddy identifikacie nosnych priznakov (pozri kapitolu o vnimani) a vstupom do
siete nie je samotny objekt, ale subor hodnot relevantnych priznakov.

Jeden zo sposobov ako extrahovat zo vstupu

d=x priznaky (aj ked nevieme aké) a zaroven
000000000 zredukovat’” dimenziu vstupu pri zachovani skoro
vSetkej informdcie, je pouzit' na predspracovanie

\ / neurénovu siet’ s architektirou ,,izke hrdlo* (obr.
000 6.13). Pozadovanym vystupnym vektorom je

T \ vstupny vektor samotny. V skrytej vrstve

pouzijeme maly pocet neurdnov a siet’ trénujeme.

Po skonceni trénovania, mame na skrytej vrstve

000000000 zakddované a skomprimované vstupy. Cottrell a

X kol. (1989) takuto architektiru pouzili na stratovu
kompresiu suborov.

Vyhodou umelych neurénovych sieti je to, ze netreba poznat' formalny model
rieSen¢ho problému. Namiesto toho staci vhodne vybratd trénovacia mnozina a
vhodna architektira siete. Trénovanie pomocou spiatného Sirenia chyb nastavi
parametre (vahy a prahy) siete tak, aby sme dostali akceptovatel'né rieSenie. K
rieSeniu sa da dopracovat simulaciami a experimentovanim namiesto
rigor6zneho a formalneho pristupu k problému.

Hranie hier a ucenie s odmenou a trestom

Pomocou viacvrstvovych doprednych sieti je mozné hrat’ hry. Alebo navigovat’
robota v teréne. Ide o ulohy takého typu, ked ku kazdému vstupnému vektoru
modze existovat’ viacero vhodnych pozadovanych vystupov. Na takéto tilohy sa
pouZiva tzv. ufenie s odmenou a trestom® (angl. reinforcement learning).
Principom je, Ze sieti povieme, ¢i jej vystup bol dobry alebo zly, ale nepovieme
jej aky presne mal byt’. Vysvetlime si G¢inny algoritmus TD a TD(4) (TD z an-
glického temporal difference) (Sutton, 1988; Tesauro, 1990).

0 _

Nech vstupny vektor x (X} 5es X; 5.0, X, ) kKOduje poziciu P na hracom poli v

diskrétnom casovom kroku ¢. Pri kodovani pozicie mézme postupovat’ napr.
takto:

1 aki—te pole obsahuje viastnu figurku
x; =4 0 aki—te pole neobsahuje nijaku figurku (6.26)
—1 aki—te pole obsahuje superovu figurku

Majme dvojvrstvova doprednt siet’ s jednym vystupnym neurénom. Majme

© .zD

sekvenciu pozicii (partiu) x,...,x a tri pozadované vystupy siete, ktoré

8 Niekedy sa pouziva aj termin znamkované ucenie (Oravec a kol., 1998). V psychologii sa ,,reinforcement learning*
preklada ako posiliiovanie.



6 0BUmelé neuronové siete 175

ODMENA (TREST)

OBR.6.14.

VYBER TAHU -
ILUSTRACIA

ZMENA VAH

TD PRAVIDLO

sa nazyvaji odmena (angl. reward):

1 ak sekvencia pozicii vedie k vyhre
r=450.5 ak sekvencia pozicii vedie k remize (6.27)

0 ak sekvencia pozicii vedie k prehre

=D Na vstup siete ddme postupne vsetky mozné
tahy (pozicie) a nasledujuci tah v case ¢
vyberieme  podla  najvicsej hodnoty
skutoéného vystupu siete o (na obr. 6.14
zakrizkované pozicie). PocCas ucenia sieti
predstavujeme stovky (az tisicky) partii. Cast
partii vedie k vyhre, Cast’ k prehre, respektive k
remize. Po skonCeni trénovania vie siet
ohodnotit’ kazda poziciu v &ase ¢ &islom o,
ktoré je tUmerné pravdepodobnosti vyhry.
Podla najvicsieho o'” sa vyberie tah v Gase f.
Moznosti tahov na ohodnotenie musime sieti
predkladat’  my, respektive  prislusny
algoritmus, siet’ ich len ohodnoti.

Pomocou gradientovej metody najprudSicho spadu hl'adame optimalne vahy
siete, a teda minimum chybovej funkcie:

T
2
E=1%(r-0") (6.28)
=1
Symbol w bude oznacovat ktortikol'vek vahu v sieti, aby sme sa vyhli
nadbyto¢nému indexovaniu. CiZe, nech w oznacuje aj wy; aj v;;. Potom:

T )
Aw:—aa—E:aZ(r—om)aO— (6.29)
ow P ow

Nech =0V, Potom
0T o0 = (T M) 4 (0 —oT D)1+ —o®)  (630)

Po dosadeni do (1.29) dostaneme

r[r ao(t)
Aw=a Z[Z(O(M) —0("))}— (6.31)

t=1[ n=t aW

Preskupenim pravej strany ziskame vzt'ah

T . t ao(n)
Aw=a Y (0" —o“))za— (6.32)

=1 n=1

TD pravidlo hovori, ze pre upravu 'ubovolnej vahy v sieti, ked ma na vstupe

=)

poziciu x'" plati
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© )0y 00
M =a (0" —0'")Y —— (6.33)
n=l1 8W

TD(A) je modifikaciou predchadzajiceho vztahu tak, ze

Aw® = (t+1) ) - 90"
W =a (0 —0 )Zl W (634)
n=l1

kde 0 < A <1 je konstanta, ktorej hodnota sa nastavuje experimentovanim. Pre
proces ucenia a na vyber poctu skrytych neurénov plati vSetko, ¢o sme povedali
pre umelé neurdénové siete trénované na aproximaciu funkcii a klasifikaciu
objektov.

Pomocu TD(A) sa da hrat backgammon na vel'majstrovskej urovni (Tesauro,
1990) alebo zahrat’ si s neuronovou sietou damu (Bahna, 1998). Existuje aj
program na Sach zaloZeny na kombinacii TD(A) a algoritmu MINIMAX (Baxter a
kol., 1997). Ucenie s odmenou a trestom sa Casto aplikuje na riadenie robotov,
pretoZze pri trénovani im netreba presne hovorit, ¢o maju robit’, ale len sa
znamkuju sekvencie ich akcii.

6.4 REKURENTNE SIETE A ICH UCENIE

CASOVA
STRUKTURA DAT

Predstavme si, ze trénovacia mnoZzina by obsahovala nasledujuce dvojice: a — o, b —
Bb—ab—yc—ac—yd— a atd, kde jednotlivé znaky predstavuju vstupné
a pozadované vystupné vektory. K jednému vstupu moze prisluchat’ viacero vystupov,
a to v zavislosti na ¢asovom kontexte. Inymi slovami, o vystupe siete rozhoduje nielen
momentalny vstup siete, ale aj doterajSia historia predkladanych vzorov. Vrstvova siet’
by mala byt rozSirend o moznost' reprezentovat casovy kontext. Architektonicky
najjednoduchsie rieSenie poniika neurénova siet’ s oknom do minulosti (angl. Time
Delay Neural Network, TDNN) (obr. 6.15, vrstvy neurénov su reprezentované
obdiznikmi). Okno do minulosti ma kone¢na nemenni dizku D.

Ak mame $tastie, aj takéto jednoduché rozsirenie viacvrstvovej architektiry moze
postihnit’ casova Strukturu skryta v trénovacich datach. Vyhodou architektury TDNN
je moznost’ trénovania klasickou procedurou spétného Sirenia chyb. Nevyhodou tejto
architektury je, Ze sposob reprezentacie ¢asového kontextu pomocou okna do minulosti
kone¢nej nemennej dizky nemusi byt dostatoéne silny na zvladnutie asovej §truktiry
trénovacich dat.
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/I/\ TDNN umoznuje viacvrstvovej doprednej
| sieti ,,okno do minulosti“, tj. okrem
[ vystupnd vistva | momentalneho vstupu (v ¢ase t) ,,vidi siet’
eSte aj vstupy z minulych D krokov (v ¢asoch
t—-1, -2, ..., t=D). Takuto siet’ je mozné
| skryt vrstva | ) J

trénovat’ klasickou procedirou spétného
Sirenia chyb, priCom je dolezité zachovat
poradie trénovacich vzoriek v trénovacej
O 0] - - kel gD mnozine.

Treba podotknut, ze aj v pripade, ked TDNN je schopna reprezentovat casovo-
priestorovu Struktaru dat, nie je jednoduché len na zaklade trénovacej mnoziny spravne
odhadnit dizku D okna do minulosti. Napriek tomu architektira TDNN nasla
uplatnenie v mnohych oblastiach pracujicich s ¢asovo-priestorovymi Struktirami,
napriklad v robotike, rozpoznavani reci, atd’. (Sejnowski a Rosenberg 1987; Weibel,
1989).

Na to, aby sme rozsirili moznosti pri spracovani ¢asovych postupnosti dat na okno do
minulosti premenlivej koneénej dizky, musime zaviest novi architektiru siete a novy
pohl'ad na jej trénovanie. Novou architektirou je tzv. rekurentna neuronova siet’
(RNS) (pozri obr. 6.16 vlavo).

v,3)

‘/"

¥,(3)

0,(t+1)

15(2) wy (R

o
VZITI‘Fx
x,(1)

x,(0) x,(t)

Novym algoritmom trénovania RNS je spéitné Sirenie chyb v ¢ase (angl. Back-
Propagation Through Time, BPTT). Ulohou je natrénovat’ RNS na klasifikaciu postup-
nosti, ¢i patria alebo nepatria do danej mnoziny postupnosti. Prikladom méze byt
postupnost’ signalov znejakého snimaca, ktord vedie alebo nevedie k poruche.
Pozadovany vystup sa sieti poskytne na konci kazdej postupnosti (napriklad
zapni/nezapni alarm). Jednotlivé postupnosti mézu mat’ premenliva dizku T.
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Pri BPTT sa RNS rozvija v Case, t.j. ma tol’ko skrytych vrstiev kolko je vstupov T
v jednej postupnosti. Obr. 6.16 vpravo ukazuje rozvinuta siet’ pre 7' = 2. Nech prvy
vstup pride v ¢ase ¢ = 1 aposledny v Case ¢t = T. Aktivity skrytych neurénov sa na
zaciatku kazdej postupnosti v ¢ase ¢t = 1 nastavia na hodnotu 0,5. Takato rozvinuta
RNS sa potom trénuje ako obyc€ajna doprednd siet’ s T° skrytymi vrstvami (Rumelhart
a kol., 1986). Skutocny vystup siete pocitame takto

(T+1) [Zm(TJrl) (T+1)] kde y(Hl) _ (zwg)yl(t) +Zv(t) (t)] (635)

V case T+1 pozname aj pozadovany vystup d(7+1) € {(1,0),(0,1)}. PoZzadovany vystup
znamend, ¢i postupnost patri do danej mnoziny alebo nepatri. Mozeme pouzit
koédovanie ,,one-hot*. Vahy siete upravujeme az v kroku 7+1 a to tak, aby sme
minimalizovali chybovi funkciu

E(T+1)= %i(d,ﬁ“” —o\"hy? (6.36)
k=1
Teda, vahy medzi skrytou a vystupnou vrstvou sa menia podla vztahov
Am}g}nl) —a aEa(;k-: D_ a§]£T+1)y§T+1) 6.37)
kde
5(T+1) (d(T+1) (T+1) )f’(net,(fT“)) (6.38)

Véhy medzi jednotlivymi rozvinutymi skrytymi vrstvami a medzi vstupom a
rozvinutymi skrytymi vrstvami sa upravuji nasledovne:

OE(T +1 K
Awg) = # 5(T) (T) 5(T) [Z&,ﬁ””m}f”Jf’(net,ﬁ”) (6.39)
owy, 1
K
AV?I»T) = _awz aé‘;T)xfT); 5](T) — Z§]ET+1) (T+1) f (net(T)) (6 40)
ov; —
_ OE(T +1 0 _ J ) 3
AW;(y-T 1) =—a¥=a5f l)y;T 1);51£r h _ 25‘;T)W§Z) Va (net,(lT 1)) (6.41)
owy, =
J
- a5 < S0 ) 62
‘ Vji h=l '

A tak d’alej pre vSetky Casy. Vysledné zmeny vah na konci postupnosti st rovné

Z Aw(’) i Avﬁ.f.)

AW(T+1) r=1 a AV(T+1) _ =1
hi = . =

- . - (6.43)
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Pre kazdi novll postupnost’ s inou dlzkou 7, za¢iname proces rozvijania a
trénovania siete odznova. Neurony mézu mat’ aj adaptovatelné prahy.

Prikladom, kedy nemusi ani TDNN ani
ala ap da BPTT stacit’ na postihnutie ¢asovej Struktiry
dat su postupnosti generované automatmi
bp (obr. 6.17). Stavy automatu koéduji historiu
Start bl vstupnych vektorov tak, aby sme mohli vzdy
bez vahania odpovedat’ aky bude asociovany
vystup k danému vstupu pri danej historii
bla predkladanych vstupov.

Takato stavova reprezentacia ¢asového kontextu predkladanych vzorieck méze byt
omnoho uspornejsia ako reprezentacia ¢asového kontextu pomocou okna do minulosti
a niekedy aj nevyhnutnd. Moze sa totiz stat, Ze by sme potrebovali neobmedzene dlhé
okno do minulosti. Ak by sme boli v stave 1 automatu na obr. 6.17, moze prist
Tubovolny pocet vstupov a a asociovany vystup je a. To isté plati aj o stave 3.
Podstatny rozdiel je v§ak vo vystupe asociovanom so vstupom b. Ten je S, v pripade
stavu 1 a a v pripade stavu 3. Nie je mozné zvolit’ ziadne konecné D alebo T tak, aby
za kazdych okolnosti bolo mozné na zaklade minulych vstupov rozhodnut’ o vystupe
asociovanom k vstupu b. Zrejme pre uplné zovSeobecnenie trénovacej mnoziny
reprezentujuicej Casovo-priestorovu Struktiru popisanti automatom na obr. 6.17 bude
architektara TDNN nevyhovujulca, takisto ako aj RNS trénovana pomocou BPTT.

Ukazalo sa, ze isté typy RNS (obr. 6.18) st schopné vytvorit’ si stavovui reprezentaciu
gasového kontextu v datach (Tio a Sajda, 1995). Vo vieobecnosti mozno za
rekurentnu siet’ povazovat akukol'vek neurénovu siet, v ktorej si istd podmnozina
neurénov (rekurentné neurdny) uchovava informaciu o svojich aktivaciach v
predoslych ¢asoch. Hodnoty, ktoré boli na vystupe rekurentnych neurénov v case #+1
sa prekopiruju na kontextové neurény a pripoja sa k vstupnému vektoru v ¢ase ¢ (pozri
obr. 6.18). Toto kopirovanie sa deje s tzv. jednotkovym oneskorenim. neurdénové siete
sa takto roz§iruju o vuutorni pamdt.

Podobne ako v tradiénych doprednych neurénovych sietach, v rdmci jednej vrstvy nie
s neuréony navzajom prepojené. Dvojité Sipky reprezentuji spojenia z kazdého
neurénu spodnej vrstvy do kazdého neurénu hornej vrstvy. Tieto spojenia maja vahy,
ktoré sa modifikuju pocas trénovacicho procesu. Jednoduché Sipky predstavuju
rekurentné spojenia medzi zodpovedajucimi neurénmi vychodiskovej a cielovej
vrstvy. Rekurentné spojenia majii nemennt vahu 1. Existuji len medzi i-tym neuré6nom
rekurentnej a i-tym neurénom kontextovej vrstvy. Funkcia rekurentnych spojeni je
odpamitanie aktivacii rekurentnych neurénov a ich zavedenie do kontextovych
neurénov s jednotkovym Casovym oneskorenim. Architektiru na obr. 6.18a navrhol
Elman (1990). Kontextova vrstva obsahuje kopie aktivacii skrytych neurénov z
predoslého kroku. Autorom siete 6.18b je Jordan (1989). Obr. 6.18c predstavuje
kombinaciu predchadzajtiicich modelov (Bengio a kol., 1990).
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OBR.6.18.

ARCHITEKTURY
REKURENTNYCH
SIETI

REKURENTNE
UCENIE V
REALNOM CASE

OBR.6.19.

ELMANOVA
JEDNODUCHA
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RNS sa trénuju na predikciu nasledujuceho pozadovaného vektora v postupnosti po-
mocou metédy znamej ako rekurentné ucenie v realnom case (angl. Real Time
Recurrent Learning, RTRL) (Williams a Zipser, 1989). Uvedieme hlavné rovnice tohto
postupu, a to pre Elmanovu rekurentnu siet’ ilustrovanil na obr. 6.18a a podrobnejSie
rozkreslenl na obr 6.19. Tato architektiira sa vola jednoducha rekurentna siet' (angl.

Simple Recurrent Network, SRN).

jednotkové
oneskorenie
w SN
/, N
I y() |
\
\Y M |
\V4
| x(t) | | y(t-1)
SRN

V Case ¢ je na vstupe vektor x

7O = (x0 x

Aktivity vystupnych neurénov s vyjadrené
ako

o) = (net(’))— {Zwkj (’)J (6.46)

aktivity skrytych neurénov ako
yy) = f(net(’)) (6.47)

kde

J
) -
net; Z"n x +Zmﬂy§’ ) (6.48)
p

x,..,x1), skutoény vystup siete je vektor
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KLASIFIKACIA S
CASOVYM
KONTEXTOM

® = (o o

aktivacii vystupnych neurénov o 0, (')) a pozadovany vystup je

d® =(dl(t),d§’),...,d§<’)). Pozadovanym vystupom moéze byt  nasledujiici vektor
v postupnosti. Definujeme chybovu funkciu ako

EV =1 Z(d(’) o) (6.49)

Jednotlivé vahy upravujeme ,on-line”, tj. vkazdom kroku ¢ proporcionalne
k negativnemu gradientu £

) ®) )
Awy) = -a —— oF 0 MY =-a aET Am') =-a aE—m (6.50)
owy; vy om}

Pri vypocte tychto derivacii treba brat’ do uvahy architektaru siete (Tino, 1997). Ako
vidime, podstata ucenia je opat’ spitné Sirenie chyb.

Vahy medzi skrytou (rekurentnou) a vystupnou vrstvou sa upravuju ako pre doprednu
neurénovu siet’ (rovnica 6.13), teda

M) = a5y =a @O o) finer) s (651)

Pre casovi zmenu vah medzi vstupom a skrytou (rekurentnou) vrstvou, a medzi
kontextovou a rekurentnou vrstvou plati

K . (t) K . ay(t)
M =a) 5()Zwkh 5 resp. Am') =a) 5()2 Wi b1 (6.52)
k=1 =1

k=1 =1 Vi = mj;
kde

aym " [ - (r ]

= = ['(nety) x5 4" +thl (6.53)
ji L ]

ay(t) () | (t) K (t D]

a——f(net )| X6 +th, (6.54)
m L om ;|

kde &7,°" je Kroneckerova delta, pre ktorti plati 55,”" =1, ak j=h, a inak, é‘thm"' =0.

Pomocou rekurentnych vztahov (6.53-6.54) je mozné v kazdom kroku trénovania
nanovo prepocitat’ potrebné parcidlne derivacie. Na zaciatku trénovania pre ¢ = 0 je
vhodné zvolit’ tieto parcidlne derivacie nulové.

Rekurentné neurénové siete (RNS) sa pouzivaju na tri typy uloh:

I. RNS ma rozhodnut, ¢i prave ukoncend postupnost’ vstupov patri do nejakej triedy,
alebo nie, popripade do ktorej z moznych tried patri. Sem mozno zaradit' napriklad
klasifikdciu postupnosti symbolov z nejakej konecnej abecedy. Pozadovanymi
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PREDIKCIA

GENEROVANIE
POSTUPNOSTI

IFS

IFS ATRAKTOR

vystupmi by boli vystupné symboly automatu. Daldim prikladom méze byt, &i
postupnost’ nejakych signalov vedie k poruche zariadenia, alebo nie, respektive k akej
poruche. Pozadovanymi vystupmi pri trénovani by boli zakédované indikatory stavu
zariadenia.

I1. Ulohou je na zaklade ¢asovej truktury v postupnosti dat pred asom ¢ predpovedat’
data po case ¢. Napriklad pri trénovani na predpoved (predikciu) nasledujiiceho ¢lena

postupnosti je trénovacia mnozina 4 ={()?(t),3_c(”l))}tlo. Vo vSeobecnosti, na

train
predikciu tdaju v Case t+7 je 4,,, = {()_c(t),y_c(’”))}tlo. Na trénovanie predikcie na
netrividlnych postupnostiach potrebujeme postupnosti, ktoré maji tisicky az
desat'tisicky udajov. Tiez sa oplati nepracovat’ priamo s redlnymi hodnotami, ale
zakodovat ich na symboly, ktoré odraZaju relativne kvantitativne zmeny nahor a nadol.

II1. Treti typ uloh je komplikovanejsia verzia predikénych uloh. Tentoraz nejde len o
predikovanie hodnoty dat v niektorom budiicom ¢ase. Na zaklade pozorovania uré¢itého
useku vyvoja dat je tlohou pokracovat v Casovom rade dat zohladnujuc zakladnt
tendenciu dat skrytt v dostupnom useku. Napriklad, ak by sme pozorovali usek dat:
23123123123123123... zrejmé pokracovanie by bolo 123123123... V reédlnych tlohach
vSak ¢asova Struktira dat moéze byt omnoho zlozZitejSia nez prisna periodicita ¢asového
radu. Samotné generovanie pokracovania useku casovej rady sa moéze realizovat
napriklad tymto spdsobom: Po predloZzeni dostupného tseku dat (do casu ¢), siet
vygeneruje predikciu moznej hodnoty dat v nasledujicom case #+1. Tato predikcia sa
priradi k povodnému tUseku a na zaklade takto vytvoreného nového tuseku dat
vygenerujeme predikciu pre Cas +2, atd’.

RNS a itera¢né funkéné systémy

V tejto Casti si vysvetlime, ako je mozné, Ze RNS st schopné vyuzivat’ historiu vstupov
na predikciu budiiceho vyvoja postupnosti. Sustredime sa na analyzu aktivit
rekurentnych neuronov, napriklad v architektire RNS Elmanovho typu (obr. 6.19).
Vektor aktivit rekurentnych neurénov si mozeme predstavit’ ako bod v J-rozmernom
priestore, tzv. stavovom priestore RNS. Ukazeme si, ze RNS je schopna previest
casovu Struktiru v datach na priestorova fraktalovi Struktiru vo svojom stavovom
priestore. Na to vyuzijeme tzv. teériu funkénych systémov (angl. Iterated Function
Systems, IFS) (Barnsley, 1988).

Definicia: Iteracny funkcény systém (IFS) je koneéna mnozina kontraktivnych
transformacii Q = {a),. |, : X > X,i< n}.

Nech X =(0,1). Majme jednu jedint kontraktivnu transformaciu w, napr. w(x) = 0,5x +
0,5. Limitné spravanie jednej kontraktivnej transformacie, teda jej aplikdcia n — o
krat na T'ubovolny pociatoény bod, vedie k jednému jedinému bodu v X, ktory
nazyvame atraktor typu fixny bod. (V nasom malom priklade by to bol bod 1.) Limitna
mnozina bodov zjednotenia viacerych roznych transformécii méze predstavovat’ zlozitl
priestorovl Struktiru. Limitnd mnozina zlozeného IFS sa nazyva IFS atraktor (obr.
6.20). Pre kazdy bod IFS atraktora definujeme tzv. IFS adresu. Tato adresa zodpoveda
nekonecnej postupnosti transformacii, ktord nas k nemu doviedla.
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OBR.6.20.

SIERPINSKEHO
TROJUHOLNIK

RNS Ako IFS

OBR.6.21.
FRAKTAL

Prikladom IFS je sustava tychto troch

B transformacii v priestore X = <0,l>2 :

??EH ,(x,)=(0.5x +0.5,0.57)

N " @,(x,»)=(0.5x,0.5y +0.5) (6.55)

" E}h%: ;ﬁ by 5 (x,y) = (O.Sx,O.Sy)

L:;}“ EUN XS . Limitna mnozina kazdej tejto transformacie

5\:&}5 B aplikovanej jednotlivo je bod v rohu

i ih &:LE:} {}E}E&m stavového priestoru X (tj. w;—>(1,0),
%} z}& 3 . iﬁt a)z—>(0,1)? @3—(0,0)). Limitna mnoiipa

N B S kompozicie vsetkych troch zobrazeni je
3 ""n&?“ %Exm:htmé;:h h_?t»g}k._ samopodobna Struktara — fraktal znamy

ako Sierpinského trojuholnik.

Spravanie RNS pri spracovani postupnosti symbolov sa da vysvetlit pomocou IFS.
Vnutorna dynamika (= Casovy vyvoj aktivit rekurentnych neurénov) sa riadia podla
rovnice (pozri obr. 6.19 a rovnice 6.47 a 6.48)

¥ = -y +v.x0) (6.56)

Vstupny vektor je x, stavovy vektor je y. M a V su matice vah a f je aktivacna

funkcia. Vystupna vrstva nés zatial’ nezaujima. Majme konecnu vstupnu abecedu, napr.
A = {ab,c}. Kazdy symbol je zakdédovany pomocou ,,one-hot* kdédovania, teda a =
(1,0,0), b = (0,1,0), ¢ = (0,0,1). Stavovu rovnicu RNS 6.56 tak mézme prepisat’ ako
¥ =M, -3y, kde matica vih M, je transformagna matica aplikovand na
predchadzajuci stav siete po prichode konkrétneho symbolu x . Inymi slovami, IFS
transformacie si reprezentované vahovymi maticami My (x = a,b,c) a Specificky
vstupny vektor vyberie, ktora transformicia sa aplikuje na predchddzajuci stav.
Vstupny symbol predstavuje index transformacie.

Z uvedenych vztahov vyplyva, Ze aj
nenatrénované RNS inicializované malymi
nahodnymi véhami sa spravaju ako IFS
(Kolen, 1994). Tento jav sa nazyva
architekturalny bias RNS (Tino a kol.,
2004). V stavovom priestore RNS sa vytvori
zaujimava priestorova Struktira, fraktal,
odrazajuca cCasovi Strukturu postupnosti
symbolov aj ked je siet’ nenauCena (obr.
6.21, prevzaty z Ceriiansky, 2001).

\R

Vratme sa teraz k pojmu IFS adresy. Uvazujme nasledujucu ststavu IFS transformacii
nad priestorom X = <0,1>2
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OBR.6.22.

IFS ADRESA

HISTORIA
SYMBOLOV

TRENOVANIE RNS

w,(x,y)=(0.5x+0.5,0.5y)

W, (x,y) = (0.5x,0.5y + 0.5)

, (x,y) = (O.Sx,O.Sy)

W, (x,y) = (O.Sx +0.5,0.5y + 0.5)

(6.57)

Atraktorom Stvrtej transformdcie je bod (1,1). Kazda z tychto transformécii kontrahuje
priestor X na Stvrtinovu kopiu originalu vo svojej Stvrtine Stvorca (pozri nasledujuci
obr. 6.22 prevzaty z Ceriiansky, 2001).

dbe aab bbd cda

bb db bd dd / / X

] ; [ \
cb | ab ] cd | ad \ ) | )

A /

bc | dc | ba | da | 2.

c a
cc | ac | ca | aa

(a) (b) (c)

Ak by sme mali nekonecnu presnost’, pozicia kazdého bodu v stavovom priestore by
bola jednoznacne urcena postupnost'ou transformacii, ktora k nemu viedla (v opacnom
poradi smerom do minulosti). IFS adresa bodu v IFS atraktore je nekonecna postupnost’
indexov transformdcii, ktoré mapuju priestor X prave do tohto bodu. Prvy index IFS
adresy zodpoveda poslednému symbolu, ktory prisiel na vstup siete, druhy index
predposlednému symbolu, atd’.

Podobné podpostupnosti trénovacej (resp. testovacej postupnosti) symbolov vedu k
priestorovo blizkym bodom v IFS atraktore. Cim je dlhsi spoloény sufix, tym budu ich
body v stavovom priestore blizsie. Casto sa vyskytujiice podpostupnosti so spolo¢nymi
sufixami v stavovom priestore vytvaraji klastre. Klastrovanim stavového priestoru
RNS dostavame klastre, v ktorych su body odrazajiice podobni histériu symbolov.
Podobna historia symbolov (Casovy kontext) vedie k podobnému pokra¢ovaniu
postupnosti. Tato skuto¢nost’ sa vyuziva na budovanie predikénych modelov. Ked'ze
vSak nemame k dispozicii nekone¢nl presnost’, mézeme budovat iba predikéné modely
s kone¢nou pamétou.

Na tomto mieste pravom vznika otazka, aky zmysel ma potom trénovanie RNS, ked’ sa
vdaka architekturdlnemu biasu Casova Struktira trénovacej postupnosti premietne do
priestorovej Struktiry IFS atraktora aj v nenaucenej sieti. Po prvé, trénovanim sa
vystupnd vrstva ucéi asociovat’ historiu symbolov (klaster blizkych bodov v stavovom
priestore) s nasledujucim symbolom. Po druhé, ¢o je dolezitejSie, ucenim sa lepSie
zorganizuje stavovy priestor, resp. body v IFS atraktore, ¢im sa umozni lepS$ia predikcia
pokracovania postupnosti dat v buducnosti. V pripade trénovania RNS na slovach
generovanych kone¢no-stavovymi automatmi sa zistilo, Ze v stavovom priestore RNS z
povodného velkého poctu klastrov vznikne prave tolko klastrov, kolko je stavov
automatu (Tifo a Sajda, 1995). RNS su teda schopné vytvorit’ si stavovi reprezentaciu
len na zéklade prikladov slov generovanych kone¢no-stavovymi automatom.
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Redlne postupnosti dat ako ceny tovarov, ekonomické ukazovatele, a iné, sa obvykle
kvantizuju na postupnosti symbolov, ktoré vyjadruji kvantifikovany relativny pokles a
narast hodnoty sledovanej veli€iny o urcité percenta. Potom sa na trénovanie RNS

POUZITERNSNA  pahliada v zmysle prezentovanej teorie.

POSTUPNOSTI
REALNYCH DAT

6.5 RBF SIETE A ICH UCENIE

RADIALNABAZOVA 'V tejto Casti si predstavime tzv. RBF siete, ktoré maju vSetky vypoctové

FUNKCIA schopnosti klasickych doprednych vrstvovych UNS trénovanych s uéitelom, ale
ich trénovanie je podstatne rychlejsie (Bishop, 1995). RBF siete su také, v
ktorych je aktiva¢nou funkciou skrytych neurénov tzv. radialna bazova funkcia
(RBF) (Bishop, 1995; Oravec a kol., 1998). NajcastejSie sa pouziva gaussovska
funkcia. Vystup n-tého vystupného neurénu je linearny, t.j.

OBR.6.23. Z 6.58
ILUSTRACIA RBF p= " (6.58)
NA SKRYTEJ 5

VRSTVE el Cize celkovo m.éme k skrytych geur()nov. Vystup j-teho
skrytého neurénu je gaussovska funkcia

b $,(¥)=exp| - H H (6.59)

kde o; je Sirka gaussidnu prislichajuceho j-temu neuronu,

c3] "x C, " vyjadruje euklidovska vzdialenost medzi vstupnym

vektorom X a centrom gaussianu c¢;. Obr. 6.23 ilustruje tri

gaussiany s roznymi centrami a Sirkami. Trénovanie RBF sieti

prebicha v troch krokoch:

Dl I. Urcenie centier c;skrytych neurénov (RBF prvkov).
4

Je dolezité, aby centra vystihovali Strukturu vstupnych dat. Urujeme ich na
zéklade vsetkych x? € 4,,,, , pricom

Ay = A dNF,d?) (3P ,d ). (x0,d )}

Na uréenie centier sa pouzivaju klastrovacie metddy, napr. k-priemerovaci
klastrovaci algoritmus (angl. k-means clustering algorithm), ktory hlada

minimum celkovej sumy vzdialenosti medzi centrami ¢; a bodmi X7, ktoré

patria do ich klastrov. Samotny algoritmus je takyto:
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VYHODY RBF
SIETI

1. Najprv zvolime £, t.j. poCet centier a zaroven i pocet RBF prvkov. Zvycajne k
=40 + 60. Optimalny pocet sa musi n4jst’ experimentovanim.

2. Nahodne vyberieme k vstupnych vektorov x” € 4 ktoré budu nasimi

train °

Startovacimi centrami.

3. V Case t urobime toto:

a) Najdeme centrum c; (), ktoré je najblizsie k vstupu x”(¢).
b) Posunieme centrum ¢, () ku x”(¢) podla vztahu:

cjt+)=¢;(0) + p(t)Hf”(t)—E,» (0)|. kde 0<p()<1.  (6.60)

Zvyc¢ajne ma na zaciatku velkltl hodnotu a postupne klesd k nule. Alebo
moézeme hl'adanie centier zastavit’ tak, Ze v nasledujtcich krokoch po sebe sa
ich poloha meni menej ako nejaké malé ¢ = 1073, Cez Ayuin prechadzame
dovtedy, pokial nie je tato podmienka splnena.

I1. Ur¢enie Sirok RBF funkcii.
Sirky o; funkcii ¢ ovplyviiuju generalizatné schopnosti siete. Cim s menSie,
tym horSie zovSeobecnovanie sa dd ocakavat. AvSak ani prili§ velky prekryv

medzi susednymi gaussianmi nie je dobry. MdZeme ich nastavit’ pre vSetky RBF
prvky rovnaké. Alebo ich mézeme vypocitat’ podla:

9= \/(l/L)ZzLaHEJ =< “2 , (6.61)

kde L je pocet najblizsich susedov.

II1. Ucenie vah vystupnych neurénov. Tieto vahy sa uc¢ia pomocou spitného
Sirenia chyby, teda

Aw,; = ~a(OE | dw,), (6.62)

kde E je chybova funkcia (6.10). Vahy menime az po néjdeni ¢; a ;.

Dopredné vrstvové RBF siete dokaZzu rovnako dobre vykonavat’ vSetky typy tloh
ako neurénové siete, v ktorych maji neurdny sigmoidalnu aktivaéna funkciu. St
tiez univerzalnymi aproximdtormi funkcii. Centrd a rozptyly radidlnych
bazovych funkcii sa urcuju principidlne odliSne ako vahové koeficienty
vystupnych neurénov. Trénovanie RBF sieti je rychlejSie ako pri klasickych
sigmoidalnych doprednych neurénovych sietach a nie je citlivé na poradie
vstupnych vzorov. RBF prvky sa daju pouzit’ aj v rekurentnych neurénovych
siet’ach.
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6.6 SOM —SAMOORGANIZUJUCA SA MAPA

&

OBR.6.24.

ARCHITEKTURA

ZACHOVANIE
TOPOLOGIE
VSTUPU

SOM

SamoOrganizujica sa Mapa (SOM) je nazov neurénovej siete, v ktorej
prebiecha ucenie bez uditel’a (angl. unsupervised learning). To znamena, Ze jej
algoritmus ucenia nema informaciu o pozadovanych aktivitaich vystupnych
neurénov v priebehu trénovania (Kohonen, 1995). Adaptacia vah prebieha len na
zaklade trénovacej mnoziny, ktora je sieti prezentovana vo forme vstupnych
vzorov (vektorov), s binarnymi alebo redlnymi zlozkami. Architektara’, ale
hlavne spdsob ucenia SOM su v sulade s neurobiologickymi poznatkami
tykajucimi sa mozgovej kory Zivocichov.

Na obr. 6.24a je zndzornena jedna z principidlnych organizacii biologickych NS.
Spodna mriezka, tzv. vrstva receptorov, reprezentuje vstup. Kazdd zlozka
vstupu, kazdy receptor, vysiela dopredné spojenia na vsetky neurdny, ktoré st
usporiadané len v jednej vrstve, ktora reprezentuje napriklad mozgova koéru.
Aktivity neurénov predstavuju vystup siete. Neurony si navzajom pospéjané
tzv. laterdlnymi spojeniami, ktoré mézu byt excitacné aj inhibi¢né. Vpravo, obr.
6.24b, je este viac zjednodusena architektura, ktora sa pouziva vo vypoctoch.
Receptorova vrstva je nahradena vstupnym vektorom a lateralne vdzby neurénov
tzv. funkciou okolia neurdna, sutazenim a kooperaciou neurénov, ako uvidime
d’alej. (Obrazok je prevzaty z Farkas, 1997).

Specifickou értou SOM je to, Ze po natrénovani umozituje realizovat’ zobrazenie
zachovévajlce topolégiu trénovacej mnoziny dat. To znamena, Ze 'ubovolné
dva vzory blizke vo vstupnom priestore evokuji v sieti odozvy na neurénoch,
ktoré su tiez fyzicky blizke (vo vystupnom priestore). Vzdialenost dvoch
neurénov sa rovna ich euklidovskej vzdialenosti na mriezke.

Fenomén topologického zobrazenia priznakov (angl. feature mapping) ma
vyrazné zastupenie v biologickych neurénovych sietach, konkrétne v mozgoch
vysSich cicavcov i1 Cloveka (Kohonen, 1995; Marsala, 1985). Existencia
topografickych map bola zistena v réznych ¢astiach mozgu, hlavne v mozgovej
koére (napr. mapa povrchu tela).

® Aj predchadzajice architektiry neurénovych sieti sa nachadzaji v nervovom systéme ivocichov.
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HEBBOVO
PRAVIDLO UCENIA

KOHONENOV
ALGORITMUS
UCENIA

NAJDENIE ViTAZA

Topografické mapy nie si pri narodeni Uplne vyvinuté, ale formuji sa v
pociatocnych stadiach vyvoja v dosledku zmyslovej skusenosti. Hoci
usporiadanie neurénovych sieti mozgu a ich funkcie sii dané geneticky, je tu
priestor pre modifikovatelnost tychto Struktir v désledku aktudlnej skdsenosti.
Mechanizmy tejto plasticity su tiez pripravené geneticky, aby sa organizmus
mohol prispdsobit’ zmenému prostrediu. Proces modifikacie prebieha na zaklade
podnetov prichadzajicich z okolitého prostredia a je potrebny na vyvoj
normalnych topografickych map. Ako priklady mozno uviest' vizualne mapy
(napr. mapa orientdcii svetelnych kontrastov) a sluchové mapy (napr. mapa
frekvencii akustickych stimulov).

Samoorganizécia, respektive ucenie v SOM je zalozené na tzv. Hebbovom
pravidle ucenia. V r. 1949 vysla kniha ,,The Organization of Behavior®, jedna z
najcitovanejSich prac v oblasti neurénovych sieti (Hebb, 1949). Hebb postuloval
predpoklad, ze vahy spojeni medzi neurébnmi v mozgu sa permanentne menia ako
sa jedinec adaptuje a uci nové veci, a to podl'a takéhoto pravidla: "When an axon
of cell A ... excite(s) cell B and repeatedly or persistently takes part in firing it,
some growth process or metabolic change takes place in one or both cells so that
A’ s efficiency as one of the cells firing B is increased" (Ked’ ma axon bunky A
excitacny ucinok na bunku B, a opakovane alebo vytrvalo sa zucastiiuje na jej
aktivacii, v jednej alebo v oboch bunkach prebehne nejaky rastovy proces alebo
metabolicka zmena, takze Gcinnost’ bunky A ako jednej z buniek, ktoré aktivuju
B, vzrastie).

Finsky teoretik Teuvo Kohonen navrhol jednu z moznych formalizacii tohoto
pravidla, ktord sa pouziva na trénovanie SOM. Preto sa SOM niekedy nazyva aj
Kohonenova siet. Vahy medzi vstupom a neurénmi v mriezke inicializujeme na
malé ndhodné cisla, napr. z intervalu (-0,5; 0,5). Majme trénovaciu mnozinu

— P . s gt e . ;o . .
VZOrov A, = {x » }p:1 . Neuroény v sieti st linedrne s nulovymi prahmi, t.j.

0, =Y wyx, =W, ¥ (6.63)

Jj=

—_

pricom m je dimenzia vstupu. Nech i = 1,..., n je pocet neuréonov v mriezke. V
nahodnom poradi davame na vstup siete jednotlivé vzory. Pre kazdy vzor,
najdeme vitazny neuron. Zistovanie pozicie (indexu) vitazného neuréna sa
nazyva sutaZemie. Vysledkom sutazenia v kazdom kroku (po predlozeni
konkrétneho vstupu) je vit'azny neurén, ktory najviac reaguje na dany vstup x .
Jednou moznostou je hladat maximum vystupu linedrneho neurénu, t.).
i*=argrnax(Wi )_c), kde i* je index vitazného neurénu (DP, ,dot product”
verzia). V zékladnej, tzv. ED (angl. Euclidean Distance) verzii algoritmu SOM
figuruje ind miera podobnosti: ndjde sa neurén, ktorého vahovy vektor je
najblizsie k aktualnemu vstupu v zmysle euklidovskej vzdialenosti:

i*= argmjn||)_c - W" (6.64)
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ADAPTACIA VAH

OBR.6.25.

ZMENSUJUCE SA
OKOLIE VITAZNEHO
NEURONA

Po najdeni vitaza nasleduje adaptacia vah — ucenie. To zabezpeli, Zze vahové
vektory vitazného neurénu a jeho topologickych susedov sa posunti smerom k
aktudlnemu vstupu podla vztahu

W, (¢ +1)=w, )+ ae)- N*.2)- [5(e) - w, (0] (6:65)

Funkcia a(t) € (0,1) predstavuje premenlivi rychlost’ ucenia, ktora s casom klesa
k nule (napr. podla vztahu 1/¢, resp. exp(—kt)), ¢im sa zabezpeci ukoncenie
procesu ucenia. Funkcia okolia N(i*,i) (obr. 6.25) definuje rozsah kooperdcie
medzi neurénmi, t.j. kol'ko vahovych vektorov prisluchajicich neurénom v okoli
vitaza bude adaptovanych, a do akej miery.

OO0 0O0OO0O0O0O0
OO0 O0OO0O0O0O0

Hh<h<ts
Najjednoduchsou pouzivanou funkciou je pravouhlé okolie
1 akd, (i*i)<A(t
Ny L Ak D20 6566
0 inak

pricom d,, (i*,7) predstavuje vzdialenost’ typu ,,Manhattan” medzi neurénmi i * a

i v mriezke mapy (t.j. sumu absolitnych hodnét rozdielov ich stradnic). Na
zaklade numerickych simulacii dospel Kohonen k zaveru, ze najlepsie vysledky
sa dosiahnu vtedy, ak sa velkost’ okolia s ¢asom diskrétne zmensuje (priemer
okolia odpoveda hodnote 22([)) (obr. 6.25, prevzaty z Farka$ 1997). V blizkosti
okrajov mapy okolie nie je symetrické (tyka sa to najmid pociatocnych faz
algoritmu, ked je polomer okolia velky). Druhou ¢asto pouzivanou volbou je
gaussovské okolie, ktoré mozno popisat’ rovnicou

d2 .*, .
N(i*,i) = exp| — M (6.67)
A(e)
kde dj (i*,i) predstavuje euklidovsku vzdialenost’ neurénov i* a i v mriezke, t.j.

dg (i*,i): g —ri", kde r; oznacuje vektor stradnic i-teho neurénu v SOM.

Parameter A(t) klesd s ¢asom k nule, ¢im sa zabezpeCuje zmenSovanie okolia

pocas ucenia. Na obr. 6.26 je spdsob ako upravovat’ velkost okolia a a.
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OBR.6.26.

AKTUALIZACIA
PARAMETROV
UCENIA

IO

V procese ucenia sa rozliSuju
dve fazy. V prvej, nazyvanej
faza  usporiadavania, klesa
velkost okolia diskrétne s
¢asom. Pocas druhej fazy — fdzy
doladenia — mozno ponechat
najbliz§ich susedov sucastou

velkost okolia A

1 okolia, az kym ucenie neskondi.
\ P Na funkcii poklesu parametra
I —— — udenia « v praxi az tak vel'mi

faza usporiadavania  faza doladenia cas nezalezi.

Délezité je, aby « bola monotonne klesajuca funkcia z nejakej hodnoty blizkej 1,
s malymi hodnotami (radovo 0,1-0,01) pocas fazy doladenia. Moznou vol'bou je
napr. linedrna lomend funkcia, exponencidlna funkcia atd. Na presnom pocte
iteracii takisto nezalezi. Kohonen uvadza empiricky ziskanu pomocku, podla
ktorej pocet iteracii ma byt minimdlne 500-ndsobok poctu neurénov v sieti.
Bezne sa pocet iteracii pohybuje v rozmedzi rddovo 10000—100000. Na zaklade
simulécii sa takisto ukazalo, ze je vhodné rozdelit’ celkovi dobu trénovania tak,
ze na fazu doladenia sa ponecha viac ¢asu ako na prva fazu.

Krok 1: Zvolime oy, Ay a tmx (maximalny pocet iterdcii). Pociatocné vahy
inicializujeme ako ndhodné Cisla € (0.5, 0.5). Pocitadl4 nastavime takto: ¢ = 0,
p =1, kde t je iteracia (Cas) a p je index vzoru.

Krok 2: Na vstup dame vzor x” a najdeme vitazny neur6n (rovnica 6.38).
Krok 3: Upravime vahy vitaza a jeho topologickych susedov (rovnica 6.39).
Krok 4: Aktualizujeme hodnoty ¢ a A (obr. 6.26).

Krok 5: Ak p < P, tak poloZ p = p + 1 a chod’ na krok 2. Inak chod’ na krok 6.

Krok 6: Ak t= ty,y, ukonci ucenie. Inak poloZ p =1 a chod’ na krok 2. Zacina sa
novy trénovaci cyklus (epocha), t.j. novy prechod cez A4y

Priklady topologickych zobrazeni pomocou SOM"

V nasledujUcich prikladoch chceme ilustrovat’ schopnost SOM zachovavat
topologiu vstupnych dat, schopnost’ klasterizacie vstupnych dat a redukcie
dimenzie dat. Horna trojica obrazkov na obr. 6.27 znazoriuje tri rézne mnoziny
vstupnych dat. Kazdému znazornenému bodu zodpovedéa 100 skutocnych bodov.
Trénovacie vektory tvoria stiradnice bodov v rovine, t.j. realne Cisla (X, y).
Spodné trojica obrazkov znazorfiuje véhy, w=(w,,w,) VvSetkych 10x10

19 Vetky priklady st prevzaté z (Farkas, 1997).
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neurénov SOM po natrénovani (10000 iteracii), ktoré kopiruju topoldgiu hornej
trojice vstupnych dat. Vahy susednych neuroénov si spojené ¢iarou. Tam, kde st
data hustejsie, tam su vahové vektory susednych neurénov v SOM k sebe blizsie.
OBR.6.27. & UQQGC*UQQQDU‘?DQUU fila]
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Obr. 6.28 ilustruje proces usporiadavania vahovych vektorov  SOM pocas
trénovania, ktoré postupuje takto: (1) Vyber nahodny vstupny bod, (2) najdi
najbliz§i vahovy vektor a jeho susedov, (3) posun ich smerom k tomuto bodu.

Iteruj dovtedy pokial’ sa viac vahové vektory nepostvaju. Velmi jednoduché
a funguje to.

OBR.6.28. N « x ®

» » »* ”

USPORIADAVANIE ® o, 0
VAHOVYCH X,
VEKTOROV "
»
»
* ®
F 4
F 4
®
F 4 F 4

ZLE Pri trénovani SOM moézu vzniknut' niektoré S$pecialne efekty, ktoré
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NATRENOVANIE

VIACROZMERNE
DATA

VEKTOROVA
KVANTIZACIA

TOPOGRAFICKE
MAPY
ABSTRAKTNYCH
DAT (SYMBOLOV)

USPORIADANIE
SYMBOLOV PODLA
ICH ATRIBUTOV

charakterizuju zI¢ natrénovanie siete:

(a) Neuplné rozvinutie siete v dosledku prili§ rychleho poklesu rychlosti ucenia
a v porovnani so zmenSovanim okolia A.

(b) Tzv. motyli efekt sposobeny prili§ rychlym zmensenim okolia A v porovnani
s poklesom c.

(c) Tzv. ,,pinch* efekt vznikajuici pri prili§ pomalom zmensovani A.

Ak sa trénovanie vyvija zle po kazdej inicializdcii siete, treba zmenit
aktualizaciu parametrov ucenia.

Mapovanie viacrozmernych dat na 2D resp. 3D SOM sa d4 vyuzit na redukciu
dimenzie dat a na odhalenie vnutornej Struktury ich distribtcie.

Na natrénovani SOM sa mézeme pozerat’ ako na vektorovy kvantifikator. Pri
vektorovej kvantifikacii je ulohou nahradit dani mnozinu (distribiciu)
vstupnych dat pocetne menSou mnozinou referencnych vektorov, nazyvanych
prototypy. V SOM hraju ulohu prototypov vahové vektory. Takato ndhrada sa
moze uplatnit’ napr. pri prenose udajov v telekomunikaciach, ¢i v kompressi dat
(obrazovych, recovych), ked’ sa dosiahne vyrazné zmenSenie objemu dat pri
minimalnom poklese kvality. Vd’aka vektorovej kvantizacii staci preniest’ (Ci
uchovat’) len mnozinu prototypov spolu s informaciou (index prototypu) o
prislusnosti kazdého vstupného vektora ku konkrétnemu prototypu (na zaklade
ich vzajomnej euklidovskej vzdialenosti). Okolo kazdého prototypu (centra)
mozno vymedzit' oblast, ktorej mnozina bodov ma k danému centru menSiu
euklidovsku vzdialenost ako ku akémukolvek inému centru. Vektorovou
kvantizaciou sa tak priestor X rozdeli na disjunktné oblasti, ktoré tvoria tzv.
Voronoiho mozaiku.

Vztahy medzi symbolmi nie su obvykle zistiteI'né z ich kédovych reprezentacii.
SOM umoznuje vyuzit kontext, v ktorom sa symboly opakovane vyskytuju na
vytvorenie topografickych sémantickych map (obr. 6.29). Uvedieme dva
priklady prevzaté z (Farkas, 1997).

V prvom priklade bol ku kazdému symbolu (meno zvierata) priradeny vektor
binarnych atribatov. Pritomnost’ atributu bola oznacena jednotkou, absencia
nulou, ako velkost' zvierata (malé, stredné, velké), vonkajsi popis tela (ma 2
nohy, 4 nohy, srst’, kopyta, hrivu, perie) a ¢o rado robi (lovi, beh4, lieta, plava).
Takyto 13-rozmerny vektor atributov x, bol vygenerovany pre kazdé zviera,
pricom koédy zvierat x, boli zdmerne vytvorené tak, aby neniesli Ziadnu
informaciu o vzajomnej podobnosti medzi zvieratami: kazdy vektor x;
obsahoval samé nuly, az na jednu hodnotu z, ktord figurovala na pozicii
udavajlicej poradové Cislo zvierata (1 az 16). Oba vektory boli zlicené v jeden
29-rozmerny vektor x =[X,,X,, | charakterizujuci kazdé¢ zviera, pricom hodnota a

bola stanovena na z = (0.2, aby vplyv atributovej Casti vektora X bol vac¢si ako
vplyv symbolovej casti. Vektory X boli napokon normované kvoli lepsej
stabilizacii ucenia. Pocas trénovania bolo SOM prezentovanych 2000 nahodne
vyberanych vzorov X z 16-prvkovej mnoziny. Proces urCovania prototypov
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OBR.6.29.
SEMANTICKE

MAPY

SEMANTICKA MAPA
NA ZAKLADE
KONTEXTU

(navesti tried resp. indexov neurénov s maximalnou odozvou na dany symbol)
bol vsak realizovany na zaklade vektorov x =[x,,0], ¢oho vysledkom je mapa
na obr. 6.29a. Z toho vyplyva, Zze hoci reprezentacia vzajomnych vztahov
podobnosti bola ziskana vd’aka pritomnosti atributovych ¢asti pocas trénovania,
spravna odozva SOM v testovacej faze sa generuje i pri absencii X, t.j. len na
zaklade symbolovej Casti. Kvalitativne rovnaku reprezentaciu by sme dostali aj
pri pouZiti x =[x, Xx,].
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V druhom priklade je kontext symbolu reprezentovany pomocou inych
symbolov, ako to mozno pozorovat’ v prirodzenom jazyku. UvaZovand mnoZina
30 symbolov zahriiovala podstatné mend, slovesa a prislovky. Generované
trénovacie vzory pozostavali zo zmysluplnych trojslovnych viet (napr. Robo
pomaly bezi, lev je miso, atd’.), teda symbol+dvojslovny kontext. Kazdy z troch
symbolov bol nejako kédovany ako 7-rozmerny vektor bez toho, aby sa v
kédoch skryvala nejakd podoba. Opét, aby sa zvyraznil vplyv kontextu, bol
parameter z v symbolovej Casti stanoveny na z = 0.2. Po natrénovani na 2000
(21-rozmernych) vstupnych vzoroch tvaru x =[x,,x,]boli prototypy urcené len

na zaklade symbolovej Casti a vysledkom je mapa na obr. 6.29b. Separované
oblasti oznacuju jednotlivé slovné druhy, v ramci ktorych mozno vidiet aj
usporiadanost’ podl'a vyznamu zastupenych symbolov.

6.7 HISTORIA UMELYCH NEURONOVYCH SIETI

VYPOCTOVA
NEUROVEDA

McCULLOCH A
PiTTS

Jedna z tém v historii neuréonovych sieti suvisi s realistickym modelovanim
nervovych buniek a mozgu (Bower a Beeman, 1995). V sucasnosti sa pre tuto
oblast’ pouziva ndzov vypoctova neuroveda (angl. computational neuroscience).
V stcasnosti sa vo vypoctovej neurovede Siroko pouzivaju a skimaju tzv.
impulzné neurony (angl. spiking neurons) (Maass a Bishop, 1999).

V r. 1943 McCulloch a Pitts predstavili prvit umeli neurénovu siet’ (McCulloch
a Pitts, 1943). Ich formalne neurémy boli vlastne iba jednoduché logické
prepinace. Hodnoty synaptickych vah a prahov boli fixné. McCulloch a Pitts
ukazali, Ze vSetky procesy, ktoré sa daju opisat’ konecnym poctom symbolickych
vyrazov, teda jednoducha aritmetika, klasifikacia, zdznam kone¢nej mnoziny dat,
rekurzivna aplikdcia logickych pravidiel a pod., sa daju realizovat sietou
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PERCEPTRONY

UCENIE METODOU
SPATNEHO SIRENIA
CHYB

HoOPFIELDOV
MODEL

SAMOORGANIZACIA

NEUROBIOLOGIA

PERCEPTRON

DoOPREDNE UNS
RBF

SPATNE SIiRENIE
CHYB

zlozenou z takychto elementov. Ak je tato siet nekonecne velka, tak je
vypoctovo ekvivalentna univerzalnemu Turingovmu stroju.

V roku 1958 Frank Rosenblatt ukazal, Ze McCullochove-Pittsove siete s
modifikovatelnymi synaptickymi vahami sa daju natrénovat’ tak, aby vedeli
rozpoznavat’ a klasifikovat’ objekty (Rosenblatt, 1958). Vymyslel pre ne nazov
Lperceptrony“. V r. 1969 Minsky a Papert ukazali, Ze tieto siete vObec nie si
vypoctovo univerzalne a dokazu riesit’ iba linearne separovatel'né problémy
(Minsky a Papert, 1969). Tento problém sa vyriesil az skoro o 20 rokov neskor,
v r. 1986, ked’ Rumelhart, Hinton a Williams zaviedli pravidlo u¢enia metédou
spitného Sirenia chyb (angl. error back-propagation learning) pre viacvrstvové
dopredné neurénové siete (Rumelhart a kol., 1986).

Specialnu kapitolu tvoria tzv. Hopfieldove alebo atraktorové neurénové siete
(Amit, 1989; Betuskova, 1997). Su zalozené na analdgii s fyzikdlnymi
systémami. Tieto siete sa neucia, ale ich paméitové stavy su
predprogramované v matici synaptickych spojeni, ktora je skonstruovana tak,
aby pamétové stavy tvorili atraktory v stavovom priestore.

Znacna cast’ vyskumu v neurénovych siet'ach sa venuje aj algoritmom uéenia
bez uclitel’a (angl. unsupervised learning) a na systémy, ktoré st schopné
samoorganizacie. Vyvinuli sa neurénové siete, ktoré su schopné naucit’ sa
klasifikovat’ vzory bez explicitnej informacie o tom, ktoré vzory do ktorej triedy
patria. Takéto neurénové siete su schopné samy objavit' Statistické
pravidelnosti vo vstupnych datach a zakodovat ich na svojom vystupe
(Kohonen, 1995; Farkas, 1997).

ZHRNUTIE

V tejto kapitole sme uviedli Citatel'a do problematiky umelych neurénovych sieti
s dorazom na algoritmy ucenia s ucitePom e Na doplnenie vedomosti o
trénovani umelych neurénovych sieti z domacej literatiiry odporucame (Sincak
a Andrejkova, 1996; Kvasnicka a kol., 1997; Oravec a kol., 1998).

Umelé neurénové siete su inSpirované poznatkami o mozgu e Objekty st v
mozgu reprezentované redundantne a distribuovane e Ucenie sprevadzaju zmeny
vah synaps v mozgovych neurénovych sietach ¢ Umelé neurdénové siete maji
emergentné spravanie e ,,Vidia $tatistiku® svojich stimulov

Perceptréon ma binarny vystup ¢ Svojim ucenim koriguje chybu na vystupe o
Riesi iba linearne separovatel'né problémy

Prvky doprednych neurénovych sieti maju sigmoidalnu vstupno-vystupni
funkciu ¢ M6zu mat’ aj ini prechodovu charakteristiku, napr. v tvare radialnej
bazovej funkcie (RBF) e Jednotlivé vrstvy vysielaji spojenia iba dopredu ¢ V
priebehu ucenia tieto spojenia modifikuju svoju vahu tak, aby sa minimalizovala
suma Stvorcov chyb medzi poZzadovanym a skutoénym vystupom siete ® Umela
neurénova siet’ so skrytou neurénovou vrstvou funguje ako univerzalny
aproximator mnohorozmernych funkcii e Vie riesit' aj nelinearne problémy
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klasifikacie e Po natrénovani je schopna zovSeobecnovat na priklady, ktoré
nikdy nevidela e Je citlivd na preucenie ® MozZeme skoro zastavit’ jej uCenie a
vybrat’ optimalny pocet skrytych neuréonov

Namiesto toho, aby sme sieti povedali zakazdym spravne rieSenie, iba jej vykon
oznamkujeme e Aj tak sa nauci zovSeobecnovat e Je dobré kombinovat’ umelé
neurénové siete s inymi pristupmi UL

Dopredna neurénova siet’ s oknom do minulosti a rekurentné neurénové siete s
vnutornou pamétou dokdzu reprezentovat' Casovy kontext udajov e Ucia sa

vel’'mi pomaly e Na ich dobré natrénovanie potrebujeme tisicky opakovani

Samoorganizujuca

sa mapa zachovava topoldgiu vstupov e

Biologicky

motivované Kohonenovo ucenie vedie ku klasterizacii vstupov ak redukeii

dimenzie dat

Historia umelych neurénovych sieti sa datuje od roku 1943 e Zaviedlo sa mnoho
algoritmov ucenia a réznych architektur ¢ V 90-tych rokoch 20. storoCia sa
podarilo dokéazat’ vypoétovi univerzalnost’ umelych neurénovych sieti.

KrUCOVE POIMY

asociacia

neuron

excitdcia a inhibicia
ucenie

kodovanie a reprezentdcia
perceptron

linearna separdcia
pravidlo ucenia 6
trénovacia mnozina
spdtné Sirenie chyb
spdtné Sirenie chyb v case
okno do minulosti
sigmoida

viacvrstvové dopredné neuronové siete
chybova funkcia
univerzalna aproximdcia

klasifikacia

CVICENIA

preucenie, pretrénovanie
testovanie a validdcia

skoré zastavenie ucenia

pocet skrytych neuronov

selekcia modelu

ucenie s odmenou a trestom
hranie hier

casova Struktiura v datach
neuronove siete s oknom do minulosti
rekurentné neuronové siete
predikcia udajov

rekurentné ucenie v redlnom case
RBF siete

Hebbovo pravidlo ucenia
samoorganizdcia

vektorova kvantizacia
generalizacia

6.1.

Naprogramujte bindrny perceptron s troma vstupmi. Pomocou delta

pravidla trénujte perceptrén na vykondvanie logickych funkcii AND a
OR. Zaznamenajte evoluciu stavov perceptronu t.j. hodnoty na vstupoch
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a na vystupe v kazdom trénovacom kroku.

6.2. Skumanie pouzitia binarneho perceptronu na klasifikaciu objektov (Eislic)
prichadzajucich zo ,, sietnice oka “ rozmerov 5 x 5. Naprogramujte
binarny perceptron s 25 vstupmi, ktory klasifikuje tieto Cislice na parne a
neparne. Zopakujte cviCenie pre klasifikaciu ¢islic ako < 3 a > 3. Po
natrénovani skuste Cislice poskodit’ (nahradit’ niektoré 1 nulami a naopak)
a pozorujte, ¢i ich perceptron aj tak spravne zatriedi.

01110 00100 01110 01110 01000
10001 01100 10010 00001 01000
10001 00100 00100 01110 01010
10001 00100 01000 00001 01111
01110 01110 11111 01110 00010

6.3. Navrhnite a natrénujte dopredni dvojvrstvovil neurénovu siet’ tak, aby
vykonavala binarne nasobenie 3 bitov 3 bitmi. Jeden priklad trénovacieho
paru je vstup=011011 a pozadovany vystup=001001 (t.j. 3x3=9). Celkovo
je 64 trénovacich parov.

6.4. Implementujte dopredni dvojvrstvovil neurénovu siet, ktora generuje
hodnoty funkcie f(x, y) = 0,8*sin(x+y), kde suma x+y nepresahuje +z. Siet
bude mat’ 2 vstupy, x a y , a 1 vystup. Na trénovanie pouzite asi 20
vzorov. Testujte siet’ na zovSeobecnovanie pomocou d’alsich 20 hodnot,
na ktoré nebola natrénovana.

6.5. V predchadzajucich dvoch tlohdch experimentujte s momentom a poctom
skrytych neurénov. Po nauceni mézete skusit’ vymazat' nejaké spojenia a
pozorovat, ¢i a ako sa vykon siete zhorSuje.

6. 6. Opakujte ulohu 1.4 s RBF sietou. Experimentujte s poctom skrytych
neurénov. Po nauceni mozete skusit vymazat nejaké spojenia a po-
zorovat, ¢i a ako sa vykon siete zhorSuje.

6.7. Navrhnite si nejaky kone¢no-stavovy automat. (a) Vytvorte si trénovaciu
mnozinu zlozenu z pozitivnych (patriacich do jazyka) a negativnych
(nepatriacich do jazyka) slov napr. maximalnej dizky 10.  Natrénujte
RNS pomocou BPTT na zovSeobecnenie klasifikdcie postupnosti
symbolov, na ktoré nebola natrénovana. (b) Trénujte RNS pomocou
RTRL na tzv. ,,next-symbol prediction* na slovach z automatu. Nechajte
ju generovat’ pokra¢ovanie testovacich slov.

6.8. Naprogramujte SOM atrénujte ju na 2D a3D datach rozlicnej
geometrickej Struktury.
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