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Abstrakt

V tejto práci sa venujeme problematike zrkadliacich neurónov a jej aplikáciu

v kognitívnej robotike. Navrhli sme model umelej rekurentnej samoorganizu-

júcej sa neurónovej siete vyuºívajúcu metódu priameho párovania na prepo-

jenie motorickej oblasti F5 a senzorickej oblasti STS. V¤aka tomuto prepoje-

niu sme vytvorili systém variantných a invariantných zrkadliacich neurónov,

ktoré sme vyuºili na klasi�káciu jednotlivých úchopov. Model je natrénovaný

na dátach získaných pomocou simulátoru iCub. V práci analyzujeme výsledky

simulácií a porovnávame ich s hodnotami nameraných po£as experimentov.

K©ú£ové slová: Zrkadliace neuróny, variantné a invariantné neuróny, uchopo-

vanie objektov, iCub, neurónová sie´
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Abstract

In this research we focused on the issue of mirror neuron and its application in

cognitive robotics. We designed an arti�cial recurrent self-organizing neural

network model which uses the method of direct matching for connecting

motor area F5 with sensory area STS. Based on this connection we created a

system of variant and invariant mirror neurons for classifying each particular

grasps. The model is trained on data gained from iCub simulator. In the

research we analyze the results of these simulations and compare them with

values acquired from previous experiments.

Keywords: Mirror neurons, variant and invariant neurons, objects grasping,

iCub, neural network
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Kapitola 1

Úvod

Fenomén zrkadliacich neurónov patrí medzi najvä£²ie objavy neurovedy, psy-

chológie a kognitívnej vedy za posledné obdobie (Rizzolatti, 1988). Zrkadliace

neuróny sú neuróny objavené v motorickej £asti mozgu, ktoré reagujú aj na

vizuálny vstup. Spolu s ich objavom sa vynorilo mnoºstvo otázok o tomto

systém spojené najmä s ich ²truktúrou a funkcionalitou. Ich existencia po-

máha vysvetli´ rôzne otázky spojené najmä s pochopením videnej udalosti,

jej prenesením na svoj vlastný motorický aparát a na predikciu danej uda-

losti.

Pochopením tohto, do dne²ných £ias e²te stále nedostato£ne popísaného

systému, sa venuje zna£né mnoºstvo prác, ktoré okrem iného skúmajú vyuºi-

tie týchto poznatkov v umelej inteligencií a prevaºne v kognitívnej robotike.

Vychádzajúc najmä z prác Caggiana a jeho kolegov (Caggian et al., 2009,

Caggiano et al., 2011) sa zameriame na variantné a invariantné zrkadliace

neuróny a vyuºijeme ich vlastnosti na klasi�káciu úchopov pozorovaných z

viacerých perspektív.

V na²ej práci predstavíme niektoré nami vybrané modely, ktorými sme

sa nechali in²pirova´ a navrhneme si vlastný model, ktorý bude vychádza´

1



KAPITOLA 1. ÚVOD 2

z biologicky ekvivalentných modulov. Daný systém budeme implementova´

pomocou samoorganizovaných máp, konkrétne pomocou Merge SOM, ktorá

pracuje s £asovými sekvenciami.

Na zber dát potrebných na natrénovanie sietí pouºijeme simulátor iCub,

ktorý je svojou detailnou kon²trukciou robotickej ruky vhodný na simulá-

ciu viacero typov úchopov. Ukáºeme si výsledky analýz jednotlivých sietí a

vplyv výberu parametrov na ich organizáciu. Experimenty na vytvorených

mapách vyhodnotíme a porovnáme s biologickými experimentami na opiciach

(makaky).



Kapitola 2

Biologická in²pirácia

2.1 Preh©ad problematiky

Zrkadliace neuróny patria k najzaujímavej²ím a najvýraznej²ím objavom v

neurovede z poslednej dekády minulého storo£ia. V tejto kapitole si opí²eme

fenomén zrkadliacich neurónov a ich systému. Najskôr popí²eme ich biolo-

gický význam a ²truktúru a na£rtneme s nimi spojenú problematiku.

2.1.1 Zrkadliace neuróny

Od £ias objavenia zrkadliacich neurónov na prelome 80. a 90. rokov (Pelleg-

rino et al., 1992, Rizzolatti, 1988) sa neustále vedú rôzne výskumy na túto

tému. Objavené boli v prefrontálnej kôre mozgu vo vy²²ej motorickej oblasti

F5 u opíc druhu Makaka svi¬ochvostého. Opiciam sa pripevnili elektródy

na hlavu a skúmali sa aktivity neurónov motorickej £asti mozgu. Pri týchto

pokusoch sa objavili neuróny, ktoré boli aktívne nielen po£as vykonávania

pohybov, ale zárove¬ pálili aj pri vizuálnom podnete. Opica najprv narábala

s rôznymi objektami a neskôr nehybne pozerala, ako experimentátor vyko-

náva rôzne pohyby £i uº so spomínanými objektami alebo bez nich. V tomto

3
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experimente sa ukázalo, ºe tieto neuróny sú aktívne len v prípade, ºe subjekt

pozoruje ako experimentátor narába s daným objektom. V prípade, ºe sleduje

samotný objekt alebo pohyby experimentátora, ktoré sa neviazali na daný

predmet zostali tieto neuróny neaktívne (Rizzolatti et al., 2001). Práve tieto a

podobné zistenia vytvorili predpoklad, ºe tieto neuróny majú pomáha´ lep²ie

de�nova´ pohyb, akciu tým, ºe spoja vizuálny podnet s vlastným motorický

aparátom. To znamená, ºe párovanie videného deja s motorickou skúsenos´ou

je nápomocné pri pochopení akcie a zárove¬ aj jej cie©a (Rizzolatti and Sini-

gaglia, 2010, Rizzolatti et al., 1996). Pri iných experimentoch sa ukázalo, ºe

zrkadliace neuróny sú aktívne aj ke¤ skúmaný subjekt nevidí celý objekt, ale

má zakrytý výh©ad (Rizzolatti and Sinigaglia, 2010). To nazna£uje, ºe tento

systém môºe by´ zodpovedný aj za predikcie jednotlivých akcií a spojených

s daným predmetom. Podobný systém zrkadliacich neurónov sa objavil aj u

£loveka pomocou fMRI (Molenberghs et al., 2011). Vznik týchto neurónov

je stále predmetom diskusie. S najvä£²ou pravdepodobnos´ou sa v²ak tieto

neuróny vytvoria uº v detstve spolu s motorickou £as´ou (Oztop and Arbib,

2002). Dôleºitá skuto£nos´ je, ºe systém zrkadliacich neurónov nebol aktívny

pri statickom obraze (Sebanz and Shi�rar, 2009). Pre aktiváciu bolo nutné

subjektom bu¤ ukazova´ video nahranej akcie, alebo sa museli pozera´ na

samotné predvádzanie pohybu.

Zrkadliace neuróny boli objavené aj v iných £astiach mozgu. Spolu vy-

tvárajú systém zrkadliacich neurónov (mirror neuron system, MNS), ktorý

zastre²uje fronto-parietálny neurálny okruh, ktorý je zodpovedný za spomí-

nané párovanie. Tento okruh u makakov pozostáva z troch £astí:

� F5, oblas´ v premotorickej kôre

� PF, oblas´ v temennom laloku
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� AIP, predná temenná oblas´

Obr. 2.1: K©ú£ové oblasti fronto-parietálneho okruhu a ich vzájomné prepo-
jenia. Prevzané z (Rebrová and Farka², 2013a).

Okrem spomínaných oblastí sa zrkadliace neuróny na²li aj v oblastiach F6,

prednej medzitemennej oblasti (VIP) a bo£nej medzitemennej oblasti (LIP).

Ve©mi dôleºitú úlohu zohráva horná spánková brázda (superior temporal sul-

cus, STS), ktorá reaguje na vizuálne podnety. Informácie ¤alej posiela do

premotorickej kôry (F5) a temenného laloku (PF, AIP). Ke¤ºe reaguje len

na jeden druh stimulu, na vizuálny, a nijak nereaguje na motorický aparát,

nie je moºné ju zaradi´ do MNS ako skuto£nú sú£as´. Slúºi v²ak ako vstup

pre ostatné £asti systému.

Pod©a rôznych ²túdií dochádza k pochopeniu akcie práve pri interakcií

medzi STS a F5 (Molenberghs et al., 2011). Nevyrie²eným problémom zo-

stáva ur£enie, ktorá £as´ má najvä£²í podiel na porozumení motorického deja.
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Najroz²írenej²ou teóriou je teória priameho párovania (direct-matching). V

nej hrá dominantnú úlohu oblas´ F5. Pod©a nej sa vizuálne vnemy mapujú na

vlastný motorický systém a STS v nej zohráva úlohu iba ako vstup. Naopak

odporcovia tejto teórie tvrdia, ºe dominantnú £as´ tvorí STS a spracovanie

pohybu prebieha najmä tu (Hickok and Hauser, 2010). Kompromisom je mo-

del, ktorý navrhol Tessitore s kolegami (Tessitore et al., 2010). Pod©a tohto

modelu obe £asti spolupracujú. Tok informácií je obojsmerný a spracovanie

deja zrkadliacimi neurónmi v oblasti F5 pomáha STS pri spracovaní vizuál-

nych vstupov. Zárove¬ tento model rie²i problematiku variantných neurónov

a navrhuje spôsob interpretácie pohybu ako skupinu parametrov ur£ujúcich

nato£enie jednotlivých k¨bov. Dôleºitá je úrove¬ porozumenia daného javu.

V prípade hrubej abstrakcie pohybu nie je nutné mapova´ daný pohyb na

svoj vlastný pohybový aparát a spracova´ ho na vizuálnej úrovni. Av²ak pri

komplikovanej²om pohybe, alebo ak vyºadujeme od subjektu zopakova´ daný

pohyb, je nutné lep²ie porozumenie akcie, £o vyºaduje náro£nej²ie spracova-

nie.
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Obr. 2.2: Na obrázku sú zachytené aktivácie neurónov v rôznych situáciach.
(A) Neuróny su aktívne pri akcii v ktorom �guruje objekt. (B) Neuróny
nereagujú na pohyby, ktoré sa neviaºu na ºiaden objekt. (C) Neuróny sú
aktívne aj v prípade, ºe daný objekt je schovaný za neprieh©adnou stenou,
ale iba v prípade, ºe subjekt predtým videl, ºe za stenou sa daný objekt
nachádza. (D) V prípade, ºe subjekt nevidel, ºe za stenou je poloºený objekt,
neuróny zostávajú neaktívne. Takéto a im podobné experimenty ukazujú na
fakt, ºe zrkadliace neuróny slúºia na predpovedanie cie©a akcie. Prevzaté z
(Umilta et al., 2001).

Caggiano s kolegami v ²túdiách skúmali dôleºitos´ umiestnenia objektu

a následnej vykonávanej akcii pre aktiváciu zrkadliacich neurónov. V prvej

²túdii (Caggian et al., 2009) sa zamerali na vzdialenos´ vykonávanej akcie

pred pozorovaným subjektom. Priestor rozdelili na dva úseky. Prvý bol malý

okruh, v ktorom opica dosiahla na daný objekt a vedela s ním v tom danom

okruhu manipulova´ a na druhý, v ktorom uº objekt nedosiahla. Experiment

dokázal, ºe vzdialenos´ nezohráva pre systém zrkadliacich neurónov ve©kú
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úlohu a mapovanie pozorovaného deja na motorickú £as´ prebieha aj pri

vä£²ej vzdialenosti. V druhej ²túdií sa zamerali najmä na pozorovanie akcie

z rôznych perspektív, pri£om zistili, ºe zrkadliace neuróny v F5 sa podobne

ako v STS delia na variantné a invariantné (Caggiano et al., 2011).

2.1.2 Variantné a invariantné neuróny

Zo ²túdie Perreta a jeho kolegov (Harries et al., 1991, Perrett et al., 1989)

vyplýva, ºe v STS sa nachádzajú neuróny, ktoré reagujú na pohyb rôzne.

Vä£²ina z nich sú variantné, £o znamená, ºe reagujú na podnet len z ur£itej

perspektívy, uhla. Obsahuje ale aj invariantné, ktoré pália nezávisle od uhla,

pod akým pozorovate© sleduje daný objekt a teda kódujú akciu v²eobecným

spôsobom. Invariantné neuróny sú hierarchicky nad variantnými, a prijímajú

od nich aktivácie. Biologicky sú zárove¬ bliº²ie k frontálnej £asti kôry, ktorá

je zodpovedná za vytváranie konceptov. Existencia invariantných neurónov v

motorickej oblasti F5 vedie k abstraktnému pochopeniu pozorovaného deja,

£o umoº¬uje lep²ie porozumenie akcií a jej cie©a.

Caggiano sa vo svojom výskume (Caggiano et al., 2011) venoval existencii

variantných a invariantných zrkadliacich neurónov v oblasti F5, ktoré reago-

vali na vizuálny vstup. V prvom experimente sa zamerali na rozdiel aktivácií

neurónov, ke¤ opica sledovala úchop naºivo a porovnávali výsledky s akti-

váciami, ke¤ opica sledovala úchop z videa. Následne zistili, ºe aktivácie sú

ve©mi podobné a nena²iel sa ºiaden ve©ký rozdiel medzi nimi. V druhej £asti

sa zamerali najmä na aktivácie 389 zrkadliacich neurónov z motorickej £asti

pri sledovaní akcie z troch rôznych perspektív, uhlov. Spredu (180°), zboku

(90°) a z vlastnej perspektívy (0°), £iºe opica pozerala na video, v ktorom

sama uchopovala daný objekt.
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Obr. 2.3: Tri rôzne perspektívy z ktorých opica sledovala daný dej. Prevzaté
z (Caggiano et al., 2011).

Z pozorovaných 389 neurónov 201 (52%) výrazne reagovalo na vizuálny

vnem. Z toho 149 (74%) neurónov reagovalo na vstup variantne, pri£om kaºdý

významne preferoval aspo¬ jednu z daných perspektív, nie v²ak v²etky. Zvy²-

ných 52 (26%) reagovalo na vstup invariantne, £iºe vykazovali aktivitu zo

v²etkých troch perspektív. Z variantných neurónov aº 89 (60%) pálilo na dve

rôzne perspektívy a zvy²ných 60 (30%) pálilo iba na jednu perspektívu. 27

(13%) na 0°, £iºe zo svojej perspektívy, 15 (8%) na 180°, £iºe spredu a 18

(9%) na bo£nú perspektivu 90°.

Obr. 2.4: Popula£ná analýza odoziev neurónov na podnety z troch rôznych
perspektív. Prevzaté z (Caggiano et al., 2011).



Kapitola 3

Pouºité modely

3.1 Preh©ad modelov

Existuje nieko©ko modelov napodob¬ujúcich funkciu zrkadliacich neurónov.

Kaºdý z nich ale pristupuje k problematike rôznym spôsobom. Vzh©adom na

to, ºe e²te stále sme nenazbierali dostato£né mnoºstvo poznatkov na to, aby

sme s ur£itos´ou objasnili funkcionalitu tohto komplexného systému nám

dáva moºnos´ pristupova´ k problematike alternatívne. Kaºdý z modelov,

ktorý si predstavíme, má ²peci�cký prístup, £o nám ponúka mnoºstvo rôznych

in²pirácií a spôsobov ako chápa´ problematiku.

V mnohých modeloch sa v²ak stretávame s tým, ºe sa neprihliada na rôz-

norodos´ perspektív vizuálnych podnetov. Tento problém sa pokúsili rie²i´

najmä modely Tessitoreho a kolegov (Tessitore et al., 2010). In²piráciou sa

nám stali aj modely Oztopa a Arbiba (Oztop and Arbib, 2002), ktoré sa zo

v²etkých spomínaných najviac pribliºuje k biologickej predlohe. Po predsta-

vení vybraných modelov si opí²eme nami navrhnutý model. V tejto kapitole

si predstavíme aj model MSOM, ktorý vyuºijeme pri implementácií modelu.

10



KAPITOLA 3. POU�ITÉ MODELY 11

3.1.1 RRNPB

Prvý z modelov, ktorý si predstavíme je architektúra u£enia RNNPB, alebo aj

recurrent neural network with parametric biases (rekurentná neurónova sie´

s parametrickými biasmi) (Ito and Tani, 2004). Tento model je zameraný na

nau£enie, napodob¬ovanie a samotné generovanie akcií. Vstupné informácie

pre tento systém sú £asovo-priestorové vzory, ktoré reprezentujú daný pohyb.

Tieto vzory sú asociované s parametrickými bias vektormi. Po nau£ení bias

vektory reprezentujú jednotlivé akcie a pomocou nich vie systém zopakova´,

vykona´ danú akciu. Model ma tri opera£né módy:

� F5, U£iaci mód

� PF, Mód generovania akcií

� AIP, Rozpoznávací mód

Po£as u£iaceho módu sa sieti predkladajú senzoricko-motorické vnemy, ktoré

sú reprezentované ako dva vektory. Jeden reprezentuje vizuálny vnem ako

pozíciu a pohyb ruky a druhý zase motorický vnem ako vektor uhlov jednot-

livých k¨bov ruky. Sie´ sa u£í podobne ako klasická rekurentná sie´ pomocou

algoritmu spätného ²írenia chyby. Jednotlivé váhy sa adaptujú tak, aby sie´

£o najlep²ie predpovedala dané vnemy. Okrem toho sa v²ak vytvárajú aj

spomínané parametrické bias vektory pre kaºdú jednu akciu.

V druhom móde vieme generova´ jednotlivé akcie. Po nau£ení sú spomí-

nané parametrické bias vektory asociované s jednotlivými akciami a sú �xné.

Vieme ich teda pouºi´ ako vstup pre tento systém, ktorý následne vie vy-

produkova´ senzoricko-motorický re´azec, ktorý predstavuje danú akciu. Na

vstup treba predklada´ aj predikcie, ktoré pri tomto móde sie´ vytvára.

V móde rozpoznávania sa vypo£ítavajú parametrické bias vektory len na

základe pozorovaného deja. Na vstup prichádzajú len vektory reprezentujúce
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Obr. 3.1: Ukáºka RNNPB systému v generovacom móde. Na vstup prichá-
dza parametrický bias vektor a pomocou neho sa vypo£ítavajú senzorické a
motorické re´azce. Tie uº v ¤al²om kroku slúºia aj ako vstup. Prevzaté z
(Oztop et al., 2006).

vizuálny vnem a pomocou nich sa generujú predikcie. Vypo£íta sa chybový

signál a ten sa pomocou back-propagation aplikuje na parametrické bias vek-

tory. Tie sa následne ¤alej prepo£ítavajú a postupne konvergujú k jednotli-

vým akciám. Tento model má spojitos´ so zrkadliacimi neurónmi práve v¤aka

schopnosti systému rozpoznáva´ ale aj generova´ akcie. V tomto modely �xné

parametrické bias vektory vedia generova´ akcie, ale zárove¬ vedia rozpozna´

akcie v¤aka senzorickým vnemom postupným konvergovaním k danej akcií.

Tieto vlastnosti sú ve©mi podobné vlastnostiam zrkadliacich neurónov.

3.1.2 MNS Mirror neuron system

V tomto modely si ako predlohu vývojári zobrali biologický model zrkadlia-

cich neurónov u opíc (Oztop and Arbib, 2002). Na rozdiel od predchádzajú-

ceho modelu, ktorý nezodpovedal skuto£nému biologickému systému sa tento

model snaºí £o najviac priblíºi´ k skuto£nému zloºeniu systému zrkadliacich

neurónov. Z viacero ²túdií vyplýva, ºe systém zrkadliacich neurónov nie je
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Obr. 3.2: Schéma modelu MNS. Ako základné dva prvky modelu sú moduly
7b a F5. Tie predstavujú základné £asti systému zrkadliacich neurónov a
na obrázku sú zobrazené ako 2 ²edé obd¨ºniky. Na obrázku je vidno aj ich
jednotlivé £asti ako aj ich vstupy a vzájomné prepojenia. Prevzaté z (Oztop
et al., 2006).

vrodený, ale postupne sa vytvára v rannom veku (Kohler et al., 2002). Tento

model vychádza priamo z tejto hypotézy, ktorá vraví, ºe systém vzniká samo-

skúmaním vlastných akcií, v na²om prípade úchopov, £iºe pri u£ení vyuºíva

vizuálne ale aj motorické informácie. I ke¤ systém vyuºíva do zna£nej miery

samoorganizáciu, jednotlivé moduly sú presne de�nované a pospájané ako

vidno na obrázku 3.2.

Základom modelu sú dve oblasti mozgu obsahujúce zrkadliace neuróny,

7b a F5. Sú£asne do systému patria aj oblasti, ktoré neobsahujú zrkadliace

neuróny , ale slúºi ako vstup alebo na predspracovanie vnemov. Oblasti IT

a cIPS na základe vizuálneho vstupu extrahujú základné vlastnosti objektov
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ako je napríklad tvar, povrch, nato£enie, pozícia a podobne. Modul AIP

tak vie na základe ich výstupov vytvori´ takzvané a�ordances pre videný

objekt. Afordancie si vieme predstavi´ ako súbor akcií, ktoré vieme s daným

objektom vykona´.

Na základe týchto informácií vie motoricky modul F5 vykona´ danú akciu

na blízko. Na do£iahnutie daného objektu je dôleºitá spodná motorická kôra

konkrétne F4. Tá dostáva informácie od MIP-LIP-VIP, ktorá ur£uje presnú

pozíciu objektu. Takºe informácie z F4, dôleºité na dosiahnutie objektu a

zárove¬ výstup z F5, ktorý ur£uje ako uchopi´ objekt vstupujú do modulu

M1, ktorý reprezentuje primárnu motorickú kôru, ktorá vykoná danú akciu.

Model vyuºíva jednu z vlastností systému zrkadliacich neurónov a to, ºe

neuróny nepália ak akcia nie je spojená s nejakým objektom. Na to model

pouºíva takzvaný �stav ruky�, ktorý reprezentuje aktuálny stav kon£atiny

pomocou vizuálnej reprezentácie. Vizuálna informácia ako tvar a pohyb ruky

pochádza z modulu STS, ktorý informácie získava z vizuálnej kôry a pomo-

cou 7a modulu sa spracuje na jej priestorové vz´ahy. Tento �stav ruky� slúºi

ako vstup pre jadro systému zrkadliacich neurónov, F5 a 7b. Vizuálny vstup

je asociovaný s afordanciami vytvorenými ako sme spomínali v predchádza-

júcom kroku. V¤aka tomuto spôsobu asociácie systém zrkadliacich neurónov

v F5 vie rozpoznáva´ akcie nezávisle od vykonávate©a. To znamená, ºe sys-

tém vie namapova´ stav ruky na svoj vlastný motorický aparát v prípade,

ºe pozoruje samého seba, ale aj v prípade, ºe pozoruje niekoho iného. To, ºe

zrkadliace neuróny nedostávajú vstup priamo z vizuálnej kôry ale ako spomí-

naný �stav ruky� spôsobuje to, ºe zostanú neaktívne ak akcia nie je zameraná

na nejaký objekt, £iºe neexistujú ºiadne afordancie.

Okruh zrkadliacich neurónov bol tvorený doprednou sie´ou a nau£ený po-

mocou algoritmu spätného ²írenia chyby. V neskor²om modely MNS2 bola
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v²ak nahradený rekurentnou sie´ou, ktorá sa biologicky viac pribliºovala k

mozgu opíc. Tak isto sa podarili nasimulova´ audio-vizuálne zrkadliace ne-

uróny (Kohler et al., 2002) a vznikali aj odozvy v prípade, ºe objekt bol

schovaný a akciu nebolo moºné vidie´ celú (Umilta et al., 2001).

3.1.3 Iné modely

Za ¤al²í model, ktorý rie²i problematiku zrkadliacich neurónov môºeme po-

vaºova´ MOSAIC (Modular selection and identi�cation for control) (Haruno

et al., 2001). I ke¤ tento model bol vytvorený predov²etkým za ú£elom mo-

torického ovládania, môºeme ho priradi´ aj do skupiny modelov na²ej proble-

matiky. K©ú£ovými prvkami tohto modelu sú decentralizované moduly ovlá-

da£ov, ktoré sú zodpovedné za vykonanie pohybov. Tieto moduly vytvárajú

takzvané páry s prediktormi. Ovláda£e, ktoré £o najlep²ie predpovedajú daný

pohyb sa stávajú signi�kantnej²ie a preberajú vä£²iu £as´ kontroly. Z toho

poh©adu môºeme na tento model pozera´ aj ako na dobrý nástroj na roz-

poznávanie akcií. Navy²e tento model je ²peci�cký tým, ºe namiesto jedného

centralizovaného ovláda£a má viacero a práve modularita umoº¬uje modelu

adaptova´ sa na rôzne typy problémov.

Vychádzajúc z modelu MOSAIC, páni Demiris a Hayes vytvorili takz-

vaný Modulárny model u£enia a imitácie (Demiris and Hayes, 2002). Ten sa

na rozdiel napríklad od modelu RRNPB nesnaºí po¬a´ celé správanie jednou

sie´ou, ale ku kaºdému jednotlivému typu správania vytvorí zvlá²tny modul,

PID kontrolér. Tieto moduly dostávajú na vstup informácie ako má daná

akcia vyzera´. Ich výstupom je re´azec motorických úkonov, ktoré sa majú

vykona´ a tie vstupujú do doprednej siete, ktorá predpovedá nasledujúci stav.

Výstup jednotlivých modulov sa porovnáva so skuto£ným stavom a tak sa

ohodnotí úspe²nos´ modulu. Ten modul, ktorý najlep²ie predpovedá nasle-
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dujúce stavy je potom povaºovaný za vhodného reprezentanta danej akcie,

správania. V prípade, ºe ºiaden z modulov dostato£ne dobre neodhadol sku-

to£né správanie, vytvorí sa nový modul, ktorý danému správaniu zodpovedá.

Podobnos´ so zrkadliacimi neurónmi je v tom, ºe sie´ je aktívna, aj ke¤ akcie

vykonáva ale aj ke¤ ich pozoruje.

Vy²²ie spomenuté modely sa stali in²piráciou pri tvorbe ná²ho vlastného

modelu. Za zmienku stoja aj iné modely ako napríklad model vyuºívajúci

evolu£ný prístup (Borenstein and Ruppin, 2005), model MSI (mental state

inference) alebo model vyuºívajúci obojsmerné prepojenie medzi F5 a STS

(Rebrová and Farka², 2013b, Rebrová et al., 2013). Pre bliº²ie zoznámenie

s jednotlivými modelmi môºete vyuºi´ preh©ad modelov v £lánku Oztopa a

Arbiba (Oztop et al., 2006).

3.2 Návrh modelu

Z predchádzajúcich modelov, ktoré sme si predstavili je vidno, ºe systém

zrkadliacich neurónov je pomerne zloºitý a obsiahnu´ v²etky jeho biologické

aspekty je nateraz ´aºko dosiahnute©né. V na²om modeli sme sa zamerali

na spracovanie motorických a senzorických informácií, na komunikáciu me-

dzi motorickou a vizuálnou oblas´ou a na vznik variantných a invariantných

zrkadliacich neurónov. V modeli nepredpokladáme nutnos´ narábania s ob-

jektom na aktiváciu zrkadliacich neurónov. Cie©om ná²ho modelu je vytvore-

nie invariantných neurónov, ktoré budú vedie´ rozozna´ úchop nezávisle od

perspektívy pozorovania. Tak isto sa v modeli zameriame na rozpoznávanie

typu úchopu. V práci navrhneme model, ktorý bude trénovaný na dátach

získaných z robotického simulátoru iCub (Metta et al., 2008), ktorý si pred-

stavíme neskôr. Ná² model bude pozostáva´ z dvoch biologicky in²pirovaných
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Obr. 3.3: Návrh modelu, in²pirovaný skuto£nými biologickými oblas´ami.

oblastí mozgu makaka a to z F5 a STS. F5 je motorická £as´, ktorá okrem

spracovania motorických vnemov bude obsahova´ aj zrkadliace neuróny a

bude zodpovedná aj za ich variantné a invariantné vlastnosti. STS bude vi-

zuálna £as´, ktorá bude zodpovedná za spracovanie vizuálnych vnemov.

Na vytvorenie oblastí F5 a STS pouºijeme samoorganizujúcu mapuMSOM

(Merge SOM) alebo aj zlu£ovaciu samoorganizujúcu mapu (Strickert and

Hammer, 2005), ktorú si predstavíme neskôr. Ako prvé v robotickom simulá-

tore iCub vytvoríme databázu úchopov. Bude ma´ tri základne typy úchopov,

ktoré sa budú lí²i´ najmä spôsobom, aký daný objekt uchopia, ale aj spôso-

bom, akým sa k nemu priblíºia.

� Silový úchop (power grasp)

� Jemný úchop (precision grasp)
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� Bo£ný úchop (side grasp)

Z nasimulovaných úchopov extrahujeme 16 obrazov (frames), ktoré budú

reprezentova´ daný uchop. Jeden obraz jedného úchopu bude reprezentovaný

2 re´azcami. Prvý, motorický bude poskytova´ informácie o nastaveniach a

hodnotách jednotlivých k¨bov robotického ramena. Tento re´azec bude slúºi´

ako vstup pre motorickú oblas´ F5. Druhý re´azec bude poskytova´ vizuálnu

reprezentáciu ramena. V na²om prípade to budú predspracované vizuálne

informácie o polohe robotickej ruky, tvorené súradnicami jednotlivých k¨bov.

Na efektor sa budeme pozera´ zo 4 rôznych uhlov. Z vlastnej perspektívy (0°),

sprava (90°), spredu (180°) a z©ava (270°). To znamená, ºe jedna in²tancia

úchopu, bude ma´ 4 rôzne vizuálne reprezentácie vzh©adom k perspektíve.

Na základe týchto vstupov nau£íme oblasti F5 a STS rozpoznáva´ jed-

notlivé typy úchopov a v rámci STS budeme rozli²ova´ aj perspektívy. Na

vytvorenie zrkadliacich neurónov vyuºijeme metódu jednosmerného prepoje-

nia F5 a STS (direct matching). To znamená, ºe neuróny v F5 budú ma´

okrem základných vektorov motorických váh aj vektory váh, ktoré budú pre-

pojené s STS. Výstupy z uº natrénovaných oblastí F5 a STS pre jednotlivé

úchopy budú slúºi´ na natrénovanie zrkadliacich neurónov. Vhodným výbe-

rom parametrov chceme docieli´, aby sa tento systém zrkadliacich neurónov

vypro�loval tak, aby £o najlep²ie sp¨¬al biologickú predlohu a vytvoril tak

variantné, ale hlavne aj invariantné neuróny vzh©adom na perspektívu. To

znamená, ºe chceme dosiahnu´, aby niektoré neuróny boli aktívne pri jednom

type úchopu, ale zárove¬ pre viac ako jednu perspektívu. Výsledky budeme

porovnáva´ s hodnotami nameranými pri pokusoch spomenutých v £asti bio-

logickej in²pirácie.
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3.3 MSOM

V praxi sa £asto stretávame s dátami, ktoré sú reprezentované ur£itými po-

stupnos´ami, alebo sekvenciou jednotlivých vzoriek. V umelej inteligencií po-

merne £asto pracujeme napríklad s DNA re´azcami alebo s re£ou, £o sú ty-

pické príklady sekven£ných dát. Takéto typy dát zohrávajú ve©kú úlohu aj

pri spracovaní biologických signálov ako napríklad motorické alebo vizuálne

stimuly. Práve preto modely, ktoré pracujú s takýmto typom dát sú dôleºité

nielen z praktického, ale aj z kognitívneho h©adiska. Pracovanie s takýmto

typom dát vyºaduje zloºitej²ie modely, ktoré pracujú nielen s aktuálnym

vstupom, ale berú do úvahy aj predchádzajúce vstupy. To spôsobuje, ºe mo-

dely bývajú spravidla výpo£tovo a pamä´ovo zloºitej²ie. Pre na²e ú£ely bolo

vhodné pouºi´ samoorganizujúce sa mapy s rekurentným kontextom (Koho-

nen, 1997).

3.3.1 Rekurentné mapy

V²etky modely spomenuté v tejto práci vychádzajú zo základného modelu sa-

moorganizujúcej sa mapy, ktorej autorom je Kohonen (Kohonen, 1997). Tento

typ sietí je typický príklad modelu reprezentujúci typ u£enia bez u£ite©a. To

znamená, ºe algoritmus nedostáva informácie o poºadovanom výsledku po-

£as trénovania. Váhy sa adaptujú tak, aby odzrkad©ovali ²tatistickú povahu

vstupných dát, ktoré sú reprezentované vektormi. Typickou vlastnos´ou sa-

moorganizujúcich sa sietí je, ºe extrahujú charakteristické £rty vstupných

dát, pri£om zobrazenie zachová topológiu. Mapa je tvorená spravidla mrieº-

kou N×N neurónov, ktorý kaºdý má vektor váh wi ∈ Rn, ktorý sa postupne
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adaptuje pod©a pravidla:

∆wi = γ · hσ(d(i∗, i)) · (x−wi) (3.1)

kde vektor x je vstupný vektor reprezentujúci jednu vzorku dát a w je vektor

váh i-teho neurónu, ktorý práve adaptujeme. i∗ je pozícia ví´azného neurónu

takého, ktorého vzdialenos´ od aktuálneho vstupu x bola najmen²ia. d je

funkcia, ktorá vracia vzdialenos´ i-teho neurónu, ktorý práve upravujeme od

ví´aza v danej mrieºke a hσ je klesajúca funkcia okolia, ktorá de�nuje rozsah

kooperácie medzi neurónmi a spravidla má tvar Gaussovej krivky.

Tento klasický typ máp v²ak nezoh©ad¬uje postupnos´ vzorov prichá-

dzajúcich na vstup. Pre takýto typ dát je treba základný model roz²íri´ o

rekurentné spojenia. Existuje viacero modelov rekurzívnych samoorganizu-

júcich máp (SOM). Do tejto kategórie modelov môºeme zaradi´ napríklad

TKM (Temporal Kohonen Map) (Chappell and Taylor, 1993), RSOM (re-

kurentná SOM) (Hagenbuchner et al., 2003), RecSOM (rekurzívna SOM)

(Varsta et al., 1997), SOMSD (SOM for Structural Data) (Voegtlin, 2002)

a nami zvolená MSOM resp. Merge SOM (Strickert and Hammer, 2005). V

tejto práci sa nebudeme podrobne venova´ popisom ostatných sietí, iba popí-

²eme fungovanie MSOM. V²etky hore spomenuté modely pouºívajú klasický

spôsob zmeny váh. Kaºdá z nich v²ak funkciu d po£íta inak, pri£om kaºdá be-

rie rôznym spôsobom do úvahy £asový kontext. Typický príklad je RecSOM,

ktorá má okrem klasického váhového vektoru aj kontextový váhový vektor

asociovaný s kontextovým vektorom. Kontextový vektor reprezentuje aktivá-

ciu danej mapy v predchádzajúcom kroku, vi¤ obrázok 3.4. To zabezpe£uje,

ºe výstup nezávisí iba od aktuálneho vstupu, ale aj od predchádzajúcich.
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Obr. 3.4: Model RecSOM. Okrem klasického vstupu má aj kontextový v
podobe výstupu mapy z predchádzajúceho £asového kroku.

3.3.2 MSOM

Model Merge SOM alebo aj zlu£ovacia SOM, je tvorený mrieºkou N × N

neurónov, ktoré majú okrem základných váh winp
i ∈ Rn aj kontextové váhy,

wctx
i ∈ Rn, ktoré sú tak isto ako základné váhy o ve©kosti vstupu vi¤ obrázok

3.5. Vzdialenos´ neurónu od vstupu sa po£íta nasledovne:

di(t) = (1− α) · ‖x(t)−winp
i (t)‖2 + α · ‖q(t)−wctx

i (t)‖2 (3.2)

Vektor x(t) je vstupný vektor v £ase t a winp
i je vektor vstupných váh v

£ase t. Parameter α, pre ktorý platí 0 < α < 1 je kon²tanta, ktorá ur£uje

pomer, do akej miery má dôleºitos´ Euklidovská vzdialenos´ ozna£ená ako ‖·‖,

vstupných váh od aktuálneho vstupu a kontext. wctx
i je vektor kontextových

váh, pomocou ktorých po£ítame vzdialenos´ neurónu od q, £o je kontextový

deskriptor. Kontextový deskriptor je lineárnou kombináciou váh ví´azného

neurónu v prechádzajúcom £asovom kroku a vypo£ítame ho ako:

q(t) = (1− β) ·winp
b(t−1)(t) + β ·wctx

b(t−1)(t) (3.3)
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b(t − 1) je ozna£enie pre ví´aza v predo²lom kroku, £iºe b(t − 1) =

arg mini{di(t − 1)}. Parameter β, 0 < β < 1, podobne ako α ur£uje po-

mer, tentokrát váh a kontextových váh predchádzajúceho ví´aza, ktorý má

vplyv na kontextový deskriptor. Zmena váh je pod©a klasického Hebbovho

pravidla:

∆winp
i (t) = γ1 · hib · (x(t)−winp

i (t)) (3.4)

∆wctx
i (t) = γ2 · hib · (q(t)−wctx

i (t)) (3.5)

Parameter γ1 a γ2 predstavujú rýchlos´ u£enia, 0 < γ < 1, hib je klesajúca

funkcia okolia, v na²om prípade je reprezentovaná Gaussovou krivkou

hib = exp(
−d(i, b)2

σ2
) (3.6)

Funkcia d vracia vzdialenos´ i-teho neurónu od ví´aza b. Parameter σ,

1 < σ, podobne ako parameter alpha postupne klesá, £o nám zaru£uje £oraz

men²ie okolie kooperácie medzi neurónmi po£as trénovania. Trénovanie pre-

bieha tak, ºe jednotlivé vektory danej sekvencie predkladáme sieti v chrono-

logickom poradí. Pre prvý vektor x v danej sekvencií nemáme ako vypo£íta´

kontextový deskriptor, takºe pre¬ platí:

q(t)−wctx = 0 (3.7)

Výstup neurónu i pre daný vstup v £ase t vypo£ítame:

yi(t) = exp(−di(t)) (3.8)

Výhodou Merge SOM na rozdiel napríklad od známej²ej RecSOM je, ºe
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Obr. 3.5: Model MSOM. Narozdiel od RecSOM a iných jej podobných máp
má MSOM kontextový vstup len ve©kos´ vstupného vektoru.

má ve©kos´ kontextu len o ve©kosti vstupu a nie o ve©kosti celej mapy. V

prípade, ºe nám posta£uje výpo£tovo jednoduch²í kontext, môºe by´ Merge

SOM efektívnou náhradou RecSOM (Farka² and Van£o, 2007).



Kapitola 4

Implementácia

4.1 iCub

4.1.1 Fyzický robot

Robot iCub je 1 meter vysoký humanoidný robot navrhnutý tak, aby vý-

zorom pripomínal 2,5 ro£né die´a (Metta et al., 2008). Návrh na vytvorenie

takéhoto robota pochádza od Robotického konzorcia európskych univerzít

a skon²truovaný bol v Italian Institute of Technology v Janove. Vyvinutý

bol predov²etkým za ú£elom praktického overenia rôznych hypotéz z oblasti

umelej inteligencie a kognitívnej robotiky. Robot iCub je úmyselne postavený

ako malé die´a z dôvodu otestovania hypotéz zaoberajúcimi sa kognitívnymi

schopnos´ami malých detí. Ke¤ºe die´a skúma svet pomocou interakcie s

prostredím, musel aj robot ma´ podobné fyzické parametre ako die´a.

Robot iCub je za týmito ú£elmi pouºívaný vo viac ako 20 laboratóriách

po celom svete, ale vyuºívaný je najmä na univerzitách v západnej Európe.

Robot má aº 53 stup¬ov vo©nosti, 7 v oboch ramenách, 9 v oboch rukách (3

palec, 2 ukazovák, 2 prostredník, 1 pre malí£ek a prostredník, 1 na roz´aho-

24
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vanie prstov do strán), 6 v hlave (3 krk a 3 o£i), 3 v páse/torze a 6 v oboch

nohách.

Obr. 4.1: Stupne vo©nosti na ©avej ruke.

Ve©ký po£et stup¬ov vo©nosti v rukách je ve©mi vhodný práve pre experi-

menty s rôznymi spôsobmi uchopovania objektov a preto sme si v tejto práci

vybrali práve tohto robota. Má na tvári zabudované dve kamery v oblastiach

o£í a dva mikrofóny zboku hlavy. Takisto má LED senzory, ktoré imitujú

obo£ie a ústa, £ím môºe robot simulova´ mimiku tváre. Robot pre²iel viace-

rými zmenami od prvotnej podoby a to predov²etkým £o sa týka kon£atín.

Ruky sú teraz ohybnej²ie a vedia lep²ie uchopi´ jednotlivé objekty a zmenou

pre²li aj dolné kon£atiny, ktoré teraz umoº¬ujú prirodzenej²iu chôdzu. Musí

by´ v²ak pripojený na externý zdroj energie, £o jeho pohyb, hlavne na vä£²ie

vzdialenosti zna£ne limituje. V nov²ej verzii je robot obalený na viacerých

miestach umelou koºou, ktorá obsahuje vä£²ie mnoºstvo senzorov citlivých

na tlak.
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Obr. 4.2: Humanoidný robot iCub.

4.1.2 Robotický simulátor

Robot iCub je pomerne drahý a preto sa Robotické konzorcium rozhodlo vy-

tvori´ simulátor, ktorý bude £o najhodnovernej²ie napodob¬ova´ skuto£ného

robota (Tikhano� et al., 2008). Tikhano� a Fitzpatrick takýto simulátor vy-

tvorili, je vo©ne ²írite©ný a pre viacero laboratórií a univerzít je dostato£nou

náhradou skuto£ného robota.

Obr. 4.3: Robotický simulátor iCub.

Robot je ovládaný pomocou YARP (Yet Another Robot Platform), £o je

multiplatformový vo©ne ²írite©ný framework, ktorý riadi komunikáciu medzi
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jednotlivými £as´ami robota metódou peer-to-peer. Simulátor je navrhnutý

tak, aby programovanie bolo skoro totoºné pre reálneho robota ako aj pre

simulátor. Je napísaný v jazyku C++, ale umoº¬uje programovanie robota

aj v iných jazykoch, ako napríklad java, python alebo matlab. Tak isto obsa-

huje rôzne programy, ktoré u©ah£ujú prácu s robotom. Napríklad motorgui

pomocou gra�ckého rozhrania umoº¬uje vidie´ v²etky hodnoty k¨bov, tým sa

myslí uhol daných k¨bov a zárove¬ môºe uºívate© tieto hodnoty ru£ne meni´,

£o sa hne¤ odrazí na robotovi v simulátore.

4.2 Databáza úchopov

Ako prvé sme vytvorili základnú databázu úchopov pomocou robotického si-

mulátoru iCub. Rozhodli sme sa vytvori´ po 10 in²tancií úchopov na kaºdý

z troch rôznych typov úchopov. Databáza bude teda obsahova´ ich moto-

rické a vizuálne reprezentácie. Jeden úchop bude ma´ iba jednu motorickú

reprezentáciu, ale aº 4 vizuálne, teda po jednej z kaºdej perspektívy.

4.2.1 Vytvorenie úchopov

Ako sme spomínali v návrhu, cie©om bolo vytvori´ tri typy úchopov. Silový

(power), jemný (precision) a bo£ný (side). Vychádzali sme z prirodzeného

spôsobu ako uchopova´ rôzne objekty. Rozdiel medzi nimi nemal by´ iba v

spôsobe, akým treba objekt uchopi´, ale aj spôsob, akým sa k nim robotická

ruka priblíºila. Aby sme vytvorili dostato£ne hodnoverné úchopy najprv sme

vytvorili tri typy objektov s rôznymi parametrami tak, aby sa hodili pre tri

rôzne úchopy. Pre silový úchop bola vytvorená pomerne ve©ká kocka, ktorú

nebolo moºné uchopi´ zvy²nými dvoma spôsobmi. Pre jemný úchop sme vy-

tvorili mali£kú guli£ku, ktorú bolo moºné uchopi´ len troma prstami a bo£ný



KAPITOLA 4. IMPLEMENTÁCIA 28

úchop sme zase vyuºili pri uchopovaní objektov valcového tvaru. iCub si-

mulátor umoº¬uje vytváranie objektov pomocou �world� portu. Tri základné

objekty hranol, gu©a, valec sa dajú vytvori´ pomocou príkazov:

� world mk box (tri parametre ve©kosti) (tri parametre pozície) (tri pa-

rametre farby)

� world mk sph (parameter ve©kosti) (tri parametre pozície) (tri para-

metre farby)

� world mk cyl (dva parametre ve©kosti) (tri parametre pozície) (tri pa-

rametre farby)

Ke¤ uº sme mali vytvorené objekty mohli sme pristúpi´ k vytváraniu

samotných úchopov. V na²om modeli sme sa rozhodli jeden úchop rozdeli´ na

dve fázy. Fázu pribliºovanie (reaching) a na fázu úchopu (grasping). Ako prvé

sme sa snaºili vyrie²i´ pribliºovanie pomocou kniºnice iKin. Táto kniºnica je

ur£ená na doprednú a inverznú kinematiku. Pomocou inverznej kinematiky

vieme nastavi´ parametre v²etkých k¨bov od ramena aº po dla¬ tak, aby stred

dlane bol presne na mieste, ktoré de�nujeme pomocou súradníc. Tento spôsob

rie²enia sa zdal by´ na prvý poh©ad najjednoduch²í a £asovo nenáro£ný. Av²ak

prvý problém, ktorým sme sa museli zaobera´, bol rôzny súradnicový systém

pre �svet� (myslíme tým prostredie simulátoru) a samotného robota, vi¤

obrazok 4.4.

Po vyrie²ení tohto problému sme uº mohli pouºi´ inverznú kinematiku

na priblíºenie stredu dlane k objektu. Uº po pár pokusoch sme zistili, ºe

robotické rameno pôsobí neprirodzene. Navy²e toto rie²enie spôsobovalo, ºe

niektoré k¨by sa ohýbali ve©a a iné zase málo. Najvä£²í problém spôsobovala

dla¬. Tá sa ohýbala príli²ne a pôsobila ve©mi neprirodzene. Potrebovali sme,

aby os dlane pretínala stred objektu. Ke¤ºe ku kaºdému objektu, vzh©adom
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Obr. 4.4: 2 rôzne súradnicové systémy v robotickom simulátore iCub.

na typ úchopu, sa pribliºovalo iným spôsobom, nebolo moºné dla¬ za�xova´.

Pri jemnom úchope sa rameno malo pribliºova´ z vrchu, pri silovom ²ikmo a

pri bo£nom z boku. Aj ke¤ sme dla¬ dostali na poºadované miesto nebola

orientovaná správne. Preto sme sa rozhodli pre iný spôsob rie²enia.

Nakoniec sme sa rozhodli vyuºi´ nástroj motorgui. V motorgui vieme

nastavova´ jednotlivé hodnoty k¨bov pre celú kon£atinu. Celá kon£atina má

16 stup¬ov vo©nosti. My sme ich rozdelili na dve skupiny pod©a toho, v ktorej

fáze úchopu s nimi narábame. Prvých 8 reprezentuje k¨by od ramena aº po

dla¬ vrátane. Pre uº vytvorené objekty sme teda na²li správne hodnoty k¨bov

tak, aby dla¬ bola dostato£ne blízko a vedeli sme uchopi´ objekt. Zvy²ných 8

stup¬ov vo©nosti máme v prstoch a tie sme vyuºili pri samotnom uchopovaní.

V simulátore sa tvorcovia zamerali predov²etkým na pohyblivos´ palca,

ukazováka a prostredníka. Tie majú spolu 7 stup¬ov vo©nosti a zvy²né dva

prsty iba jeden. Ke¤ uº sme mali dla¬ na správnom mieste, mohli sme objekt

za£a´ uchopova´. Tak isto ako predtým, aj teraz sme menili hodnoty k¨bov

prstov pomocou motorgui tak, aby úchop bol £o najprirodzenej²í. Teraz sme

uº mali v²etky nastavenia k¨bov pre dané typy úchopu, vi¤ obrázok 4.5.

V na²om navrhnutom modeli nepracujeme s objektmi. To znamená, ºe
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Obr. 4.5: Tri rôzne typy objektov uchopované troma rôznymi typmi úchopov.

ke¤ uº sme mali hodnoty typické pre dané typy úchopov, mohli sme ge-

nerova´ úchopy bez potreby vytvára´ objekty. Rozhodli sme sa vytvori´ 10

rôznych in²tancií pre kaºdý typ úchopu. Kaºdý zo 16 stup¬ov vo©nosti sme

rozumne za²umili, aby sme dostali rôzne in²tancie úchopov. Za²umenie pre-

biehalo tak, ºe sme pre kaºdý k¨b zvolili interval, z ktorého môºe by´ vybraná

hodnota pre daný k¨b. Tieto intervaly sme ur£ili z pozorovania. Programy na-

programované v jazyku C++ na vytvorenie týchto úchopov moºno nájs´ v

priloºenom súbore zdrojových kódov v prie£inku TeachersGrasp.

4.2.2 Motorické a vizuálne reprezentácie

Ke¤ uº sme mali vytvorené jednotlivé úchopy, bolo treba z nich extrahova´

motorické a vizuálne informácie, ktoré budú slúºi´ ako vstup pre na²e neuró-

nové siete. Pod©a modelu, ktorý sme navrhli sme jeden úchop reprezentovali

pomocou 16 obrazov (frames). Ke¤ºe rýchlos´, akou sa k¨by pohybujú sa dá
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prispôsobi´, mohli sme celý úchop vytvori´ tak, aby trval 4 sekundy. Moto-

rické dáta sme preto mohli získa´ pomerne jednoducho a to tak, ºe sme si

kaºdých 0,25 sekundy vypýtali informácie o aktuálnom uhle k¨bu. Toto vy-

tváranie motorických sekvencií je naprogramované spolu s vytváraním jed-

notlivých úchopov z predchádzajúcej £asti.

Získanie vizuálnej informácie bolo v²ak náro£nej²ie a vyºadovala si viacero

fáz spracovania. V simulátore sa vieme pohybova´ kamerou, £o nám umoº¬uje

nasníma´ jednotlivé úchopy zo 4 rôznych perspektív ako sme uviedli v návrhu,

vi¤ obrázok 4.6.

Obr. 4.6: �tyri rôzne perspektívy, z ktorých sledujeme úchopy.

V simulátore neexistuje zabudovaný nástroj, ktorý by vedel pretransfor-

mova´ 3D súradnice jednotlivých k¨bov na 2D súradnice vzh©adom ku ka-

mere. Preto sme museli vymyslie´ spôsob, ako tieto súradnice k¨bov získa´.

Na základe ohnutia jednotlivých k¨bov sme zistili súradnice k¨bov vzh©adom

k robotovi a pretransformovali ich na súradnicový systém �sveta�.
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Na tento ú£el sme opä´ vyuºili kniºnicu iKin, ktorá nám na základe nasta-

venia k¨bov vedela poskytnú´ súradnice k¨bov. Pôvodne vedela kniºnica pra-

cova´ len s takzvaným iCubArm. Ten vedel reprezentova´ k¨by iba od ramena

po dla¬. Bolo preto nutné vyuºi´ roz²írenie iCubFinger, ktoré predstavuje je-

den prst. Av²ak existovali len tri moºné in²tancie prstu a to thumb (palec),

index (ukazovák) a middle (prostredník) a pre zvy²né dva prsty nebolo moºné

iCubFinger pouºi´. Preto sme sa rozhodli, ºe vizuálna reprezentácia nebude

obsahova´ informácie o zvy²ných dvoch prstoch. Ke¤ºe v motorickej sekven-

cií sú reprezentované iba jednou hodnotou a pri ºiadnom úchope nezohrávajú

dôleºitú úlohu, môºeme v na²om modeli pracova´ iba s troma prstami bez

toho, aby to naru²ilo cie© práce.

Na to, aby sme ku kaºdému obrazu (frame) získali adekvátne súradnice

k¨bov sme pouºili uº vytvorené motorické sekvencie. Vyuºili sme pritom takz-

vané �chains� obsiahnuté v iKin. Tie vytvárajú re´azce k¨bov tak, ako idú za

sebou v robotickom ramene. Pre rameno a prsty sú �chains� rôzne a aby

správne fungovali bolo potrebné ich správne pospája´. Potom sme im po-

stupne nastavovali hodnoty motorických sekvencií a získali sme 3D súradnice

k¨bov vzh©adom k robotovi. Podobne ako pri vytváraní úchopov, aj teraz

sme ich pretransformovali na súradnice �sveta�.

Ke¤ uº sme mali tieto súradnice, mohli sme na ich miestach vytvára´

statické objekty. Ke¤ºe simulátor neumoº¬uje vytvori´ objekt na mieste, kde

sa nachádza nejaká £as´ robota bez toho, aby ním pohol, vytvárali sme tieto

objekty pred ním. Zárove¬ sme vytvorili £ierne pozadie, aby sa nám ©ah²ie

extrahovali potrebné súradnice.

V tomto kroku sme teda mali £ervené guli£ky na miestach, kde boli k¨by

(len o pol metra posunuté) na £iernom pozadí. Následne sme spravili screens-

hot obrazu a vytvorili sme program, ktorý z nich vedel extrahova´ potrebné
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súradnice. Porovnanie reálneho úchopu a reprezentácie jednotlivých k¨bov

môºete vidie´ na obrázku 4.7.

Obr. 4.7: Vizuálna reprezentácia k¨bov ramena.

V praxi celé vytváranie vizuálnej sekvencie vyzeralo nasledovne.

� Pre daný frame sme získali motorické nastavenie k¨bov.

� Pomocou iKin sme získali 3D súradnice k¨bov vzh©adom k robotovi.

� Súradnice sme pretransformovali na súradnice sveta.

� Pol metra pred ním sme vytvorili £ierne pozadie.

� Na súradniciach, kde sa vyskytovali k¨by, sme vytvorili £ervené guli£ky.

� Spravili sme screenshot a následne sme z obrazu vyextrahovali súrad-

nice stredov guli£iek.

Toto sme zopakovali pre v²etky 4 perspektívy. Ke¤ºe sme potrebovali 16

obrazov pre kaºdý z 30 úchopov zo 4 perspektív, tak sme vytvorili scripty,

ktoré tento proces automatizujú. Nájs´ ich moºno v prie£inku TeachersGrasp
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priloºenom k zdrojovým kódom. Na získanie súradníc sme vytvorili program

v C#, ktorý z vygenerovaných guli£iek extrahoval súradnice ich stredov.

4.3 Implementácia modelu

Po vytvorení databázy úchopov sme sa mohli pusti´ do implementácie mo-

delu. V tejto podkapitole si prejdeme �nálnu verziu programu. Program je

napísaný v jazyku Java a jeho základnými £as´ami sú moduly F5 a STS.

Hlavná trieda je trieda Som, ktorá vytvára triedy F5.java a STS.java a spú²´a

trénovanie, testovanie, vyhodnocovanie a vykres©ovanie máp.

4.3.1 F5 a STS

Ako sme spomenuli, vy²²ie oblasti F5 a STS implementujeme pomocou MSOM.

F5 aj STS majú rovnaké kon²truktory pozostávajúce z 9 parametrov:

F5(α, β, γStart, γEnd, λStart, λEnd,Nx,Ny, Epochs) (4.1)

Parametre α a β sú analogické k parametrom MSOM, ktorej fungovanie

sme si popísali vy²²ie. γStart je rýchlos´ u£enia, ktorú má sie´ na za£iatku tré-

novania, pri£om monotónne klesá aº na γEnd. Ve©kos´ okolia λStart, podobne

ako predchádzajúci parameter, postupne klesá na λEnd. Ich aktuálne hodnoty

sa vypo£ítavajú pri trénovaní v závislosti od aktuálnej epochy. Nx a Ny sú

ve©kosti máp a Epochs je celkový po£et epoch.

Po zavolaní kon²truktora sa ako prvé vytvorí sie´ s poºadovanými pa-

rametrami. Neurón je reprezentovaný triedou Neuron.java pri£om má dva

vektory váh, vstupný a kontextový. Následne sa na£íta databáza. Jeden ob-

raz je reprezentovaný dvoma vektormi. Prvý je vstup pre F5, £o sú moto-
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rické hodnoty, teda uhly k¨bov reprezentované 16 hodnotami a druhý pre

STS, to sú zase 2D súradnice 14 bodov, £iºe 28 súradníc. Jednotlivé hodnoty

sú najprv normalizované na interval [-1;1]. Po predspracovaní dát nasleduje

u£enie sieti. Implementovali sme v²etky potrebné vzorce z kapitoly 3, pri£om

rovnicu 3.2, ktorú pouºívame na zistenie vzdialeností vstupu od neurónov

sme implementovali bez obmeny nasledovne:

di(t) = (1− α) · ‖x(t)−winp
i (t)‖2 + α · ‖q(t)−wctx

i (t)‖2 (4.2)

Po nau£ení metóda activations() nám vytvorí výstup siete tak, ºe celú

databázu e²te raz vloºí na vstup sieti, pri£om si ukladá jednotlivé aktivá-

cie neurónov. Následne nám trieda Som.java pomocou triedy GraphicPa-

nel.java zobrazí gra�cký výstup siete. Motorickú sie´ vizualizujeme pomocou

jedného zobrazovacieho panelu, na ktorom vidíme zobrazenú selektivitu ne-

urónov vzh©adom k typu úchopu po natrénovaní. Senzorickú sie´ zase vizu-

alizujeme pomocou dvoch panelov, na jednom vzh©adom k typu úchopu a

druhým vzh©adom k perspektíve. Bliº²ie si ukáºeme v kapitole 5. V triede

F5.java a STS.java je viacero pomocných metód, napríklad na ukladanie a

zobrazovanie rôznych medzivýsledkov, ale tie tu nebudeme opisova´.

4.3.2 Implementácia zrkadliacich neurónov

Po nau£ení F5 a STS môºeme pristúpi´ k u£eniu zrkadliacich prepojení medzi

nimi. Ako prvé sa vytvoria nové prepojenia medzi F5 a STS tak, ºe kaºdému

neurónu z F5 vytvoríme dva nové vektory váh, ktoré budú reprezentova´

tieto spojenia. Toto prepojenie bude analogické ako u MSOM tak, ako v

prvých dvoch prípadoch. Prvý, novovytvorený vektor bude ma´ ve©kos´ STS

mapy, ktorá mu bude vytvára´ vstup. Rovnako ve©ký bude aj kontextový
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vektor, ktorý bude fungova´ rovnako ako v predchádzajúcich prípadoch na

ukladanie kontextu. To znamená, ºe v tomto bode majú neuróny v F5 ²tyri

váhové vektory. Vstupný váhový vektor, ktorý porovnávame s motorickým

vstupným vektorom a k nemu prislúchajúci kontextový vektor a zárove¬

zrkadliaci váhový vektor, ktorý porovnávame s výstupom STS a k nemu

prislúchajúci kontextový vektor.

Zrkadliace prepojenia sa u£ia podobne ako doteraz. Rozdiel je v tom, ºe

teraz nemáme len jeden vstupný vektor, ale dva. Jeden motorický a druhý

senzorický. Pri trénovaní zrkadliaceho systému uº neprekladáme motorické

vstupy, ale len vizuálne. Namiesto toho vyuºívame uº natrénovanú F5 a jej

aktivácie si pre kaºdý jeden úchop zapamätávame. Motorický vektor je teda

vektor vzdialeností neurónov z F5 (di) od daného vstupu, ktorý sme si zapa-

mätali pri zis´ovaní aktivácií. Uº natrénovanej STS predkladáme jednotlivé

vizuálne vstupné dáta a jej výstup poºívame ako vstup pre neuróny v F5.

Takºe rovnica, ktorá ur£uje vzdialenos´ neurónov od takéhoto vstupu vyzerá

nasledovne:

dvis(t) = (1− α) · ‖s(t)−winp
i (t)‖2 + α · ‖q(t)−wctx

i (t)‖2 (4.3)

di(t) = σ · dmot + (1− σ) · dvis (4.4)

dmot je zapamätaná vzdialenos´ daného neurónu od motorického vstupu vy-

po£ítaný rovnicou 4.2 v predchádzajúcej £asti a dvis je vzdialenos´ zrkadlia-

cich vektorov wi od výstupu s z STS. Treba doplni´, ºe jeden typ úchopu

má len jedno motorické vyjadrenie, ale má aº 4 rôzne vizuálne vzh©adom na

rôzne perspektívy. Parameter σ ur£uje pomer, do akej miery má dôleºitos´
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zapamätaná motorická informácia a do akej vizuálna. Tento nami vytvorený

parameter zna£ne ovplyv¬uje trénovanie a správanie siete, ako si povieme v

kapitole 5. Týmto prístupom, akým trénujeme sie´, spájame vizuálne infor-

mácie s motorickými. Ke¤ºe spájame výstupy zo senzorickej £asti so zapa-

mätanou motorickou informáciou, ako keby sme mapovali videný obraz na

ná² motorický aparát, £o je zmyslom zrkadliacich neurónov.

Podobne ako v predchádzajúcej £asti, aj tu po nau£ení získame výstup

siete pomocou metódy activationsMirror(). Na rozdiel od u£enia, kde bolo

potrebné pouºi´ aj motorickú informáciu, pri zis´ovaní aktivácií zrkadliacich

neurónov pouºívame iba vizuálny vstup, £o znamená, ºe porovnávame len

výstup STS s vektorom zrkadliacich váh. Po natrénovaní a zobrazení zrkad-

liacich neurónov e²te trieda Som.java vypo£íta rôzne ²tatistické údaje o sieti,

ktoré nám ju pomôºu ohodnoti´.



Kapitola 5

Experimenty

V tejto £asti vyhodnotíme experimenty a porovnáme nami dosiahnuté vý-

sledky s reálne nameranými hodnotami spomenutými v kapitole 2. Úspe²nos´

sietí vyjadríme pomocou nieko©kých, nami zvolených mier a ukáºeme, ako

vo©ba jednotlivých parametrov ovplyvní siete. Ako prvé sa budeme zaobe-

ra´ oblas´ami F5 a STS a následne vytvorením variantných a invariantných

zrkadliacich neurónov.

5.1 F5 a STS

Ako prvé sme natrénovali oblasti F5 a STS pomocou motorických a senzo-

rických vstupov tak, ako sme spomenuli v implementácií. Zaujímali nás pre-

dov²etkým parametre α a β a ich vplyv na organizáciu siete. Parametre, ako

rýchlos´ u£enia γ, ve©kos´ okolia λ alebo ve©kos´ máp, sme ur£ili na za£iatku

a po pár pokusoch sa ukázali ako vhodné a ich obmeny nemali ve©ký vplyv

na organizáciu siete. Preto po£as experimentov pouºívame tie isté hodnoty

pre parametre:

� F5: γ = [1;0.001], λ = [3;1], ve©kos´ mapy 12× 12

38
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� STS: γ = [1;0.001], λ = [4;1], ve©kos´ mapy 16× 16

Následne sme opakovali trénovanie máp pomocou rôznych α a β para-

metrov. Úspe²nos´ máp sme vyhodnocovali pomocou troch mier:

� Kvantiza£ná chyba, ozna£ujeme ju ako qerr. Vypo£ítavame ju ako qerr =∑
d(t)b(t). Táto miera vyjadruje sú£et vzdialeností váhových vektorov

ví´azov od vstupných vektorov. Táto miera nám hovorí ako �presná�

bola sie´ pri vyhodnocovaní.

� Distribúcia ví´azov, Dist = |{bt}|
N×N . Táto miera vyjadruje po£et neuró-

nov, ktoré sa stali aspo¬ raz ví´azmi, predelený celkovým po£tom ne-

urónov v sieti.

� Entropia, Entropy =
∑n

i=1
wi

|X| · log( wi

|X|). n je po£et neurónov v mape

a wi je po£et ví´azstiev neurónu i na mnoºine X. Entropia je miera

neusporiadanosti v mape.

Po natrénovaní sietí s rôznymi hodnotami parametrov α a β sme vyrobili

tabu©ku hodnôt na²ich troch mier:
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Obr. 5.1: Tabu©ka zobrazujúca hodnoty jednotlivých hodnotiacich mier siete
F5 vzh©adom k výberu parametrov α a β.
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Obr. 5.2: Tabu©ka zobrazujúca jednotlivé hodnotiace miery siete STS vzh©a-
dom k výberu parametrov α a β.
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Tabu©ky sme sa rozhodli reprezentova´ pomocou kontúrových grafov:

Obr. 5.3: Kontúrový graf zobrazujúci hodnoty jednotlivých mier siete F5.

Obr. 5.4: Kontúrový graf zobrazujúci hodnoty jednotlivých mier siete STS.

V prípade kvantiza£nej chyby povaºujeme mapy, ktoré mali túto mieru

men²iu, za lep²ie natrénované. Z kontúrových grafov vidíme, ºe kvantiza£ná

chyba je závislá predov²etkým od parametru α. �ím vä£²ia α, tým sa nám

chyba zmen²uje. To znamená, ºe £ím vä£²í dôraz kladieme na kontextovú
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zloºku, tým lep²ie sa sie´ natrénuje. Naopak, pri distribúcií ví´azov a entro-

pií uprednost¬ujeme mapy, ktoré mali tieto dve miery vä£²ie. Ako môºeme

vidie´ na kontúrových grafoch, tieto dve miery úzko súvisia a majú podobný

pro�l. Pre sie´ F5 sú tieto miery najvä£²ie pre vysoké hodnoty α aj β. V

prípade STS sme najlep²ie výsledky pre dané dve miery dosiahli v prípade,

ºe α nepresiahla hodnoty 0,4 a β bola vysoká, okolo 0,8. Na základe týchto

výsledkov sme vybrali dve siete, ktoré obstáli najlep²ie vzh©adom k v²etkým

trom parametrom. Pre F5 to bola sie´ s α = 0, 8 a β = 0, 9 a STS s α = 0, 4

a β = 0, 8.

Tieto siete sme si následne nechali zobrazi´, vi¤ obrázok 5.5. Kaºdý ne-

urón siete je reprezentovaný jedným ²tvor£ekom. Jednotlivé st¨pce zobra-

zujú po£et, ko©ko krát sa neurón stal ví´azom pre daný typ alebo perspek-

tívu úchopu. STS môºe ma´ dve reprezentácie, zobrazenie aktivácií neurónov

vzh©adom na typ úchopu a vzh©adom na perspektívu. Pre lep²ie zobrazenie

sme pouºili logaritmus, £o nám lep²ie vykreslilo neuróny, ktoré sa stali ví-

´azmi len párkrát. Ví´azov sme h©adali po kaºdom jednom frame. Farebná

konvencia zobrazovania st¨pcov je nasledovná:

� £ierna � Silový úchop (power grasp)

� oranºová � Jemný úchop (precision grasp)

� �alová � Bo£ný úchop (side grasp)

� £ervená � 0° (vlastná perspektíva)

� zelená � 90° (poh©ad sprava)

� modrá � 180° (poh©ad oproti)

� ºltá � 270° (poh©ad z©ava)
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Obr. 5.5: Zobrazenie sietí F5 a STS. STS v©avo zobrazuje výstup vzh©adom
na perspektívy a vpravo vzh©adom na typ úchopu. Motorický výstup zobra-
zujeme len vzh©adom na typu úchopov. �edou sú zobrazené neuróny aktívne
najmä na prvé 4 framy.

Ako môºeme vidie´, neuróny v F5, ktoré reagujú na bo£ný úchop, sú pekne

oddelené od zvy²ku a takmer vôbec sa neprekrývajú so zvy²nými dvoma

typmi úchopov. Na rozdiel od toho máme v mape viacero neurónov, ktoré

reagujú aj na jemný aj na silový úchop. Pri bliº²om skúmaní sme zistili, ºe
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©avá dolná ²tvr´ mapy reaguje predov²etkým na prvé framy úchopov. Ke¤ºe

jemný a silový úchop majú ve©mi podobné pribliºovanie sa k objektu, sie´

nebola schopná dostato£ne dobre sa nau£i´ rozli²ova´ tieto prvé framy. Av-

²ak pri uchopovaní je sie´ uº dostato£ne dobre natrénovaná, aby ich vedela

rozlí²i´. V STS sa nám pekne oddelili úchopy vzh©adom na perspektívy. Ani

jeden neurón nereaguje na viac ako jednu perspektívu. V rámci perspek-

tívy sa vy£lenili jednotlivé typy úchopov. Tu uº môºeme vidie´, ºe sie´ mala

vä£²ie problémy rozlí²i´ jednotlivé typy úchopov v rámci jednej perspektívy.

Najhor²ie na tom sú, podobne ako v F5, jemný a silový úchop. Táto organi-

zácia vychádza z toho, ºe vizuálne dáta je pomerne ©ahké rozdeli´ vzh©adom

na perspektívu, ale ´aºké vzh©adom na typ úchopov. Najhor²ie je spravidla

rozlí²i´ silový a jemný úchop z vlastnej perspektívy. Tento problém rozlí²i´

tieto dva úchopy vychádza aj z toho, ºe sme museli v na²ej implementácií

odignorova´ malí£ek a prstenník, ktoré mohli poskytnú´ viac informácií ako

tieto dva úchopy rozlí²i´. V rámci STS sa nám uº nevytvorila oblas´, ktorá

podobne ako v F5 bola aktívna predov²etkým na fázu pribliºovania. Na ob-

rázku sme nechali na ²edo vykresli´ neuróny, ktorý boli aktívne najmä na

prvé ²tyri framy a teda najmä na pribliºovanie.

5.2 Zrkadliace neuróny

Ke¤ uº sme mali natrénované moduly F5 a STS, mohli sme pristúpi´ k

natrénovaniu zrkadliacich prepojení a k vzniku variantných a invariantných

neurónov. E²te pred zavedeným parametra σ sme sa pomocou rovnice 4.2

pokú²ali natrénova´ tieto prepojenia pomocou postupu, ako sme opísali v

implementácii. Pre nami zvolené parametre α = 0, 3 a β = 0, 7 sa natrénovali

jednotlivé zrkadliace prepojenia ako môºeme vidie´ na obrázku 5.6.
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Obr. 5.6: Zobrazenie mapy F5 a jej zrkadliacich neurónov, v©avo vzh©adom
na perspektívy, vpravo vzh©adom na typ úchopov.

I ke¤ sa nám podarilo vytvori´ nieko©ko perspektívne invariantných ne-

urónov, organizácia mapy nebola dobrá. Problém bol v tom, ºe okrem per-

spektív boli neuróny invariantné aj vzh©adom na úchop. To znamená, ºe sme

mali neuróny, ktoré pálili takmer na v²etko. Tie ale pre nás nemajú ve©kú

výpovednú hodnotu a nemohli sme pomocou nich rozlí²i´ dané úchopy.

Tento problém nám £iasto£ne pomohol vyrie²i´ parameter σ, ktorý, ako

bolo spomenuté v implementácií, ur£uje pomer dôleºitosti motorických a vi-

zuálnych informácií. V prípade, ºe sme ur£ili σ = 0.1, tak sie´ mala tenden-

ciu rozli²ova´ úchopy najmä na základe vizuálnej informácie, kde prevládala

najmä perspektíva. Ako môºeme vidie´ na obrázku 5.7, zrkadliace neuróny sa

vypro�lovali podobne ako tie v STS. Ak sme ur£ili σ = 0.9, sie´ sa viac sna-

ºila vypro�lova´ ako F5, ale nedosahovala o£akávanú organizáciu. Opä´ nám

vznikli neuróny £o boli aktívne skoro vºdy a nevedeli sme rozlí²i´ jednotlivé
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úchopy, vi¤ obrázok 5.8.

Obr. 5.7: Organizácia mapy F5 v prípade zvý²eného dôrazu na perspektívy.

Obr. 5.8: Organizácia mapy F5 v prípade zvý²eného dôrazu na typ úchopu.
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Ako problém sa ukázal predov²etkým výstup z STS, ktorý sme po£ítali

pomocou rovnice 3.8. Jednotlivé di boli aº príli² podobné a ani pomocou

spomínanej funkcie sme nevedeli docieli´, aby sie´ vedela lep²ie tieto dáta

klasi�kova´. Preto sme pristúpili na rie²enie pomocou One-hot. To znamená,

ºe pre daný vizuálny vstup sme namiesto celej matice, ktorá reprezentovala

di pre kaºdý neurón mapy STS, posielali na vstup zrkadliacim neurónom

maticu, kde na mieste ví´aza pre daný vstup bola 1 a zvy²ku matice sme dali

0. Pomocou tohto postupu a parametru σ = 0.9 sme dostali sie´ zobrazenú

na obrázku 5.9.

Obr. 5.9: Aktivácia zrkadliacich neurónov po zmene výstupu z STS pomocou
metódy One-hot.

Mapa má uº poºadovanú organizáciu. Stále máme neuróny, ktoré sú in-

variantné aj na typ aj na perspektívu úchopu, ale máme aj neuróny, ktoré

sú selektívne pre jeden typ úchopu a viacero perspektív. Pomocou týchto ne-

urónov uº vieme rozlí²i´ jeden typ úchopu pozorovaný z viacero perspektív.
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Metódou One-hot sme dosiahli, ºe informácie z STS lep²ie klasi�kujú jednot-

livé úchopy a pomocou parametra σ sme zase dosiahli, ºe sie´ uprednost¬uje

motorické informácie, ktoré uº má nau£ené.

Po tom, £o sme vytvorili vhodnú implementáciu ná²ho modelu, sme mohli

pristúpi´ podobne ako pri F5 a STS k h©adaniu vhodných parametrov α a

β a k vyhodnocovanie mier jednotlivých máp. Pre vyhodnocovanie systému

zrkadliacich neurónov sme si zaviedli ¤al²iu mieru, ozna£enú ako Type-var,

ktorá nám ur£uje percento typovo variantných zrkadliacich neurónov v F5.

To znamená po£et neurónov, ktoré pália iba na jeden typ úchopu. Výsledky

podobne ako predtým sme si nechali zobrazi´ pomocou tabu©ky a kontúro-

vého grafu.
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Obr. 5.10: Tabu©ka zobrazujúca jednotlivé hodnotiace miery siete vzh©adom
k výberu parametrov α a β. Pre st¨pec kvantiza£nej chyby platí, ºe hodnoty
sme predelili 1000.



KAPITOLA 5. EXPERIMENTY 51

Obr. 5.11: Kontúrové grafy hodnotiacich mier.

Podobne, ako v predchádzajúcej £asti, aj teraz sa kvantiza£ná chyba uká-

zala závislá najmä od parametra α a pomerne nezávislá od β. Zvy²né tri

miery mali najlep²ie výsledky pre parametre α = 0.2 a β = 0.2 a preto sme

túto sie´ vybrali ako najlep²iu a nechali zobrazi´, vi¤ obrázok 5.12.
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Obr. 5.12: Sie´ zrkadliacich neurónov, ktorá dosiahla najlep²ie výsledky.

Ako môºeme vidie´, sie´ sa vypro�lovala podobne ako predchádzajúca, ale

lep²ie rozloºila svoje zdroje a vieme pomocou nej lep²ie klasi�kova´ jednotlivé

úchopy. Ke¤ºe sie´ má pro�l podobný ako F5 aj tu môºeme vidie´, ºe neuróny

aktívne predov²etkým na pribliºovanie, sa nachádzajú v ©avom dolnom rohu.

Tieto neuróny sú invariantné aj na typ úchopu. To znamená, ºe sie´ nevie

na základe prvých frame-ov ur£i´ o aký úchop ide. To je v²ak o£akávaná

vlastnos´ siete.

5.3 Porovnánie máp s biologickými experimen-

tami

V na²ej práci sme sa nechali in²pirova´ najmä prácou Caggiana a kolegov

(Caggiano et al., 2011) a preto porovnáme nami dosiahnuté výsledky s ich

nameranými. V grafe na obrázku 2.4 v kapitole 2 môºeme vidie´ jednotlivé
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po£ty pre invariantné a variantné neuróny. V spomínanej práci pracovali s

troma perspektívami, my sme v²ak pridali aj poh©ad z©ava (270°). Mapa,

ktorú sme vyhodnotili ako najlep²iu, sa v²ak nepribliºovala k výsledkom na-

meranými biológmi. Preto sme sa rozhodli z natrénovaných máp nájs´ takú,

£o najlep²ie odzrkad©uje reálne hodnoty. Mapu s parametrami α = 0.8 a

β = 0.2 sme ohodnotili pomocou na²ich mier ako nie ve©mi dobrú. Ako vi-

díme na obrázku 5.13, mapa má prevaºne typovo invariantné neuróny av²ak

perspektívne sa najviac podobá nameraným výsledkom, vi¤ porovnanie na

obrázku 5.14.

Obr. 5.13: Sie´, ktorá najlep²ie napodob¬uje reálne výsledky, av²ak nevhodná
na klasi�káciu typov úchopu.
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Obr. 5.14: Porovnanie po£tu variantných a invariantných neurónov s prácou
Caggiano. Ako invariantné berieme v²etky neuróny, ktoré pálili na v²etky 4
perspektívy. Pod �Mutliple View Preferences� rozumieme v²etky neuróny, £o
pálili na dve alebo tri rôzne perspektívy. Následne máme po£ty selektívnych
neurónov pre jednotlivé perspektívy.

V ¤al²ích experimentoch sme sa rozhodli preskúma´, aký vplyv má výber

sieti F5 a STS na tvorbu zrkadliacich neurónov. V predchádzajúcich expe-

rimentoch sme pracovali len s tými, £o uspeli v na²om hodnotení najlep²ie.

Ale ako ukázalo porovnávanie výsledkov, nie vºdy vo©ba tých najlep²ích pa-

rametrov odzrkad©uje biologicky namerané hodnoty. Preto sme sa rozhodli

vybra´ aj siete, ktoré nedopadli najlep²ie a pomocou nich vybudova´ systém

zrkadliacich neurónov. Ke¤ºe trénovanie takýchto sietí je £asovo náro£né,

nemohli sme si dovoli´ nakombinova´ v²etky moºné hodnoty parametrov a

nájs´ poºadovanú sie´. Namiesto toho sme zvolili pár sietí, ktoré sme pova-

ºovali za vhodné a tie skúmali. Najlep²ie z toho vy²la sie´, ktorá mala takéto

kombinácie parametrov, F5 α = 0.3, β = 0.7 a pre STS α = 0.3 a β = 0.7.

Ich zobrazenie môºeme vidie´ na obrázku 5.15.
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Obr. 5.15: Vybrané mapy F5 a STS, ktoré majú hor²ie výsledky, ale sú vhod-
nej²ie na tvorbu zrkadliacich neurónov.

Pre tieto dve vybrané siete sme mohli spravi´ rovnakú analýzu ako pri

predchádzajúcom experimente. Ako dôleºité sa ukázalo to, ºe v F5 je málo

neurónov aktívnych pri jemnom a zárove¬ silovom úchope. Aj tentokrát sa

vytvorila oblas´ (v©avo hore), kde sa zdruºovali neuróny aktívne najmä pri

prvých frame-och. Opä´ sme skúmali vplyv parametrov α a β na mapy a ich

výsledky sme vyjadrili mierami a následne kontúrovými grafmi.
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Obr. 5.16: Tabu©ka zobrazujúca jednotlivé hodnotiace miery siete vzh©adom
k výberu parametrov α a β. Pre st¨pec kvantiza£nej chyby platí, ºe hodnoty
sme predelili 1000.
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Obr. 5.17: Kontúrové grafy hodnotiacich mier.

Na základe týchto výsledkov sme sa rozhodli vybra´ za najúspe²nej²iu

mapu s hodnotami α = 0.3, β = 0.6. Mapa, vi¤ obrázok 5.18, sa vypro�lovala

dobre a mala pomerne málo typovo invariantných neurónov, pri£om mala

ve©ký po£et perspektívne invariantných.
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Obr. 5.18: Sie´ zrkadliacich neurónov natrénovaná pomocou parametrov α =
0.3 a β = 0.6, ktorá dosiahla najlep²ie výsledky.

Opä´ sme porovnali tieto výsledky s biologickými výsledkami a podobne,

ako v predchádzajúcich experimentoch sme do²li k záveru, ºe sie´, £o má

najlep²ie výsledky, nezodpovedá reálnym modelom. Vychádza to z toho, ºe

my sme sie´ hodnotili pomocou mier ako napríklad entropia a distribúcia

ví´azov. Tieto miery ohodnocujú lep²ie tie siete, ktoré £o najrovnomernej²ie

rozloºia svoje prostriedky. V na²om prípade to znamená, ºe vzh©adom na

to, ºe parametrom σ uprednost¬ujeme motorické informácie, tak sie´, ktorá

£o najrovnomernej²ie rozloºí perspektívy, má najlep²ie ohodnotenie. To spô-

sobuje, ºe máme ve©a invariantných neurónov. Toto je pre nás poºadovaná

vlastnos´, av²ak nekoreluje s biologickými hodnotami.

Podobne, ako v predchádzajúcom experimente, aj teraz sme na²li mapu,

ktorá nemá najlep²ie hodnotenie z poh©adu na²ich mier, av²ak uº pomerne

dobre koreluje s nameranými výsledkami. Mapu sme si nechali zobrazi´, vi¤
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obrázok 5.19. Sie´ má posta£ujúce variantné a invariantné vlastnosti a záro-

ve¬ po£ty variantných a invariantných neurónov korelujú s biológmi name-

ranými hodnotami, vi¤ porovnanie na obrázku 5.20.

Obr. 5.19: Sie´ dosahujúca výsledky najviac podobné s experimentálnymi
hodnotami.
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Obr. 5.20: Porovnanie na²ich výsledkov s experimentálnymi z poh©adu po£tov
invariantných a variantných neurónov.

Ako posledné sme chceli preskúma´ pro�l aktivácií neurónov po£as jednej

sekvencie. Podobne ako u STS aj pri zrkadliacich neurónoch boli hodnoty

vektora di pre jeden frame ve©mi podobné a výpo£et výstupu siete pomocou

rovnice 3.2 bol nedostato£ný. Takisto nadobúdali rôzne hodnoty, tak sme

namiesto spomínanej funkcie zaviedli:

yx =
1

1 + ek(x−〈dj(x)〉)
(5.1)

Kon²tanta k ur£uje strmos´ sigmoidy, v na²om prípade sme zvolili k=10.

x je aktuálna vzdialenos´ di neurónu, ktorého výstup po£ítame a 〈dj(x)〉

je stredná hodnota v²etkých di pre aktuálny vstup. Pomocou tejto rovnice

vieme zobrazi´ pro�l aktivácií pre jednu sekvenciu tak, ako to vidíme na

obrázku 5.21. Pre prvé framy sa postupne zvy²uje aktivácia pre najlep²ie

neuróny, pri£om sa vºdy spravidla tri pomerne rýchlo priblíºia k 1. V druhej

polovici sekvencie sa uº aktivácie nemenia. To je spôsobené tým, ºe výstup

z STS predkladáme sieti pomocou One-hot a pri uchopovaní (posledných 8

frame-ov) sie´ uº identi�kovala úchop a výstup z STS je teda rovnaký.
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Obr. 5.21: Zobrazenie typického pro�lu aktivácií neurónov po£as jednej sek-
vencie.



Kapitola 6

Záver

V na²ej práci sme si predstavili fenomén zrkadliacich neurónov a problema-

tiku s nimi spojenú. Vychádzajúc z viacerých prác, zaoberajúcich sa týmto

problémom, sme ukázali jeho potenciál na rie²enie viacerých problémov spo-

jených s prepojením vizuálnej a motorickej informácie. V práci sme sa zame-

rali najmä na modelovanie ich variantných a invariantných vlastností, £o sa

v ostatných modeloch nerobilo.

Predstavili sme si viacero modelov, ktoré sa zaoberali podobnou prob-

lematikou a sami sme následne navrhli model, ktorý sme implementovali

pomocou Merge SOM. V experimentoch sa ukázal výber tohto typu samoor-

ganizujúcej sa mapy ako dostato£ný a vhodne klasi�koval jednotlivé úchopy

pri men²ej £asovej a pamä´ovej náro£nosti. Nami zvolený prístup prepojenia

F5 a STS pomocou priameho párovania úspe²ne vytvorili systém zrkadliacich

neurónov, ktoré sme následne vyuºili na perspektívne invariantnú klasi�ká-

ciu úchopov. Na základe viacerých experimentov a analýz jednotlivých máp

sme docielili vznik máp s pomerne dobrou organizáciou zrkadliacich neuró-

nov. Pri experimentoch sme do²li aj k záveru, ºe mapy vyhodnotené nami

zvolenými mierami ako najlep²ie, svojimi parametrami nezodpovedajú expe-
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rimentálnym hodnotám. Pre dosiahnutie takýchto máp sme museli pristúpi´

k mapám, ktoré obstáli hor²ie, av²ak stále mali dostato£ne dobré výsledky.

Ako nemenej dôleºité, ako výber správnych parametrov, bol výber máp F5 a

STS, pomocou ktorých sme sa systém zrkadliacich neurónov pokúsili vytvo-

ri´. Aj tu sa ukázalo, ºe nie vºdy dosiahneme najlep²ie výsledky ak pracujeme

s najlep²ie vyhodnotenými mapami. Nakoniec sa nám v²ak podarilo vytvori´

organizáciu, ktorá sp¨¬ala na²e predstavy o perspektívne invariantnej klasi-

�kácií úchopov a zárove¬ korelovala so skuto£nými biologickými hodnotami.

V tejto práci sme pracovali so zjednodu²eným modelom a zámerne sme

obchádzali problematiku spojenú s afordanciami. Do budúcnosti je moºné

tento model roz²íri´ o tento fenomén a priblíºi´ sa tak k skuto£nému bio-

logickému systému. Tak isto by bolo vhodné navrhnú´ a pouºi´ iné miery,

ktoré by siete podobné skuto£ným nameraným hodnotám vyhodnotil lep²ie.

Veríme, ºe nami navrhnutý systém zrkadliacich neurónov by sa dal vyuºi´

v kognitívnej robotike, napríklad na natrénovanie robota iCub-a zopakova´

videné úchopy pomocou doprednej siete.
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Príloha

Ku práci je priloºené CD, ktoré obsahuje:

� Zdrojový kód jednotlivých sietí napísaný v jazyku Java v prie£inku

Som.

� Zdrojový kód generovania úchopov pomocou iCub napísaný v jazyku

C++ v prie£inku TeacherGrasp.

� Gra�cké výstupy zobrazené v práci.

� Samotnú prácu vo formáte pdf.
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