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Abstrakt

CIFRA, Marek: Ovlddanie virtudlneho automobilu pomocou neurdnovej siete.
[Diplomovéa praca] — Univerzita Komenského v Bratislave. Fakulta matematiky,
fyziky a informatiky; Katedra aplikovanej informatiky. — Veduci: Doc. Ing. Igor
Farkas, PhD. Bratislava: UK, 2009.

Cielom tejto prace je vytvorit’ systém na ovladdanie automobilu, ktory bude schopny
udrzat’ automobil na ceste na zaklade ucenia sa pomocou interakcie s prostredim. Na
tento Gcel vyuzivame metodu ucenia posiliiovanim, ktorej princip je na zaciatku prace
vysvetleny. Zaroven tato praca poukazuje na suvislosti medzi tymto typom adaptacie
Vv strojom uceni a biologickym ucenim v zivych systémoch. Poc¢as samotného navrhu
takéhoto systému som dospel k jeho postupnému vylepSovaniu, ¢o vyustilo v pouZiti
neurdnovej siete s uenim posiliiovanim. Spravanie vSetkych simulovanych modelov

je ilustrované pomocou grafov.

Kracové slova: reinforcement learning, ucenie posiliiovanim, odmena, trest,

neurdnova siet’, algoritmus SARSA, automobil, agent

Abstract

The aim of this work is to create a system for driving a car, which will be able to keep
the car on the road. This system must learn from environment through bilateral
interaction. For this purpose we used reinforcement learning method, whose principle
is explained. It also shows the correlation between machine learning and biological
learning in living systems. Besides the designing of the system, some improvements
are presented too, resulting in using neural network with reinforcement learning. The

performance of all simulated models is graphically illustrated.



Predhovor

Tato praca bola inSpirovand projektom Starfish, robotickej hviezdice, ktora sa ucila
pouzivat’ svoje koncatiny na pohyb. To bolo prvykrat, ¢0 som sa stretol s pojmom
ucenia posiliovanim. V dobe zaéiatku pisania tejto prace som teda nemal o uceni
posililovanim Ziadne vedomosti, pretoze sa tidto problematika na nasej univerzite
nevyucuje, no s postupom c¢asu a odsimulovanim jednotlivych modelov som zacal
plne chapat’ jej princip. Na vysvetlenie problematiky ucenia posiliilovanim sme vyuzili
niektoré kapitoly z knihy Reinforcement Learning (Sutton a Barto, 1998), z ktorej

som sam cerpal vedomosti a povazujem tato knihu za ,,Bibliu“ ucenia posilnovanim.

Vzhl'adom na nedostatok materialu pre robotiku a na narocnost’ virtualneho prostredia
pri pocitacovej podobnej simulacii ako je Starfish, som sa rozhodol vytvorit' iny
systém vyuzivajuci spominani metodu ucenia, menej narocny na vypoctovy
a implementa¢ny Cas samotného prostredia, aby my zostalo viac ¢asu na samotny

model.

Cielom préce je teda vytvorit’ systém pre ovladanie automobilu, schopnym udrzat
automobil na ceste. Ked’Ze som vSak s prvotnym modelom nebol spokojny, zac¢al som
ho vylepSovat, ¢o tiez opisujem V tejto praci. Nakoniec som presiel od tabulkového
systému k neuréonovym sietam, ¢o sa ukazalo ako vel'mi dobry krok. Posledny mnou
navrhnuty model by mal byt schopny ovladat’ aj skuto¢né automobily, resp. roboty,

¢o bol aj ciel tejto prace.

Bc. Marek Cifra
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1 Uvod

V dnesnej dobe ponukaji luxusné auta parkovacieho asistenta, systémy pre Citanie
dopravnych znaciek, udrziavanie jazdné¢ho pruhu a vzdialenosti od auta pred sebou
a mnohé iné technické ,,zazraky*. RieSenie tychto systémov, je zalozené na $tatistike,

resp. su to napevno programované instrukcie. To ale znamena, Ze systémy sa neucia.

V tejto diplomovej praci sa budem venovat’ vytvoreniu takého systému, ktory sa bude
schopny ucit’ a vyuzivat’ svoje znalosti na udrzanie automobilu na ceste, ¢o je obdoba
syst¢tmu pre udrziavanie jazdného pruhu. Nésledne budem tento systém

zdokonal’ovat’.

V procese ucenia pouzijem metddu ucenia posililovanim, ktora vracia odmenu za
vykonant akciu a jej principom je maximalizovat’ tito odmenu. Aby som vsak dobu
potrebnu na uéenie skratil, vyuzijem techniku, ktori som nazval faktor skreslenia. Tu
neskor nahradim neurénovou sietou pre schopnost’ interpolacie. A na koniec celu tato
architektru zoptimalizujem, ¢im dostaneme efektivny systém s postacujucimi
schopnostami na udrzanie automobilu na ceste. Takyto systém budem v tejto praci
nazyvat’ slovom agent. Aj ked’ ide len o virtualneho agenta, resp. automobil, mnou
navrhnuty systém by mal byt’ schopny ovladat’ aj skuto¢ného robota, ak by dostal na

vstup obraz z jeho kamery.

Podobny systém sa snazili vyvinut uz vroku 1989 v projekte ALVINN
(POMERLEAU, 1989), no nakoniec bol pozastaveny. ALVINN vyuzival neurénova
siet’, kde na vstup dostaval obraz z kamery a vystupom bola akcia otoc¢enia volantom
do vybraného smeru. Rychlost’ auta urcoval ¢lovek. ALVINN vyuzival na ucenie
metddu ucenia s ucitel'om, kde sledoval spravanie ¢loveka riadiaceho automobil. Mgj
systém s u¢enim posililovanim je na hranici medzi ucenim s ucitel'om a bez neho, ako
si neskor ukazeme. Nakoniec, uc¢enie posiliiovanim stvisi viac s biologickym uéenim

sa l'udi, ovladat’ napriklad svoju motoriku, ako ucenie s ucitelom.
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2 Ucenie posiliiovanim

Ucenie posiliovanim [reinforcement learning] (RL), zname aj ako uéenie pomocou
odmeny a trestu, je skupina metod strojového ucenia zaloZena na vracani odmeny.
Pokojne by sme ho mohli tiez nazvat cielovo-orientované ucenie pomocou z
interakcie. Ako dojcata sme sa ucili pohybovat’ koncatinami a zaroven sme dostavali
spatna védzbu jednak v podobe vizualnych signalov (Cize cez zrak) a jednak v podobe
hmatovych signalov pri dotyku s nejakym predmetom. Pri dotyku sme videli, ako
reaguje, napriklad v lopticka sa posunula smerom udanym nasim pohybom koncatiny.
Takze na zéklade tychto interakcii s okolitym svetom sme sa naucili koordinovat’

nielen naSe pohyby, ale aj spravanie a v§etko s nami spojené.

Existuje vela problémov, ktoré sa daji rieSit pomocou RL, napriklad pohyb
v bludisku, balansovanie s pali¢kou a iné. No napriek tomu nebola este vytvorena taka
verzia, ktora by bola schopna riesit’ vSetky problémy bez dodatocnych tprav. Jednou
z mnoznych oblasti, kde mozno ucinne testovat’ a vylepSovat RL su urcite hry,
pretoze vécsina z nich su cielovo-orientované sekvenéné rozhodovacie problémy, kde

kazdé rozhodnutie m6ze mat’ dlhotrvajuci efekt (Szita, 2007).

Zakladnym principom RL je maximalizovat" odmenu, resp. odpoved’ z prostredia, v
ktorom sme aplikovali akciu. Agent vsak nevie, aka je maximalna mozna odmena, ¢o
v podstate znamend, Ze aj po tom, ako agent dosiahne maximum, skusa dalSie
moznosti. Mozno teda povedat, Ze agent ziskava sklisenosti a zist'uje, aké maxima
moze v ktorej situacii dosiahnut’. Ked’Ze agentovi nikto presne nepovie, ktora vol'ba

je spravna, spadé RL do kategorie ucenia bez ucitela".

V skuto¢nom svete sme zaplavovani velkym mnoZstvom informadcii (signalov),
s ktorymi sa musi nd§ mozog vysporiadat, najCastejSie odfiltrovanim zbytocnych

vstupnych signalov. Podobne agent moze Celit’ takejto zaplave, ak ide 0 komplexny

! Znaly &itatel’ by mohol namietat, e RL patri do skupiny ucenia s u¢itefom a mal by tieZ pravdu.
Vsetko totiz zavisi na definicii ucitela. V nasSom pripade je ucitel' nieCo alebo niekto, kto agentovi
presne povie aku akciu mal vykonat a teda v tomto zmysle RL nema ucitel’a.
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svet, v ktorom sa pohybuje. Ulohou agenta je teda zachytit’ tie najdoleZitejsie aspekty
prostredia, ktorému celi, vytvorit’ z nich stav okolit¢ho prostredia, vyhodnotit’ tento
stav a nasledne vykonat prislusné ukony, aby dosiahol svoj ciel. Agent teda musi byt
schopny, do urcitej miery, ovplyvnit’ svoje okolie a ukony, ktoré vykonava, sluzia na
dosiahnutie Ciastkovych cielov, na konci ktorych sa nachddza primarny ciel. Tiez
mozno povedat, Ze sa agent musi rozhodovat' aj v neistom prostredi, teda jeho

rozhodnutie je zaloZené na ¢iastkovych informdaciach.

Spomenul som, ze agent ziskava skusenosti, z ktorych neskor tazi pri rozhodovani.
Ziskavanie skusenosti pozname aj z realneho sveta. Pokial’ ¢lovek celi celkom novej
udalosti, neméze sa rozhodnut’ na zéklade predchadzajucich skusenosti. V tej chvili
zacina proces skimania a Clovek ziskava prvé skusenosti S danym javom, ktoré
vyuzije, ked’ sa s nim opidtovne stretne. Podobne ako umely agent nevie ¢i vybrana
vol'ba, resp. akcia, docieli maximalnu odmenu, ani ¢lovek nevie, ¢i to ¢o dosiahol je
to najlepSie, ¢o mohol dosiahnut’ a ¢i nie je lepSie skusit’ inu volbu. Ide teda o
kompromis medzi skumanim [exploration] nového a vyuzZivanim [exploitation]
poznaného, o je najjasnejsi rozdiel oproti uceniu s ucitelom, ktory tento kompromis

nepozna, pretoze ucitel’ vzdy ziakovi povie ¢o mal urobit’.

Dalsim aspektom RL je, Ze sa na problém pozera ako na celok a nerozbija ho na
mensie Casti. Samozrejme, mohli by sme namietat’ na efektivnost’ rozhodovacieho
procesu, ked’Ze mnohokrit je naozaj lepSie arychlejSie rozdelit' si problém na
podproblémy a nasledne ich jednotlivo vyrieSit. Toto nam vSak nezaruduje, Ze
povodny problém bude vobec vyrieSeny aze bude vyrieSeny najlepSie mozne.
Jednotlivé rieSenie si totiz moéZzu navzajom odporovat, atym sa celé rieSenie stava

bezpredmetnym.

Zial komplexnost niektorych problémov nas niti rozdelit ich na mensie
podproblémy. Zoberme si priklad s telefonovanim pocas Soférovania auta. VSetci
vieme, Ze je zakdzané telefonovat’ pri riadeni motorového vozidla bez pouzitia hands-
free sady. Mohlo by sa zdat, Ze je to postaCujuca podmienka pre bezpecné
Soférovanie, ale nie je to mu tak. Problémom je, ze ¢lovek nedokaze zamerat’ svoju
pozornost na dve ¢innosti naraz. V podstate musi prepinat’ medzi plnohodnotnym

vedenim rozhovoru po telefone a Soférovanim. Ked’ sa na to pozrieme z globalneho
13



hl'adiska, ¢lovek rozdelil problém Soférovania s telefonovanim na dva podproblémy,
ktoré spolu nestvisia a aktivne prepina medzi nimi. Mozno povedat’, Ze ak by sme
tento problém nerozdelili, ispesné rieSenie by nikdy nebolo dosiahnuté. Preto v tomto
pripade by agent mal mat’ dva subsystémy, kde kazdy z nich by sa zaoberal iba jednou
¢innost'ou. Ak sa pozrieme na funk¢nt stavbu mozgu ¢loveka, najdeme v nej oblasti,
Specializujuce sa na porozumenie re¢i (Wernickeho oblast’), generovanie reci
(Brockova oblast’), priestorova orientacia (hypokampus) ainé, ktoré su v podstate
akymisi samostatnymi subsystémami na vykondvanie danej Cinnosti, o presne
zodpovedd predchadzajucej vete. Samozrejme, v skutocnom mozgu je to

komplikovanejSie, ale princip je rovnaky.

2.1 Elementy ucenia posiliiovanim
Aby autondmny agent s implementovanym RL mohol interagovat’ s prostredim, musi
jeho model obsahovat' nasledujice elementy: stratégiu, funkciu odmeny, funkciu

hodnotenia a popripade aj model prostredia.

Stratégia [policy] uruje spravanie agenta na zaklade vnimanych signalov, resp.
mapuje stavy prostredia na akcie. Takouto stratégiou modze byt napriklad
vyhladavacia tabul’ka, kde v jednom stipci st stavy a v druhom akcie, ktoré sa maju
vykonat,, ak je pritomny stav v danom riadku ako je akcia. Samozrejme, st mozné aj
iné, komplexnejSie, implementacie takejto stratégie zaloZené na netrividlnych
vypoctoch a inych metddach, ako st napriklad neuronové siete. Stratégia je jadrom
RL v takom zmysle, Ze na urenie spravania agenta sta¢i len ona sama. VO

vSeobecnosti by mala byt stratégia stochasticka (Sutton a Barto, 1998).

Funkcia odmeny [reward function] mapuje stav prostredia na &islo, ktoré vyjadruje
zelatelnost’ stavu. Cim je ¢&islo vysSie, tym vaési bol zamer dosiahnut’ dany stav.
V podstate hovori agentovi, ktora akcia je zla a ktora dobra, resp. lepSia, nieCo ako
bolest” a slast’ u I'udi. Nesmie byt ovplyvnite'nd agentom, ale mala by ovplyviiovat
spravanie agenta, ¢ize jeho stratégiu tak, aby odmena za vykonanu akciu bola ¢o
najvysSia. Teda v pripade malej odmeny agent zmeni svoje spravanie tak, aby
v buducnosti, ked’ bude ¢elit’ rovnakému ¢i podobnému stavu, konal inak, s cielom

zvysit odmenu. Podobne ako stratégia, aj funkcia odmeny by mala byt’ stochasticka.
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Funkcia hodnoty [value function] sa od funkcie odmeny lisi tym, ze funkcia odmeny
zodpoveda okamzitej odpovedi prostredia, zatial' ¢o funkcia hodnoty definuje ¢o je
dobré v dlhodobom meradle. Zameriava sa na nasledujice stavy (aktualny stav
vynimajuc), ktoré by mohli vzniknit’ a odmeny, ktoré za tieto stavy dostane. Zoberme
si priklad, kedy stav v ¢ase t+1 dosiahne vel'mi vysoku odmenu iba v pripade ak stav
v Case t dosiahne vel'mi malu. Pokial’ by sa agent riadil iba funkciou odmeny, snazil
by sa maximalizovat’ odmenu v ¢ase t aj za cenu nizSieho celkového suctu odmien za
stavy t at+l. Naopak, pokial by vyuzil popisani znalost, dokazal by napriek

docasnému ,,poklesu‘ dosiahnut’ vyssi stcet za odmeny.

Aj ked’ st odmeny primarne a hodnoty sekundérne, pretoze bez odmien by neboli
hodnoty, akcie vykondvané agentom st zaloZené prave na postdeni hodnot, ¢im sa
docieli maximalizacia sti¢tu odmien za dlhsiu dobu. Zatial ¢o odmena je priamou
odpoved’ou prostredia, hodnoty musia byt odhadované a prehodnocované na zaklade
pozorovania agenta po celi dobu jeho ¢innosti. A preto st metddy na odhadovanie

hodndt najdolezitejSim komponentom algoritmov RL.

Poslednym elementom niektorych systémov je model prostredia, ktory imituje
spravanie prostredia, vd’aka comu mozeme predpovedat’ na zaklade aktualneho stavu
a akcie ktora sa vykona nasledujiicu odmenu a stav, ktory dostaneme. Modely sluzia
na planovanie, ¢o znamena posudenie moznych buducich situécii na zaklade

vykonanych akcii, bez toho aby sa skuto¢né prostredie zmenilo.

2.2 Hodnotenie pomocou spiitnej vizby

Ako som uz spomenul, najddlezitejSou Crtou, ktora rozlisuje RL od inych typov
ucenia je to, ze hodnoti, pomocou odmeny, dané akcie namiesto toho, aby oznacil ta
spravnu, ¢o vytvara potrebu pre aktivne skiimanie, resp. explicitné hl'adanie dobrého
konania typu pokus-omyl. Tiez som spomenul, Ze hodnotenie pomocou spétnej vazby,
tj. odmeny, popisuje nakol’ko dobra je dana akcia, ale nie ¢i je najlepSia alebo

najhorsia moznd. Neskor popiSem, ako sa tdto odmena vypocitava.
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2.3 Metody pre odhad hodnoty akcie
V nasledujucich kapitolach sa budeme blizSie venovat metodam, ako odhadnat
hodnotu akcii aako na zaklade tychto odhadov vybrat' akciu. Na to si musime

definovat’ vyznam jednotlivych zapisov:

Q" (a) = oznacenie Skuto¢nej hodnoty akcie a

Q;(a) = odhadovana hodnota akcie a vykonanej v ¢ase t

Ak skuto¢nou hodnotou akcie je strednd hodnota dosiahnutych odmien, potom je
prirodzené¢ odhadovat’ tato hodnotu ako priemer dosiahnutych odmien. Inak
povedané, ak v hre sporadovym ¢islom t je vybrana akcia a k,—krat a dosiahnuté

odmeny st 1y, 73,13, ..., 7y, » potom odhadovana hodnota akcie bude

r1+r2+r3+---+rka

Qi(a) = X

Takyto vypocet odhadu sa nazyva metdda priemeru vzorky [Sample-average method],
ale nejde o jedinu, ani najleps$iu mozntt metodu odhadu. V pripade ak k, = 0 potom
Q;(a) nahradime predvolenou hodnotou, napriklad Qy(a) = 0. Pre k, — oo, Q,(a)
konverguje ku Q*(a).

Po odhade hodnoty akcie nasleduje vyber akcie, ktora agent vykona. Najjednoduchsie
bude vybrat' taka akciu, ktorda ma maximalnu odhadovani hodnotu, resp. v hre t
vyberieme greedy akciu a*, pre ktoru plati Q.(a*) = max,Q.(a). Pri tejto metode sa
vSak vobec nezist'uje, ¢i nahodou nie je in4 akcia lepSia. Preto je lepSie z Casu na cas,
s pravdepodobnostou €, urobit’ ndhodny vyber, nezavisly na odhade hodnot akcii.

Metddy, ktoré sa takto spravaju, nazyvame e-greedy metody.

2.4 Nestacionarne problémy

Ak prostredie vracia pre rovnaké akcie stale tie ist¢ odmeny, patri do skupiny
stacionarnych [stationary] RL problémov. Ak sa tieto odmeny menia s ¢asom, ide
0 nestaciondrne problémy a v takychto pripadoch je lepSie ovéahovat najnovSie

odmeny viac ako tie starSie. Jednym z najpopularnejsich spésobov ako to urobit’, je
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pouzit' konStantni rychlost’ ucenia. Pravidlo inkrementédlnej aktualizacie Q, pre

k minulych odmien by tak bolo:

Qr+1 = Qi + a[r41 — Qkl

kde 0 < a <1 aje konstantné. Toto vedie K tomu, ze Q) je vazenym priemerom

minulych odmien a pociatoéného odhadu Q,:
Qk = Qr-1+ @ [Thy1 — Qp—1]

= an + (1 —a) Q-1

= an + (1 —aan_; + (1 —a)? Qr_;

=an,+(Q-aar_+(A—a)?ar_, + -+ A —a)Tar +(1-a)Q,

k
= (1—-a)Qy + a(l—a)in
2

Je zrejmé, Ze vaha a(1 — a)*~! dana odmene 7; zavisi od poétu predoslych odmien,
k-i. Hodnota (1 — a) je mensSia ako 1, takze sa exponencidlne znizuje sila akou sa
podiel’a tito odmena r; na odhade nasledujucej odmeny. Preto sa tdto metdda nazyva

priemer s exponencialnym zabudanim [exponential, recency-weighted average].

2.5 Optimistické pociato¢né hodnoty

Vsetky metody, ktoré som doteraz opisoval st do urcitej miery zavislé na
pociatoénych odhadoch hodnoty akcie, Qy(a). Pri metode priemeru vzorky zanikne
tato pociato¢na hodnota hned’, ako st vsetky akcie aspon raz vybrané. Pre metody
s konStantnou a je vSak tato hodnota permanentnd, aj ked’ sa jej sila oslabuje s Casom.
V praxi to nie je problém, dokonca to mdZe byt uzitocné. Nevyhodou je, ze ich bud’
vynulujeme alebo budeme od pouzivatel'a pozadovat ich nastavenie. Svetlou strankou

veci je, ze takto mozeme vlozit’ zakladné znalosti o ocakdvanych odmenach.

Inou moZnostou je vyuzit' pociatocné hodnoty na posilnenie procesu skumania.
Predstavme si, Ze priemerné hodnoty odmeny dosahuji rozpitie (0,1), potom

nastavenie pociato¢nej hodnoty na Qy(a) = 5 docieli vybranie akcie a, pretoze ak
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hodnoty zvySnych akcii su menSie, je tato akcia greedy akciou a bude vybrana. Ked'ze
este nebola predtym vybrana, nemozno jej odhad povazovat’ za znalost’, resp. vyuZitie
znalosti, tym padom ide 0 skimanie. Této technika na posilnenie skiimania sa nazyva

optimistické pociatocné hodnoty.

1005 9
optimisticky, greedy
80% Qy=5.€=0
il e
%Y 65 = Mﬁfﬂ::}?, g- greedy
Optimaélna Qy=0. e=0.1
akcia  40%+
205 + I
0% =7 T T T T 1
0 200 400 600 200 1000

Hier

Graf 1: Konvergencia odhadov ku Q(a*) s rozdielnymi pociatocnymi hodnotami. Je
vidiet, Ze metoda s pociatocnym nastavenim vSetkych odhadov na Q, = 5 konverguje

rychlejsie ku Q(a*) (Sutton a Barto, 1998).

2.6 Porovnavacie metody ucenia posiliiovanim

100%
reinforcement
204 comparison
e-greedy
o 60% = e=0.1, x=10.1
Optimal
action  40%
e-greedy
e - e=0.1, a=1/k
0% = T T T T 1
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Plays

Graf 2: Porovnanie efektivnosti porovndvacich metod ucenia posiliiovanim S

predoslymi metédami (Sutton a Barto, 1998).

Intuitivne by sa mohlo zdat, Ze akcie, ktorych odmena je vysoka by sa mali CastejSie
opakovat’ ako tie, ktorych odmena je nizka. Na zaklade ¢oho vSak mozno povedat’, ze
odmena je vysoka alebo nizka? Ocividne potrebujeme nejaktl kI"aicova hodnotu, na
zaklade ktorej by bolo spominané porovnavanie mozné, tzV. referencnu odmenu. Je

prirodzené dosadit’ za fiu priemer dosiahnutych predoSlych odmien a stanovit’, ze ak
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odmena za akciu aje vysSia ako referenéna odmena, potom je odmena vysoka,
Vv opa¢nom pripade nizka. Metddy ucenia zalozené na tejto myslienke sa nazyvaja
porovnavacie metody ucenia posiliiovanim [reinforcement comparison methods] a st

nickedy efektivnejSie ako metddy typu akcia-hodnota.

Porovnévacie metoédy ucenia posiliiovanim prevazne neudrzuji odhady hodnot akeit,
ale len celkovu uroven odmeny, udrziavaji si len hodnoty preferencii jednotlivych
akcii. Takuto preferenciu pre akciu a Vv ¢ase t oznacujeme p,(a). Tieto preferencie
mozu byt pouzité na zistenie pravdepodobnosti vyberu akcie pouzitim softmaxového

vtahu:

ept(a)

a)=Pria, = a} = —=————
T[t( ) { t } 2221 ept(b)

kde m,(a) vyjadruje pravdepodobnost’ vybrania akcie a v hre s poradovym ¢islom t.
Myslienka porovnavania je pouzita pri aktualizacii preferencie jednotlivych akcii. Po
kazdej hre t je k preferencii p,(a,) vybranej akcie a, priratany rozdiel odmeny r;

a referen¢nej odmeny 7,:

pe+1(ar) = pe(ay) + Blry — 7]

kde S je pozitivna rychlost’ ucenia. Tato rovnica zabezpeéi, ze vysoké odmeny zvysia
svoju pravdepodobnost’ opédtovného vybrania, zatial ¢o nizke odmeny zniZia svoju

pravdepodobnost’.
Referenéna odmena sa meni s ¢asom nasledovne:
T =T + alry — 7]

kde a, 0 < a < 1, je tiez rychlost’ ucenia. Pociato¢na hodnota ry moze byt nastavena
I'ubovolne. Pociato¢né hodnoty preferencii je lepSie nastavit na nulu. Pouzitie
rychlosti ucenia je znakom nestacionarnych sa problémov, no tento problém je vo
svojej podstate stacionarny. Je to vSak nutné z dovodu zmien distribicie odmien, za

ktoré moze zlepSovanie vyberu akcii.
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3 Problém ucenia posiliiovanim

Az do tejto chvile som pouzival slovo problém Vv spojeni s RL bez toho aby som ho

jasnejsie vysvetlil. V tejto kapitole sa teda budem venovat prave jemu.

3.1 Rozhranie agent-prostredie

Ten kto sa uéi arozhoduje o nasledujucich akciach sa nazyva agent. To s ¢im
interaguje, zahfnajuc vSetko okolo agenta, sa nazyva prostredie. Navzajom interaguju
kontinualne tym, Zze agent vyberd akcie a prostredie vracia agentovi novu situéciu,
stav. Prostredie taktiez dava odmeny, $pecialne ¢iselné hodnoty, ktoré sa agent snazi
maximalizovat’ pocas zivota. Kompletna Specifikacia prostredia definuje t/ohu, jednu

inStanciu problému ucenia posiliiovanim.

Interakcia medzi agentom a prostredim prebieha v diskrétnych krokch, t=0, 1, 2,...,
pricom V kazdom kroku, agent dostava reprezentaciu stavu prostredia, s; € §, kde §
je mnozina moznych stavov, a na zaklade tohto stavu vybera akciu, a; € A(s;), kde
A(s;) je mnozina moznych akcii v stave s;. V d'alSom kroku dostane agent ¢iselnu

odmenu, 1,41 € R, a prejde do nového stavu s; 1.

Tt L T
i odmena
akcia .
‘ Agent == Prostredie
t
stav
St l St+1

Obrdazok 1: Interakcia agenta a prostredia v RL

V kazdom kroku agent prirad’'uje stavy prostredia do pravdepodobnosti vybrania
jednotlivych moznych akcii. Toto prirad’ovanie sa vola stratégia agenta a oznacuje sa
ako m;, kde m, (s, a) je pravdepodobnost’ Ze a; = a ak s, = s. RL metody S$pecifikuju,
ako agent meni svoju stratégiu vzhl'adom na ziskavané skusenosti. Ulohou agenta je

teda dosiahnut’ maximalnu sumu odmien pocas behu.
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Na zamyslenie zostava otazka, ¢i je agent s uplnou znalostou o prostredi schopny
vyriesit’ akykol'vek problém v tomto prostredi. Sutton a Barto (1998) tvrdia, Ze nie
a demonstruju to na Rubikovej kocke, kde ako tvrdia mame znalost' o tom, ako to
funguje ale nevieme ju spravne poskladat. Dovolim si tvrdit, Ze uplna znalost
prostredia nam zaruCuje vyrieSenie problému v tomto prostredi, pretoze ak mam
znalost’, ako funguje napriklad Rubikova kocka, tak musim aj poznat’ taktiku, akou
tuto kocku spravne poskladat’ (ak tato taktika existuje). Inak nemozno hovorit

0 uplnej znalosti prostredia.

3.2 Ciele a odmeny

Vieme uz, ze RL je cielovo-orientované ucenie sa. Tiez som spomenul odmeny
z prostredia, na zaklade ktorych agent vie, nakolko dobra (spravna) bola jeho
posledna akcia, resp. v pri funkcii hodnoty, nakolko dobre si doteraz pocinal

S rieSenim problému. Ako vSak vypocitat’ hodnotu odmeny?

Aby agent dosiahol svoj ciel, musi odmena zodpovedat’ ciel'u, resp. dosiahnutej
urovni ciela. Ak by sme si zobrali priklad zo Soférovania po ceste, odmenou by mohlo
byt ¢islo od 0 do 100, kde 0 by znamenala, ze agent je mimo cesty a 100, Ze agent je
v strede cesty. Ked’Ze motivaciou agenta je maximalizovat odmenu, snazil by sa

udrziavat’ auto v strede cesty, €o je V tomto pripade optimélne rieSenie.

Akousi nadstavbou Soférovania by mohla byt snaha o dosiahnutie ¢asového rekordu
na uzavretej trati. Agent by dostaval priebezné hodnoty 1 alebo 0 za to, ¢i sa nachadza
na ceste alebo nie a na konci okruhu by dostal bodové ohodnotenie svojho Casu, kde
1000 bodov by bolo za ¢as 1 sekunda (¢o je nedosiahnutel'ny ¢as) a pocet bodov by
klesal s pribidanim sekiind vo vyslednom case. Keby sme agentovi nedavali
priebezni odmenu, skratil by si cestu po trati prechodom cez travnik. Taktiez
nemdézeme hodnotit’ poziciu auta vzhl'adom na stred cesty, pretoze najrychlejsia

trajektoria nemusi byt’ vZdy ta najkratSia.

V realnom svete je v pripade biologického agenta vypocet odmeny lokalizovany v
jeho mozgu (resp. v riadiacom organe). Cast mozgu vyhodnocuje aktudlny stav

a predava odmenu, napriklad vo forme dopaminu, d’alej do inych casti mozgu.
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V naSej simulacii bude odmena vyratavana prostredim a doddvana spolu s snovym

stavovym signalom.

3.3 Zisk a zrazky

Snahou agenta je maximalizovat’ sumu odmien, tzv. zisk [return]. Ked’Ze vSak agent
nevie pocas svojho zivota, aky zisk presne dosiahne, hovorime o ocakdvanom zisku.
Ak rozdelime Cas na menSie casové kroky [time steps], potom ocakavany zisk

zapisujeme ako:
:Rt =Tt41 + Ti42 + T 43 + ...+ rr

aje to suma ocakavanych odmien v nasledujicich ¢asovych krokoch po ¢asovom
kroku t. T je posledny krok v ¢ase. Tato rovnica by bola spravna, resp. vypocitatelna,

ak by T # oo.

Ak mozno interakciu agenta s prostredim rozdelit’ na mensSie Casti, resp. sekvencie,
potom hovorime o epizodach. Kazda epizdéda ma koneény pocet ¢asovych krokov, s
jedinym koncovym stavom (posledny stav k ¢ase T'), teda predchadzajtica rovnica tu
ma zmysel. Zaroven kazdy ¢asovy krok ma svoj stav, kde mnozina vsetkych stavov
okrem koncového sa oznaCuje ako S a s koncovym stavom S*. Ked skonéi epizdda,
vynulujt sa vietky dosiahnuté hodnoty, ako napriklad funkcia hodnoty a iné. Ulohy

Vv jednotlivych epizdédach nazyvame epizodické uilohy.

Ak v8ak nemozno rozdelit’ interakciu na Casti, napriklad agent bude vykonavat’ svoju
¢innost’ az do konca svojho ,Zivota“, potom hovorime o pokracujucich ulohdch
[continuing tasks], kde T = . Hodnota R, by vtomto pripade mohla dosiahnut
nekonecno, ¢o nie je prave vhodna hodnota. V takomto pripade je nutné upravit
vypocet R, tak, ze priddme parameter kvantifikujuci mieru zohladnenia budicich

odmien [discount rate] y, kde 0 <y < 1:

(o]

R, =Tinq + VTiso + Vorias + . = ky.

t t+1 T V142 T V143 Y Titk+1
k=0
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Ak y < 1, potom tato rovnica vracia kone¢nti hodnotu. Z tejto rovnice je tiez zrejmé,
ze ak y = 0, potom agent maximalizuje funkciu odmeny, ¢ize okamziti odmenu, a to,

ako sme uz spomenuli, nemusi viest’ k najvysSiemu zisku.

3.4 Markovovska vlastnost’ a stavovy signal

Predstavme si agenta, ktorého tlohou je balansovat s palickou tak, aby nepadla na
zem. Co taky agent potrebuje, aby splnil svoj ciel'? Potrebuje aktualny stav prostredia
a na zaklade neho vykonat’ spravne rozhodnutie. AZ doteraz sme sa nezaoberali tym,
ako mé vyzerat' stavovy signal, ktory popisuje prostredie, resp. jeho stav. Prirodzene
nam napadne, Ze stavovy signal by mal obsahovat' vSetky potrebné a agentovi
dostupné informacie na opisanie aktualneho stavu. Slovo potrebné sme zvyraznili
z toho dovodu, ze na rozdiel od svojho biologického modelu, Standardny RL
nedokéze filtrovat’” vstupné (senzorické) tidaje. Tym padom treba ru¢ne navrhnut,
ktoré udaje su a ktoré nie su potrebné. Taktiez slovo dostupné tidaje nie je zbytocné.
Pri hrani kariet ma agent k dispozicii tidaje o kartach ktoré ma na ruke, ale nema
informéciu o tom, ktora karta bude nasledujuca, aj ked’ tdto informécie je pritomna

Vv prostredi, ale je nedostupna.

Stavovy signal nemusi vzdy popisovat’ len aktualne prostredie, moéze mat’ formu
predspracovanej (nejakym inym systémom) informacie, napriklad 360° pohl'ad sa da
urobit’ jedine zozbieranim senzorickych tdajov behom c¢asového useku, za ktory sa
agent oto¢i o 360°. Napriek tomu, Ze senzorickda informacia by bola vo forme
obrazku, popisujuci Cast’ prostredia, stavovy signal bude obsahovat’ kompletny obraz

okolia.

Idedlny stavovy signal je taky, ktory vhodne sumarizuje predoslé senzorické
informdcie tak, aby podstatné informacie zostali zachované, ¢o vSak uz z definicie
vyzaduje viac ako len okamzity senzoricky vstup, ale v najhorSom pripade kompletnu
historiu senzorickych informécii. Pri balansovani s paliCkou ndm teda staci smer,

ktorym palicka pada a uhol voci zvislej polohe, pod ktorym je aktudlne natocena.
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Takyto signal sa nazyva Markovovsky (Sutton aBarto, 1989), resp. majuci
Markovovskti ~ vlastnost,  ktora sadefinuje pomocou uplnej distribacie

pravdepodobnosti nasledovne:
Pr{siy1 =5 ,141 = 7| S, a¢}

pre vietky s ,7,s;,a,. Za normalnych okolnosti vietky predchadzajuce kroky

ovplyviiuju nasledujice a preto mozno napisat’
Pr{siy1 = 5,741 = 7| St, 74, Qe St—1,Te—1, Qe —1, 11, S0, Ao}

pre vietky s,7,5,,7;, Qs Se—1,Te—1, Qe—1, - T1, S0, Ag- Ak je teda stavovy signal
Markovovsky, potom sa predchadzajuce dve distribucie musia rovnat.
Predchadzajuce dve rovnice st platné len pre pripad konecného poctu stavov
a odmien, v opacnom pripade by sme museli pouzivat’ integraly, ale pre tato pracu to
nie je nutné. Takze takyto signal plne postacuje na vyber nasledujicich akcii. Aj
napriek tomu, Ze stavy nie si Markovovské, je vyhodné ratat’ s nimi ako keby boli,

resp. povedat’, ze sa priblizuji k ideadlnym stavom.

3.5 Markovov rozhodovaci proces

Markovov rozhodovaci proces (MDP) je oznaéenie takych uloh v RL, ktoré spiiiaj
Markovovsk vlastnost’, ¢ize nasledujuca akcia (a;;1) a stav (s;,1) V Case t nezavisia
od predchadzajtcich akcii, stavov a odmien. Ak je mnozina stavov a akcii konecna,

potom ide 0 kone¢ny Markovovsky rozhodovaci proces (Sutton a Barto, 1989).

Pravdepodobnost’ vyskytu nasledujiceho stavu s' za si¢asného stavu s a naslednej
vykonanej akcii a, oznaCovana ako prechodové pravdepodobnosti [transition

probabilities], je:
Por = Pri{s = s|s, =s,a, =a}

Podobne vyzera aj rovnica pre o¢ak4vanll hodnotu nasledujucej odmeny ak pozname

s, a a tiez nasledujuci stav s :

Ry =E{riyilsc=s,a, =a,5.41 =5}
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Tieto dve rovnice kompletne popisuju dolezité aspekty dynamiky kon¢eného MDP.

3.6 Funkcie hodnoty

Popisal som funkciu hodnoty, ako jeden zelementov RL, no doteraz nebolo
spomenuté ako sa vypocita. Funkcia hodnoty vyjadruje nakolko dobry je aktudlny
stav, resp. nakolko dobrd je akcia v aktudlnom stave, Co sa tyka buducich
dosahovanych odmien. Ked’ze funkcia hodnoty vypocitava hodnoty nasledujicich
stavov zo stavu s, je logické, ze bude zalezat’ na stratégii, m. Stratégia prirad’uje stavy
s na akcie a, ¢o zapisujeme ako 7 (s, a). Potom sa funkcia hodnoty aktualneho stavu,

V7, pre stratégiu 1, poéntc stavom s, zapisuje ako V7 (s) a vypocitava sa nasledovne:

V*(s) = Ex{R;|s, = s} = E; {Z )’krt+k+1 |s; = 5}
k=0

V™ sa tiez nazyva aj funkcia hodnoty stavu pre stratégiu m [state-value function for
policy m]. E, oznaCuje oCakavani hodnotu, ak agent nasleduje stratégiu m, kde t je
Iubovolny ¢asovy krok.

Podobne sa vypocita aj funkcia hodnoty v stave s pre akciu a pri stratégii m:

[o¢]

Q"(s,a) = Ex{R¢|s; =s,a, =a} = En{ Viriksilse =sa, =a
k=0

Q™ sa nazyva funkcia hodnoty akcie pre stratégiu m [action-value function for policy

).

Podstatnou vlastnostou funkcii hodn6t v RL a dynamickom programovani je, ze
splhaji Giastoéné rekurzivne vztahy, ¢o znamena Ze pre l'ubovolni stratégiu m a stav

s mozno funkciu hodnoty pre stratégiu 7 v stave s zapisat’ nasledovnom tvare:

VT(s) = Ex{R¢|s; = s}

= E; {z Vkrt+k+1 |s, = S}

k=0
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= E; {rH-l + Yz Y Ttk ISe = 5}
77(5 a) Z s TYEq {z Vkrt+k+2 St+1 = 5’}]
k=0

> s, a)Z?;zf [REy +yV™(s)]
a S

Tato rovnica je Bellmanovou rovnicou funkcie hodnoty stavu pre stratégiu m

a vyjadruje vztah aktudlneho stavu s a jeho nasledovnikov.

3.7 Optimalne funkcie hodnoty

Vieme uz, ze podstatou RL je maximalizovat’ funkciu hodnoty, ktora je ovplyvnena
vykonanim vybranych akcii v nasledujicich stavoch. Vyber akcie ma za ulohu
stratégia, no nie kazda stratégia vedie k maximalnemu zisku. Potom musi existovat’

taka stratégia m, ktorej funkcia hodnoty je vécsia alebo rovna ako l'ubovolna ina
stratégia T zo zvy$nych politik, o zapisujeme ako V™ (s) = V™ (s), pre vietky s €
S. Stratégia 7 je lepsia alebo rovnaka ako stratégia 7 , prave vtedy ak plati V7 (s) =

V'™ (s). Vo vSeobecnosti plati, Ze existuje najmenej jedna stratégia lepSia alebo rovna
ako zvy$né stratégie a ti nazyvame optimdlna stratégia, ktorl, resp. ktoré v pripade
ak je ich viac, oznac¢ujeme ako m*. VSetky optimalne stratégie maju rovnaka funkciu

hodnoty, tzv. optimalnu funkciu hodnoty stavu, oznacovanu ako V*:

V*(s) = maxV"(s), SES
V[

Podobne je to aj s optimalnou funkciou hodnoty akcie:

Q*(s,a) = maxQ"(s,a), SES,a€EA
Vs

KedZe vyber akcii a v stave s sa riadi optimalnou stratégiou a funkcia (s,a) nam

vrati o¢akdvany zisk, potom mozno zapisat’:

Q*(s,a) = E{ry41 + vV (Sp41)|5: = s,a, = a}
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Napriek tomu, ze sme si definovali pojmy optimalnosti funkcie hodnoty a optimalnej
stratégie, su tieto v skutocnosti velmi tazko dosiahnutel'né, ak vobec. Velkym
obmedzenim je vypoctova a pamétova narocnost’, o sa najviac zvyraziuje pri pouziti
interného modelu prostredia. V praxi sa vsSak staci priblizit ¢o najviac k tymto

optimalnym hodnotam, resp. funkciam.

Podobne ako existuje Bellmanova rovnica funkcie hodnoty pre stratégiu m, existuje aj
Bellmanova optimalna rovnica pre V*, ktora sa vSak moéze zapisat vo forme

neobsahujuce;j stratégiu, m:

Vi(s) = Jnax, Q" (s,a)

= max E-{R;|s; = s,a; = a}
a

[ee]
— k — —
= max En*{ E Y Terk+1 Ise =s,a0 = a}
a

k=0

— k — —
= max Eq- {rH-l + VZ Y Tirks2 ISe =s,a0 = a}
k=0

= max E{rip + vV (serdlse = s,a, = a}
= max Z PL R +yV(s))]
s
Bellmanova optimalna rovnica pre Q*:
Q'(sa)=E {Tt+1 +ymaxQ*(sesr @) Ise = 5,a, = af

Z +ymaxQ” (s, a)]

Tieto vztahy vyuzijeme pri dynamickom programovani, ktoré si popiSeme neskor.
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4 Zakladné metody rieSenia

Az doteraz som sa zaoberal zakladnymi elementmi RL, ukazal som, ako sa vypocitaju
a definoval som si nové pojmy. Najviac sme sa vSak venoval funkciam hodnét,
pretoze sa V RL pouzivaji na hl'adanie dobrych politik rozhodovania najcastejSie.
V nasledujucej Casti popiSem V rychlosti tri zakladné triedy rieSenia problému ucenia

posililovanim:

e Dynamické programovanie
e Monte Carlo metody
e Ucenie na zaklade Casovych rozdielov [Temporal Difference learning] (TD

ucenie)

Kazd4 ztychto tried ma svoje pre aproti. Napriklad dynamické programovanie
zodpoveda skupine algoritmov schopnych vypocitat’ optimalnu stratégiu dokonalého
modelu prostredia ako Markovovsky rozhodovaci proces (MRP) a je matematicky
dobre rozpracované. Vyzaduje ale kompletny a presny model prostredia. Klasické
algoritmy dynamického programovanie maji svoje obmedzené vyuzitie v RL jednak
pre svoju vypocétovu naro¢nost’ ajednak preto, ze vyzaduju dokonaly model

prostredia. Napriek tomu su dolezité teoreticky.

Na rozdiel od dynamického programovania, Monte Carlo metdody nevyzaduju
kompletni znalost’ o prostredi, pretoze si zalozené na skusenostiach, ¢o v tomto

pripade znamena pouzitie priemeru z viacerych predoslych hodnot.

Podobne ako Monte Carlo metddy, aj TD ucéenie vyuZziva skusenosti na predikciu.
Rozdiel medzi nimi je v tom, ze zatial ¢o TD ucenie upravuje hodnoty priebezne,
resp. vZdy v nasledujucom ¢asovom kroku, Monte Carlo metddy robia tieto Upravy az

po skonceni epizddy.

Ak rovnica pre vypocet funkcie hodnoty stavu pre Monte Carlo metody vyzerd

nasledovne:
V(se) =V (sy) + a[R, — V(sp)]

a zaroven vieme z predchadzajucich kapitol, Ze:
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VT (s) = Ex{R¢|s; = s}
= En 9 Z Vit ISe = S}
k=0

[o/e)
— k —
=E {141 + Yz Y T2 |Se = 5}
k=0

= E {reir + vV (Se41)|se = s}

potom na zaklade toho mozno R, , sucet vSetky odmien od ¢asového kroku t, nahradit’

Tey1 + ¥V (St41), Cize dostaneme rovnicu:

V(se) =V(se) + a[riyr + ¥V (se1) — V(se)]

¢o je rovnaké ako pri dynamickom programovani. Toto je najjednoduch$ia metdda
anazyva sa TD(0). Vyjadrenie 1., + yV(s;41) — V(s;) nazyvame TD chybovostou

[TD error] alebo 7D singdlom [TD signal] a oznacuje sa ako 6;.

Kedze TD ucenie nevyzaduje model prostredia je teda vyhodnejSie ako dynamické
programovanie. Otazkou zostava ¢i je vyhodnejSie ako Monte Carlo metody, co je ale
otvorena otazka. Pri dlhsich epizodach je logickejsie pouzit’ TD ucenie, hlavne ak ide
0 kritické problémy, napriklad agent si nemo6ze dovolit’ robit’ privela chyb, preto je
lepSie ucenie za behu. Otvorenou otdzkou vSak zostava, ktord z tychto dvoch metdd

konverguje k optimalnemu rieSeniu rychlejsie. (Sutton a Barto, 1998).

4.1 On-policy a Off-policy metody

Jedinou moZnostou ako zabezpeCit, Ze sa vSetky akcie vybert je pokracovat’
Vv epizodach, resp. vo vybere akcii. Pozname dva druhy metdd, ktoré nam toto
zabezpecCia ato su on-policy a off-policy metdédy. On-policy aktivne vyhodnocuje
a vylepsSuje stratégiu , zatial’ ¢o off-policy pouziva dve stratégie, kde jednu vylepsuje

a druhou sa riadi.

Do on-policy patria, okrem iného, aj e-Soft stratégie, zalozené na metode e-greedy,
ktort sme si uz predstavili davnejsie Vv Casti 2.3. Slovo ,,s0ft“ v nazve oznacuje tie

stratégie, ktorych m(s, a) > 0. Pre naSe ucely si definujeme, Ze pravdepodobnost’ ne-
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greedy akcii bude rovna ¢ize podiel hodnoty € a poctu moznych akcii v stave s,

a ze pravdepodobnost’ vyberu greedy akcie bude 1 —¢ +® , ¢o je Vv podstate

doplnok do ¢isla 1.

€-soft stratégia vychadza z principu metédy Monte Carlo ES. Rozdiel je len v tom, ze

vybrana akcia a v stave s, m(s), nebude vzdy greedy akcia, ale moze fiou byt aj ne-

&
A ()]

greedy, s pravdepodobnostou . Takto sme eliminovali potrebu zacatia epizody

vybranou dvojicou stav-akcia.

Druhym druhom metod su off-policy metédy. Ako som uz spomenul na zaciatku,
vyuzivajii dve stratégie, m # m . Zatial &o sa epizoda vyvija pri stratégii m, tzv.
stratégia spravania [behavior policy], na zaklade odmien upravujeme druhu stratégiu,
m, tzv. stratégiu odhadu [estimation policy]. Vyhodou takéhoto rozdelenia je fakt, ze
stratégia odhadu moze byt deterministickd, zatial' o stratégia spravania moze byt

nastavena tak, aby skusila vSetky akcie.

Podmienkou pre tieto dve stratégie je, aby akcia v stratégii odhadu 7 bola vyberateI'na
s nejakou pravdepodobnostou vigsou nez nula aj v stratégii spravania 7, formélne
n(s,a) >0 => m (s,a) > 0. Ako uz bolo spomenuté, epizody sa generuju podla
stratégie . Uvazujme aplnt (4. az do konca) sekvenciu stavov, ktord nasleduje po i-
tom prvom vyskyte stavu s. Pravdepodobnost’ vyskytu tejto sekvencie pri stratégii
ozna¢me ako p;(s) a pri stratégii = ako p£ (s). Odmenu, ktora by sme ziskali pri tejto
sekvencii ozna¢me R;(s) a celkovo je takychto odmien pre tento stav, ale rozdielne i,
ng. Potom odhadovana hodnota stavu s je:

ZT'ls 4 (S) Ri (S)

l=1m
ng Pj (S)

V(s) =

Zial’ nepozname hodnoty p; (s) ani pg (s). Pozname vsak ich podiel, pretoze ak:

Tl'(S)—l

pi(se) = 1_[ ﬂ(Sk,ak)?sikskH

k=t
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potom

Ti(s)-1 Ti(s)-1
pi(s) k:i F(Sk»ak)?silék+1 _ 1_[ mt(Sk, ay)

p;(s) Hi":(i)_ln'(sk,ak)?si’;kﬂ ' m (Sg, ax)

¢o uz pozname.

4.1.2 Metéda SARSA

Prvou z metéd TD ucenia je SARSA a patri do kategérie on-policy metdd, Cize tych,
ktoré vyhodnocuju a vylepSuju tu istd stratégiu. Principom metédy SARSA je
vyhodnocovanie funkcie hodnoty akcie pre stratégiu m, ¢o je rozdiel oproti

predchéadzajtcej kapitole, kde sme brali do ivahy funkcie hodnoty stavu.

SARSA vyhodnocuje funkcie hodnoty akcie pre vSetky stavy a akcie.
V implementa¢nom ponimani by sme mali dvojrozmerné pole, kde prvy rozmer je
stav, resp. mnozina vSetkych stavov, a druhy rozmer je akcia, resp. mnozina vSetkych
akcii pre dany stav. Pociatocnd hodnota Q(s,a) sa mdze zvolit ndhodne. Potom

rovnica pre zmenu hodnoty Q(s, a) by vyzerala nasledovne:

Q(st,ar) = Q(s,ar) + afreyr +¥Q(Se41, A1) — Q(Se, ar)]

Tato zmenu vykondvame az pokym nedorazime do kone¢ného stavu. Ak by bol stav
S¢+1 koneény, potom je hodnota Q(s;,1,a;4+1) = 0. Nazov SARSA vznikol z tohto,
Ze tato rovnica vyuziva 5 premennych (S;, a;, 7i41, Se4+1, Qr4+1)- Stratégiou by mohla

byt napriklad greedy metdda, resp. e-greedy.

4.1.3 Metéda Q-ucenia

Vroku 1989 vytvoril C.J. Watkins vo svojej doktorandskej praci novi metddu
s menom Q-ucenie [Q-learning]. Na rozdiel do metody SARSA, patri Q-ucenie do
kategorie off-policy metdod. Jeho najjednoduchsou formou je jednokrokové Q- ucenie

[one-step Q-learning]:

Q(sp,ar) = Q(sp,ap) + afryg +y maaX Q(st41,a) — Q(se, ap)]
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Vyber akcie a Vv stave s, Cize stratégia, je nezavisly od @ a jediné ¢o musi dodrzat’ pre
konvergenciu k Q* je, ze sa vSetky pary (s,a) neustale upravuju, resp. ze

nezanedbava ani jeden z nich, na ¢o mozno vyuzit metédu e-greedy.

4.1.4 R-ucenie pre pokracujuce ulohy

Az doteraz sme spominali také TD metody, ktoré predpokladali, ze ulohy su
epizodické. Teraz si predstavime metodu pre neepizodickée, pokracujuce ulohy, ktora
sa nazyva R-ucCenie a patri do kategorie off-policy metdd. Kedze sa R-u¢enie pouziva
pre neepizodické ulohy, bude tilohou tejto metddy maximalizovat’ odmenu za casovy
krok. Zadefinujme si teda priemernt ocakavani odmenu za ¢asovy krok pri stratégii

ako:

= s Y e

¢o je v podstate sucet ocakavanych odmien za n Casovych krokov delené poctom
tychto krokov. V podstate z ktoréhokol'vek stavu dosiahneme rovnakd priemerna
odmenu, no zdlezi na tom, ako rychlo tato hodnotu dosiahneme, resp. urcité poradie
stavov dosiahne lepSie odmeny za kratsi ¢as a naopak. A ked’Ze je tu tato relativita

voci priemernym odmenam, upravime funkcie hodn6t nasledovne:

V()= ) Eulrenc = p"lse = )
k=1

Qﬂ(sf a) = Z Ex{risx — P ISt = s,a; = s}
k=1

Tieto rovnice nazyvame relativne hodnoty. Ked'ze ide 0 off-policy metddu, je nutné
udrZiavat’ si 2 stratégie, stratégiu spravania a stratégiu odhadu. Stratégia spravania by
mohla byt e-greedy zamerana na funkcie hodnoty. Zatial' je vSak tato metoda viac

experimentalna ako prebadana a tak k nej treba aj pristupovat’.
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4.2 Zaver

Okrem spominanych metdd existuji eSte aj dalSie, z ktorych niektoré su len
vylepSené tie metddy, ktoré som v tejto praci opisal, ako napriklad TD(A)
a SARSA(A). Na implementaciu riadenia automobilu my vsak plne postacuje metoda
SARSA(0), ktort som uz opisal.
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5 Udenie posiliiovanim Vo vysSich organizmoch
Na zaciatku tejto prace som spominal, ze RL vychadza zo svojho biologického
modelu. Doteraz som sa venoval len RL v strojom uceni. Preto v tejto kapitole

vysvetlim, ako je to v skuto¢nosti v 'udskom mozgu, resp. v mozgu cicavcov.

Asi najviac sa v suvislosti s R pri zivo¢ichoch hovori o dopamine. Dopamin je
neuromodulator, ktory vznika v hypotalame ahra doélezitd tlohu v motorickych
funkciach mozgu, pri spracovani informacii v ¢elnom laloku a pri pozornosti. Jeho
nedostatok sposobuje choroby ako Parkinsonova choroba, schizofrénia a iné

(Cummings, 1999).

Na zéaklade pozorovani sa predpoklada, ze dopamin uzko suvisi s odmenami. Tuto
tedriu podporuju experimenty s Uzivanim drog, najmé kokainu a amfetaminov, kde
tieto bud’ podporili tvorbu a nasledné uvolnenie dopaminu v mozgu a tym vyvolali
pocit $tastia, nabudenia, fascinovania z okolitych veci U testovaného subjektu, alebo
samé sa ako dopamin spravali, ¢o viedlo k rovnakej reakcii. Dal$ie experimenty sa
zamerali na stimuldciu odmien v mozgu [brain stimulation reward], kde boli u zvierat
elektricky stimulované uréité casti mozgu patriace do dopaminového okruhu
[dopamine-related circuitry], ¢o malo za nasledok uprednostiiovanie tejto formy
odmeny pred prirodzenou odmenou, napriklad z konzumécie potravy (Murray a

Shizgal, 1996).

Alternativna hypotéza pripisuje dopaminu funkciu indikacie chyba predikcie odmeny
[reward prediction error] (Schultz, 1998). Na zaklade tejto hypotézy bola v
dopaminovych neuro6noch namerana aktivita pri vyskyte odmeny v ¢ase t (obrazok 2).
Ak bola tato odmena podmienena inou udalostou, stimulom, v ¢ase t — x, napriklad
zapnutim svetla v miestnosti, presunula sa aktivita dopaminovych neurénov z €asu
vyskytu odmeny t do Casu vyskytu podmienenej akcie t — x. V pripade, ak sa
nedostavila odmena po vyskyte podmienenej akcie v Case t — x, doSlo k potlaceniu
aktivity dopaminovych neurénov v predikovanom ¢ase vyskytu odmeny, teda v Case t

(Schultz, 1997).
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Obrdazok 2: Aktivita dopaminovych neurénov (Schultz, 1997)

Ak si spomenieme na rovnicu TD signalu 7,4 + yV(s;41) — V(s;), tak prave tato
rovnica sa sprava vel'mi podobne ako sa spravaju dopaminové neurdny. Ak totiz nie je
pritomny ziaden podmieniovaci stimul, ani nie je oCakévana ziadna odmena, potom je
hodnota TD signalu rovna r,,1. AK je vSak oCakavana nejaka odmena, potom Sa
hodnota TD signalu zmeni v rovnakom smere, v akom bude odmena (kladna odmena
sposobi kladnu hodnotu TD signalu, a naopak), aj ked’ tdto odmena zatial’ neprisla, ¢o
nam zarucuje argument V(s,1). TD signal sa sprava rovnako aj v pripade, Ze odmena
bola oc¢akavana, ale nepri§la, o nam zas zaru€uje rozdiel yV(s; 1) — V(s;), pretoze

dochadza k potlageniu, resp. k znizeniu hodnoty TD signalu (Doya, 2007).

Vsetky experimenty na tito tému naznacuji, Ze dopaminové neurdny nesuvisia so
samotnou odmenou, ako skor sjej predikciou. PresnejSie, ze tieto neurdny nest

chybovy signal na predikciu buducich odmien (Montague, 1996).

Su tu v8ak aj iné hypotézy, zaloZzené na prvotnych experimentoch, ktoré asi najviac
odporuju doteraz spominanému modelu. Tieto, na rozdiel od predoslych hypotéz,
pripisuju dopaminu inu funkciu ako predikciu odmien. Podla nich dopamin reaguje na
nové stimuly ¢i stimuly, ktoré sice zdielaju kvality so stimulom predpovede odmeny,
ale samé o sebe nepredpovedaju tato odmenu (Horvitz, 2000). Horvitz rozsiril
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myslienku, Ze dopaminové odozvy v konzumacénych situaciach st len Specidlnym
pripadom SirSej a viac motivacne neutralnej funkcie, v ktorej sa dopamin aktivuje pre

vSetky zvlastne ¢i prekvapujuce udalosti nehladiac na ich motiva¢na hodnotu.

Jednym zo spominanych prvotnych experimentov, bolo pozorovanie excitacie
dopaminovych neurénov pri novom neutralnom stimule v Schultzovom laboratoriu
(Ljungberg, 1992). Neskor bol tento jav preskimany podrobnejSie experimentmi na
mackach (Horvitz, 1997). Zistilo sa, Ze uroven odozvy uzko suvisi s vynimo¢nost'ou
stimulu, kde takyto stimul stupiioval silu odozvy. A naopak, pokial sa jednalo
0 opakovany stimul, sila odozvy klesala. Tento jav bol pre Horvitza zdkladom jeho

pozornostnej hypotézy.

V protiklade s tym, Kakade a Dayan (2002) spajaju dopaminovii odozvu na novost’
[novelty] stym, ako pracuje RL, pri ktorom sa dochadza k rozhodovaniu medzi
skiimanim novych stavov a vyuzivanim nauéenych stavov. Standardnym rieSenim je
pridat’ fiktivnu odmenu (tzv. bonus) do rovnice, ¢im sa podpori skimanie, ¢o ma vSak
za nasledok skreslenie optimalnej politiky. Kakade a Dayan prisli s viac premyslenou
verziou, Vv ktorej je tento bonus vypocitany ako rozdiel funkcie ¢, resp. ¢, ktora

vyjadruje nakol’ko je stav s novy. Chybovy signél sa potom vypocita nasledovne:
5’5 =n+ VS:+1 o VSt + ¢St+1 o d)st

Tento sposob by tak nemal byt’ skresl'ujlci, pretoZe kladny bonus, pri novom stave, je

neskor eliminovany negativnym bonusom, ked’Ze stav uz nebude novy.

5.1 Kodovanie akcia-hodnota v corpus striatum

Dalsia z hypotéz pripisuje metodu TD ulenia bazilnym gangliam, apreto boli
vykonané rozne experimenty, behom ktorych sa merala aktivita neurénov v corpus
striatum (Kawagoe, 1998). Tato aktivita by mala zodpovedat’ zmenam Vv predpovedani
odmeny. Corpus striatum je Cast okruhu v bazalnych gangliach skladajiceho sa
z paralelnych okruhov veducich z kory, cez striatum, globus pallidus a talamus spét

do kory.
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Obrdzok 3: Aktivita neurénov v corpus striatum; 1DR stipce (Right, Up, Left, Down)
nalavo zodpovedaju Styrom smerom, ktoré mal subjekt oznacit, aby dostal odmenu pri
jednosmernom odmenovani. Riadky oznacuju smer, ktory subjekt oznacil za spravny.
Je vidno, ze aktivita neuronov je najsilnejsia pri tej akcii, resp. vybere smeru, ktory
bol odmenovany. Tento smer je oznaceny aj tercikom. Naopak, pokial sa jednalo
0 vSesmerné odmenovanie ADR, cize subjekt bol odmenovany vidy, ked vybral
spravny smer, je vidiet vdcSiu aktivitu pri lavom smere ako pri zvySnych. V kazdom
stlpci sa nachddza aj polarny diagram (kruh), ktory vyjadruje intenzitu aktivity

neurénov v kazdom smere (Kawagoe, 1998).

Kawagoe (1998) vo svojej praci opisuje jeden z tychto experimentov na dvoch
opiciach. Ulohou testovanych subjektov bolo nasmerovat’ svoj pohl'ad na obrazovke
tym smerom, kde zablikal Stvorec a svoj vyber smeru potvrdit’ Zzmurknutim, takze §lo
zaroven o testovanie vizualnej pamite. Odmenou za spravnu odpoved’ bolo pitie.
Ked'Zze schopnosti opic su obmedzené, boli na vyber len 4 smery, ato hore, dole,
vlavo, vpravo. Testované subjekty boli trénované na zmenu orientécie ich pohl'adu za

dvoch podmienok odmenovania: vSesmerné odmenovanie (ADR) a jednosmerné
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odmernovanie (1DR). Pri vSesmernom odmefiovani, bol testovany subjekt
odmeniovany pri kazdom spravnom vybere orientacie pohladu, to znamena pri
pohl'ade smerom k svietiacemu objektu. Pri jednosmernom odmenovani bol subjekt
odmeneny len prijednom smere, ¢o znamena, ze aj ked” jeho pohlad smeroval
spravnym smerom, tak pokial' sa nejednalo o dopredu, vedcami, zvoleny smer,
odmena sa nedostavila vobec alebo bola minimalna. V testovani sa pokracovalo, az
ked’ subjekt urcil spravny smer, v opacnom pripade sa ¢akalo na spravnu ,,odpoved™.
Podstatou teda bolo jednak skiimat pamit a jednak zistit' schopnosti predikcie

odmeny.

Pri 1DR testované subjekty reagovali rychlejSie na ten smer, ktory vracal odmenu.
Na obrazku 3 je vidiet’, Ze pri 1DR bola aktivita neurénov v corpus striatum silnejSia
pri predpovedani odmeny po uréeni spravneho smeru nez je tomu pri ADR. Pri ADR
mali neurény svoju orientacnti preferenciu, ¢ize skupina neurénov reagovala len na
uréity smer, ina skupina na d’alsi smer atd'. ..., pretoZze kazdy smer vracal odmenu.
Naopak, pri 1DR reagovali vSetky neurony prevazne na jeden smer a to prave na ten,

ktory vracal odmenu.

Toto pozorovanie naznacuje, ze tieto neurdny nielenze reaguju na samotnu akciu, ale
taktiez ich excitdcia izko stvisi s odmenou, ¢o suvisi S vyznamom funkcie hodnoty

akcie.

Na zéklade tychto zisteni sa zmenil pohlad na vyznam bazalnych ganglii ato je
modulacia signalov z motorickej kory na ich ceste k alfa motorickym neurénom.
Teraz je jasné, Ze sa tiez vyznamne podielaju na riadeni spravania zaloZzené¢ho na
odmenach, a taktiez dokazu tieto odmeny predpovedat’, co je nutny predpoklad pre
uspeSné riadenie. Za vSetky tieto pozorovania vdadime cCoraz dokonalejSim

a presnejS$im zobrazovacim technoldgiam, ako st FMRI a PET.
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6 Implementacia ucenia posiliiovanim

Az doteraz som vysvetloval ¢o je to RL, aké s jeho hlavné metddy a ako stvisi
s biologickym ucenim. V tejto kapitole zacnem S prvou implementaciou jednej
z metod ucenia na riadenie automobilu a postupne ju budem vylepsSovat.

Sharp Straight Sharp
Left Ahead Right

30 Output
Units

30x32 Sensor
Input Retina

Obrazok 4: Neuronova siet’ pouzita v projekte ALVINN.

Tato praca nie je jedind, ktord sa snazi naucit’ stroj ovladat’ automobil. Jednym
z takychto projektov je aj ALVINN zroku 1989 (Autonomous Land Vehicle In a
Neural Network), ktory vSak pristupuje k ulohe inak ako v tejto praci. ALVINN
vyuziva neurénovu siet’, podobne ako tomu bude v tejto praci, no na vstup dostava
vizualny podnet o velkosti 30x32 pixelov (obrazok 4), o znamena Ze vstupna vrstva
ma rovnaky pocet vstupnych neuréonov. Neurdnova siet’ pouziva ucenie s ucitel'om, o
je asi najvacsi rozdiel oproti tejto praci. Projekt ALVINN vsak uz nie je v tejto dobe

d’alej vyvijany.
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6.1 Prostredie

Skor ako zacnem so samotnou implementaciou je nutné si definovat’ prostredie
v ktorom sa agent bude pohybovat’. Zamerom tejto prace je o najviac sa priblizit’ ku
skutocnej realite, kde I'udski vodici ovladaju svoje automobily, vid’ obrazok 5. Preto
bude agent vnimat prostredie egocentricky abude vidiet len Cast’ prostredia,

presnejsie Cast’ cesty pred sebou a po bokoch, vid’ obrazok 6.

Obrazok 5: Egocentricky pohlad na prostredie u vodica automobilu.

Ked’ze ulohou agenta je naucit’ sa ovladat’ automobil na ceste, budeme potrebovat
nejakou formou reprezentovat’ a generovat prave tuto cestu. Na vyber sa ponukaju
dve moZnosti ato mat uzavrety okruh, ¢o pozname zo zavodnych daut, alebo
neobmedzenu neustdle sa generujucu drdhu. Pre ucenie je lepSie pouzivat uzavrety
okruh, ktory bude obsahovat’ zakruty r6znej naro¢nosti. Okraje cesty budu oznacené 2
farbami, ¢ervenou a modrou, aby agent mal prehl'ad ¢i jeho aktualne smerovanie nie
je v protismere jazdy. Okruh bude reprezentovany vo forme obrazku, tzv. bitmapy,
takze nepdjde 0 okruh definovany vektormi ale pixlami, ¢o ma sice svoje nevyhody
¢o do presnosti, ale pre Ucel tejto prace je to plne postacujice, uz len z toho dévodu,
ze ani Clovek nevnima prostredie ako vektory, ale skor ako obrazok a vdaka

dualnemu videniu, 'avé a pravé oko, je tento pohl'ad dokonca trojrozmerny.

40



1)

Egocentricky pohl'ad agenta

Trat a pozicia agenta na nej

Obrazok 6: Okruh a pohybujuci sa agent. Zelena Sipka oznacuje smerovanie agenta.
Cerveny ramdcek oznacuje egocentricky pohlad agenta. Hnedd Ciara oznacuje

Startovaciu poziciu agenta.

Uz vieme, Ze existuji dva typy uloh ato su epizodické aneepizodické, tzv.
pokracujiice ulohy. Ak by som chcel tuto tlohu implementovat’ ako neepizodicku,
agent by mal mat’ moZnost pohybovat’ sa po celom prostredi neobmedzene, ¢o znie
ako rozumny néapad, no v skutocnosti to bude viest’ len k tomu, Ze ak agent opusti
cestu, bude bludit’ v prostredi a ani fakt, Ze ndhodou najde ceste mu nezaru¢i ze
opétovne tito cestu neopusti. Takto by stravil mimo cesty viac ¢asu ako na nej, o by
viedlo len k degradacii ucenia. Preto budem tuto ulohu implementovat ako
epizodicku, ¢o vV tomto pripade znamena, Ze ak agent vyboci z cesty, jedna epizoda sa
ukon¢i a zane novd, kde bude agent opitovne postaveny na Start a nasmerovany

spravnym smerom. Ucenie sa tym podstatne urychli.

Ulohou agenta teda bude prejst’ okruh bez opustenia cesty. V optimalnom pripade, po

kompletnom nauceni, by mal byt’ agent schopny kruzit’ po okruhu neobmedzene dlho.
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6.2 Stav

Na obrazku 6 je zndzornené, ¢o vidi agent pri egocentrickom pohl'ade na okolie. Toto
je jedina informacia, ktort budem spracovavat’ do vhodnej formy, ktorti potom dodam
agentovi, ¢o v podstate znamena, Ze vSetky informacie musim vy¢itat’ prave z tohto
pohladu, resp. obrazku. Tento pristup najviac konverguje ku skutocnosti, pretoze aj
¢lovek dostava len vizudlnu informaciu okolia a nasledne urc€ité procesy v mozgu
prevedu tuto vizudlnu informaciu do inej formy, ktora ¢loveku povie kde na ceste sa
nachadza a podobne. Ja vSak nahradim tieto mozgové procesy klasickym strojovym

spracovanim obrazu z dévodu komplexnosti samotnej ulohy spracovania obrazu.

Otazkou teraz je ako previest’ vizualnu informaciu do stavu. Ddlezité je uvedomit’ si,
¢o vlastne stav popisuje. V tomto pripade musi stav popisovat polohu agenta
vzhladom na cestu, resp. vzhladom na stred cesty. Vyzera to ako postacujica
informécia, no nie je. To o doteraz nebolo V tejto praci spomenuté je dolezitost’
spravneho vyjadrenia stavu. Ak totiz existuje jeden stav, ktory popisuje dve rozne
situdcie, dochadza k skresleniu vizualnej informacie. Do uréitej miery je toto
skreslenie prijatelné, dokonca vyhodne, no ak prekro¢i urcité hranice dochadza

Kk nespravnemu interpretovaniu skuto¢ného stavu, vid’ obrazok 7.
A B

Obrazok 7: Stav A a B je rovnaky pre rozme situdcie. Agent teda nevie Ci cesta

smeruje dolava alebo doprava a dochddza k nespravnemu rozhodnutiu.

Z tohto dévodu budem potrebovat’ d’al$iu informaciu. Mohla by fiou byt vzdialenost’
k okraju cesty pri danom nasmerovani, na obrazku 7 je to velkost’ zelenej Ciary. Tato
informacia je vsak tiez skreslujiica, ako vidiet na obrazku 7. DalSou, tentoraz
spravnou informéciou, by bola vzdialenost' od stredu cesty pri konci vizudlnej
informacie, vid’ obrazok 8. Treba vSak podotknut, ze informacia o vzdialenosti od
stredu musi byt’ bipolarna, o znamena, ze ak bude agent nal’'avo od stredu cesty, bude

hodnota tejto informacie naberat’ negativne hodnoty, zatial' ¢o ak bude napravo od
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stredu, buda hodnoty kladné. Pokial’ sa agent bude nachadzat’ v strede, hodnota bude
rovnd nule. Na zaklade tohto mozno povedat, ze ak bude stav popisany dvoma
hodnotami [0;0], potom je agent v strede cesty nasmerovany tak, aby sa v strede cesty
aj nad’alej udrzal. Teraz uz len staci definovat’ jednotku vzdialenosti. Ked’ze okruh je
reprezentovany ako bitmapa, bude jednotkou pixel, ¢ize vzdialenost’ vyjadruje pocet

pixlov od stredu cesty.

M— A
B

e,

Obrazok 8: Egocentricky pohlad agenta na prostredie. Hnedou farbou su vyznacené

oblasti, kde sa meria vzdialenost od stredu. Oblast B je blizsie k agentovi ako oblast

A.

6.3 Odmena

Ako uz bolo spomenuté, vel'mi dolezitym elementom RL je odmena. Odmena
motivuje agenta v procese uc¢enia. Podobne ako stav, musi byt' aj odmena spravne
vyhodnotena. Napriklad je nezmysel, aby odmena za stav s; bola vyssia ako odmena
za stav s, (obrazok 9), pretoze agentovi ide o maximalizovanie odmien a takato

odmena by ho viedla k optstaniu cesty.

]

[y,

51 52

Obrazok 9: Priklad dvoch rozdielnych stavov.

TaktieZ by nebolo vhodné, ak by dva podobné stavy, resp. symetrické, napriklad [1;0]
a [-1,;0] mali rozdielne odmeny. Preto treba rovnicu pre vypocet odmeny koncipovat
tak, aby davala najvyssie hodnoty pre stav [0;0] a pre vSetky ostatné stavy odmeny
niz§ie a zaroven aby bola symetrickd podla stredu, ¢o sa velmi l'ahko dosiahne

pouzivanim absolutnej hodnoty pri argumentoch stavu. KedZe chcem, aby agent
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zostal na ceste a najlepSim rieSenim je byt v strede cesty, resp. byt nasmerovany na
stred cesty, treba agenta odmenovat’ pozitivne aj v pripade, ked’ sa sice nenachadza

Vv strede, ale je nato¢eny smerom k nemu.

Aby som si ulahéili vypocet, odmenou bude vzdialenost’ od stredu v oblasti A,
of fset, (obrazok 8). Ked’ze by vSak maximalna odmena mala byt dosahovana len
vtedy, ak je vzdialenost’ od stredu rovna 0, treba rovnicu otocit’ opa¢ne, to znamena,
ze budeme od nejakého Cisla, ozna¢me ho 1, , odratavat’ hodnotu of fset,. Zvolenie
vhodnej hodnoty 7., je zlozitejSie ako by sa mohlo zdat. Treba si uvedomit’ aké
extrémy dosahuje hodnota 7, . Tie zavisia od extrémov of fset,. Extrémy of fset,
vSak zavisia od $irky pozorovaného prostredia, resp. egocentrického pohl'adu, ¢o uz je

ale zalezitost’ samotnej implementécie, preto si toto rozhodnutie necham na neskor.

6.4 Metoda ucenia, stratégia a pociato¢né hodnoty
Ako metodu ucenia si zvolime SARSA metodu, spadajicu do kategoérie TD ucenia,
pretoze je velmi jednoduchd na implementaciu a ma nizke pamétové a vypoctové

naroky:

Q(st,ar) = Q(s,ar) + alreyr +¥Q(Se41, A1) — Q(Se, ar)]

Prevazna cCast’ prace bola odporacana stratégia e-greedy. Takéto stratégia je vSak
velmi nebezpecna, pretoze s pravdepodobnostou € vedie k ndhodnému, prevazne
chybnému, rozhodnutiu. Predstavme si situdciu, v ktorej sa agent uz naucil ovladat’
automobil anasledne ide po ceste, tesne pri jej 'avom kraji, azrazu sa rozhodne
otoCit’ volant o 9 stuptiov dol’ava, ¢im sa dostane mimo cesty, a tym sa epizoda kon¢i.
Takyto agent nikdy nebude schopny stopercentne ovladat' automobil. Preto by sa

tento prvok nahody nemal pouzivat’, ak uz je agent nauceny.

Aby som podporil skiimanie, inicializujem pociatoéné hodnoty Q(s,a) na hodnotu
rovnl Ty, ato zjednoduchého dévodu. Hodnota Q(s,a) bude prevazne klesat,
pretoze optimalna akcia je takmer vzdy len jedna, ¢im sa umozni skiSanie zvySnych
akcii. Aby som toto klesanie este urychlil, zavediem tzv. penalizdciu, ¢o nie je ni¢ iné
ako pouzitie negativnej odmeny, ¢o znamena ze horné hranica 7;,,, bude mensia ako

horna hranica of fset,. Otazkou je, preCo nestacilo zvySit hodnotu parametra a.
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Problém je v tom, Ze a sa tyka &, €ize chybovosti TD ucenia, vV ktorom je zahrnut aj

¥Q(St41, ar41)- Penalizacia sa vSak tyka len odmeny 7,1, ¢o je vyhodnejsie.

Nakoniec nastavim nasledujice parametre na hodnoty:
a=06;y=09e=03

6.5 Implementacia

V tejto casti sa budem venovat’ modelu, metédam a rovniciam, ktoré su potrebné na

implementovanie agenta schopného naucit’ sa ovladat’ automobil.

6.5.1 Model

-

-

STAV A ODMENA EGOCENTRICKY

POHLAD NA
QKOLIE

AKCIA |

Obrazok 10: Model systému.

VYHODNOTENIE
POHLADU

AGENT

PROSTREDIE

Na obrazku 10 vidno model implementovaného systému. Uz vieme, Zze sa agent
pohybuje Vv prostredi, sktorym interaguje. Podobne, ako u ¢loveka dochadza
Kk vizualnemu vnimaniu prostredia prostrednictvom zraku, prostredie v tomto modeli
zasiela vizualnu informaciu systému pre vyhodnotenie pohladu. Jeho ulohou je
vyhodnotit’ tento pohlad, Cize zistit' vzdialenosti od stredu cesty Vv oblastiach A a B,
a taktiez vypocitat’ aktudlnu odmenu. Tuto informaciu, resp. stav a odmenu, zasle
nasledne agentovi, ktory pouZzije stratégiu na vyber vhodnej akcie, ktort nésledne

zasle prostrediu, ktoré ju aplikuje na seba a cely proces sa zacina znova.
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6.5.2 Prostredie

Prostredie pracuje nad obrazkom okruhu (obrazok 11/A), po ktorom sa ma pohybovat’
automobil, resp. agent. Zaroven musi mat’ informécie, kde sa aktualne agent nachadza
(hneda bodka), a ktorym smerom je nasmerovany (zelena Sipka). Tiez by mal vediet,

do akej dial’ky a Sirky agent vidi (¢erveny ramcek).

Ak prostredie obdrzalo od agenta akciu, vykona ju. K dispozicii je 19 moznych akcii,
ztoho 9 je otoCenie dolava o0uhol 1 az 9 stupiiov, jedna akcia je udrzuj smer,

a d’alsich 9 akecii je otoCenie doprava o uhol 1 az 9 stupnov.

Nasledne prostredie posle systému pre vyhodnotenie pohl'adu obrazok toho, ¢o vidi
agent, v tomto pripade je to Cerveny ramcek (samozrejme z pohladu agenta), vid’

obrazok 11/B.

Obrazok 11: Ukazka prostredia a egocentricky pohlad agenta nan.

6.5.3 Vyhodnotenie pohPadu
To ¢o systém pre vyhodnotenie pohladu dostane od prostredia je bitmapa uréitych
rozmerov SxV, v tomto pripade 100x50. Bitmapa sa sklada z dvojrozmerného pola

pixlov, kde kazdy pixel ma svoju farbu, ako je vidiet na obrazku 14. Ulohou systému
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je najst’ Favy (modry) a pravy (Cerveny) okraj cesty ana zaklade toho urcit’, ako

d’aleko je agent od stredu cesty.

Princip vypoctu je trivialny, pretoze ak sa agent nachadza v strede cesty, potom
vzdialenost’ I'avého a pravého okraja cesty musi byt rovnaka. V pripade ak je agent
viac na pravej strane cesty, ¢ize je napravo od stredu, bude vzdialenost” pravého
okraja vacsia ako l'avého a naopak. Vzdialenost’ meriame od okraja bitmapy tak, Ze
pri hl'adani 'avého okraju (Cervena farba) zaciname hl'adat’ od pravej strany bitmapy
a naopak pri prvom okraji. Dovod pre takého rozhodnutie tkvie v tom, Ze ak by sa na
obrazku nevyskytoval ziaden Cerveny pixel v oblasti, resp. riadku, kde ho hl'adame,
potom je tento mimo pohladu, a preto sa vzdialenost’ I'avého okraja nastavi na 0. Pre
pravy okraj sa v pripade absencie modrych pixlov nastavi vzdialenost’” na Sirku
pohladu, v tomto pripade hodnota S. Pretoze pohlad je schopny zabrat' celu cestu
vratane bielych miest naokolo nej, situacia kedy by l'avy okraj bol rovny nule a pravy

rovny S nastane len v pripade, ak je agent v danom riadku mimo cesty.

Obrazok 12: Priblizeny pohlad na prostredie.
Po urceni vzdialenosti okrajov nasleduje vypocet posunutia voci stredu cesty:
of fset = (pravy_okraj — Sirka)- ( Sirka —l'avy_okraj)

kde pravy_okraj je vzdialenost’ od pravého okraja, l'avy_okraj je vzdialenost’ od

lavého okraja a $irka je poloviéna hodnota zo §irky pohladu S, ¢ize horizontalny
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stred pohladu (na obrazkoch je znazorneny tenkou modrou zvislou ¢iarou). Obor

hodndt premennej of fset je (—100, 100).

Ako uz bolo spomenuté, posunutic voci stredu cesty sa meria v dvoch oblastiach
(obrazok 8). Oblast’ A je vo vzdialenosti 20 pixlov od spodného okraja a oblast’ B vo
vzdialenosti 5 pixlov od spodného okraja. Ked’ze ani ¢lovek nevidi periférne 180°, ani
agent nebude vidiet, preto je oblast’ B posunutd na spominant hodnotu dopredu,
smerom od agenta. Oblast’ A je v danej vzdialenosti preto, lebo by sa medzi tieto dve
oblasti mohla vtesnat’ ostrej$ia zakruta a agent by si ju tak nevSimol. Stav je teda

definovany ako [of fset g;of fset,].

Nakoniec uz zostava len vypocitat odmenu. Ked'’Ze uz pozname extrémy of fsety,
moézeme urcit’ hodnotu 7,,, . Nezabudajme, Ze chceme zachovat’ penalizaciu, preto
vacsina stavov musi mat’ negativnu odmenu. Chceme totiz agenta silnejSie motivovat
K najdeniu optimalnej trasy, Cize stredu cesty. V Casti o odmene som spomenul, ze
budem pouzivat’ absolitnu hodnotu vzdialenosti od stredu v oblasti A, ¢ize of fsety,,
atiez chcem aby len par stavov bolo ohodnotenych kladne. Dosadim teda za 7.,
nizke &islo, napriklad 10%, &o znamena Ze len 21 vzdialenosti, (—10, 10), bude mat’

kladnti hodnotu odmeny a z toho len hodnota 0 bude mat’ maximalnu odmenu:

T = Tmax — |0ffS€tA|

6.5.4 Agent

Ako uz vieme, agent obdrzi od prostredia popis stavu a odmenu za aktualny stav.
Ulohou agenta je sa na zaklade tychto informécii rozhodnut’ pre nasledujicu akciu.
Ak je stav popisany dvoma hodnotami, [offset z;of fset,], potom ide
0 dvojrozmerné pole. Ak ku kazdému stavu priddme este 19 moznych akcii, ide

0 trojrozmerné pole. e-greedy stratégia znamena néajdenie akcie s najvysSou hodnotou

2 Vyber &isla 10 je &isto nahodny vyber nizkeho &isla a je otazkou, & by vyber iného &isla podporil
alebo potlacil rychlost’ procesu ucenia.
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v tretom rozmere tohto pola, pretoze prvé dva rozmery mame uz dané, su popisané

aktualnym stavom. Funkcia pre vybranie akcie by mohla vyzerat’ nasledovne:

function get_next_action(s: state): action;
var
a, max: Integer;
begin
max := Low(Q[s.offset_b, s.offset_a]);
for a := max + 1 to High(Q[s.offset_ b, s.offset_a]) do
if (Q[s.offset_b, s.offset_a, a] > Q[s.offset_ b, s.offset_a, max]) then max := g;

if (random(100) <= EPSILON) then Result := Random(High(Q[s.offset_ b, s.offset_a]))
else Result := max;
end;

Teraz ked’ pozname aktualny stav s;, odmenu za neho r;, akciu a;, ktord sa ma

vykonat’, a vypocet SARSA:

Q(st,ar) = Q(s,ar) + alreyr +¥Q(Se41, A1) — Q(sy, ar)]

Zostava nam uz len zistit' hodnotu nasledujuceho stavu s,,;, odmenu za tento stav
1,41 aakciu a,,q ktort vykoname nasledne, na zaklade ¢oho sa potom opytame na
predpokladant hodnotu akcie Q(s;41,a;4+1). Ztohto dovodu, musi implementacia

umoziovat’ aplikovat’ akciu na stav bez vplyvu okolité prostredie.

Ak uZ mame vSetky parametre zndme, moZeme upravit’ tabulku predpokladanych
hodnét Q(s,a). Teraz agent poSle prostrediu informaciu, ktor akciu si vybral.

Prostredie sa nasledne zmeni a cely proces za¢ina odznova.

6.6 Vyhodnotenie

Na grafe 3 je vidno, ako dlho (resp. kol'ko epizdd) trvalo agentovi, kym bol schopny
prejst kompletnu trat’ aspon raz. Jedno kolo na trati ma dizku priblizne 1500 pixlov.
Mohlo by sa zdat, Ze agent napriek tomu, Ze odjazdil celé¢ kold, nebol schopny
pokracovat’ d’alej, pretoZze ziSiel z cesty. Netreba vSak zabudat’, Ze sme hodnotu e
nastavili na 0.3, ¢o je velmi vysoka hodnota, no cielom bolo podporit’ skimanie

novych stavov, pretoze agent konverguje ku optimalnej trajektorii, ¢ize k strede cesty,
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a tak sa s hrani¢nymi stavmi po vacSine ani raz nestretne, ¢o vSak znamena, Ze agent
nie je uplne nauceny. Pri tejto implementacii teda agent nebol ocividne schopny

vysporiadat’ sa s kazdou novou situdciou, resp. stavom.
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Graf 3: Dosiahnutd vzdialenost v pixloch.

6.7 VylepSenie stavu

Z implementacie vidime, ze vel'kost’ stavového priestoru je 201x201=40401. Aby sme
mohli prehlasit, Ze agent sa Uplne naucil Soférovat, musi tento prejst’ vSetkych 40401
stavov minimalne tol'’kokrat, kol'ko je akcii pre kazdy z tychto stavov. To je enormne
vel'ké Cislo. Urobime preto vylepSenie. Na zaciatku tejto kapitoly som spominal

skreslenie. A prave toto skreslenie teraz vyuzijem. Aky je rozdiel medzi stavmi:

[-5:0], [-4,0], [-3;0], [-2;0], [-1;0]
[5:0], [4;0], [3:01, [2;0], [1;0]
[-10;0], [-9;0], [-8:01, [-7,0], [-6:0]
[10;0], [9:0], [8;0], [7:01, [6;0]

Optimalne akcie v tychto stavoch sa liSia minimalne. A preto, argumenty x,y stavu
[x; y] upravime nasledovne: x = [x/5];y =[y/5], kde 5 je hodnota faktoru

skreslenia. Tymto sa velkost' stavového priestoru znizi na 41x41=1681 a doba
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potrebna na naucenie agenta sa tiez vyrazne zmensi, ako je vidiet' na grafe 4. Toto
skreslenie je velka vyhoda, pretoze agent vel'mi rychlo preskima viacSinu stavov
a dokéze sa tak lepSie vysporiadat’ s ndhodnym vyberom akcie. Ked’ze argument
vstupujici do vypoctu odmeny sa tiez zmen$il 5-ndsobne, je nutné upravit’ tento

vypocet aby sme zachovali povodnu penalizaciu nasledovne:

T =Tnax — |5 * of fsety] = 10 — |5 * of fset,|
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Graf 4: Dosiahnuta vzdialenost v pixloch pouzitim faktoru skreslenia.
6.8 Rychlost’

Az doteraz sa agent pohyboval kon$tantnou rychlost'ou a jediné rozhodnutie, pre ktoré
sa rozhodoval bolo natocenie seba samého, resp. automobilu, o urCity uhol do
vybrané¢ho smeru. Skutoény vodi¢ vSak musi okrem toho ovladat’ aj rychlost
automobilu, v ktorom sa nachadza, preto pridam do rozhodovacej logiky agenta

parameter rychlosti.

Presnejsie, popis stavu rozsirime o d’alsi parameter speed, teda o rychlost. Dévod je
zrejmy: je rozdiel mat’ vychylenie oproti optimalnej trajektorii o 15° a ist” rychlostou
1km za hodinu a mat’ rovnaké vychylenie a ist’ rychlostou 100 km za hodinu. Aj ked’
obe situdcie budu riesené potoCenim volantu do rovnakého smeru, uhol natocenia

bude iny. To znamena, ze ak by som nepridal parameter rychlosti do popisu stavu,
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potom by jeden stav popisoval 2 rozdielne situacie. Zaroven si vSak treba uvedomit’,
Ze stavovy priestor sa takto opédtovne zviacsil, no agent by mal byt stile schopny

naudit’ sa ovladat’ automobil a zaroven maximalne vyuzit’ potencial rychlosti.

Pocet moznych rychlosti nastavim na 3. Pri implementacii bude rychlost
reprezentovat’ nasobok ¢isla 3, to znamena, Ze pri rychlosti jedna prejde agent za
jednotku ¢asu 3 pixle, pri rychlosti dva prejde 6 pixlov, pri rychlosti tri 9 pixlov, ¢o st
hodnoty aj opticky rozpoznatelné. Zaroven je vSak nutné zvysit maximalny uhol
otocenia agenta z 9° na 11°, ¢o znamena 23 (11+1+11) moznych akcii v kazdom
stave, pretoze okruh, po ktorom sa agent pohybuje je natol’ko naroc¢ny, Ze uz pri
rychlosti jedna a maximalnom moznom natoceni 9 by agent po vacsine nebol schopny

zvladnut’ sériu zakrut na spodku okruhu.

Okrem pridania parametra rychlosti, musim pozmenit’ aj stratégiu agenta. Agent totiz
musi vediet’ pridat’ rychlost, udrzat’ aktudlnu alebo spomalit. Pridanim rychlosti
budeme rozumiet' zvySenie aktudlnej rychlosti o 1, udrzanim rychlosti znamena
nemenit’ ju a spomalenim je znizenie rychlosti o 1 stym, ze hodnota rychlosti je

z rozsahu (1, 3). Preto agent musi prehl’adavat’ pri stratégii e-greedy stavovy priestor

od [of fsetg; of fsety; speed — 1] po [of fsety;of fsety; speed + 1].

Nakoniec eSte musim upravit vypoCet odmeny. Ten musi motivovat agenta
Kk prejdeniu useku vo vicSej rychlosti aj za cenu horSieho stavu, ¢o znamena aj za
cenu vicsej vzdialenosti od stredu v oblasti A. Po sérii experimentov som dosiel

K tomuto vypoctu:
r=2xspeed+5—|5* of fset,|

Ked'Ze sa zmenila aj maximalna moznd odmena, treba upravit’ aj poc¢iatocné hodnoty

Q(s,a), kde s popisuje vzdialenosti v oblasti A a B a rychlost’ speed, na:

Q(s,a) = speed x2 +5

6.8.1 Vyhodnotenie

Na grafe 5 vidime, Ze schopnost’ agenta urobit’ aspon jedno kolo (priblizne 1500

pixlov) prisla az po 550 epizdédach. Podobne ako v predchadzajucich modeloch
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agenta, aj tento nebol ani po 963 epizodach a velkom pocte odjazdenych kol schopny
dokonale ovladat’ automobil a v pripade, ak ho nahodny vyber dostal do nového stavu

opustil trat’.
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Graf 5: Dosiahnuta vzdialenost v pixloch pri modeli s rychlostou.
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Graf 6: Priemerna rychlost pocas epizody pri modeli s rychlostou.

V tomto modeli agenta mame k dispozicii aj graf jeho priemernej rychlosti za dobu,
behom ktorej zotrval na ceste (graf 6). Je vidiet, Zze v prvotnych epizdédach bola

rychlost’ agenta vysSia, aj ked’ jeho schopnost’ prejst’ dlhsi usek bola menSia, ¢o ale
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nie je ni¢ neoCakavané, pretoze Startovacia pozicia agenta bola tesne pred sériou

naro¢nych zakrut (obrazok 6).

6.9 Neuronova siet’ ako nahrada faktoru skreslenia

Az doteraz sme pouzivali faktor skreslenia na zrychlenie ucenia agenta. Prilisné
skreslenie je vSak nebezpecné, pretoze zanedbava detaily, co moéze viest' v skutocnom
svete k havarii. Preto sa namiesto skreslenia vyuzivaju neurénové siete (NS), ktoré
maju schopnost’ interpolacie. Nevyhodou NS je ich doba ucenia. Pri zlozitych
systémoch, resp. systémoch s vel'kym stavovym priestorom, je schopnost’ NS naucit’
sa do takej miery, aby chybovost’ klesla pod 1% skor v teoretickej rovine ako v praxi,
pretoze vypoétova zlozitost procesu by presiahla bezne dostupné kapacity. DalSou
nevyhodou je vyskyt lokalnych minim pri uc¢eni. NS je tak nutna doc¢asne degradovat’
svoje ucenie aby sa z lokalneho minima dostala. Taktiez je NS nachylna na zabudanie,

pretoze nové data na vstupe interferuji so starymi.

Vyuzitie neurdénovej siete s RL na ovlddanie automobilu, resp. niecoho, ¢o by
automobil pripominalo, nie je Vpraxi az tak bezné, prave kvoli velkej casovej
naro¢nosti na u¢enie. V. mojom pripade je tato nevyhoda tiez pritomna, pretoze mam
stavovy priestor v mojom agentovi bez vyuzitia faktoru skreslenia o vel'kosti 40401
pre jednu akciu a mame 23 akcii pre kazda rychlost, priCom pocet rychlosti sme si
zvolili 3, teda dokopy by musela neurénova siet’ vediet’ interpolovat’ 2787669 hodnot

odmien pre I'ubovol'na akciu v 'ubovolnom stave, ¢o je enormné ¢islo.

Na zjednodusenie ucenia (a eliminaciu interferencie réznych akcii) mézeme vyuzit
rozdelenie neurdnovej siete na mensie Casti tak, aby kazda akcia mala svoju vlastna
neurénovu siet’, nezavisla od ostatnych (Wiering a Hasselt, 2007). Kazdej neurénovej
sieti sa na vstup nacita aktudlny stav a nasledne prebehne vypocet vystupnej hodnoty,
teda predpokladanej nasledujucej odmeny, na kazdej sieti. Tieto vystupné hodnoty sa
nasledne porovnaju a vyberie sa ta akcia, ktorej vystupna hodnota je najvyssia, o je
identické so stratégiou greedy, resp. e-greedy, ak budem vyuzivat’ aj ndhodny vyber
akcie. Po obdrzani skuto¢nej odmeny sa upravuji vahy na tej neurdnovej sieti, ktora

prislicha vybranej, teda vykonanej, akcii.
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Aby sme ukazali, ze aj neuréonova siet’ je schopna ovladdat’ automobil vyuzitim RL,

obetujem presnost’ za rychlost’ u¢enia, pretoze zmenim spésob, akym sa popisuje stav.

Az doteraz som na popis Stavu pouzival tri parametre, of fsetg;of fset,;speed.
Ked'Ze chcem zmensSit’ stavovy priestor, je nutné znizit’ alebo Gplne eliminovat’ jeden
z parametrov, VvV tomto pripade jeden z parametrov vzdialenosti. Logicky vychadza
potlacenie parametra vzdialenosti v oblasti B, pretoze ho potrebujem najmenej. Treba
si v8ak byt vedomy toho, Ze presnost’ akcie tymto vyrazne utrpi, pretoze by napriklad
mohla nastat’ situacia (obrazok 13), kde je hodnota of fset, rovnaka a dokonca smer
otocenia bude rovnaky, ale uhol, o ktory by sa mal agent natoCit’ je rozdielny. Preto
mozno tento model povazovat’ aj za experiment, ktory dokdze, ¢i agent je schopny

zostat’ na ceste aj napriek vyraznej nepresnosti.

/e

Obrazok 13: Dve rozdielne situdcie s rovnakou hodnotou parametra of fsety.

Stavovy priestor sa teraz zmenSil na velkost' 101 pre kazdd rychlost. Zatial' ¢o
povodny spdsob popisovania stavu bol jedine¢ny pre kazdu situdciu, novy popis stavu
moze predstavovat’ viacero vel'mi podobnych situacii, ¢o je vSak dail za pozadovanu
rychlost’ ucenia. Nakoniec, kedZze sa pracuje sNS, je nutné vstupné hodnoty
preskalovat’ do rozsahu (—1; 1) pre rychlost’ a (—5;5) pre of fsety, nastavit’ rychlost’
ucenia a = 0.0001; y = 0.9; ¢ = 0.3. Tieto hodnoty su intuitivne vybrané, vzhl'adom

na priebeh roznych simuldcii.

Na porovnanie rychlosti u¢enia a inych faktorov urobim dve simuléacie, kde prva bude
NS len sjednou, kon$tantnou, rychlostou agenta a druha bude umoznovat dve

rychlosti. Predpokladom je, Ze NS s konstantnou rychlost'ou sa bude ucit’ rychlejsie.

6.9.1 Struktiira neurénovej siete a procesy

Testovanim roznych Struktar NS sa ukazala ako najvhodnejSia Struktara 2:5:1
(obrazok 14).
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Obrazok 14: Struktiira neurénovej siete.

Celkovo ma NS 15 vah a ich pociato¢né hodnoty boli nastavené nahodne v rozsahu
(—0,5; 0,5) a prah neurénov na hodnotu -1. Ked’Zze vypocet odmeny obsahuje funkciu
absolutnej hodnoty a ulohou NS je konvergovat’ k tomuto vypoctu, bolo nutné pouzit
skrytd vrstvu. Men$i pocet neurénov nez 5 na skrytej vrstve sa ukdzal ako
nepostacujici na dobrt interpolaciu, aprave tato Struktira sa dokazala extrémne

rychlo ucit’.
Vypocet vystupnej hodnoty y° NS prebieha nasledovne:

1. Vlozenie preskalovanych hodndt popisujtcich stav na vstupnt vrstvu I,

2. Vypocet vystupnej hodnoty y pre h-ty neurdn v skrytej vrstve H podl'a vzorca:
yH = tanh(bf! + 33, I, Wil), kde b} je prah h-teho neurénu na skrytej vrstve a
WH je védha medzi i-tym vstupnym neurénom a h-tym neurénom na skrytej
vrstve,

3. Vypocet vystupnej hodnoty y na vystupnej vrstve O NS podla vzorca:
y0 = %(bO + 312 v wP) | kde menovatel' zlomku je hodnota rovnid poétu
neuréonov na skrytej vrstve ato z toho dovodu, ze vystup hyperbolického
tangensu, ¢ize aktivacnej funkcie neuronov na skrytej vrstve, je maximalne 1 a ak

mame tychto neurénov v skrytej vrstve 5, potom maximalny sucet je rovny 5.
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Lenze vystupna hodnota z linearnej aktivacnej funkcie vystupného neurénu by
mala byt hodnota maximalne 1 (maximalna odmena je 0.5 a predpovedame krok
dopredu, takze 2 * 0.5), ¢o by mali zabezpecit’ vahy smerujice do tohto neuronu.
Problémom vsak je hodnota vah, ktora musi byt’ v tomto pripade 5-krat mensSia,
ako keby sme delili priamo vstupni hodnotu do aktiva¢nej funkcie ¢islom 5.
A takato nizka hodnota véh si vyzaduje vel'mi nizku hodnotu rychlosti ucenia, «,
¢o by vSak spomalovalo upravu védh medzi vstupnymi a skrytymi neurénmi.
V praxi sa teda ukdzalo vyhodnejSie pouzivat’ v linedrnej aktivacnej funkcii

spominany zlomok.

NS, ktorej vypocet vystupnej hodnoty prebieha takto sa nazyva aj dopredna
neuronova siet’ [feedforward neural network]. Nasledne sa vyberie ta neuronova siet’,

ktorej vystupna hodnota je najvyssia a vykona sa akcia, ktora tejto NS prislicha.
Ucenie neuronovej siete prebieha pomocou metddy backpropagation nasledovne:

1. Upravi sa prah vystupného neuréonu:
b% = b° + aé,, kde 8, =141 +¥Q(St41,Arr1) — Q(sp,a,) a 8, je zrozsahu
(-1;1),

2. Upravia sa vihy medzi skrytou a vystupnou vrstvou: W% = W9 + aé,yf,

3. Upravi sa prah na neurénoch v skrytej vrstve:
bl = bl + aef!, kde eff = (1 — (YNDOWE (=5,),

4. Upravia sa vahy medzi vstupnou a skrytou vrstvou: W = Wil — ael yf.

6.9.2 Vyhodnotenie simulacie s konStantnou rychlost’ou

Ucenie behom simulacie prebiehalo nad ofakéavania, agentova schopnost’ udrzat’ sa na
ceste bola pritomna vel'mi skoro po inicializacii NS. Ako je z grafu 7 vidiet’, NS sa
ucila vel'mi rychlo, aj preto je celkovo pocet epizdod vel'mi maly, o je poteSujuce, ale

hlavne prekvapivé.

Na obrazku 15 je znazornena trajektoria drahy agenta na trati pocas Siestej (posledne;j)
epizody, v tomto pripade mala epizoda dizku vyse 11 kol. Startovacia pozicia bola
zamerne vybrand pred sériou zékrut, pretoze sa ukazalo, Ze agent sa rychlejSie uci, ak
ho ¢akaji naro¢né podmienky hned’ na zaciatku.
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Obrazok 15: Trajektoria drahy agenta po 11 kolach pre model jednej neuronovej

siete pre kazdu akciu @ s konstantnou rychlostou.

Obrazok 16: Trajektoria drahy agenta pocas celej doby simulacie pre model jednej

neuronovej siete pre kazdu akciu a s konstantnou rychlostou.

Simulaciu som zastavil po Siestej epizode z dovodu vysokého poctu agentom
odjazdenych kol po trati, viac ako 11 kol, ¢o znamena ze agentove schopnosti dosiahli

nami Zelatel'na aroven.
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Graf 7: Dosiahnutd vzdialenost v pixloch pre model jednej neurénovej siete pre

kazdu akciu a s konstantnou rychlostou.
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Graf 8: Dosiahnutd odmena pocas epizody pre model jednej neurénovej siete pre

kazdu akciu a s konstantnou rychlostou.
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Graf 9: Priemernd odmena za akciu pre model jednej neuronovej siete pre kazdu

akciu a s konstantnou rychlostou.
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Graf 10: Priemernd chybovost pocas epizody pre model jednej neuronovej siete pre

kazdu akciu a s konstantnou rychlostou.

6.9.3 Vyhodnotenie simulacie S dvoma rychlost’ami

V tejto simuldcii prebichalo ucenie agenta tiez rychlo (aj ked nie az tak, ako
v predoSlej simulacii), ako vidiet na grafe 11. Nemozno vSak povedat, Ze by
dosiahnutd rychlost’ bola oslniva (graf 12). Pravdepodobne by stacilo len nechat’
simulaciu bezat’ dlhSie. Paradoxom zostava fakt, Ze napriek schopnosti agenta zostat’
na ceste dlho, chybovost stipa. Len pripomeniem, ze hodnoty v grafoch su

ohranic¢ené z hora z dovodu, aby bolo lepsie vidiet’ nizke hodnoty.

Obrazok 17: Trajektoria drahy agenta pocas poslednej epizody pre model jednej

neuronovej siete pre kazdu akciu S dvoma rychlostami.
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Obrazok 18: Trajektoria drdahy agenta pocas celej doby simulacie pre model jednej

neuronovej siete pre kazdu akciu S dvoma rychlostami.
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Graf 11: Dosiahnutd vzdialenost v pixloch pre model jednej neuronovej siete pre

kazdu akciu s dvoma rychlostami.
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Graf 12: Priemerna rychlost pocas epizody pre model jednej neuronovej siete pre
kazdu akciu s dvoma rychlostami.
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Graf 13: Dosiahnuta odmena pocas epizody pre model jednej neuronovej siete pre

kazdu akciu s dvoma rychlostami.
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Graf 14: Priemernd odmena za akciu pre model jednej neuronovej siete pre kazdi

akciu s dvoma rychlostami.

0,5

V)

0,4 /
0,3 A

S
(7]
o
3
< 02 ,_/\/\ A I\ — /f/\/
: 7 v
5 / V
0,1
0 T T T T T T T T 1
1 6 11 16 21 26 31 36 41
Cislo epizody

Graf 15: Priemernd chybovost pocas epizody pre model jednej neurdnovej siete pre

kazdu akciu s dvoma rychlostami.
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6.9.4 Agent s jednou neurénovou siet’ou

Aj ked’ predchadzajici model agenta vyuzival neurénové siete, nemozno povedat’, ze
je to dokonalé rieSenie pre interpolaciu. Dovodom je vyuZzivanie nezavislych NS pre
jednotlivé akcie, ¢o nie je efektivne. Preto v tejto Casti skusim spojit’ vSetky NS do
jednej tak, aby cast’ neuronovej siete bola spolo¢na a cast’ bola samostatna pre kazdu

akciu osobitne.

Na to staci len upravit povodny model siete pre jednu akciu. Namiesto jedného
vystupného neurénu, bude mat’ tdito NS vystupov tolko, kolko je moznych akcii.
Takto budu vstupné a skryté neurény spolocné, zatial ¢o vystupné neurény budu
samostatné. Pre jednu rychlost’ sta¢i pouzit’ len 1 vstupny neurdn, takze stav bude

popisany len parametrom of fset,.
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Graf 16: Dosiahnuta vzdialenost v pixloch pre model spolocnej neurénovej siete pre

vSetky akcie s konStantnou rychlostou.
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Graf 17: Dosiahnuta vzdialenost v pixloch pre model spolocnej neuréonovej siete pre

vSetky akcie s dvoma rychlostami.
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Testovanim som dosli k zaveru, Ze postacuje pouzit’ len 2 neurény na skrytej vrstve
pre konStantnt rychlost, resp. 8 neuréonov pre dve rychlosti, a ponechat’ rychlost’
uCenia na a = 0.0001, aby bol agent schopny naucit sa dostatoéne ovladat
automobil, resp. aby schopnost’ NS interpolovat’ odhady odmien pre jednotlivé akcie
bola dostatond na zotrvanie na ceste. Ide teda o najvyraznejSiu a poslednu

optimalizaciu v tejto praci.

Z grafu 16 vidno, ze agent nadobudol dostatocné schopnosti na udrzanie automobilu
na ceste pri konstantnej rychlosti pomerne rychlo. Podobne je tomu aj pri dvoch
rychlostiach (graf 17), kde som simuldciu ukoncil po 36 odjazdenych kolach

V poslednej epizode.

Trajektorie drah v tychto dvoch simulacidch sa dost’ vyrazne lisia v sérii zakrut hned’
po Starte. Zatial ¢o agent s konstantnou rychlostou (obrazok 19), bol schopny
zvladnut' prvi zdkrutu od zaciatku, agent s dvoma rychlostami (obrazok 20) tuto
schopnost’ nemal. TiezZ si mdézeme vSimnut, Ze trajektoria agenta s konStantnou
rychlostou je viac orientovand k l'avej strane cesty, zatial ¢o u druhého agenta je

zrejma orientacia na stred.

Obrazok 19: Trajektoria drahy agenta pocas celej doby simuldcie pre model

spolocnej neuronovej siete pre vsetky akcie s konstantnou rychlostou
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Obrazok 20: Trajektoria drahy agenta pocas celej doby simuldcie pre model

spolocnej neuronovej siete pre vsetky akcie s dvoma rychlostami.

Ked'Zze st pre nas dolezitejSie dve rychlosti ako jedna, ukazeme si uz len grafy
simulacie pre dve rychlosti (grafy 18-21). Ddlezitejsie ako odmena za celu epizodu
(graf 19), kde vyssie hodnoty st logické vzhl'adom na dlhsi priebeh trvania epizddy,
je graf priemernej odmeny za akciu pocas epizody (graf 20) a graf chybovosti (graf
21).
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Graf 18: Priemerna rychlost pocas epizody pre model spolocnej neuronovej siete pre

vSetky akcie s dvoma rychlostami.
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Graf 19: Dosiahnutd odmena pocas epizody pre model spolocnej neurénovej siete pre

vSetky akcie s dvoma rychlostami.
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Graf 20: Priemernd odmena za akciu pre model spolocnej neuronovej siete pre vsetky

akcie s dvoma rychlostami.
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Graf 21: Priemerna chybovost pocas epizody pre model spolocnej neuronovej siete

pre VvSetky akcie s dvoma rychlostami.
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Zda sa, akoby tieto dva grafy spolo¢ne stviseli, pretoze ked’ na konci simulacie zacala
klesat’ odmena, klesala aj chybovost. V skutoCnosti vSak tieto dva grafy nemaja
ziadnu priamu zévislost, a fakt, ze trendova Ciara je podobna, je len Cisto ndhodny.
Chybovost’ totiz vyjadruje rozdiel odhadovanej hodnoty vybranej akcie a jej skutocne;j
hodnoty, zatial' ¢o graf odmeny vyjadruje skutocné hodnoty obdrzané za vybranu
akciu. To, ze klesa chybovost’ je dokazom, ze sa NS uci spravne, nechovori to vsak
0 tom, ze agent vybera optimalne akcie. Ten vybera len tie akcie, ktoré maju najvyssiu
odhadovant hodnotu. Ak teda optimalna akcia ma nizsiu odhadovant akciu ako akcia,

ktora agent vybral, na grafoch sa to nijako neodrazi.

Aby sme vSak mohli povedat’, Ci je agent dostatoCne nauceny, treba si pozriet’ graf
zavislosti vyberu akcie od stavového signalu (grafy 23 a 25). Na prehlasenie, ze agent
vybera vhodné® (nie nutne optimalne) akcie, by museli byt vietky akcie pre stavovy
signal vrozsahu (—50,0) zaporné apre rozsah (0,50) kladné, pretoze zaporné
hodnoty akcie znamenaju potocCenie dolava, kedZze zaporné hodnoty stavového
signalu znamenaju vychylenie doprava anaopak. Z grafu 23 vsak vidiet, ze NS
nevybera zakazdym vhodné akcie, ¢o zna¢i Ze aj po 307 epizddach avela
odjazdenych kolach hrozi, ze agent vyleti z trate. Dovod, preco je agent schopny
zostat’ na trati je vtom, ze dokadze korigovat chybny vyber akcie v nasledujucom

kroku, tj. vac¢sina akcii je vhodnych.

V grafoch 22 a 24 vidiet’ ako sa menia hodnoty neurdénov v skrytej vrstve so zmenou
stavového signalu, teda so zmenou hodnoty of fset, pri jednotlivych rychlostiach.
Vsetky Ciary sa pretinaji bud’ tesne pred oblastou of fset,=0 alebo tesne za fou.
Predpokladom je, ze v tomto bode by sa mala hodnota akcie rovnat’ 0, ¢ize Ziadne
otoCenie agenta, ¢o vSak ani v jednom z pripadov nie je pravda a mozno to tiez
povazovat’ za dosledok nedokonalého naucenia. Taktiez z tychto grafov vidno, Ze
aktivita na vicSine skrytych neurénov (okrem posledného neurdnu) narasta priamo

umerne s narastom hodnoty of fset,. To znamena, Ze tieto vystup z tychto neurénov

cv v

¥ Vhodn4 akcia je také akcia, ktord oto&i agenta spravnym smerom, ale nie nutne o spravny uhol.
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Graf 22: Zavislost vystupnej hodnoty skrytych neurénov (N1-N8) od stavového

signdlu pre rychlost 1 v modeli spolocnej neuronovej siete pre vsetky akcie s dvoma

rychlostami.
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Graf 23: Zavislost vyberu akcie od stavového signdlu pre rychlost 1 v modeli
spolocnej neuronovej siete pre vsetky akcie s dvoma rychlostami. Rychlost nadobuda

len dve hodnoty a to 1 alebo 2.
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Vystup z aktivacnej funkcie
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Graf 24: Zavislost vystupnej hodnoty skrytych neurénov (NI-N8) od stavového

signdlu pre rychlost 2 v modeli spolocnej neuronovej siete pre vsetky akcie s dvoma

rychlostami.
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Graf 25: Zavislost vyberu akcie od stavového signdlu pre rychlost 2 v modeli
spolocnej neuronovej siete pre vsetky akcie s dvoma rychlostami. Rychlost nadobuda

len dve hodnoty a to 1 alebo 2.

Ked'Ze tvrdim, ze tento posledny model je zatial’ najlepsi zo vSetkych v tejto praci

navrhnutych, budem ho testovat’ aj na inych okruhoch (obrazky 21 a 22) s tym, ze
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zmeriam, kolko pixlov agent preSiel, kym ziSiel z trate. Agenta najskér naucim na
doteraz pouzivanej trati a potom ju zmenim. Zaroven zakazem agentovi ucit’ sa, ako aj

zru$ime moznost’ nahodného vyberu akcie v stratégii e-greedy.

Obrazok 21: Trajektoria drahy na druhom type okruhu. Agent presiel vyse 10 kol,

kym sa dostal mimo trate.

Obrazok 22: Trajektoria drahy na tretom type okruhu. Agent presiel vyse 2.5 kola,

kym sa dostal mimo trate.
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Napriek dlhému testovaniu, agent nakoniec ziSiel z trate, o znamend, ze siet’ nebola
dostatocne naucena, resp. to moze aj znamenat, ze jej schopnost’ ucit’ sa a spravne
interpolovat’ nie je dostato¢na. Pri¢inou moéze byt nedostato¢ny pocet neuréonov
v skrytej vrstve, vyskyt lokalneho minima, alebo aj fakt, ze trat’ na ktorej sa agent ucil
nie je idealnym* okruhom na ucenie. V tom pripade by sme mali vymenit trénovaci
okruh. Ked’ze agent urobil na okruhu 3 (obrazok 22) len 2.5 kola, je jasné, ze tento
okruh je naroc¢nejsi ako ten prvy. Taktiez obsahuje 'avotoCivé aj pravotoCivé zakruty,
vratane roviniek, ¢im vyhovuje definicii idedlneho okruhu. Som vsak uz na konci tejto

prace, a preto nechavam tento problém otvoreny pre d’alSie skiimanie.

* Idealny v zmysle obsahujuci vietky typy zékrut arovin, s ktorymi by sa mohol agent stretniit’
v buduicnosti.
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1 Zaver

Ciel’ tejto prace, vytvorit’ agenta schopného ovladat’ automobil vo virtudlnom svete,
som prevazne Splnil. Postupoval sme inkrementalne, ¢ize najskér som vysvetlil
problematiku, v tomto pripade princip RL, nasledne vytvoril prvy model agenta, a

potom som neustale vylepSoval jeho schopnosti, rychlost’ u¢enia, ako aj architektaru.

Urcite vSak nemozno povedat’, Ze poslednd verzia je Uplne dokonala. Stale existuje
priestor na vylepSovanie ana testovanie. Spomenme si na projekt ALVINN, kde
neuréonova siet’ vnimala prostredie a pomocou ucenia s ucitelom sa ucila ovladat
skuto¢ny automobil. Ja som tiez vyuzil v poslednych dvoch verziach neurénovu siet,
no vstupom nebol obraz ale tri parametre popisujice stav. Mozno predpokladat’, ze by
moja neurdnova siet’ s RL bola schopna naudit’ sa ovladat’ automobil aj pri obrazovom
vstupe, ¢o je vlastne kombinacia mojho pristupu a pristupu v projekte ALVINN.

Takato architektira by sa dala povazovat’ ako najvhodnejsia pre tento typ ulohy.

Nielen architektura ale aj hodnoty parametrov, napriklad rychlost’ u¢enia, parameter
kvantifikujici mieru zohladnenia buducich odmien ainé su citlivé faktory
ovplyviujice celkovy vykon. Preto je treba ich podrobnejSie preskumat’ a najst’ pre ne
vhodné hodnoty, ¢o by mohlo byt’ cielom prace iného diplomanta. V tejto praci som
ich totiz volil intuitivne. Netreba tiez zabudnlt, Ze som vyuzival na uéenie metodu
SARSA(0), ktord patri medzi najjednoduchSie metédy, no napriek tomu model
pracoval relativne spravne. S lepSimi metédami by sa mali dostavit aj lepSie
vysledky, aj ked” miera konvergencie ku skuto¢nému biologickému modelu bude

nad’alej otdzna. Otazne je aj, ¢i je nutné k nemu konvergovat’.

Osobne zastdvame ndzor, Ze rychlejSie vyvinieme inteligentny systém, ked sa
nebudeme snazit’ kopirovat prirodu, ale budeme sa snazit' vytvorit' svoju vlastna

verziu, ktora samozrejme, mdze byt inSpirovana biologickym modelom.

V celej préaci som si nepoloZil otazku, preo vyuzivat’ neuronovu siet’ a RL, ked’ sa da
tato tloha vyrieSit aj priamym naprogramovanim. Samozrejme, ak mame malé
mnozstvo vstupnych dat, ktoré uz mézu byt’ urcitym spdsobom predspracované, nie je

problém ru¢ne vytvorit’ algoritmus, riadiaci spravanie agenta.
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Problém nastane v pripade, ak nepozname vsetky vzt'ahy medzi vstupnymi datami,
alebo su tieto vzt'ahy natol’ko komplikované, Ze je takmer nemozné ¢i neefektivne ich
vyjadrit’ programovym kodom. Vtedy sa vyuziva prave metoda ucenia. A ako som uz
napisal, Vv pripade ak potrebujeme aj interpolaciu hodndt, vhodnym rieSenim je

vyuzitie neurénovej siete.

Nakoniec ndm uz len zostava vyjadrit nazor, Zze nas$ posledny model agenta sa da
aplikovat’ aj na agentov v realnom svete, teda by mal byt schopny ovladat’ automobil
na ceste. Rozdiel bude len v tom, Ze uloha nebude epizodicka a agent by sa uz nemal
ucit’, aby nedoslo k degradacii jeho znalosti, resp. schopnosti, a z tohto dovodu je
nutné trénovat’ agenta najskor virtudlne omnoho dlhsi cas ako sme to vykonavali

V tejto praci.

73



Zoznam bibliografickych odkazov

Cummings, J. L. (1999). Understanding Parkinson Disease, JAMA, 281(4), p. 376—
378.

Doya, K. (2007). Reinforcement learning: Computational theory and biological

mechanisms. HFSP Journal, vol. 1, p. 30-40.

Horvitz, J. C. (2000). Mesolimbocortical and nigrostriatal dopamine responses to
salient non-reward events. Neuroscience, vol. 96, p. 651-656.

Horvitz, J., Stewart, T., Jacobs, B. L. (1997). Burst activity of ventral tegmental
dopamine neurons is elicited by sensory stimuli in the awake cat. Brain Research, vol.
759(2), p. 251-258.

Kakade, S., Dayan, P. (2002). Dopamine generalization and bonuses. Neural
Networks, vol. 15, p. 549-559.

Kawagoe, R., Takikawa, Y., Hikosaka, O. (1998). Expectation of reward modulates
cognitive signals in the basal ganglia, Nat. Neurosci. 1, p. 411-416.

Ljungberg, T., Apicella, P., Schultz, W. (1992). Responses of monkey dopamine
neurons during learning of behavioral reactions. Journal of Neurophysiology, vol. 67,
p. 145-163.

Montague, P. R., Dayan, P., Sejnowski, T. J. (1996). A framework for mesencephalic
dopamine systems based on predictive Hebbian learning. Journal of Neuroscience,
vol. 16, p. 1936-1947.

Murray, B., Shizgal, P. (1996). Behavioral measures of conduction velocity and
refractory period for rewardrelevant axons in the anterior LH and VTA. Physiology
and Behavior, vol. 59, p. 643-652.

Murray, B., Shizgal, P. (1996). Physiological measures of conduction velocity and
refractory period for putative reward-relevant MFB axons arising in the rostral MFB.
Physiology and Behavior, vol. 59, p. 427-437.

74



Pomerleau, D. A. (1989). ALVINN: an autonomous land vehicle in a neural network,
Advances in neural information processing systems 1, Morgan Kaufmann Publishers

Inc., San Francisco, CA

Schultz., W. (1998). Predictive reward signal of dopamine neurons. Journal of

Neurophysiology, vol. 80, p. 1-27.

Schultz, W., Dayan, P., Montague, P. R. (1997). A neural substrate of prediction and
reward. Science, vol. 275, p. 1593-1599.

Sutton, R.S., Barto, A.G. (1998). Reinforcement Learning, MIT Press, Cambridge,

Mass.

Szita, I., Lorincz, A., (2007). Learning to Play Using Low-Complexity Rule-Based
Policies: Illustrations through Ms. Pac-Man, Journal of Articial Intelligence Research
30, p. 659-684

Wiering, M., Hasselt, H. (2007). Two Novel On-policy Reinforcement Learning
Algorithms based on TD(lambda)-methods. Proceedings of IEEE International
Symposium on Approximate Dynamic Programming and Reinforcement Learning
(ADPRLOT7), p. 280-287

75



