AKVIZICIA GRAMATIKY Z KORPUSU
POMOCOU SAMOORGANIZACIE

Diplomova praca

Miroslav 'os

UnNiverziTA KoOMENSKEHO Vv BRATISLAVE
FAaxuLTA MATEMATIKY, FYzZiKy A INFORMATIKY

KATEDRA APLIKOVANE] INFORMATIKY

Studijny odbor: Informatika

Veduci diplomovej prace: doc. Ing. Igor Farkas, PhD.

Bratislava, Maj 2007



Pod’akovanie

Tymto sa chcem podakovat v prvom rade svojmu diplomovému
veducemu Igorovi Farkasovi za vyber témy prace a poskytnutie odbornej
literatury, ale hlavne za jeho otazky, ktorymi ma viedol k presnejSiemu
skumaniu a pochopeniu problematiky.

Dalej sa chcem podakovat menovite Radovanovi Garabikovi, ale aj
celému Slovenskému Narodnému Korpusu JULS SAV za vytvorenie a
spristupnenie korpusu textov sucasného slovenského jazyka a
poskytnutie potrebného hardvérového vybavenia.

Nakoniec sa chcem podakovat svojim kolegom v ro¢niku, ked sviznost
ich postupu ma najvac¢Smi pohanala pri vypracovavani tejto prace.

Cestne prehlasujem, Ze som tdto diplomovti pracu vypracoval
samostatne s pouZitim uvedenej literatury.

V Bratislave, 3. maja 2007 e
Miroslav L'os, v.r.



Abstrakt

V praci je popisany model ziskavania gramatiky viet z ¢istého neano-
tovaného textového korpusu vyhladavanim signifikantnych kontextovo
zavislych vzorov Struktary viet korpusu prostrednictvom redukcie
redundancie systematickou unifikaciou ciastone zhodnych ciest
v grafovej reprezentacii viet korpusu.

Tento model je nasledne rozSireny o metodu vyhladavania vyznacnych
morfém jazyka bez ucitela v korpuse rozdelenom na jednotlivé znaky,
pricom sa vyhyba nutnosti tvorit vzory pod uroviou slov bez séman-
tickej plauzibility a syntaktickej opodstatnenosti.

Na pokusoch s nahodne generovanymi umelymi gramatikami a korpuse
textov slovenského jazyka sa preukazu prezentované schopnosti tohto
modelu.

Klhacové slova: Akvizicia jazyka, Statistické spracovanie prirodzeného
jazyka, ucCenie bez ucitel'a, konStruk¢na gramatika

Abstract

In the present work a grammar acquisition model is described that
searches for significant and context-specific patterns in the structure
of the sentences found in a raw, unannotated corpus, utilizing
redundancy reduction by systematic unification of partially aligned
paths in a graph-formed representation of the corpus.

This model is then enhanced with an unsupervised search method
for significant morphemes of the language in a corpus split-up to sole
characters while avoiding the need to produce sub-word-level patterns
without any semantic plausibility and syntactic justifiability.

With experiments on random-generated artificial grammars and a
corpus of texts in Slovak language the advertised capabilities of this
model shall be shown.

Keywords: Language acquisition, statistical natural language
processing, unsupervised learning, construction grammar
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1 Uvod

Prirodzeny jazyk je jednym z najzaujimavejSich objektov vyskumu
v umelej inteligencii a pribuznych vedeckych disciplinach. Primat umelé
systémy skutoCne porozumiet vyrokom vyjadrenym a vyjadritelnym
v prirodzenom jazyku sa povazuje zavyznamné, ak nie klIucové
kritérium na uznanie takéhoto systému inteligentnym. Jednotlivé zlozky
C¢i podproblémy tejto ulohy sa niekedy povazuju za natolko funda-
mentalne spdté s inteligenciou, az vznikla metafora o AI-uplnosti poro-
zumenia prirodzenému jazyku, Cize mysSlienke, ze rozrieSenie tejto
ulohy bude obsahovat, alebo mat za nasledok aj rieSenia mnohych inych
(aj ked mozno nie vSetkych) problémov silnej UL

Prirodzenym zdrojom modelov ¢i aspon mysSlienok rieSiacich
(pod-) problémy porozumenia prirodzeného jazyka su ludia ako jeho
(jedini sucasni) pouzivatelia. udia majui skoro bez vynimky schopnost
naucit sa jazyk svojej komunity v povazlivo kratkom case, pricom sa ich
prejavované jazykoveé prostriedky navzajom liSia len v nepatrnej miere.
S pomocou jazyka dokazu teoreticky formulovat, uchovavat a komu-
nikovat vSetky svoje mysSlienky na lubovolnej urovni. Komunikacia
takymto sposobom s umelymi systémami by mala nespochybnitelny
efekt kvalitativneho pozdvihnutia prace s nimi. Konec¢nou ulohou teda je
vytvorit systém schopny vyextrahovat vyznam uloZeny vo vetach neja-
kého (l'ubovolného) jazyka a obratene utvorit ku komunikovanym infor-
maciam vety jazyka sposobom, akym by ich utvoril clovek. Tato uloha
teda spada do skupiny uloh UI snaziacich sa napodobnit ludské vykony.
Prakticky vSetky ulohy z tejto kategorie sa veda prirodzene snazi riesit
tym, Ze najprv preskama sposob, akym ich dokaze riesit ¢lovek.

Kym jedna cast lingvistov pokladd ulohu naucenia sa jazyka
za podmienok, za akych zjavne prebieha za priliS§ naro¢ni a predpo-
klada, Ze vSetky prirodzené jazyky maju spolocny jednotny zaklad,
ktory je spracovatelny nato usposobenym modulom v mozgu,
alternativna komunita nepovazuje argumenty tychto tzv. nativistov
za dostatocné a snazi sa hladat vSeobecné uciace postupy, ktoré nie su
Specidlne zamerané na jazyk, avSak dokazu ziskat jeho pouzitelnu
reprezentaciu. Takéto metody sa tymto vlastne pokuisaju na dostatocne
zlozitom probléme najst aj jednotny mechanizmus podobny tomu,
ktory sa zasluhuje o schopnosti ¢loveka pripisované inteligencii.



Metody, ktoré vyuziva tato druha skupina su zaloZené na pozorovani
pravidelnosti v mnoZine pristupnych pozorovani, teda pozorovanim
Statistickych zavislosti medzi jednotlivymi slovami a vetami v korpuse
viet daného jazyka. Samostatné naucenie sa gramatiky jazyka umelym
systémom by v porovnani s ,ru¢nym“ pristupom jej naprogramovania
znamenal neporovnatelny kvalitativny prinos pre umelu inteligenciu,
pricom je z jej pohladu aj zaujimavejsi, Co je dovodom, pre ktory som si
vybral takyto model za tému svojej diplomovej prace.

V druhej kapitole tejto prace popiSem problematiku teérii ucenia sa
jazyka, prostriedky a metody, ktoré vyuziva Statisticky blok spracovania
prirodzeného jazyka (anglicky [Statistical] Natural Language Processing
- NLP) a zakladné poznatky zo Statistiky a teorie informacie, na ktorych
sa zakladaju spomenuté metody. Tretia kapitola sa zaobera modelom
na automatické ziskavanie Struktury z korpusu, algoritmom, na ktorom
je zalozena tato praca. Stvrta kapitola opisuje nedostatky a praktické
vyhrady vodi Adiosu, ktoré ciastocne vznikaju prijeho aplikacii
na slovensky jazyk a navrhy naich rieSenie. Piata kapitola opisuje
experimenty vykonané s navrhnutym modelom a analyzuje dosiahnuté
vysledky, ktoré su zhrnuté v zavere prace.



2 Konceptualne a teoretické vychodiska

2.1 Gramatika prirodzeného jazyka a jej uCenie

Vyznam mySlienok cloveka sa do viet prirodzeného jazyka uklada
usporiadavanim (v kazdom momente konecnej) mnoziny symbolov
do konecnych postupnosti. Toto usporiadavanie sa vyznacuje vysokym
stupnom systematického Struktirovania v opakujucich sa vzoroch
(pattern, nie (len) v zmysle deklinacného vzoru). Tieto konzistentne
pouzivané vzory v sebe uchovavaju komponenty zamySlaného
vyznamu. Sposob, akym na seba vzory mozu nadvizovat moZe
nadobudat podobu (produkcénych) pravidiel. Pravidla, ktorymi sa
produkuje a zachytava vyznam vo vetach, tvoria gramatiku jazyka.
Ovladnutie schopnosti komunikovat v jazyku teda znamena ovladnutie,
ziskanie pravidiel jeho gramatiky. Deti (aj dospeli) sa gramatiku daného
konkrétneho jazyka (aspon v jej konecnej podobe) musia ucit, kedze
dopredu nemajui moznost poznat tento jazyk.

Nativizmus a generativna gramatika

Niektoré poznatky z tedrie ucenia (najviac spominané su asi z (Gold,
1967)) naznacovali, Ze niektoré v gramatikach prirodzenych jazykov
pozorovatelné javy sa nedaju naucit zo vstupu (pozitivnych prikladov
teda vypocutych viet jazyka), ktory detom celkom beZne staci
na perfektné zvladnutie tychto javov, ako aj celého jazyka. Z tohto
skupina vedcov na Cele s Noamom Chomskym oznacovana ako nativisti
usudila, Ze Tudia musia mat vrodené jazykovo-Specifické schopnosti
zakodované v nejakej casti mozgu. Na tejto mysSlienke bola potom
postavena teoria Univerzalnej Gramatiky, teda jadra gramatiky
spolocnej vSetkym Iudom. V tejto gramatike resp. v tzv. hlbokych
Strukturach je reprezentovany cely vyznam komunikovanej myslienky.
VSetky roznorodé gramatiky prirodzenych jazykov potom vznikaja
pridanim (¢i vlastne aktivaciou a nastavenim parametrov)
transformacnych pravidiel pre prepis hlbokej Struktiry na plytka, teda
prezentovanu Struktiru jazyka. UcCenie sa jazyka sa takto redukuje
na hladanie vhodnych parametrov pre transformacné pravidla a
ziskanie (zapamatanie si) lexikonu slov (najmensSiemu druhu vzorov
v zmysle predchadzajuceho odseku) a ich priradenych vyznamov (Sag,
Wasow 1998).



S tymto nativistickym pohladom na gramatiku je prirodzene spaty aj
pouzivany tvar pravidiel gramatiky: Vety sa Clenia do (usporiadanych)
fraz a podfraz (ako substantivna, slovesna, predlozkova), ktoré zase
urcuju pozicie a kategoérie pouzitelnym slovnym druhom, za ktoré
mozno dosadit vhodné slova z lexikonu. K takymto pravidlam sa pridali
pravidla, ktoré dokazali transformovat zakladnu vetu do inych poddb,
napr. utvarajuc trpny rod, otazku, imperativ ¢i substantiva zo slovies.
Nativisti tak zalozili rodinu generativnych gramatik. Tieto nasledne
presli viacstupnovym vyvojom, napriklad postupne sa zbavujuc
transformacnych pravidiel v prospech pravidiel zaloZenych na ohra-
niceniach neutralnejSich oproti povodnym postojom nativistov.

Asi najpouzivanejSou triedou sucasnych generativnhych gramatik je
Head-Driven Phrase Structure Grammar (HPSG). Triedy fraz, z ktorych
pozostavaju vety tvoria typovu hierarchiu obohatenu o hierarchiu
vlastnosti (features; ide o syntaktické aj sémantické kategoérie fraz) a
mozné hodnoty tychto vlastnosti (ide teda o rucne konStruovanu
komplikovani ramcovu reprezentaciu poznatkov o gramatike jazykov).
Frazy vo vetach vytvaraju znamenia (signs), ¢o su dvojice postupnosti
slov tvoriacich frazu a Ciastone ohodnotenym ramcom frazy. Jednotlivé
prvky frazy maju priradené vlastné ramce. Dolezitym prvkom systému
su hlavy zloZzenych fraz, ¢o su ich najdolezitejSie prvky, zvycajne
zdielajuce hodnoty dolezitych vlastnosti (napr. hlavou podmetovej
frazy v nominative singularu je podstatné meno rovnakych vlastnosti).
Pravidla gramatiky su obohatené ohraniCeniami na typy a hodnoty ich
vlastnosti, tieZ ich mézu do ramcov dopinat. Slova z lexikonu maju
urcené typy a niektoré hodnoty, ¢im sa definuje ich pouzitelnost
vo frazach. Gramatickost vety sa deklaruje existenciou sustavy znameni
konzistentnej s dalSimi principmi a ohraniceniami popisujucich (syn-
takticku aj sémanticku) ulohu kazdého slova vety (Sag, Wasow 1998).

Inym pohladom na (generativnu) gramatiku jazyka viac kompatibilna
so Statistickymi nahl'admi je rodina konStrukcnych gramatik. V nich sa
neodliSuju syntaktické pravidla a lexikon gramatiky, ale cela gramatika
sa berie ako ,konStruktikon“ - zbierka konsStrukcii, teda pevnych
syntaktickych jednotiek roznej velkosti, ktoré predstavuju stavebné
kamene na tvorbu viet jazyka. Kazda konStrukcia ma priradeny svoj
vlastny vyznam (je to vlastne par formy a obsahu), ktory tak nie je len
funkciou vyznamov svojich podkonstrukcii ako inde. KonsStrukcie mozu
mat formu od morfém a slov, cez idiomy az po abstraktné syntaktické
konStrukcie (z generativneho pohladu). Tieto sa bert rovnocenne a



utvaraju akési syntakticko-lexikologické kontinuum. VSetky jazykové
znalosti Cloveka su obsiahnuté v sémantickej sieti jemu znamych
konstrukcii (Goldberg 2003).

Lingvistické korpusy

Kazda vedecka tedria sa v konecnom dosledku potvrdzuje alebo
vyvracia na empirickych datach. Za ucelom potvrdzovania alebo revido-
vania nazorov jednotlivych lingvistov sa zacali takéto data zbierat.
Empirickymi datami v lingvistike su skutoCne pouzivané (pisané ci
vyslovené) vety, rozhovory ¢i vypovede v skimanom jazyku. Tieto data
sa vhodne zoskupuju do korpusov textov.

Textové (alebo hovorené) korpusy podla zamerania v ramci jazyka
zoskupuju texty urcitej kategorie, alebo sa naopak snazia zhromazdit
reprezentativny prierez celym jazykom v danom ¢asovom obdobi. Medzi
¢asto pouzivané korpusy prvého druhu patri korpus CHILDES
zachytavajuci rozhovory medzi rodi¢mi a detmi. Na tomto korpuse sa
zvyCajne robia experimenty s modelmi ucenia sa jazyka malymi detmi.
Korpusy druhej kategorie su rozne narodné korpusy, ako napriklad aj
Slovensky Narodny Korpus.

Sucastou prace na korpuse zvyCajne byva aj segmentacia textov
na tokeny a vety a priradenie roznych druhov anotacii textom alebo ich
Castiam, od Stylovo-Zanrovych cez morfologické, syntaktické az po sé-
mantické ¢i pragmatické (tieto su skor vysnivanym cielom tvorcov
korpusov). Azda najznamejSim prikladom korpusu so syntaktickou
anotaciou je produkt Pennsylvanskej univerzity - Penn Treebank. Tieto
anotacie sa ponukaju ako zlaty Standard pre porovnanie
s navrhovanymi modelmi (akvizicie) gramatiky. Problémom vSak je, Ze
tieto anotacie odzrkadluju teoretické nazory alebo skusenost autorov
korpusu s gramatikou, pricom jednotlivé nazory sa rb6znia uZ aj
pri takych jednoduchych anotaciach ako je uzatvorkovanie (bracketing;
zoskupovanie, napriklad privlastkov k podstatnym menam) niektorych
konstrukcii liSia v zasadnych bodoch (Manning, Schiitze 1999).

Statisticky pohlad na jazyk

Vznik  korpusov  podnietil znovuoZivenie  Statistickych a
pravdepodobnostnych pristupov k jazyku. Tieto boli totiz s nastupom
nativistickych teorii potlacené do tstrania. Pred tymto obdobim boli
empirici zastupovani britskym lingvistom J. R. Firthom, so znamym
(obl'ibenym anekdotickym a opisnym) heslom: , You shall know a word



by the company it keeps.“ (Firth 1957, str. 10) Pre tieto pristupy je
priznacna snaha vysvetlit produkciu viet jazyka ako stochasticky
proces, s urCitymi pravdepodobnostami vyskytu a poradia slov. Jazyk
v takomto ponimani nie je tak kategoricky odliSenda mnoZina grama-
tickych viet ako v pripade generativistov, ale kazda veta mozZe byt
vyslovena s urcitou pravdepodobnostou (mizivou u ,negramatickych*
viet). Vysoka pravidelnost vzorov v jazyku sa chape ako nasledok
vyberu podla socidlne-evolu¢nych tlakov na efektivnu prenositelnost a
reprezentovatelnost vyznamov. Oproti nativistickym nazorom o prak-
ticky konecnom (obohacuje sa iba lexikon) pocte pravidiel kazdej
gramatiky jazyka takéto modely konceptualne umoznuju dynamicke
zmeny a obohacovanie ¢i ochudobnovanie gramatiky v ¢ase. Vyznam
slov a fraz sa chape byt urcCeny svojim zvyCajnym (Castym, pravde-
podobnym) pouzitim. Takéto chapanie jazyka umoznilo odputat sa
od namietok nativistov a zaoberat sa akviziciou gramatiky jazyka
z (pozitivnych) dat obsiahnutych v korpuse. Statistické pristupy
k jazyku sa v teorii opieraju o konekcionistické kognitivne a neurovedné
tedrie, ktoré poukazuju na schopnost mozgu ,vSimat si“ a pracovat
na zaklade Statistickych vlastnosti vnemov. Preto sa Statistické smery
akvizicie jazyka snazia podporit tieto tedrie vysledkami s modelmi
automatického ucenia sa gramatiky detmi bez ucitela pomocou
vSeobecne (nielen jazykovo) pouzitelnych algoritmov ucenia.

2.2 Statisticka akvizicia gramatiky a jej metody

Statistické modely jazyka odhaduju distribucie slov a frdz pomocou
roznych Statistik a frekvencii vyskytov jazykovych javov v korpuse.
NajpouzivanejSimi su relativne frekvencie kookurencii ¢i kolokacii
skupin slov vo vzajomnej blizkosti alebo naslednosti (podla dizky
sekvencie rozliSujeme Statistiky bigramové, trigramové, Stvorgramové,
atd.). Pomocou nich sa tvoria rozne kritéria na vyznamnost (pravde-
podobnost, pripustnost) kandidatskych vzorov, ktoré sa podla nich
zahrnu do vytvaranej gramatiky. Tieto byvaju bud probabilistické, ako
rozne pouzitia EM (expectation maximisation) algoritmu, ktoré sa snazia
najst gramatiku z nejakej vopred urcenej rodiny, ktorej pouzitim sa vety
korpusu stanu pravdepodobné v maximalnej moznej miere, alebo
informacno-teoretické (Minimum description length), pri ktorych sa
dava prednost vzorom, Kktorych pouzitie minimalizuje naroky
na vyjadrenie (a maximalizuje prirastok informacie) najpouZzivanejsich
vetnych konStrukcii. Zakladnym modelom pouZivanym na jednoduché
ziskanie gramatiky je PCFG, ktora klasickym pravidlam bezkontextovej
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gramatiky priraduje pravdepodobnost ich pouzitia. Tymto spésobom sa
jednoducho priradi kazdej generovatelnej vete jej pravdepodobnost (a
tym jej oCakavana prakticka pouzitelnost) (Manning, Schiitze 1999).

Niektoré modely statistického ucenia sa gramatik

Niektoré zo zakladnych myslienok konStrukcionisticky ladenych
modelov gramatik a ich ucenia obsahuju Memory Based Learning
modely ako FAMBL (Roberts, Atwell 2002). Tento model vyuZiva slabu
abstrakciu (klastrovanim metodou k-nearest neighbor) na ziskanie
rodiny podobnych vyrazov, ktoré sa zlucia do jedného rodinného vzoru.
Tento zachytava spoloCny tvar rodiny, pricom sa povodné vyrazy
reprezentuju ako alternativy v podvyrazoch tohto vzoru. Schematicky to
mozno vyjadrit ako nahradenie rodiny vyrazov ABCD, ABED, AFCD
rodinnym vyrazom A(B,F)(C,E)D. Dalsia (podobna) myslienka je vyuZita
aj v Alignment Based Learning. Cez pravdepodobnosti vyskytu slov
v konStituentoch sa hladaju koherentné Cciastone zhodné (partially
aligned) konsStituenty, ktorych nezhodné casti sa povazuju sa toho
isttho typu a vzajomne zamenitelné, z ¢oho sa odvodia prislusné
pravidla gramatiky (Roberts, Atwell 2002).

Wolff vo svojej praci (1988) predstavuje tedriu ucenia sa gramatiky
ako znizovania redundancie kompresiou kognitivnych Struktur. Podla
nej sa Clovek uc¢i gramatiku jazyka upravou pravidiel tak, aby
minimalizoval naroky na pamétovy priestor pri zachovani vyjadrovacej
ucinnosti gramatiky. Implementaciou niektorych konceptov tejto teorie
je v praci predstaveny program SNPR V nom sa vSetky jazykové znalosti
ukladaju do Struktary pravidiel. Tieto pravidla su troch druhov:
minimalne (M, produkuju pismend), syntagmatické (SYN, opisuju
sekvencie pravidiel; kazdé pravidlo expanduje jedineCny neterminal) a
paradigmatické (PAR, opisuju alternativne pouzitelné pravidla).
Z frekventovanych parov pravidiel v korpuse sa tvoria SYN pravidla,
ktoré (rekurzivhym uzitim) postupne utvaraju frekventované slabiky,
slova, slovné spojenia, frazy a vety. Pravidla so spolo¢nymi kontextami
(pravidlami pred a zanimi) sa zoskupuju do komplexnych SYN
pravidiel, ktoré obsahuju PAR pravidla na zachytenie rozdielov v ramci
skupiny. Takto utvorené PAR pravidla sa podielaju
na zovSeobecneniach: v pravidlach, ktoré obsahuju niektoru z alternativ
PAR pravidla, sa tato nahradi samotnym PAR pravidlom. Dava sa tak
moznost vzniku novych viet vyberom inej alternativy PAR pravidla.
Moznost priliSného zovSeobecnenia sa eliminuje prestavovanim PAR
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pravidiel: ak pre niektoré z alternativ PAR pravidla nie je dostatoCna
podpora v korpuse, nahradi sa tento vyskyt pravidla novym PAR
pravidlom, ktory obsahuje len podporované alternativy. Dobré
generalizacie sa tymto nestracaju, pretoze tie maju podporu v korpuse
dostatocnu (prakticky su tym definované). Wolff pokracuje v praci
(Wolff 1988) empirickym zdovodnovanim prace algoritmu a teorie
v pozadi (segmentacia, ucCenie sa slov, skladanie stale zlozitejSich
konStrukcii na zaklade hladania zhody v historii pocutych viet,
zovSeobecnenie a eliminacia priliSného zovSeobecnenia) z pozorovani
realneho priebehu ucenia u deti. Naoplatku pomocou tejto tedrie mozno
elegantne vysvetlit niektoré dalSie javy v uceni. Poskytovana teoéria nie je
zamerana vylucne na jazyk - da sa vyuzit aj na iné druhy ucenia, ¢o sa
chape ako podpora nie-nativistickych pohladov na akviziciu jazyka.

Modelom akvizicie jazyka vyuzitym a rozvinutym v tejto diplomove;]
praci je algoritmus ADIOS (popisany v ¢lankoch Solan et al. 2003a, Solan
et al. 2003b, Solan et al. 2004, Edelman et al. 2003, Edelman et al. 2004a,
Edelman et al. 2004b). Korpus sa v nom uchovava v orientovanom grafe
suzlami tvorenymi povodnymi tokenmi a Strukturovanymi vzormi
s asociovanymi triedami ekvivalencie (porovnatelné s M, SYN a PAR
pravidlami z (Wolff 1988)). Vety korpusu su reprezentované ako
orientované cesty v tomto grafe. Algoritmus prebieha na konceptualnej
urovni obdobne ako u Wolffa, avSak signifikantnost (a pripustnost
zaradenia) vzorov sa meria pomocou informacnych mier na k-
gramovych Statistikach (urcenych poc¢tom hran grafu v danom smere) a
priliSnému zovSeobecneniu sa predchadza skeptickym pouZivanim tried
ekvivalencie. Dal§im prinosom modelu je moZnost testov gramatickosti
viet na zaklade miery zhody s generovanou Struktirou. BliZS$i opis
modelu je predmetom kapitoly 3 tejto prace.

2.3 Statistické nastroje spracovania jazyka

Frekventovanym nastrojom Statistického spracovania prirodzeného
jazyka je testovanie hypotéz. Ide o metdédu na overovanie hypotéz
o pravdepodobnostnych distribuciach skiimanych javov pomocou
Statistickych testov na nameranych vzorkach dat. Dolezitou kategoriou
takychto testov je test pomerom vierohodnosti (likelihood ratio test). Pri
tejto metode sa formuluju dve hypotézy o skimanom jave: tzv. nulova
hypotéza H a alternativna hypotéza A. Nulova hypotéza vysvetluje
pozorované javy sposobom, ktory chceme vyvratit (napr. Ze pozorované
data vznikli Cistou nahodou). Alternativna hypotéza v silnejSej verzii
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vysvetluje dany jav ako komplement nulovej hypotézy, teda
predpoklada jej neplatnost, alebo v slabSej verzii nejakym alternativnym
sposobom, s ktorym chceme nulovi hypotézu porovnat. Na porovnanie
tychto dvoch hypotéz sa vypocita ich vierohodnost pri pozorovanych
datach, ¢o je podmienena pravdepodobnost, Zze je dana hypotéza
pravdiva, ak nastal pozorovany jav.

Hodnota pomeru vierohodnosti nulovej a alternativnej hypotézy je
Statistika na pozorovanych datach, ktorej hodnota rastie so zva¢Sujucou
sa pravdivostou ¢i pravdepodobnostou nulovej hypotézy. Ak je hodnota
tejto Statistiky menSia ako nejaka hranicna hodnota «, mozeme nulova
hypotézu zamietnut a pripadne prijat ¢i dat prednost alternativnej
hypotéze, kedze predmetom testu je urcit, ktora hypotéza lepSie
vysvetluje pozorované javy. Hranicna hodnota o je funkciou
signifikantnosti teda pravdepodobnosti chyby prvého druhu tohto testu,
takZe zvySovanim o znizujeme pravdepodobnost, Ze odmietneme
nulova hypotézu, hoci tato je lepSia ako alternativna.

Variaciou testu pomeru vierohodnosti je pouzitie Kullback-
Leiblerovej divergencie podla vzorca:

=3 L L 4(x)
xeX LH(X)

kde X je mnozina pozorovani a L, a Ly su vierohodnosti alternativne;j
resp. nulovej hypotézy pre dané pozorovanie. Kullback-Leiblerova
divergencia je mierou z tedrie informacie hovoriacou o ocakavanej
neefektivnosti optimalneho kodovania informacie (hodnot) predpo-
kladajuc, Ze tieto hodnoty su distribuované podla nulovej hypotézy, ak
je alternativna hypotéza pravdiva. KLD je pri testovani hypotéz inter-
pretovatelna ako miera toho, o kolko lepSie sa na popis javu hodi
alternativna hypotéza oproti nulovej a pri Statistickom spracovani
vzorov tiez, ako efektivnejSie popisuje A jav oproti H, o je podstatou
MDL met6d NLP.

KLD((A|lX) |[(H|X))=E 10g

H|X

Kedze pravdepodobnosti vyskytu jazykovych javov, na ktoré sa
redukuju funkcie vierohodnosti nie si zname, je treba ich odhadnut
z nazbieranych empirickych dat. Na tento odhad zvycajne sluzia odhady
opierajuce sa o maximalnu vierohodnost, teda pravdepodobnost javu sa
odhadne tak, aby bola pravdepodobnost empirickych dat pri danej
pravdepodobnosti maximalna. Tato pravdepodobnost je urcena
relativnymi frekvenciami (pomerom vyskytu daného vysledku oproti
suc¢tu vyskytov vSetkych moznych elementarnych vysledkov)
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jednotlivych  elementarnych  vysledkov, kedzZe je maximalne
pravdepodobné, Ze nejaky vysledok dosiahne danu relativnu frekvenciu
prave vtedy, ked je tato relativnha frekvencia rovna jeho
pravdepodobnosti. Ak tiito myslienku rozsirime aj na hladanie modelov
jazykovych javov v NLP, dostavame sa k EM metédam NLP.

Odhady pravdepodobnosti z empirickych dat

V pripade korpusu viet nejakého jazyka sa teda pravdepodobnost
vyskytu urcitého slova v jazyku reprezentovanom tymto korpusom
odhadne ako pomer poctu jeho vyskytov a poctu vSetkych slov
v korpuse. Odhad podmienenej pravdepodobnosti nejakého slova,
za nejakej podmienky (napr. Ze nasleduje po nejakom inom slove)
odhadne ako pomer poctu, kedy sa dané slovo nachadza vo vete
spliajicej podmienku a celkovému poc¢tu takychto viet. Odhady
sucasnych vyskytov viacerych javov sa moOzu ziskat pomocou
retazového pravidla pre podmienenti  pravdepodobnost:
P(Al, . An) - P(A]) - P(Az | Al) "Lt P(An | Al, veny An—l).

Velkym problémom takychto odhadov byva zrejmy fakt, ze korpus
jazyka neobsahuje vSetky mozné slova a vety daného jazyka, je len jeho
viac ¢i menej reprezentativnou vzorkou. KedZe je moznych slov velmi
vela, vyskytuje sa vacSina slov aj vo velkom korpuse len niekolko malo
krat, ¢ize kazdé slovo ma mizivi pravdepodobnost. Pravdepodobnost
sekvencii slov je o to vacSim problémom. Maximum-Likelihood odhady
tieZ priradia slovam, ktoré sa v korpuse nenachadzaju nulova pravde-
podobnost a slovam v korpuse teda vacsiu pravdepodobnost, ako v
skuto¢nom jazyku maju. Preto sa zvyknu tieto odhady upravovat tak, Ze
sa aj nepritomnym slovam priradi nejaka minimalna pravdepodobnost,
kym slovam pritomnym v korpuse sa z pravdepodobnosti proporcio-
nalne uberie. Tieto techniky sa zvyknt nazyvat vyhladzovanie.
Jednoduchym prikladom takejto upravy je pouzitie Laplaceovho
odhadu, ktory predpoklada uniformnu distribticiu moznych slov a
skutotne sa vyskytujucim slovam ju zvySi podla ich poctu:
C(w)+1

Py w)= N+B

kde C(w) je pocet vyskytov slova (¢ iného ,javu“),
N je pocet slov v korpuse a B je pocet vSetkych moZnych slov, o je aj
problém tejto metody: B je potrebné vediet (alebo zvolit) a ak je jeho
hodnota omnoho vidcSia ako N, tak sa nevyskytujucim sa slovam a
hlavne n-gramom priradi véacsia cast (vac¢sina) distribu¢nej masy, ako je
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z empirickych dat v korpuse opodstatnené. Preto sa vyvinuli metody
viac sa opierajuce o Statistiky korpusu. Vyzdvihovanou je napriklad
Good-Turingov odhad, ktory v sebe skryva predpoklad o binomickom
rozdeleni pocetnosti n-gramov (napriek tomu, Ze je takyto predpoklad
v podstate tiez nespravny metoda dosahuje akceptovatelné vysledky) a
pri odhadoch tak vyuziva informaciu o pocCetnostiach pocetnosti (r a N;)
n-gramov v korpuse a vybranu, tzv. vyhladzovaciu funkciu S (napr.
hyperbolicka funkciu a-r® <!, kde parametre sa urcuju podla N;): odhad
javov s pocetnostou r mensou ako nejaka konstanta sa upravi pomerom
s pocetnostou javov o 1 pocetnejSich (napr. pri tzv. Jednoduchom G-T
odhade ar = 0 je Per = N; / NoN) a potom sa renormalizuje (aby bola
suma P jedna) (podrobnejSie v Manning, Schiitze 1999).
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3 Model akvizicie gramatiky ADIOS

3.1 Principy a ciele modelu

Zakladnym principom, ktory sa model Adios (teda Automatic
Distillation of Structure) snazi sledovat je chapanie osvojovania jazyka
ako hladanie Struktiry v datach. Preto sa odklana od tradicnych
generativnych systémov gramatik v prospech Statistického spracovania
jazyka. Za hlavnu nevyhodu umelo konsStruovanych generativnych gra-
matik prirodzenych jazykov sa povazuje (hoci prirodzenda) snaha
lingvistov skonsStruovat gramatiku, ktora odraza ich skiisenost so syste-
matizovanim poznatkov, a preto su orientované na zjednotenu hierar-
chizaciu konStrukcii (isty pohlad zhora nadol), takze tvorba viet
predchadza od abstraktnych a globalne pouzitelnych konsStrukcii k ich
jednotlivym konkretizaciam. Takéto gramatiky ale nemusia byt adekva-
tne vzhladom na skutocnost, Ze prirodzené jazyky sa vyvinuli (a vyvi-
jaju) sposobom analogickym s biologickou evoliiciou a neboli zamerne
stvorené na svoj ucel (prenosu informacie) podla nejakého planu.
Na druhej strane su poznatky o jazykovych javoch zozbierané lingvi-
stami v jazykoch realne obsiahnuté, a preto je vhodné a aj potrebné ich
vysvetlit a vybudované formalizmy st vskutku vhodné na reprezentaciu
I'ubovolnej informacie.

Aby bol ciel vytvorit systém, ktory hl'ada struktiru v datach dosledny,
musi sa zbavit predpokladov zo strany autorov ¢i lingvistov o danom
jazyku. Skutocne, hladanie gramatiky jazyka by nemalo byt spojené s jej
predurcovanim. Preto nemozno takémuto systému poskytovat k ¢istému
textovému korpusu (¢i uz pisanému alebo reprezentujucemu prepisanu
re¢) dodatocné informacie. Prikladom takejto nevhodnej informacie je
anotovanie jednotlivych slov ich klasifikaciou (napriklad do slovnych
druhov, ale aj podrobnejSie), hoci praca na takto anotovanych datach (¢i
priamo datach nahradenych ich anotaciami) moze prekonat problémy
s nizkymi relativhymi frekvenciami slov a ich spojeni v korpuse. Takato
klasifikacia obmedzuje mozZnost ziskat jemnejSiu klasifikaciu
na zaklade lokalnych, kontextovo zavislych pravidiel.

Hladanie Struktury sa neobmedzuje len na vyhladavanie a vyberanie
takych pravidiel, ktoré su najlepSou reprezentaciou daného korpusu viet
¢i uz z hladiska pravdepodobnosti alebo popisnej zlozitosti, ako to
mozno vidiet u modelov vyuZivajucich maximalizaciu ocakavani, resp.
minimalizacie diZky popisu. Dobra gramatika ziskana z danych dat totiz
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nie je ta, pre ktoru je pravdepodobnost danych dat najvicsia (a z tohto
hladiska je skutoCne najpravdepodobnejSia), ani ta, ktora je efektivna a
pritom najjednoduchsia, teda dokaze generovat kazdu vetu pouzitim
minimalneho poctu pravidiel, ale ta, ktora dokaze najst pravidla schop-
né zovSeobecnenia daného fragmentu na cely jazyk. Takéto pravidla
majua nadej reprezentovat javy jazyka sposobom prelinajucim sa
s vyznamom viet jazyka obsiahnutym priamo v jeho syntaxi.

Reprezentdcia gramatiky pomocou vzorov

Kazda gramatika je v konecnom dosledku obmedzena moZnostami,
ktoré jej poskytuje jej zvolena reprezentacia. Preto je vhodné volit taku
reprezentaciu, ktora je kompatibilna s vysledkami psychologickych
studii na I'udoch. Tieto zdoraznuju centralny vyznam vzorov, ozna-
Covanych ako konStrukcie, pri reprezentacii aj uceni sa jazyka detmi
z prikladov na zaklade Statistickych naznakov. Vhodnymi sa teda
ukazuju Struktary zastreSené konStrukCnymi gramatikami, ktoré su
jednoducho inventarom lingvistickych jednotiek z celého spektra zlozi-
tosti. V tejto reprezentacii su globalne pravidla vynimkou, forma grama-
tiky sa skor sklada z velkého mnoZstva pevnych konstrukcii, z ktorych
sa ,vylovia® akékolvek zovSeobecnenia, aké sa najdu. Takéto pravidla su
v porovnani so vSeobecnymi pravidlami klasickych gramatik pouzitelné
len v konkrétnych (obmedzenych) pripadoch, na druhej strane je ich
pouZzitie bezpecnejSie z hladiska moZnosti priliSného zovSeobecnenia.

Reprezentacia gramatiky musi umoznit existenciu konkrétnych, ako
aj celkom abstraktnych konStrukcii, ktoré su nezavrhnutelnou
moznostou reprezentacie vyznamnych C¢rt jazyka. Tieto abstraktné
pravidla by avSak nemali byt oddelené od reprezentacie konkrétnych
konstukcii ¢i samotnych slov, napriklad vo forme meta-jazyka (ako je
tomu pri HPSG), ale byt hladkym rozsirenim slov a slovnych spojeni.

Takymto hladkym rozsSirenim moézu byt vzory. Najkonkrétnejsim
typom vzorov su znaky, slabiky, kmene a morfémy ¢i celé slova. Prvym
stupniom rozSirenia takychto vzorov je ich wusporadivanie do
postupnosti, ¢im vznikaju konkrétne konsStrukcie ako kompozita
(zlozené slova) a idiomy (ustalené slovné spojenia). Na umoznenie
variability v niektorych poziciach vzoru sa k danej pozicii mozu
pridruzit triedy ekvivalencie, teda skupiny vzorov na tejto pozicii zo
syntaktického hladiska rovnocennych. Velmi abstraktnou a hrubou
triedou ekvivalencie by boli napriklad slova z jedného slovného druhu,
napriklad predlozky. Priclennovanie triedy ekvivalencie ku konkrétnejsim
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vzorom a moznost pouzitia malych a kompaktnych tried oproti takymto
globalnym triedam umoznuje tesnejSie zomknutd a tym ciastoCne aj
plauzibilnejSiu reprezentaciu vzorov zoskupujucich viaceré podobné
slovné spojenia. ZlozitejSie a aj abstraktnejSie vzory sa daju ziskat
zoskupovanim podobnych jednoduchSich a konkrétnejSich vzorov.
Preto mo6zu vzory v sebe vyuzivat iné vzory a triedy ekvivalencie vyberat
aj medzi vzormi. Takto sa medzi vzormi moézu vytvarat hierarchie
konstrukcii od globalnej formy vety k lokalnym inStanciam fraz Vzorom
tieZ ni¢ nebrani priamo ¢i nepriamo sa odkazovat na seba samych, ¢im
sa poskytuje priestor na reprezentovanie rekurzivnych Struktar, aké
mozno vidiet v prirodzenom jazyku.

Tento sposob, akym sa daju pomocou konsStrukcii skladat zloZitejSie
jazykové Struktury reprezentujuce skupiny a postupnosti existujucich
jednoduchsich jednotiek je jednoduchym a prijatelnym sposobom, ako
vytvarat z konkrétnych konstrukcii viet korpusu zovSeobecnujucu a
pritom plauzibilnu konStruk¢énu gramatiku.

Ziskavanie vzorov

Principom met6dy, ako ziskavat konStrukcie je postupna redukcia
redundancie v datach. Predpokladom tejto metody je, Ze redundancia
dat je odrazom pouzitych signifikantnych vzorov inStancovanych
vo vetach korpusu. Sledovanou redundanciou je opakovanie zhodnych
alebo len Ciastocne sa liSiacich postupnosti konsStrukcii, ktoré naznacuju
svoje nenahodné usporiadanie a rovnocenné postavenie vyskytujucich
sa odliSnych prvkov. Ak su naznaky o signifikantnosti vyclenenia
takychto postupnosti, vytvori sa zo spolo¢nych casti tejto skupiny novy
vzor. Pripadné odliSnosti v nejakom mieste postupnosti sa unifikuju
pomocou triedy ekvivalencie pridruzenej k novovzniknutému vzoru.

Obmedzenie sa na relativhe malo pocetné a o to uZSie zviazané
postupnosti umozni ziskavat vzory, ktoré su viac zavislé na svojom
kontexte, a teda - su v zhode s ocakavaniami - aplikovatelné len
za vybranych podmienok a maju tak vysSiu Sancu obsiahnut v sebe

s/ W

Signifikantnost vzoru, ktory subsumuje danu skupinu postupnosti je
urcovany prostriedkami pravdepodobnostnej inferencie. V ramci nej sa
posudzuju vztahy medzi k-gramami konsStrukcii vo vetach korpusu.
Tym sa ponasSaju na pristupy vyuZivajuce Markovove modely
(premenlivého radu - VOMM). Zasadna odlisSnost ale spociva v tom, Ze
trénovanie VOMM je hladanim parametrov pre vopred danu Strukturu
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gramatiky, kym Adios hlada prave tuto Strukturu (paradoxne zavisiac
od niekolkych vopred zadanych riadiacich parametrov). Maximalna
velkost okna (dizka postupnosti), ktord postihuje VOM je vopred
limitovana aj vdaka komplexite prisluSnych algoritmov. Adios pracuje
na skupinach postupnosti konsStituentov danej (mozno obmedzenej)
dizky, prvky tychto postupnosti ale moZzu zastupovat postupnosti
usudzovat o usporiadani konsStituentov, ktoré su v pévodnych vetach
od seba lubovolne vzdialené a zoskupovani viet roznych a tiez
neobmedzenych dizok. Mensia zloZitost algoritmu spociva v lokalnosti
spominanej pravdepodobnostnej inferencie: pocitané vlastnosti postu-
pnosti sa urcuju zo Statistik obmedzenych na konsStrukcie z tychto
postupnosti, ostatné vety korpusu vysledok ohodnotenia signifikan-
tnosti vzoru neovplyviuju.

Vzniknuté vzory tvoria (bez rekurzie) hierarchiu Struktur vytaZenu
z danej vzorky jazyka bez predchadzajuceho urcenia moZnosti a
obmedzeni na gramatiku v datach ani v modeli. Tieto Struktury
obsahuju Statisticky a potencialne sémanticky vyznamné pravidelnosti
v korpuse. Tato hierarchia ako aj samotné Struktury vzniknu a
usporiadaju sa samostatne, teda bez vonkajSej kontroly ucitela. Preto
mozno vzniknuti gramatiku povazovat za emergentnui vlastnost
redukcie redundancie viet a v tomto zmysle aj hovorit o nacrtnutom
pristupe ako o akvizicii gramatiky pomocou samoorganizacie.

3.2 Popis algoritmu a ziskanej gramatiky

Model Adios pozostava z dvoch komponentov: staticka cast tvori
reprezentacna datova Struktara (RDS), Co je orientovany multigraf
obsahujuci vstupny korpus viet, ako aj vytvaranu gramatiku;
dynamickou zlozkou je algoritmus akvizicie vzorov, ktory vyhladava
v RDS grafe vyznamné vzory a podla nich tato Struktiru upravuje.

Vstupom pre algoritmus su cisté (neanotované) vety skumaného
jazyka zoskupené do korpusu. V pripravnej faze algoritmu sa vstupny
text rozdeli nanajjednoduchSie zmysluplné jednotky (tokeny),
s ktorymi sa mieni d’alej pracovat. Tak sa napriklad v angli¢tine oddeli
z konca kazdého slova morféma ,ed“, ktora moze oznacovat minuly cas
pravidelného slovesa, ¢i uz opodstatnene ako napr. zo slovesa walked,
ale aj nespravne ako zo slova bed. Odhalit rozdiel vo vyzname medzi
tymito dvoma vyskytami morfémy napriklad jej vyzadovanim
vo vzoroch zodpovedajucich minulému casu oproti pevnym spojeniam
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vhodnych vyskytov dvojic tokenov ,b“ a ,ed“ je sucastou ulohy pre
algoritmus. V zasade mozu byt tymito najmensSimi jednotkami aj
jednotlivé grafémy ¢i fonémy vyskytujuce sa v korpuse.

Reprezentacna struktura

Z takto rozdeleného korpusu sa nasledne vybuduje pociato¢na RDS
Struktura. Kazdy token, ktory vznikne pri rozdelovani korpusu sa
reprezentuje ako jeden uzol RDS grafu. Okrem tychto tokenov sa
do grafu pridaju eSte dva Specialne uzly - begin a end, ktoré oznacuju
zaciatok resp. koniec vety. Zmyslom tychto dvoch uzlov je okrem
ulahcenia pristupu k vetam tym, zZe ma kazda veta ten isty pociatocny
uzol aj ich funkcia ako kontextu pre krajné tokeny viet - umoznuje to
ziskavat vzory, ktorych pouzitelnost sa viaze na zaciatok ¢i koniec vety;
taktieZ ako dummy uzly pom6zu vyhladit algoritmus a pocitané vzorce
od moznych okrajovych podmienok.

Kazda veta korpusu sa v grafe reprezentuje nezavislou jedinecnou
orientovanou cestou od uzla begin k uzlu end, postupne prechadza-
jucou uzlami pre jednotlivé tokeny ako vo vete. Oznacenie hran grafu
jednoznacne identifikuje vetu, ku ktorej patri, ako aj jej umiestnenie
v tejto vete (teda poradové cislo tokenu, z ktorého uzla vychadza, resp.
do ktorého vchadza). Takymto sposobom sa reprezentuje cely korpus
dat do ucelenej Struktary, ktora obsahuje vSetku informaciu obsiahnuta
v texte korpusu a navySe pri sebe uchovava vsSetky vyskyty kazdého k-
gramu vsetkych diZzok. Pretoze ndhodné cesty grafu tvorené hranami
z roznych viet v sebe nenesu zmysluplné informacie o vzorke dat, uva-
Zuje sa v dalSom texte len o cestach s nadvizujucim oznacenim hran.

Vzory, ktoré tvoria hladanu gramatiku sa v RDS grafe odrazia ako
tendencie mnohych jednotlivych viet/ciest zdielat spolo¢né podcesty a
vytvarat tak v spletenci grafu zviazky. Pritomnost signifikantnych vzorov
sa teda deteguje dostatoCne silnymi (teda poCetne zastipenymi), previa-
zanymi a oddelenymi zvazkami (teda veducimi rovnakymi drahami,
pricom cesty mimo zvazku k nemu jednoznacne neprisluchaju).

Algoritmus ziskavania vzorov

Algoritmus ziskavania vzorov opakovane vyhladava prave takéto
zvazky. Podla zvolenych kritérii vybera mmnoziny suvislych podciest
zloZenych z nadvidzujucich hran vzdy tej istej vety. Podcesty v ramci
kazdej tejto mnoziny maji rovnakd dizku a spolo¢ny kontext, teda
neprazdny spolocny prefix aj sufix. Rozdiely medzi jednotlivymi
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podcestami sa m6zu vyskytovat nanajvys na jednom mieste, spolo¢nom
pre vSetky prvky zvazku.

Viacero vybranych zviazkov medzi sebou sutazi o vytvorenie vzoru
pre prebiehajucu iterdciu. Tento kandidatsky vzor je zretazenim
spoloCnych casti postupnosti v zvdazku a pripadnej vhodnej triede
ekvivalencie zahladzujucej odliSnosti medzi cestami.

Kandidatske zvczky ciest

Sposob, akym sa vyberaju relevantné kandidatske zvazky moze
zakladne spocivat napriklad v postupnom vybere kazdej dostatocne
dlhej cesty grafu a niektorého (postupne kazdého) jej prvku. Zvazok sa
predlZzuje o nasledujuci uzol z vybranej podcesty, ak je prechod k
tomuto uzlu spomedzi ciest v doterajSom zvazku dostatoCne
pravdepodobny, napriklad pravdepodobnejSi ako predchadzajuici
prechod. Podobné kritérium plati aj pre predchadzajuce prvky vybrane;j
postupnosti, teda pravdepodobnost, Ze budu predchadzat cestam
v doteraz vybudovanom zvazku. (vid obrazok 2 v (Edelman et al. 2004))

Medzi kandidatske zvdzky sa dostanu len tie s dostatoCnym
pevna hranica, ktora predstavuje jeden z volnych parametrov modelu,
pricom nie je nutnym cielom experimentovania s datami snazit sa tento
parameter nejakym sposobom optimalizovat, hoci jeho volba mobzZe
ovplyvnit napriklad pritomnost idiomov (¢i konsStrukcii s vlastnostami
idiomov, ktoré vyplyvaju z problému nizkej pocetnosti javov v korpuse)
v konStrukciach vyslednej gramatiky (teda ich odfiltrovat v pripade, Ze
su pri skiimani ¢i pouziti gramatiky nezaujimavé alebo zbytocné).

Kandidatske zviazky medzi sebou sutazia svojim ohodnotenim
lokalnou hodnotiacou funkciou, teda funkciou, ktora by mala vyzdvi-
hovat zvazky postihujuce vzory ziaduce na zaradenie do gramatiky.
Hodnota signifikantnosti sa taktieZ porovnava s globalnou hodnotou
minimalnej akceptovatelnosti, ktort musi dosiahnut (aspon) vitazny
signifikantny vzor. Toto je dalSi volny parameter modelu, ktorého
hodnota urcuje, aké dobré musia byt pri danej miere vSetky vytazené
vzory, zvySovanie tejto hodnoty vedie k vyberaniu vzorov s dobrou
podporou v korpuse, zaplatenym nizSim pokrytim jazyka ziskanou
gramatikou. Vyber tejto hodnoty teda zavisi od sledovanych cielov
pozadovanych od pouZzitia algoritmu.
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Ohodnotenie signifikantnosti zvizku

Autori modelu Adios vo svojich pracach uvadzaju dve do velkej miery
si podobné alternativy takéhoto ohodnocovania zohladnujice rbézne
odtiene pohladov a motivacii pre rozhodovanie o vhodnosti a zmy-
sluplnosti daného vzoru. Tieto rozne pohlady nasledne vyzaduju aj
alternativne, vzajomne zamenitelné verzie vypoctovej Casti algoritmu.

Prvou alternativou je v ohodnoteni zvizku zohladnit jeho dizku
v porovnani s ofakdvanou priemernou dizkou vzorov (L) v hladanej
gramatike, Co je dalSi parameter algoritmu, tentoraz s vyraznym
vplyvom na vysledny tvar gramatiky. Preferencia kratkych vzorov vedie
k zvizkom s vyraznejSou podporou v korpuse, na druhej strane
znamena kratSia cesta mensSi kontext a s tym spojené zvySené riziko
priliSného zovSeobecnenia.

Druhou zlozkou hodnotenia, vyvazujucou prvu je miera urcujuca
kompaktnost daného zvizku a podporu pren, teda odhaduje, ¢i je
zvazok dostatoCne zastupeny v korpuse a ¢i postupnosti zo zvazku
nemohli vzniknit nahodnou interakciou inych (skuto¢nych, v zmysle
lepSich) vzorov, napriklad poskladanim pravdepodobnych (vysoko
zastupenych) tokenov a bigramov.

Skore celého zvazku vznikne scitanim jednotlivych skore pre jeho
cesty C; podla vzorca:

S(c)=e """ PY(C o "
c) (€)log o
P(k)(c-):P(c1)P(cz|c1)P(c3|cl_’cz)'-~-'P<ck|cl_’Cz_’m_’ck—l)

1

P¥(C)=P(c,)P(ce,)P(csley)... Pleyle, )

1

kdeC.=c,—c,—...—c,

P® je pravdepodobnost vyskytu daného k-gramu (celej postupnosti)
v korpuse, =zatialco P? je sucin pravdepodobnosti jednotlivych
bigramov, ktorych zretazenim tato postupnost vznikne.

VSetky hodnoty pravdepodobnosti sa odhadni zo zastupenia
prisluSnych prvkov a postupnosti v aktualnom grafe pomocou
Maximum-Likelihood odhadov bez vyhladzovania: pravdepodobnost
P(c;) sa odhadne ako pomer pocetnosti prvku c; v grafe, teda poctu hran,
ktoré vychadzaju z prislusného uzla (ktory sa zrejme rovna poctu
vchadzajucich hran) a sume tychto pocetnosti pre vSetky uzly grafu.
Za pravdepodobnost kazdého bigramu sa dosadi hodnota relativneho
zastupenia hran veducich do druhého clena dvojice medzi hranami
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vychadzajucimi z jej prvého clena. Pravdepodobnostou nadvidznosti
dalSieho clena na dant postupnost je zase pomer poctu postupnosti
pokracujucich do tohto ¢lena a poctu vyskytov tejto postupnosti.

Ako vidno, vSetky hodnoty pravdepodobnosti su lokalne obsiahnuté
v aktualnom RDS grafe, pricom sa pocty sledovanych hran daju
jednoducho ziskat priamo pocas zoskupovania pouzitych ciest (¢o je
zrejmou nutnou sucastou hladania kandidatskych zvazkov). Pouzita
globalna hodnota celkovej velkosti grafu sa moze vypocitat pri jeho
konsStrukcii eSte pred prvou iteraciou; nasledne sa aktualna hodnota
upravuje podla zmien vykonanych na grafe. Ostatne, pre danu iteraciu
je tato hodnota konStantna a vyskytuje sa pre kazdu cestu na rovnakom
mieste, a zo vzorca vyplyva, ze neovplyviiuje poradie kandidatskych
zvazkov podla daného ohodnotenia signifikantnosti. Preto sa moZe aj
vynechat, aj ked skuto¢na hodnota skore moze ovplyvnit globalnu
prijatelnost vzoru. Spominana lokalnost je rozhodne velkou vyhodou
modelu Adios, kedZe umoznuje pracovat aj s obrovskymi korpusmi,
pre ktoré by bolo potencialne prehladavanie celého grafu zlozité az
prakticky neunosné. Z tohto dovodu sa tiez pouzivaju len jednoduché
odhady pravdepodobnosti, teda bez vyhladzovania.

Druhou alternativou merania vyznamnosti kandidatskych vzorov je
takpovediac dvojfazové sutazenie: v prvej faze sa vyberie vitazny
zvazok dlhsi ako pri prvej alternative - signifikantna cesta a v druhej sa
z neho vyberie najlepsi kratsi zvazok - signifikantny vzor.

Signifikantna cesta sa vyberie v zasade zhodnym spo6sobom ako
pri prvom pristupe. Zo vzorca pre ohodnotenie cesty, a tak aj z celého
modelu vypadne parameter o¢akavanej dizky vzoru. Takto sa vzorec
pre celkové ohodnotenie zvizku (suma ohodnoteni ciest v nom
obsiahnutych) zmeni na vzorec pre Kullback-Leiblerovu divergenciu, co
objasnuje pouzitie danych vztahov.

Pri danej interpretacii sa medzi sebou porovnaju dve hypotézy:
nulova hypotéza, ktoru sa snazime vyvratit, je hypotéza o tom, Ze cesty
v kandidatskom zvdzku s nahodnym pospajanim casto sa
vyskytujucich bigramov. Alternativna hypotéza hovori, Ze cesta je v celej
svojej dizke tvorend prvkami zavislymi od vsetkych predchadzajtcich,
C¢ize s nimi previazanymi silnou vazbou, ktora je odrazom existencie
vzoru pre takéto postupnosti v gramatike, ktora dany korpus
vygenerovala.
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Matematickym vyjadrenim tychto dvoch hypotéz vo forme ich
vierohodnosti v pritomnosti zozbieranych dat su prave cleny zlomku
z0 vzorca. Vypocitana hodnota skore bude rast podla toho, ako su cesty
zo zvazku lepSie popisatelné pomocou alternativnej hypotézy. Pri danej
hodnote skoére sa doveryhodnost v jej vypovedni hodnotu zvysSuje
proporcionalne s kvalitou nulovej hypotézy, teda jej schopnostou byt
pravdepodobnejSia ako alternativna v tych pripadoch, ked alternativna
hypotéza neplati. Prirodzeny jazyk pouzivany l'udmi je tvoreny postup-
nostami symbolov s nendhodnym usporiadanim a nie ich volnymi
zoskupeniami (v angli¢tine pouzivany termin je ,bags of words“). Preto
je vhodnejsou nulovou hypotézou prave ta o nahodnom zretazeni
postupnosti ako trebars hypotéza o nahodnom vyskyte jednotlivych
prvkov. Jej vierohodnost by bola vyjadrena sucinom pravdepodobnosti
(teda relativnych zastipeni) tychto prvkov. Tato vierohodnost by bola
¢asto omnoho nizsia ako pouzita, ¢im by sa dala jednoduchsie prekonat
a pustit tak aj vacsi pocCet menej kvalitnych zvazkov. Bigramova
hypotéza tiez nie je priliS zlozita na to, aby bola jej hodnota vysoka
pre skutocne nahodné (ale pritom jazyk napodobnujuce) data.

Na vitaznej signifikantnej ceste sa v druhom kroku vyhlada konecny
signifikantny vzor. Tento je vyjadreny skupinou podciest zvidzku
(so spolotnym umiestnenim v nom, teda skupina rovnako dlhych
podciest povodnych ciest stym istym odsadenim od zaciatku)
s najvacSou sudrznostou. Ak e; az ex su mnoziny KonsStituentov
na prislusnych poziciach v podcestach zvazku, vypocita sa stupen
sudrznosti podcesty zacinajucej v e; a konciacej v e; podla vzorca:

i
Pi,j—IPH—l,j
p— Ple;|le,—ey—...me; ) aki<j
Y Ple;) aki=j

s[J:Pij- log

Sudrznost sa teda takisto zistuje testovanim hypotéz. Tentokrat proti
sebe stoja hypotéza o sudrznosti celej podcesty oproti nulovej hypotéze
o tom, Ze sledovana podcesta je lepSie opisana ako prelinajuci sa
produkt dvoch o jeden prvok kratSich podciest. Oproti predchadzajucim
metodam sa ale posudzuju pocetnosti prechodov medzi mnozinami
prvkov ciest spoloc¢ne a nie pre kazdu podcestu zvlast. Hodnoty P; sa ale
stale odhaduju pomocou poctov prvkov nadvazujucich v niektorej vete
korpusu, tieto sa daju efektivne pocitat metédou analogickou
s dynamickym programovanim.
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Vznik nového vzoru a triedy ekvivalencie

Tvar najdeného vyznamného vzoru sa zapamdta (nie nutne ako
postupnost uzlov grafu) a jeho pouzitie sa uchova v RDS grafe rovnako
ako pouzitie jednoduchSich konsStituentov - povodnych tokenov.
Zo vzoru vznikne novy uzol, cez ktory sa presmeruju vSetky cesty
vitazného zviazku. Novy uzol tak prevezme len tie cesty z tych, ktoré
v korpuse subsumuje, ktoré prispeli k jeho vzniku. Cesty, ktoré vedu
cez uzly zo sekvencie vzoru, ale neboli dostato¢ne podobné pre vyber
do zviazku ostaniu danou iteraciou nedotknuté, kym informacia
0 povodnom zneni presmerovanych ciest sa z grafu vyluci. Zabezpeci sa
tak, Ze sa dovzoru zapocitaja len jeho vyskyty v pozadovanom
kontexte a uZ subsumované insStancie zas nebudu priamo ovplyviiovat
dalSie hladanie, a tym branit slabsim, hoci tiez vyznamnym vzorom
v sutazeni.

Ako bolo spomenuté skor, na mieste vo vzore, kde sa povolil vyskyt
roznych konstituentov sa vzoru priradi trieda ekvivalencie, zahfnajiaca
vSetky konStituenty povazované za vzajomne zamenitelné (len zo syn-
taktického hladiska, zrejme nejde o0 synonyma). Na zvySenie
kompaktnosti reprezentacie je mozné pri priradovani tried ekvivalencie
znovu vyuzit uz existujuce triedy. Dovodom je moznost obohatit nové
vzory aj o dalSie prvky mnozin, ktoré su ekvivalentné so sucasnymi, ako
sa zistilo pocas predchadzajucich iteracii. Takymto sposobom sa da
do istej miery branit voci problému riedkych dat, hoci to prinasa riziko
zavleCenia nevhodnych prvkov do vzoru a oslabenie jeho sily ako
kontextovo zavislej konsStrukcii. Preto je vhodné vyuzivat predoslé
triedy ekvivalencie len za vhodnych podmienok (zavisiacich od cielov,
ktoré ma akvizicia dosiahnut), alebo vytvarat pre kazdy vzor novu
triedu, tak ako v pripade, Ze Ziadna z existujucich nie je nadmnoZzinou
prvkov, ktoré treba zoskupit v novom vzore.

Iterdcie algoritmu

Algoritmus ziskavania vzorov pokraCuje vo svojej ¢innosti dalSou
iteraciou. Po case sa do novych vzorov zaradia aj vzory z predcha-
dzajucich kol, ¢im sa rekurzivne vytazi ich hladand hierarchicka
Struktura. Na vyber kandidatskych zvazkov moze tiez vplyvat kolekcia
tried ekvivalencie: konsStituenty, ktoré patria do vybranej triedy sa mozu
povazovat za totozné pre potreby spolo¢nych podpostupnosti v cestach
zvazku, ¢im sa obohatia moznosti na formy, ako aj Statisticka podpora
vzorov. Proces sa opakuje dovtedy, kym sa z grafu daju vytazit nové
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vzory, alebo az kym sa nepodari vytvorit dobre podporeny vzor
na zvoleny pocet pokusov.

Vo findlnom grafe su obsiahnuté vSetky vety zdrojového korpusu,
ktorych niektoré redundantné casti boli zredukované do vzorov. Z tohto
pohladu sa da konecna RDS Struktiura povazovat za kompaktnejSiu
reprezentaciu vstupu, ktora by ako gramatika mala perfektné vybavenie
si (recall) trénovacich dat. Pre potreby vyhodnotenia algoritmu su ale
zaujimavé len ziskané vzory a triedy ekvivalencie, kedZe cielom
algoritmu je vlozit prave do nich pravidla, ktorymi sa riadi skimany
jazyk. Vyslednou gramatikou sa teda stane len tato skupina
konstituentov (spolu s tymi povodnymi konStituentami - tokenmi, ktoré
su v nich pouzité). Na zavedenie rekurzie do vzorov sa Vv pripade
potreby mozu vzory medzi sebou porovnat a vhodne zlucit ¢i doplnit.

Gramatika ako hierarchia vzorov

Spominand hierarchia vzorov sa da vizualizovat graficky. Vzory
gramatiky predstavuju poziadavku na sucasny vyskyt skupiny konSti-
tuentov v danom poradi, kym triedy ekvivalencie vyzaduju vyskyt
Iubovolného jediného =z nich. Vizualizacia tak nadobuda tvar lesa
usporiadanych a/alebo stromov, kde vzory su a-uzly a triedy
ekvivalencie alebo-uzly so svojimi konsStituentami ako synmi (teda sa
vzor v lese moze vyskytovat aj viackrat); listy stromov tvoria retazcové
tokeny. Frazy vyjadritelné vzorom sa tak daju chapat ako pokrytia
stromu vnom zakoreneného, pricom zrejme =z a-uzla vyberame
vSetkych synov v urCenom poradi a z alebo-syna prave jedného syna.

Tato gramatika sa da zjavne reprezentovat aj pravidlami bez-
kontextovej gramatiky v uritom normalnom tvare: vzory a triedy
ekvivalencie tvoria mnozinu neterminalov a tokeny mnozinu terminalov
gramatiky, pricom pravidlo pre kazdy vzor je jediné, prepisujuce
neterminal na sekvenciu terminalov a neterminalov a trieda ekvivalencie
ma pravidla prepisujuce ju na kazdy jeden jej clen, alebo skratené
pravidlo vyberajuce jedinu alternativu. Bez zavedenia rekurzie je
uvedena gramatika konec¢nej hibky, a teda k nej existuje aj regularna
gramatika. Vskutku, tvar vzorov je interpretovatelny aj ako sada
regularnych vyrazov. Tieto regularne vyrazy v sebe ale potencialne
zahrnuju vSetky urovne rekurzie skutoCne vyuzité v korpuse, preto
nemozno takyto druh gramatiky zavrhnut.
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X p‘ease X

Obrazok 1: Prﬂdad signifikantnych vzorov gramatzky. Generalizdacia sa dosahuje
vyberom kombindcii prvkov z triedy ekvivalencii ktoré sa v pévodnom korpuse poten-
cialne nevyskytovali. Pre zachovanie gramatickosti viet je potrebné vytvdrat triedy
ekvivalencie zavislé na svojom kontexte. Takymto sposobom sa moézu dodrziavat
ohranicenia (zhody v gramatickych kategoridch) medzi (aj vzdialenymi) frdzami vo vete
alebo sémanticka korektnost celych fraz (napriklad vyhnutie sa nesprdvnej frdze ,to
please is eager” v priklade).

Ak by gramatika tvorila len tie vety, ktoré sa vyskytli vo vstupnom
korpuse, nespliiala by svoj tcel. Predstavované vzory ale spolo¢ne maju
schopnost generalizacie aj na nevidené vstupy: superpoziciou dvoch
tried ekvivalencie zasebou sa dava moznost gramatike volne
kombinovat prvky oboch z nich, kedze tie sa povazujua v prislusnych
miestach za rovnocenné. PocCet roznych takychto kombinacii je rovny
sucinu velkosti tried oproti poctu roznych fraz, z ktorych boli tieto
triedy zozbierané, ktory je maximalne rovny ich suctu. V pripade
orientacie akvizicie gramatiky na vysoko generalizujuce vzory je preto
mozné pocitat pomer videnych a novych fraz v danom vzore
obsiahnutych a nevhodné vzory odmietat pomocou dalSieho globalneho
kontrolného parametra.

Testovanie gramatiky

Schopnosti gramatiky postihnut jazyk v celej jeho Sirke sa daju merat
pomocou miery aktivacie, aku dosahuju vzory s vetami jazyka.
Komplementarna schopnost gramatiky generovat dobré vety jazyka je
z hladiska testovania obtiaznejSia. Zlaty Standard pre gramatiku
ziadneho prirodzeného jazyka totiz neexistuje, a teda su vysledky
urcované bud manualnym analyzovanim viet, alebo Studovanim
vnutornej reprezentacie gramatiky, v oboch pripadoch vSak su
hodnotené subjektivnym pohladom c¢loveka.

Spominana miera aktivacie je ale lepSie vyjadritelna presnymi
kritériami a to pomocou maximalnej zhody viet so vzormi. Zhoda sa

pocita v hierarchii zdola nahor. Na strane terminalov t sa vypocita ich
aktivacia jednotlivymi tokenmi s; vety ako hodnota:
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P(t;,s;)

=P(t.,s.)log—————
=Pl 08 B Rl

kde P(ti, s;) je pravdepodobnost kookurencie terminalu a tokenu
v nejakej triede ekvivalencie a P(t) a P(s;) su pravdepodobnosti
nezavislého vyskytu kazdého z prvkov v nich. Je to teda porovnanie
hypotézy o spolupatri¢nosti oboch prvkov oproti nezavislosti. Mozno
poznamenat, zZe tento vzorec je tieZ jadrom formuly pre vzajomnu
informaciu (previazanost) dvoch ndhodnych premennych.

Pre nové tokeny nevyskytujuce sa v povodnom Kkorpuse sa ako
aktivacia dosadi defaultna hodnota € (napr. 0,01). UmoZni to iny druh
generalizacie v gramatike. Aktivacia vzorov obsahujuca tento novy
token potom napoveda o jej kategorizacii gramatikou (pridruzeni
k tokenom, na ktorych mieste lezi).

Tieto aktivacie sa prenasSaju do tried ekvivalencie, kde sa aktivacia
maximalizuje, a do vzorov, kde sa aktivacia danou podsekvenciou vety
pocita ako priemer aktivacii konsStituentov vzoru prisluchajucimi pod-
podsekvenciami. Maximalne dosiahnuté aktivacie vzorov su hladanou
mierou zhody vety s gramatikou, ¢im sa daju povazovat za druh
posudzovania vety gramatikou z hl'adiska neostrej gramatickosti.

3.3 Prehl'ad vysledkov dosiahnutych autormi modelu

Vzhladom na to, Ze medzi hlavné priority Statistického spracovania
jazyka patri snaha ukazat, Ze je mozné naucit sa prirodzeny jazyk
bez potreby pouzitia jazykovo Specifickych kognitivhych procesov a
tym potencidlne vyvratit téorie o vrodenych, Specidlne na jazyk
orientovanych mentalnych modulov vIludskom mozgu a z nich
vyplyvajucu teoriu univerzalnej gramatiky, je dolezitou poziadavkou
na modely z tohto smeru vSeobecnost pouzitych principov a algoritmov.

Do modelu Adios zjavne neboli vloZené neZiadiice pomocky,
algoritmus samostatne vyhladava gramatiku jazyka bez predoslych
obmedzeni nafu a bez lingvistickej informécie. Sir§ia pouzitelnost
pristupu na vyhladavanie signifikantnych vzorov v datach sa predviedla
jeho vyuzitim autormi mimo domény spracovania prirodzeného jazyka,
a to pri funkcnej klasifikacii enzymov.
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Klasifikacia enzymov

Enzymy su druhom bielkovin napomahajucim biochemickym
procesom v organizmoch. Su to zlozité molekuly tvorené retazcami
dvadsiatich aminokyselin, pricom parova podobnost medzi enzymami je
indikatorom podobnosti vo funkc¢nosti enzymu. Tato funkcénost sa
kategorizuje do Stvoruroviiového kodu, kde Stvrta uroven opisuje
presnu funkciu enzymu a prvé tri enzymy rozne (nezavisle) zoskupuju.

V popisanom experimente (Kunik et al. 2004) bol na korpus tvoreny
bielkovinami pouzity zjednoduSeny vyhl'adavaci modul Adiosu (nazvany
MEX) na detekciu motivov, teda kompaktnych sekvencii aminokyselin
vyznamne sa podielajucich na funkc¢nosti. Vytvoreny priestor motivov
bol potom pouzity ako vstupny priestor pre SVM (Support Vector
Machine) klasifikator, ako pri inych rieSeniach problému. DlhSie ziskané
motivy sa ukazali byt dobrymi indikatormi vyznamu daného enzymu (o
je dobrym  znamenim = pre sémanticki  plauzibilitu = vzorov
produkovanych v jazyku), ked prekonali iné modely pri klasifikacii
tretej urovne kodu pri porovnatelnom vykone na druhej. Iné modely
pritom neboli celkom bez ucitela, a dalSie sa opierali aj o fyzikalne a
chemické odliSnosti aminokyselin.

Testovanie pomocou umelych gramatik

Vlastnosti a schopnosti algoritmu Adios zachytavat struktiru jazyka
boli najskor testované na korpusoch generovanych bezkontextovymi
gramatikami modelujucimi jednoduché triedy viet anglického jazyka.
Sledovana bola presnost, a schopnost generalizacie v zavislosti
na velkosti vstupného korpusu. Medzi vysledky prezentované z tychto
experimentov patrili:

« Na konecnej gramatike (generujucej 2016 anglickych oznamovacich
viet a podmetovych fraz) sa dosiahlo 95% pokrytie po poskytnuti
20 % viet do korpusu; pri 10 % to bola asi Stvrtina.

« 7 bezkontextovej gramatiky tvaru 28 vzorov Adiosu do tretej irovne
hierarchie sa vyprodukovalo 400 viet, na ktorych sa natrénoval
Adios. Prienik generovanych jazykov sa testoval vyprodukovanim 15
mil. viet, z ktorych bolo 3,6 mil. povodnej resp. 1,9 mil. viet novej
gramatiky roznych. Pri prijati 95 % zhody medzi dvoma vetami
z korpusu za uspech sa dosiahol podiel naucenych viet v cielovych
97 % a opacny podiel 53 %.
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« Na bezkontextovej gramatike (generujucej asi 160 mil. viet) sa
trénoval model na korpusoch do velkosti 6400. Potom sa na 10000
testovanych naucenych vetach dosahovala ispesnost do 90 %.

Pouzitim prvého sposobu vyhodnocovania signifikantnosti vzoru
(ADIOS1) uvedeného v kapitole 3.2 narealnych korpusoch dat sa
nedosahovali globalne uspokojivé vysledky gramatickosti viet. Model
zavisel od volby oc¢akavanej dizky vzoru, ¢o pri jej mensich hodnotach
nemali zvdzky dostatok kontextu na branenie priliSnému zovSeo-
becneniu, na dlhSie vzory nebola dostato¢na podpora. Preto aj vznikla
druha predstavena, revidovana verzia algoritmu ADIOS?2.

Testovanie na prirodzenom jazyku

Na experimentovanie v podmienkach realneho jazyka autorom sluzili
vety rodicov urcené detom zo zbierky korpusu CHILDES. ADIOS1 sa
trénoval na 9665 vetach, pricom vyprodukoval 1062 vzorov s 775
triedami ekvivalencie. Praca algoritmu sa prejavila na reprezentacii
korpusu v RDS grafe, ktora sa zredukovala z priemernych 6,70
konsStituentov na vetu na 2,18 po natrénovani. Frazy generované vzormi,
ktoré sa nenachadzali v korpuse, poukazovali na schopnost algoritmu
nachadzat vzory s adekvatnymi triedami ekvivalencie tispesne genera-
lizujuce vety nanové gramaticky spravne vety, avSak nie vzdy aj
s celkom zmysluplnym vyznamom ¢i uspeSnou zhodou, napriklad osoby
a Cisla zamena ku slovu.

ADIOS2 bol trénovany na omnoho vacsom korpuse 300 000 viet.
Pocas dvojtyZdnového spracovavania naSiel 3400 vzorov a 3200 tried
ekvivalencie. Pocas trénovania boli vytazené vzory testované pomocou
testu pouzivaného na zistenie urovne anglictiny u ziakov strednych skol
vo Svédsku. Test pozostaval zo 100 viet s vynechanym jednym slovom a
troma moznostami na jeho doplnenie.

Testovanie prebiehalo tak, ze sa zistovali aktivacie aktualnej sady
vzorov sposobené kazdou z troch moznych viet. MoZnost s najlepsim
skore sa zvolila ako odpoved, v pripade zhody (resp. nedostatku zhody
so vzormi) medzi moZnostami sa neodpovedalo. Srasticim poctom
iteracii sa postupne zvySoval podiel otazok, na ktoré bola gramatika
schopna odpovedat. Vo finalnej faze dosahoval polovicu viet. Uspe$nost
uskutocnenych odpovedi sa pocas kazdého testu pohybovala okolo 60
%, ¢im podla vyhodnotenia testu dosiahol na zodpovedanych otazkach
uroven ,,pokrocily.“
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4 Model AMIGOS!

Model Adios zrekapitulovany v predchadzajucej kapitole je vskutku
inSpirativnym vytvorom spajajucim moderné pristupy lingvistov
k reprezentacii gramatiky jazyka s vypoctovo, kognitivne a biologicky
realistickejSim Statistickym pohladom na jeho akviziciu. Jeho inovativne
vyuzitie grafovej reprezentacie vstupnych sekvencii dat umoZznuje
efektivny pristup k informacii o podobnostiach medzi jednotlivymi
vetami. Zaroven su navrhnuté postupy dostatocne vSeobecné, aby boli
aplikovatelné aj mimo povodnej domény jazyka.

Uspesnost opisanad prezentovanymi vysledkami nasved¢uje o uzitoc-
nosti dalSieho skimania modelu. Ako mnohé iné vyskumy vypoctovej
lingvistiky sa aj autori Adiosu aj z praktickych doévodov zamerali
pri experimentovani na anglicky jazyk. Odhliadnuc od toho, Ze je snad
pre kazdy prirodzeny jazyk jeho neobmedzené algoritmické vyuzivanie
v pocitaCoch v sucasnosti neprekonatelnym problémom, je znamym
faktom aj to, Ze anglictina je oproti inym jazykom v mnohych ohl'adoch
jednoduchsia. Preto je vzdy vhodné preverit ziskané poznatky aj
na zlozitejsich problémoch a odhalit pripadné nedostatky.

Slovensky jazyk je objektivne prikladom zlozitejSieho problému ako
anglictina. Kym angli¢tina sa vyznacuje pevnym usporiadanim fraz, kde
umiestnenie casto velmi mnohoznacného slova vo vete je rozhodujuce
pre urcenie jeho typu, slovencina umozZnuje viacero alternativnhych
usporiadani podfraz s minimalnymi zmenami odtienna vyznamu. Medzi
hlavné nepravopisné problémy, ktoré mavaju aspon ludia uciaci sa
slovencinu ako dalSi jazyk patri bohatost tvaroslovia pri potrebe
zachovania zhody gramatickych kategorii medzi viacerymi slovami vety
(hoci existuju z tohto hladiska vyrazne zlozitejSie jazyky, napr. fincina).

Z tychto dovodov a tiez z dovodu pristupnosti vhodného korpusu
slovenského jazyka zozbieraného do Slovenského narodného korpusu
sa stalo preverenie myslienok Adiosu na slovenskom jazyku predmetom
tejto prace. Vzhladom na nepristupnost neobmedzene vyuzitelnej
implementacie ani dokladného opisu povodného modelu, ako aj urcité

1 Oznacenie modelu predstaveného v tejto kapitole vzniklo hlavne z nutnosti nejako
nazvat implementacny projekt vo vyvojovom prostredi. Vzhladom na vyznamné
zmeny oproti Adiosu vykonané pre potreby tejto prace nebolo pouZzitie rovnakého
nazvu vhodnou alternativou, preto bolo vybrané podobné slovo ako nahrada.
Amigos moé6ze tiez sluzit ako akronym pre zmeny charakterizujucu frazu Adios'
morphologically-intensive-grammar-oriented specialisation. Iné nazvy, napr.
Muchachos podobne dobré vyuzitie neposkytuju.
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namietky voc¢i nemu sa v ramci prace na principoch Adiosu vyvinul novy
model, Amigos, pomocou ktorého sa tieto principy vyhodnocuja. Pre-
zentovany pristup vdaka viacerym zmenam oproti Adiosu mozno nema
priamu vypovednu hodnotu o povodnom pristupe, avSak autor tejto
prace nepredpoklada principialne rozdiely medzi globalnym spravanim
oboch sledovanych modelov.

4.1 Aplikacia ADIOSU a Specifika slovenciny

Prvym praktickym a ciastocne aj teoretickym problémom pri aplikacii
Adiosu na korpus slovenského jazyka tkvie uz v jeho pripravnej faze.
Tato spociva vo vybudovani inicialneho RDS grafu z viet korpusu rozde-
lenych na minimalne tokeny jazyka, ¢o zahfna napriklad oddelenie
vyznacnych morfém od kazdého slova korpusu, v ktorom sa nacha-
dzaju. Tu sa nachadza isty rozpor s principmi, na ktorych je Adios
vybudovany.

Jednym z tychto principov je princip samostatného ucenia sa
bez ucitela, teda pouzitie hrubého (,raw”), neanotovaného korpusu.
Pouzitie morfém s vyznaCnym postavenim v pouzitom jazyku sa vSak
da povazovat za urcity sposob anotacie. Dovodom pre zavedenie toho
principu bol ciel autorov vyvinut systém, ktory hlada Struktaru, teda
gramatiku vyuziti v jemu prezentovanom jazyku, miesto jej pred-
urcenia, ¢im by systém ucenia sluzil skor na potvrdzovanie pred-
pokladov o gramatike zo strany experimentatora. Informovanie systému
o tom, ktoré jednotky sekvencie su doélezitou sucastou danej gramatiky
ich samostatnym vydelenim zo slov, ¢im sa stanu pre algoritmus vhod-
nym voditkom na zistenie podobnosti fraz, je zrejme takymto pred-
urcovanim, tym skor, zZe pravdepodobne na urovni morfém nie je velky
priestor, aby boli tieto predpoklady odtrhnuté od reality. Tuto princi-
pialnu vyhradu voci navrhovanej praxi neoslabi ani fakt, Ze sa dané
morfémy oddelia aj v ich vyskytoch, kde neboli v slove pouzité kvoli ich
gramatickému vyznamu (porovnaj priklad s walked a bed v kapitole 3.2).

Dalsim z cielov projektu bola snaha o prijatelnost rieSenia ako
znamky o principialnej naucitelnosti prirodzeného jazyka. To so sebou
prinasalo eSte vacsiu potrebu nezavislosti na konkrétnom jazyku, ktora
dané predspracovanie poruSuje, kedZe je =z tohto pohladu (aj
deklarovanou) prvou fazou a teda sucastou samotného algoritmu. Tym
padom sa danej inStancii implementacie nemo6Ze podsunut korpus
Iubovolného jazyka, aby z neho vytazila prislusni gramatiku, c¢o je
zjavnou schopnostou ucenia sa u deti.
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PraktickejSim problémom z pohladu pouzitia algoritmu v tejto praci
je bohatost morfologie slovenciny, kedZe existuje mnozstvo réznych
tvarov kazdého slova ohybného slovného druhu, pricom velka
pravidelnost mnohych z nich v zakladnych vzoroch je vyvaZovana
vynimkami a nepravidelnostami pri spajani kmena slova s priponou a
podobne. Aj v pripade pristupnosti vhodného zoznamu morfém daného
jazyka (ktory by pre niektoré jazyky bol velmi obsazny) by sa tym
nerieSili predchadzajuce vyhrady. Aj preto sa tato praca podujala
vzniknuty problém riesit modifikaciou modelu.

Oba druhy problémov (teda teoretické aj praktické) autori Adiosu
samozrejme predvidali. RieSenie spociva v pouZiti samotnych znakov
(grafém ¢i morfém) ako zakladnych stavebnych jednotiek a uzlov grafu,
kedZe ignorovanie morfologie jazykov a pouZzitie celych slov miesto
toho by viedlo k nepouzitelne nesystematickym gramatikam vzhladom
na jej vyuzitie 'udmi pri tvorbe novych tvarov slov (hoci tato tvorba
nemusi nutne byt priamou stucastou pravidiel tvorby komunikovanych
viet teda gramatiky, ale pracou vySsSieho stupienka myslenia, ktorého
vyuzivanim aj pri analyzovani a konStruovani gramatik sa tento moze
do gramatiky mimovolne zahrnut).

Navrh na delenie po morfémach totiz nie je nutnou podmienkou
fungovania algoritmu, ktory principialne dokaze pracovat aj so znakmi.
Dovodom pre navrhnuty postup bolo skor [lahSie zrozumitelné
predvedenie prace algoritmu na zaujimavejSej Casti procesu ziskavania
gramatiky. Prva faza preto preskocila menej intuitivne casti procesu
(samo)organizacie dat v korpuse. Dal$im doévodom moZe byt moZna
potreba omnoho vicSej (az technicky tazko zvladnutelnej) velkosti
korpusu a poctu potrebnych iteracii algoritmu na dosiahnutie
porovnatelnych vysledkov. Toto nie je problémom pri prirovnavani
s uCenim sa deti, kde moznych a paralelne spracovatelnych (skor medzi
sebou neodliSitelInych) iteracii je zrejme obrovské mnozstvo).

Probléemy spracovania korpusu po znakoch

Vo faze pociatocného spajania znakov do slabik a nasledne slov by
algoritmus musel pracovat vel'mi obozretne: slabinou Adiosu je jeho
monoténnost, teda nemoznost revidovat svoje rozhodnutia a vzory
vykonané v predchadzajucich iteraciach. Kazdy vzor totiz ireverzibilne
nahradi subsumované podcesty grafu, ¢im sa strati moznost
alternativneho zaradenia konstituentov do vzorov. Urc¢itym uvolnenim
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tohto problému v biologickom uceni sa jazyka? je to, ze dieta dostava
svoj vstupny korpus po Castiach: hoci (jeho mozog, vid poznamka
pod ciarou 2) spravi chybu pri vytvarani vzoru, ma moznost vytvorit aj
iné vzory na novej casti vstupu obsahujucej aj podcesty, ktoré by boli
pocas vytvarania vzoru nahradené. V naSom modeli by sa to dalo
simulovat spracovavanim korpusu po castiach.

Velmi nevhodnym, aj ked velmi pravdepodobnym spravanim
algoritmu by bolo aj vytvaranie vzorov pismen prekonavajucich hranice
slov (pripadne obsahoval medzery, ak by ich aj vstup obsahoval)
so suCasnym lamanim susednych slov. Tento jav moézZe byt sposobeny
morfémou (ktora ma zrejme nadStandardné zastipenie vo vetach
korpusu) spojenou s Castym prefixom (¢i napriklad pismenom p
v slovencine). Podobny efekt sa da pozorovat aj v inej praci (Wolff, 1988)
zaoberajucej sa indukciou gramatiky z pismen.

Opatrnost spajania znakov by sa pri behu algoritmu musela prejavit
velmi pomalym postupom opakovaného spajania malych skupiniek
inStancii znakov (hran grafu), ¢im by vzniklo nepreberné (z pohladu
skimania vysledkov algoritmu neprehladné) mnozstvo vzorov
s totoznou sekvenciou. Potencialne pripustit triedy ekvivalencie v tomto
Stadiu spracovania korpusu by bolo tieZ povazlivé (a pouZitie parametra
algoritmu filtrujuceho dobré generalizacie vylucené).

Psychologickym problémom takychto vzorov by bolo priradit im
prijatelna zlozku vyznamu, ktord by mali vzory tvorené Adiosom niest.
Deklarovana totiZ bola zamyslana a Zelana pribuznost medzi ziskanymi
vzormi a konStrukciami v ich ponimani pri konstruk¢nych gramatikach.
Pripustné konsStrukcie tam totiZ priradenie (hoci aj neuplného) vyznamu
vyzaduju.

2 Vspojeni s prezentovanym pristupom sa vyndra otazka jeho biologickej
akceptovatelnosti. Kym biologicky sa jazyk spracovava, organizuje a tvori neurénmi
prostrednictvom subsymbolovych vypoctov a moznost (vedomého?) symbolového
spracovania jazyka prichddza u deti pravdepodobne nie skor ako sa jazyk zacne
vyvijat, algoritmus Adios pracuje na diskrétnej, symbolovej a abstraktnej (navyse
algebraickej!) Strukture - RDS grafe, kde pocita a preraduje hrany a dotvara uzly.
Pouzit reprezentaciu treba zrejme chapat ako abstrakciu procesov prebiehajtcich
v mozgu. V sulade so sucasnymi neurovednymi tedriami mozno potom chapat
jednotlivé konsStituenty, teda uzly grafu ako reprezentdcie sucasnej aktivacie
nejakej skupiny neurénov distribuovane reprezentujucich tieto konStituenty
vmozgu. Hranami grafu sa reprezentuje casova naslednost (aktivacie)
konstituentov vo vetach. Pocet hran veducich jednym smerom v grafe je vyjadrenim
Castého opakovania nejakej postupnosti vzorcov aktivacii. Vzor je ndasledkom
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Inym suvisiacim problémom je vyznamna c¢rta algoritmu: ako
kandidatske zvizky sa uvazuju len skupiny ciest rovnakej dizky.
Vzhladom na to, ze ocakavat dostatocni podporu pre spojenie kmena
kazdého (alebo velkej casti) slova do jediného konsStituentu by bolo
prilis optimistické, zlucovat do tried ekvivalencie by sa realne mohli len
slova podobnych diZok, ¢o nie je opodstatnené ani (jednoducho a tiez
psycholingvisticky) obhajitelné.

Z tychto dovodov vznika (pri prakticky pouzitelnej realizacii; analogia
z poznamky 2 by asi dokazala podobné vyhrady prekonat) potreba
zachovat informaciu o celistvosti tokenov (tentoraz celych slov) ako aj
umoznit algoritmu nazriet doich wvnitornej Struktiry (aby tato
Struktiru mohol ndjst'). Existencia prijatelného kompromisu a z neho sa
odvijajucich zasadnych zmien modelu (a upresneni dalSich vyhrad) tvori
hlavny prispevok tejto prace v druhej casti tejto kapitoly.

4.2 Navrhované riesenie a nasledné rozhodnutia

Jednoduchym a pochopitelnym rieSenim je vyuzitie rozdelenia viet
po znakoch doplnené o priradenie explicitného, vyznacného vyznamu
medzere, respektive hranici medzi tokenmi a jeho priame vyuZzitie
v algoritme?®. Pomocka, ktora sa takto algoritmu podsunie nie je taka
problematicka ako navrhy v predchadzajucom modeli.

Z teoretického pohladu nie je medzera r6zna medzi jazykmi (ako
napriklad morféma ,ed“, ktoru vyuzZival model Adios navySe k jeho
vyuzitiu hranice medzi slovami), ani nie je priamym vkladom nejakej
konkrétnej gramatickej teoérie - kazda uvaZuje o nejakych hraniciach
medzi frazami. Predpoklad o usporiadani vnemov do blokov tieZ nie je
nijako jazykovo Specificky.

previazanosti medzi aktivaciami neurénov v postupnosti ziskany Hebbovskym
ucenim, c¢ize tieZ (skoro) sucasnou aktivaciou skupiny neurénov, ktora sa
reprezentuje uzlom grafu. Presmerovanie drah v grafe douzla vzoru je
vysvetlitelné ako spustenie prislusnej série aktivacii zabezpecené silou prepojenia
medzi jednotlivymi asociovanymi sadami neurénov. Trieda ekvivalencie je
jednotnym vyjadrenim vacSej skupiny vzorcov aktivacii asociovanej na urcitej
pozicii v sérii. Gramatika vznikne emergenciou z velkého mnozstva asociacii.
Hoci je nacrtnutd analégia zaujimavym (aZ prekvapivym) pohladom autora prace
na stupen plauzibility modelu Adios, nie su aplikacie neurénovych sieti napriek jej
titulu predmetom sucasnej diplomovej prace.

3 Autor nema podrobny prehlad o r6znorodosti prirodzenych jazykov. Uvedomuje si
ale, Ze sa pri odpatavani modelu Adios od angli¢tiny nemusel dostat napriklad
z okruhu indoeur6pskych jazykov, kde mozno skutoCne vraviet o hranici medzi
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Z praktického hladiska tiez nie je hranica medzi tokenmi Ziadnym
problémom. Medzery medzi slovami (pisaného) korpusu su v nom
prirodzené, hranica je len jej rozSirenim na slovné a neslovné elementy
textu (ako interpunkcia; jej pripustnost vo vstupe je pripustna ako
napriklad naznak zmeny intonacie ¢i pauzy v reci, ktora je pravym
zdrojom dat o prvom jazyku pre I'udi). V pripade recovych korpusov
plati predchadzajuci odstavec.

Zavedenie hranice do modelu

Explicitné zavedenie hranice (Boundary) tokenov do modelu sa
vykona podobne ako tomu bolo pri hraniciach viet: do grafu sa vlozi
novy Specialny uzol, ktory rozSiri a zjednoti aj uzly begin a end, a
cez ktory bude viest cesta kazdej vety (pred a tym aj za) kazdym
(makro)tokenom. Pritom s hranicou sa nepocita ako s konsStituentom
viet, slizi len ako oddelovac slov / zoskupovac¢ znakov v grafe. Stupen
oznaCenia hran grafu sa zvySi na tri: cislo vety, poradové Ccislo
(makro)tokenu vo vete a poradové cislo znaku v tokene. Hrany veduce
z uzla hranice (pre ktoré je cislo znaku 0, pripadne 1) moézu niest
uzito¢nejsiu informaciu o dizke tokenu, do ktorého vedu.

Afixy ako vyznacné morféemy

Vyhladavanie vyznamnych vzorov sa priamo opiera o vyznacnost
hranice: algoritmus si bude ,vSimat“ podobnosti a opakovania medzi
konstituentami v blizkosti hranice. Motivaciou (a inSpiraciou) pre takuto
orientaciu bola samozrejme jej priamociara aplikovatelnost na sloven-
¢inu (ale nielen ju), kde flexia tvori snad hlavna principidlnu sucast
gramatiky a poradie fraz je volnejsie.

Na rozdiel od povodného pristupu, kedy sa vyznacné morfémy
dolezité pre Strukturu sledovaného jazyka predurcili vyuzitim znalosti
experimentatora, je dalSou ulohou pre algoritmus v sulade s hlavnym
principom modelu takéto vyznacné morfémy hladat. Kedze hlavnymi

slovami (resp. tokenmi aj, alebo asponl v pisanej podobe; obe moZnosti su vcelku
pripustné) a kde je v nejakej miere zastupeny flektivny princip (skloniovania) (asi)
v kazdom jazyku.

V dosledku toho nemusia byt nasledujuce odstavce a dalSie zmeny ozaj globalne
aplikovatelné a Amigos treba pokladat za konkretizaciu Adiosu (vid pozn. 1).

Na druhej strane aj ucit sa da ucit, a preto je prijatelnym tvrdenim, Ze emergen-
tnym spravanim sa uciacich sa ,algoritmov“ Cloveka moze byt aj ich vlastna
samoorganizacia a konvergencia k vyberu len urcitych postupov (zameraniu sa len
na urcity typ zvazkov v prezentovanom modeli) veducich k uspeSnému uceniu
na prijimanych vnemoch. Takymto sposobom by sa mohol mozog zamerat na afixy
slov v silne flektivnom jazyku, akym je slovencina a zavrhnut vyberanie takychto
kandidatov v inych pripadoch (ide tu o emergentné ,zavrhnutie®).
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morfémami v slovencine, ako aj v mmnohych inych jazykoch su afixy,
konkrétne predpony a hlavne pripony (hoci sa najdu aj vpony), zameria
sa novy algoritmus na tento druh podobnosti v jazyku.

Kazdy z bohatSich slovnych druhov slovenciny ma priradenu jednu
alebo viacero sad pripon (napr. aj sada ,e“ ,0“ a ,Sie“ pre prislovky),
ktoré sa vzajomne malo prekryvaju a tak si pomerne jednoznacnym
identifikatorom gramatickej kategorie (okrem zhody pridavnych a pod-
statnych mien; vac¢Sina zamien a ¢islovky sa daju povazZovat za Specialne
pripady podstatnych alebo pridavnych mien). Neohybné slovné druhy
maju mensi pocet Clenov a su pouzivané na vyznacnych poziciach fraz.
Preto mozno za konsStrukcie vhodné pre slovencinu povazovat postup-
nosti konstituentov s pevnymi morfémami na vyznacnych poziciach,
pricom vyznacnost niektorych morfém je bliZSie urCena na zaciatok
alebo koniec slova na prislusnej pozicii.

Pdt druhov pozicii vo vzore z hladiska morfologie

Z tohto pohladu mozZno rozliSovat pat rozlicnych restrikcii na slova
na danej pozicii vo vzore:

1. konkrétne slovo. Na pozicii sa musi nachadzat konkrétne pevne
zvolené slovo. Pourzitie v slovencine je pre predlozky, spojky,
interpunkciu a podobne. Z pohladu algoritmu tiez iny vzor.

2. slovo s pevnym sufixom. V slovencCine najoCakavanejsi pripad.
Naznacuje pouzitie slova daného druhu v danom rode, ¢isle pade
atd.

3. slovo s pevnym prefixom. V slovencine zrejme zriedkavé, ale
potrebné pre uplnost a viac¢siu vseobecnost pristupu.
4. oba afixy pevné. Zapor ,ne“, treti stupen, dokonavost slovies...

5. T'ubovolné, neurcené. Nevylucitelna mozZnost, isty fallback
do povodného spravania aktivovatelny pre neflektivne jazyky.
V slovencine je to tiez cCastd moznost, napriklad nominativ
podstatnych mien. Tiez zahrna iny vzor gramatiky.
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Zamyslany novy tvar vzoru

ZamySlanym tvarom vzorov gramatiky su teda povodné vzory
skonkretizované o explicitné hranice (<B>) medzi ich konsStituentami
rozSirené o niektoré pozicie svyzadovanymi afixami, teda skupina
prvkov, kde medzera nie je, napriklad ,s<B><El>ymi<B><E2>ami“,
ktorého inStancia je pouzita skor v tejto vete, s prisluSnym vyznamom
konStituentu ,majuce objekty jedného z typov z triedy ekvivalencie
<E2>, ktoré samy maju vlastnost opisanu jednym zo slov v <E1>.“

Cloveka moZno zvadza myslienka, Ze by vzory v cielovej gramatike
obdobné prikladu mali najskor zdruzovat vybrané podstatné mena
daného rodu v podla moZnosti vSetkych obmenach sufixu (teda aj len
s ,mi“), podobne aj pridavné mena, ktorych pritomnost by bola alter-
nativou v nejakej triede ekvivalencie; potom by sa mohlo na vySsSej
arovni rozhodovat medzi rodom a c¢islom, pricom tato trieda by bola
spojena s danou predlozkou. Tento pohlad je ale pohladom konsStruk-
téra jazyka, od prezentovaného modelu ho nemozno a zo strany teore-
tickych vychodisk ani netreba ocakavat.

Cielom a prezentovaného pristupu nie je len vyrieSenie problému
s morfémami. Vyuzitim hranice medzi tokenmi odpadaju spominané
starosti so slabi¢nymi vzormi a roznymi dizkami slov. Zaroven je zo za-
myslaného tvaru vzoru vidiet, Ze vznik podobného vzoru zahrna viacero
krokov povodného modelu. Vzhladom na poziadavku Adiosu, aby boli
prefix aj sufix sekvencie zvdzku totoZné (resp. totoZné s vyuZitim tried)
a vzniknut mohla najviac jedna nova trieda ekvivalencie, umoznuje novy
pristup rapidnejsi postup, s vySSim stupnom generalizacie a vacSou
podporou pre vzory v korpuse.

4 Takéto vzory by mohli najst aj svoje praktické vyuzitie v nastrojoch asistujucich
pri korekcii textov v editoroch. V sucasnosti zavedené systémy dokazu detegovat
preklepy a cast chyb skloniovania odvolavanim sa na tvary v zabudovanom slovniku.
Vhodnym rozsirenim by bola kontrola zhody napr. v ¢isle a pade slov (ktora sa
moZe stratit prirevizidach casti viet) potvrdzovana pritomnostou takého vzoru
v gramatike a jeho ocakavatelnosti na danom mieste vo vete.
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Obrazok 2: Priklad casti signifikantného zvdzku ciest RDS grafu v modeli Amigos. Cesty
grafu boli rozvinuté do osobitnych uzlov, v skutocnosti je v RDS grafe jediny uzol
pre kazdy znak. Medzi kaZdym tokenom sa cesta vrdti do uzla hranice (<B>).
Signifikantny vzor v tomto zvdzku tvoria podcesty od druhej instancie hranice po piatu.
Vzorom vyZadované prvky su oznacené obdlznikovymi uzlami Vzor je zobrazeny
na obr. 3. Vyhladdavanim podobnych zviizkov sa nachddzaju vyznamné syntaktické
pravidla (zhodny privlastok, vdzba predlozky s padom), pricom sa obchddza problém
roznych dlZzok slov a vysokej variability okolitych frdaz (prvé a posledné slovo

zobrazenych ciest).

asociovan dan pevn prislusn afix konstituent lexém morfém
umel urcit vyzadovan vyznacn pravdepodobnost systém

Obrdzok 3: Zamyslany signifikantny vzor. Dalsie prvky tried ekvivalencie pochddzajii
z ostatnych ciest signifikantného zvdzku z obr.2.
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Opodstatnené modifikacie

MoZzné rozSirenia navrhovaného postupu zahrnaju na jednej strane
moznost viacerych urovni hladania vhodného rozdelenia tokenov, resp.
pospajania znakov medzi dvoma nasledujucimi prechodmi cez uzol
hranice vo vetach, na strane druhej (ktora moZe podporit prvii a na-
opak) sa afixy vitazného zviazku daju tymto vitazstvom licencované
za pravdepodobne pravé vyznacné afixy jazyka, ktoré byvaju v ramci
gramatiky globalnejsie pouzitelné a po ich najdeni je moZné nahradit
vSetky ich prislusné vyskyty v korpuse novym uzlom.. Prva strana
umoznuje rozSirenie prezentovaného pristupu na viacero stupnov
afixov, ¢o je potrebou pri aglutinacnych jazykoch (ktoré ku kmenu
beZne prilepuji mnoho stupniov afixov, ¢im vznikaju az tisice tvarov
daného slova; prikladom takého jazyka je fincina), alebo na kompozita
(velmi vyuzivané v nemcine). Oba druhy pouziti sa najdu aj v slovencine.
Druha strana zase umoznuje rychlu redukciu problému s vyznacnymi
morfémami na inicialne iteracie spracovania prislusnych viet, odkial' by
sa pokracovalo podla povodného algoritmu. Novy uzol sa da jednak
povazovat za token pre Adios, dvak ide o validny vzor a aj konStrukciu
s priraditelnym c¢iastkovym vyznamom.

Principialnym rozhodnutim ucinenym autorom tejto prace a mozZno
z rovnakych dovodov aj autorov Adiosu je nezaoberat sa tvorbou
rekurzivnych vzorov v gramatike. Rekurzia, ako ju vidiet v konsStru-
ovanych gramatikach prirodzenych jazykov, je (idedlnym) logickym
konStruktom zjednocujucim viaceré mozné urovne rozvitia frazy
rovnakym sposobom, ¢im napomaha jej vdcSej prehladnosti a
manipulovatelnosti. Hoci si ludia dokazu predstavit potencialne
neohraniceny pocet pouziti rekurzie vo vetach, nezvyknu prinej ist
nad rozumne spracovatelni (mald) hranicu. Gramatika ma sluzit
na podchytenie skutocného jazyka (mnoziny gramatickych viet), preto je
vyuzitie rekurzie v realistickych gramatikach nadbytocné.

Hoci je rekurzia v gramatike na obtiaz, nie je tprava vysledného tvaru
(Ci revizie uz pocas ziskavania) gramatiky porovnavanim a zjednoco-
vanim, ¢i naopak rozdelovanim vzorov, resp. tried ekvivalencie
neocakavanym javom priucCeni sa jazyka. Sucasné modely su ale
postavené na jednosmernom greedy redukovani dat pomerne vyrazne
vyzadujucom stratu informacie o presnom priebehu subsumovanych
ciest (aby neboli subsumované opakovane).
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Vyhladavanie kandidatskych zvdzkov pomocou vyznacnej cesty

Kostra algoritmu akvizicie vzorov sa od povodného modelu
samozrejme principialne neliSi. Zvoleny tvar hladanych vzorov ale
vyzaduje niektoré dalSie konkretizacie a modifikacie algoritmu,
Speciadlne sposob vyberania kandidatskych zvazkov a rozhodovanie
o signifikantnosti vzorov.

V kazdej iteracii algoritmu sa zvazky hladaju podla jedinej vytyCenej
podcesty v grafe, Vyhladavacej Cesty (VC). Dizka tejto podcesty moze
byt z praktickych dévodov ohranicenda, ale moéze nou byt aj aktualna
reprezentacia niektorej celej vety korpusu. Takto sa moZe postupne
vyskusat kazda veta korpusu dookola, alebo je veta urcenda nahodnym
vyberom spomedzi vSetkych viet. Tym sa da vyhnut zavislosti vysledku
na poradi viet vo vstupe.

Odovodnenim tohto postupu je predpoklad, ze kazda veta korpusu
vznikla inStancovanim vzorov cielovej gramatiky, preto je rozumné ich
hladat hoci aj v nej. Zaroven by mali byt jednotlivé inStancie vzoru
medzi sebou rovnocenné a hl'adanie ciest podobnych s vyhl'adavacou ich
velku cast vyhladat. Zaroven su viaceré navzajom si podobné vzory
v gramatike ocakavanym a psycholingvisticky prijatelnym stavom.
Do tretice ma kazdy signifikantny vzor pravo vzniku, a tak nie je
nutnostou vyhladat v kazdej iteracii aktualne globalne najsignifikan-
tnejsi vzor celého (obrovského v porovnani s oCakavanym rozsSirenim
priemerného vzoru) korpusu. NavySe je vidcSina vzorov vdaka ich
zavislosti na kontexte relativne nezavisla, ¢im by sa zbytoc¢ne vytvaralo
vela kandidatov vo viacerych iteraciach prakticky bezozmeny.

Identifikacia kandidatov na vyznacné afixy

V kazdom slove vyhladavacej cesty sa algoritmus najprv pokusi najst
afixy. Preto postupne rozdeli dané slovo na rozne zretazenia prefixu,
kmenia a sufixu, kde len kmen je povinnou sucastou slova. Ci je
rozdelenie vhodné sa zisti prehladanim prislusnej casti grafu korpusu
(tvorenej cestami medzi znakmi slova). Myslienkou je, Ze dobré odde-
lenie afixov od kmena ma za nasledok kompaktné retazce s dobrou
podporou v datach. Algoritmus teda medzi sebou porovna skore
pre rozne hypotézy o rozdeleni slova. Vierohodnost danej hypotézy sa
odhadne podla relativnych pocetnosti daného prefixu (len na zaciatku
slova), kmena (vSetky vyskyty) a sufixu (na konci Iubovolného slova).
Dalej sa ale dostane len také rozdelenie, ktoré prekonava globalnu
hranicu urcenu parametrom algoritmu. Obdobné spravanie by sa dalo
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pravdepodobne ocakavat aj od povodného modelu, ak by mal za ilohu
vytvorit gramatiku z korpusu pismen oddelenych medzerami.

Zo syntaktického hladiska sa povazuju slova daného ohybného
slovného druhu, resp. ich tvary so zhodnymi gramatickymi kategoriami
zarovnocenné. Preto su vSetky vyskyty slov s prisluSnymi afixami
vhodnym zakladnym vyberom z grafu/korpusu, na ktorom mozno
hladat novy signifikantny vzor.

VysSie bolo uvedenych pat kategérii reStrikcii  na prvky
oCakavatelnych na danom mieste vzoru predstavovaného modelu. Aby
sa umoznila rovnaka Startovacia pozicia pre kazdu z tychto kategorii a
tak obmedzila moznost kategorickej chyby v rozdeleni slova, vytvori sa
postupne kandidatsky zvdzok s predpokladom kazdej kombinacie
vyberu z tychto reStrikcii. Preto sa pre kazdu poziciu zistia Styri rozne
zakladné vybery: vSetky slova s totoznym najlepSim prefixom, sufixom
a najlepsej dvojice afixov slova a navySe vSetky vyskyty celého slova
(tvaru) z vyhl'adavacej cesty. Uvedené pravidlo sa pravdaze nevztahuje
na vzory Ci tie konStituenty vyhladavacej cesty, ktoré su priliS kratke.

Tvorba kandidatskych zvizkov

Pre kazdi podcestu vyhladavacej cesty a kazda pripustnu
kombinaciu restrikcii sa najde kandidatsky zvdzok. Je to mmnozina
vsetkych ciest rovnakej dizky ako skimand podcesta, ktorych jednotlivé
konStituenty patria do zakladného vyberu prislusného konStituentu
tejto podcesty pri danej resStrikcii. Ak sa dany zvidzok stane vitazom,
povazuje sa to za ,dokaz® o tom, zZe dané rozdelenie slova na afixy je
na danom zvazku spravne a poZadované.

Co sa tyka piatej kategorie, teda Iubovolného slova, tam zrejme
zakladny vyber nie je potrebné vytvarat, tvoria ho vSetky (makro)tokeny
korpusu. Zo zjavnych dovodov zabranenia priliSnému zovSeobecneniu a
chybam je potrebné obmedzit pouzitie tejto restrikcie na maximalne
jednu v kazdom zvidzku, pricom tato nie je vhodna na okraji, kde by
dochadzalo k tazko ovladatelnému pripajaniu slov vhodnejsich
v potencialne viacerych susednych vzorov.

Signifikantnost kandiddtskeho zvdzku

Vyhodnocovanie signifikantnosti daného zvazku je porovnatelné
s postupom Adiosu, aZ na jedno zjednoduSenie. Toto sa vyhyba
nutnosti vyhladat v ramci jednej iteracie vSetky vyskyty vSetkych slov a
bigramov vSetkych ciest zo zvdazkov (potencidalne ide o vSetky slova
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zo zakladnych vyberov), kedZe pracovat s cestami v zviazku ako
postupnostami znakov s roznymi dizkami je nerozumné, ¢o by bolo
pamaéitovo a ¢asovo narocné (este raz, korpus je rozdeleny po znakoch) a
tak obmedzujuce na velkost korpusu. Preto sa podobne ako pri hl'adani
signifikantného vzoru v signifikantnej ceste modelu ADIOS2 beru
zakladné vybery ako jeden konStituent, ktorého vyskyt je zjednotenim
vyskytov prvkov z neho. Vzorec signifikancie zvdzku sa tak premeni na:

P(k)(Z)

P(Z)(Z)
P(k)(Z)ZP(vl)P(v2|vl)P(v3|v1—>v2)~...~P(vk|v1—>v2—>...—>v,H)
P(Z)(Z):P(V1)P(V2|V1)P(V3|V2)'---'P(Vk|vk—1)

kde Z=v,—v,—...—v,=[c,—c,—>...—¢, | Vi:cEV,

S(Z2)=P"(Z)log

Implementacny pohlad na algoritmus

Z pohladu implementacie nie je algoritmus principialne zloZity.
Zakladom implementacie grafovej Struktury su uzly, jednoznacne
identifikovatelné a vyhladatelné podla svojho cisla, z ktorych kazdy
obsahuje pole cisel hran, ktoré z neho vychadzaju a uzlov, do ktorych
tieto hrany vedu. Kladné cislo hrany je uloZené v jedinej premenne;j
s troma bitovymi komponentami (postupne pre ¢islo vety, tokenu a
znaku v tokene). Hrany uzla su usporiadané podla ich cisel, teda
poradia vyskytu daného znaku v korpuse, umoznujuc tak binarne
vyhladavanie. K vetam a (makro)tokenom korpusu sa pristupuje z uzla
hranice, kde su tieto tieZ uvedené v suvislom poradi.

Zakladnou operaciou vyuzivanou pri hl'adani prislusnych ciest v grafe
je prienik dvoch utriedenych postupnosti do novej utriedenej
postupnosti s pripadnym konStantnym rozdielom medzi prisluSnymi
hodnotami (napr. jedného znaku alebo slova). Zakladnymi takymito
postupnostami su bigramy znakov, ktoré vzniknu prefiltrovanim pola
hran veducich z prvého konStituentu. Tieto sa v ramci jednej iteracie
mozu vytvarat podla potreby a keSovat, lebo udrziavat vSetky bigramy
grafu oddelene zbytocne komplikuje implementaciu. Zoznam
zlozitejsich (dlhsich) ciest danej dizky obsahuje vyzna¢né (napr. prvé)
hrany v nich. Takto sa daju technikami dynamického programovania
vhodne usporiadat jednotlivé operacie (napriklad vyhodnocovat
postupne sa predlZujuce kandidatske zvizky), ¢im sa odstrani nutnost
viacnasobného pocitania tych istych dat. Sledované Statistiky su
jednoducho dizky jednotlivych zoznamov.
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Vzhladom na to, Ze sa vnutorna Struktura vzorov ani obsahy tried
ekvivalencie v modeli nevyuzivajui, je mozné tieto data odputat od RDS
grafu a reprezentovat ako textové retazce, podobne ako v priklade
zamysSlaného vzoru. Dolezitym bodom spravneho presmerovavania ciest
grafu je najskor overit, Ze Ziadna Cast danej inStancie vzoru uz nebola
subsumovana tym istym vzorom skor. Sucastou presmerovavania je
mazanie hran v ramci a zniZovanie hodno6t (¢isla slova) vo vSetkych
nasledujucich hranach za vyskytom vzoru. Z dovodu zachovania
invariantov (nutnych pre binarne vyhladavane) je nutné uskutocnovat
dané operacie vo fazach. Hrany na vymazanie sa preto najskor oznacia
(napr. nastavenim odkazu nasledovného uzlu na null), a aZz nakoniec
skompaktovat.

Hladanie zhody medzi frazami a vzormi

Zaver tejto kapitoly bude venovany podobne ako v kapitole 3.2
parsovaniu viet pomocou vzorov gramatiky. Tu sa tieZ naskytuje
moznost uprav interpretacie aktivacii a sposobu ich ziskavania
vyplyvajuca zo zamysSlaného tvaru vzorov nového modelu.

Pritomnost nejakého slovného konstituentu v sekvencii vzoru (naproti
jeho pritomnosti v triede ekvivalencie) je odrazom silnej viazanosti
vzoru na jeho pritomnost vo fraze, ktora je jeho inStanciou. Preto
nepritomnost takéhoto konstituentu, teda napr. sufixu alebo predlozky
svedci o kategorickej nepouzitelnosti vzoru na danu cast parsovanej
vety. Naproti tomu nepritomnost (kmena) slova v prislusnej triede
ekvivalencie nie je dovodom odmietnut dany vzor, ak je prienik
s vyzadovanymi konStituentami dostatocny.

Proces ziskavania aktivacii moze aj vdaka (jednosmernej) hierarchii
vzorov prebiehat postupnym hladanim zhody so vzorom v kazdom
mieste analyzovanej vety v poradi ziskania tychto vzorov. Vychadzajuc
z danej pozicie vo vete, porovna sa prislusna cast vety s predpisom
na kazdom mieste vzoru.

Ak je predpisané priamo nejaké slovo, moze sa pokracovat
porovnavanie s dalSim slovom vety len ak je toto slovo aj na danom
mieste vety (s hodnotou zhody jedna). Ak vzor predpisuje slovo
s danymi afixami, pokracCuje sa len ak sa v slove nachadzaji, pricom
hodnota zhody (dana cast jednotky) zavisi od pritomnosti kmena slova
v danej triede ekvivalencie.
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Predpisany vyskyt iného vzoru znamena preskumanie vSetkych
vyskytov tohto vzoru na danej pozicii, s mierou zhody prevzatou
z daného vyskytu, pricom sa pokracuje v porovnavani slovom
nasledujucim za tymto vyskytom. Trieda ekvivalencie na danom mieste
vzoru sa oSetruje ako zhoda postupne s kazdym jej prvkom.

Takymto sposobom sa zistia vSetky c¢iastoné vyskyty daného vzoru
(vyuziteIné v jemu nadradenych vzoroch). Mierou zhody vyskytu vzoru
je potom sucet vSetkych c¢iastkovych zhod pre jednotlivé Casti sekvencie
vzoru, a tak zhruba zodpoveda diZzke frazy, na ktorej sa tento vyskyt
nachadza (v pripade uplnej zhody je jej rovnd). Vitaznym vzorom resp.
jeho vyskytom (z viacerych moznych) je ten s maximalnou mierou
zhody. Mierou uspesnosti gramatiky postihnit analyzovanu vetu sa
potom stane pomer tejto hodnoty s dizkou vety.
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5 Experimenty a ich vyhodnotenie

5.1 UcCenie sa vzorov nahodnych gramatik

Na preverenie schopnosti prezentovaného modelu ziskavat vzory
obsiahnuté vo vstupnom korpuse sa vykonalo niekolko pokusov
na malych a zjednoduSenych, a tym aj lepSie vyhodnotitelnych umelych
prikladoch. Z dovodu SirSieho zaberu do priestoru moznych kombinacii
konstrukcii sa testovacie gramatiky konsStruovali nahodne. Aby sa mohla
vyhodnotit schopnost gramatiky rozpoznavat afixy, boli tieto gramatiky
modelované podla zamyslaného tvaru ziskanych gramatik.

Generovanie nahodnych gramatik

Za tymto ucelom sa najskor vygeneroval lexikon zdielany vSetkymi
gramatikami. Lexikon bol tvoreny Styrmi triedami KkonsStituentov:
prefixy, sufixy, pomocné slova a napokon vSeobecné slova a kmene.
Pouzité bolo ndhodné rozdelenie diZok slov a zastipenia pismen
v slovach. Tieto kategorie sa rozliSovali kvoli rozdielnym hraniciam
dizky konstituentu, zhrnutom v tab. 1.

Trieda Pocet Minimum Maximum
Prefix 100 2 4
Sufix 100 2 4
Pomocné slovo 100 1 6
Kmen slova 1000 2 8

Tabulka 1: Mohutnost a hranice dlZky tried v lexikone

Vzory gramatik sa vyberali s dizkami od 2 do 5 slov a velkostami
tried ekvivalencie od 2 do 10 prvkov. Pre kazdu poziciu sa zvolila jedna
z piatich tried z kapitoly 4.2 a podla nej sa zvolili jednotlivé casti
z prisluSnych tried lexikonu. Do kategorie ,celé slovo“ sa vyberali
pomocné slova a s pravdepodobnostou 25% aj predchadzajice vzory.
Rovnako tvorili iné vzory maximalne 25% prvkov tried ekvivalencie.
Pouzité rozdelenia su zhrnuté v tab. 2. Takymto sposobom sa vytvorilo
100 umelych gramatik po 30 vzorov.
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Parameter

Hodnota alebo rozdelenie

Dizka vzoru

2:40 %; 3:45%; 4:10% 5: 5%

Velkost triedy ekvivalencie

Vpomerex +3prel <x<7al2-xpre7 <=x<=10

Kategoria pozicie vo vzore

VI:PF:SF:AF:AW=2:1:2:1:1

Podiel vzorov

25% vo VT a max. 25% v AW

Pocet vzorov

30

Pocet gramatik

100

Tabulka 2: Parametre generovania gramatik (VT - verbatim = celé slovo / iny vzor;
PF, SF, AF = rovnaky prefix, sufix, resp. oba afixy s triedou ekvivalencie kmeriov;
AW = lubovolné slovo ¢i vzor ako konecnd trieda ekvivalencie)

Kategoria Max. hibka | Pocet pravidiel | Pocet koreriov | Expresivita
Minimum 2 73 16 934
Maximum 5 105 28 4779 572 228
Median 3 89 23 39 469
Priemer 3,11 89,66 23,19 58 240 884

Tabulka 3: Vybrané (nezavislé) viastnosti generovanych gramatik. Pravidld su spolu
pre vzory aj triedy ekvivalencie. Expresivita je pocet viet generovatelnych gramatikou
(z koreriov; réznym vyberom Vv triedach ekvivalencie). Ako vidno, skiimané gramatiky
nereprezentuju celkom trividlne jazyky.

Testovanie algoritmu

Z kazdej takto generovanej gramatiky sa vyprodukoval korpus 10 000
viet (resp. fraz), na ktorom sa pustila implementacia modelu. Tato
implementacia vyhladavala afixy diZok od 2 do 5, pricom ponechéavala
na kmen slova 2 znaky. Ako globalna minimalna hranica akcepto-
vatelnej signifikancie vzoru bola pouzita hodnota 0,0, ktora zodpoveda
rovnosti medzi vierohodnostami nulovej a alternativnej hypotézy.
Dovodom tejto volby bol ciel preskiamat vSetky potencialne ziskatelné
vzory a apriérna neurcitelnost ,rozumnej“ hodnoty. Algoritmus zastavil
po 1 000 neuspesnych pokusoch vytvorit novy vzor podla nahodne
vybranej vety.

Ziskané gramatiky sa otestovali pomocou miery zhody s prisluSnymi
trénovacimi korpusmi (Zhoda Gieamea @ Liain) @ naopak zhody korpusu
10 000 nahodne vybranych viet generovanych tymito gramatikami a
povodnou gramatikou (Guan @ Licamea. Miera zhody sa merala dvoma
sposobmi: v kategorickom mode sa vyzadovala uplna zhoda celej vety
s nejakym vzorom gramatiky (teda Ze dany vzor vetu generuje).
V druhom sa spocitali podiely vitaznych aktivacii vzorov a poctu slov
v analyzovanej vete. Zhrnutie vysledkov tohto experimentu je uvedené
v tab. 4.
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Kategoria Giearned A Lurain Gurain A Licarnea
Presne Ciastocne Presne Ciastocne
Minimum 3860 6008,01 2266 3488,58
Maximum 8288 9342,83 9688 9730,60
Median 6334 7957,11 7328 7768,04
Priemer 6328,53 7884,53 7232,32 7566,85

Tabulka 4: Zhrnutie vysledkov uspesSnosti akvizicie umelych gramatik

Uspesnost algoritmu

Dosahované hodnoty uspesnosti neboli zavislé na expresivite ani
na maximalnej urovni hierarchie vzorov v trénovacej gramatike. Obe
minima (Ciastocne a presne) sa dosahovali v tych istych gramatikach,
maxima boli v roznych. Takisto uspesnost v jednom smere testu nebola
v priamej zhode s tspesnostou v druhom.

Vlastnostou naucenych gramatik je zniZenda maximalna vyska vzoru
(namax. 2) a vacsi, asi dvojnasobny pocet pravidiel gramatiky.
Expresivita naucCenych gramatik zodpoveda velkosti trénovacich
korpusov a nie je jednoznacne zavisla od expresivity trénovacej
gramatiky (hoci je vZdy mensSia). Expresivita nema degradacny ucinok
na uspesnost (napr. najbohatsia gramatika mala 76% a 90% uspesnost).
Tieto vlastnosti su zhrnuté v tab. 5.

Kategoria Pocet Pocet Narast poctu | Expresivita Pomer
vzorov | pravidiel pravidiel expresivit v %
Minimum 39 112 1,21 492 < 0,01
Maximum 169 368 3,72 133 085 94,53
Median 77 179 1,98 3637 12,02
Priemer 82,24 184,92 2,06 9 300,34 22,88

Tabulka 5: Vlastnosti naucenych gramatik v porovnani s ich trénovacimi (tab. 3)

Zavislost uspesnosti od velkosti vstupu

Uvedené vysledky su uspokojivé, ale nie optimalne. Preto sa na jedne;j

z menej uspesnych (¢islo 85; uspesnost v poradi z tab. 4 4663; 7294,12;
5635 a 6316,33) s vhodnou expresivitiou (5 488; max. uroven 3). Na tejto
gramatike sa sledovala zavislost uspesnosti v teste od velkosti vstup-
ného korpusu. Dalej sa sledovala moznost generovat trénovacie (a na-
sledne aj testovacie) korpusy z kazdého vzoru gramatiky, nielen z tych,
ktoré su v korenoch and-or stromov v grafovej reprezentacii gramatiky.
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Velkost vstupu | Expre- Len z koreriov Z l'ubovol'ného vzoru
(x 1000) sivita Giearned A Lyain | Gurain A Licarned | Giearned A Lirain | Girain A Licarned

2 1380 6470 4748 6032 4983

5 1495 5915 4706 5900 5638

10 1723 5558 4679 6510 5151

15 1839 5253 4706 6542 5449

20 1675 5481 4206 6315 5099

30 1668 5741 4765 6253 5108
40 1701 5492 4601 5295 4988

50 1527 5156 4713 6415 5086

75 1683 5888 4580 6381 5352
100 1697 5887 4592 6255 5149
Priemer 1639,8 5684,1 4629,6 6289,8 5200,3

Tabulka 6: Testovanie réznych velkosti korpusu na gramatike 85. Uvedené hodnoty su
presnej zhody. Hodnoty ciastocnej zhody boli tieZ takmer nemenné, priemerne 6604,
7414, 6722 a 7452.

Z vysledkov v tab. 6 vidiet, Ze uspeSnost gramatiky sa s velkostou
vstupného korpusu nemeni (Co na druhej strane znamena, Ze sa vzor
moze vytvorit aj ked je zahaleny inStanciami inych) a generovanie
zo vSetkych vzorov akvizicii mierne napomaha.

Identifikacia vyznacnych afixov

V ramci predchadzajuceho experimentu sa sledovalo aj pokrytie
vyzadovanych konsStituentov trénovacich vzorov v ziskanych. Ani tu sa
nedosahovali rozdiely v zavislosti od velkosti vstupu. Povodna grama-
tika definovala 19 prefixov, 20 sufixov a 14 vyznacnych slov. Ziskané
gramatiky definovali v prieniku 10, 14 a 33 prvkov kazdej kategorie,
z toho 8, 11 a 6 vyskytujucich sa v povodnej gramatike. Individualne
boli pocetnosti prienikov s povodnymi 12, 13 a 6 prvkov (s minimalnou
variaciou o jednotku). Tento pocet sa zvySil, napr. na 16, ak sa ratal aj
kratsi ziskany sufix (aj ziskané sufixy boli diZky 4). Tieto hodnoty sa
mierne pohli o 1-2 r6znymi smermi, ak sa trénovacie vety generovali
zo vSetkych vzorov, pricom identity (aj spravne) identifikovanych afixov
a slov sa inak nezmenili (bud nejaké pribudli, alebo ubudli).
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Druha generacia ucenia

Tieto aj predchadzajuce vysledky naznacovali, Ze ziskané vzory a
jazyky predstavuju ti c¢ast nahodnych gramatik, ktorta sa je algoritmus
schopny naucit. Toto nepredstavuje z teoretického hladiska neprijem-
nosti: jazyky sa vyvinuli tak, Ze sa dali naucit a zaroven prijatelny
vSeobecny algoritmus ucenia nemusi dokazat uspesSne pracovat
na l'ubovolnom vstupe. Na podporu tejto hypotézy sa na korpusoch
generovanych ziskanymi gramatikami natrénovali nové gramatiky a
porovnali navzajom. Vysledky zhrnuté v tab. 7 a 8 su jednoznacnou
podporou tejto hypotézy: ispesnost novej sady gramatik na pé6vodnych
datach priliS neutrpela, zhoda s prvou generaciou je ale omnoho lepSia.

Kategoria Giearnea A Luvain Gurain 4 Licarnea
Presne Ciastocne Presne Ciastocne
Minimum 2856 5760,59 2919 3672,33
Maximum 7652 8671,33 9560 9560,00
Median 5440 7104,12 6788 7177,09
Priemer 5478,44 7147,56 6744,32 7143,49

Tabulka 7: Zhoda medzi umelymi gramatikami a druhou generdciou ziskanych

Kategoria Giearnea A Luvain Gurain A Licarnea
Presne Ciastocne Presne Ciastocne
Minimum 6546 6642,75 4096 4443,67
Maximum 10000 10000,00 9056 9398§,10
Median 9520 9588,63 7706 8305,50
Priemer 9312,42 9387,51 7530,25 8053,10

Tabulka 8: Zhoda medzi generdciami ziskanych gramatik

VSetky data o presnej zhode (data o ¢iasto¢nej zhode maju podobny
charakter) su vizualizované v grafe 1, kde je zretelna hlavne spominana
nezavislost ispesnosti na expresivite danej umelej gramatiky.
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Graf 1: Uspesnost (presne) 100 gramatik (prvy komponent ndzvu) na korpuse 10 000
viet inej gramatiky (druhy komponent). Art su umelé gramatiky, Tch a Std su prvad a
druhd generdcia natrénovanych. Ddta su usporiadané podla expresivity (poctu genero-
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medzi ziskanymi gramatikami znaci zavislost na zloZitosti konstrukcii a nie ich velkosti.




5.2 Akvizicia slovenského jazyka

Ako hlavny experiment prace algoritmu sa vyskusSalo ziskavanie
vzorov na realnom korpuse slovenského jazyka. Pouzita bola mala cCast
Slovenského narodného korpusu. Tento korpus je neSpecializujicou sa
zbierkou textov sucasného slovenského jazyka z roznych zdrojov a
roznych tematickych oblasti, Stylov a zanrov. Pouzitim takéhoto
korpusu sa tak obtiaznost tlohy pre model zvySila tretim sposobom:
po strate informacie o vyznacnych morfémach v jazyku algoritmus musi
ziskavat vzory z (obtiaznejSieho) slovenského korpusu, ktory navyse
neobmedzuje cielovi skupinu a tym aj zlozitost pouzitych viet (vyuzitie
korpusu Childes v experimentoch s Adiosom tymto nepodlieha kritike,
takéto vety boli vhodné pre moznost vztahovania paralel s realnou
akviziciou prvého jazyka u deti).

Pouzity korpus tvorilo 255 986 automaticky rozdelovanych viet
z viacerych (z hladiska metadat korpusu blizSie neSpecifikovatelnych)
dokumentov, ktoré spolu mali 3 730 279 tokenov (slova, symboly,
interpunkcia) a 15 963 552 znakov bez medzier. Na tomto korpuse bol
natrénovany algoritmus za rovnakych podmienok ako
v predchadzajucich pokusoch. Program zastavil po asi deviatich dnoch
nepretrzitej cinnosti, ked korpus zredukoval na 1 967 805 tokenov
aplikovanim .156 495 vzorov.

Signifikantnost  vSetkych  vytvorenych vzorov sa nezavisle
od pocitovanej relevantnosti a prijatelnosti pohybovala radovo medzi
107 a 10°° Za signifikantné sa na jednej strane povaZovali pravidelné
spojenia Castych slov, na strane druhej (vdc¢Sina druhej polovice
ziskanych vzorov) sa vyberali dlhSie postupnosti jedine¢nych slov (ktoré
boli tymto ¢inom signifikantne previazané).

Algoritmus vyrazne preferoval moznost zaradit Iubovolné slovo
medzi dvojicu viazanejSich pozicii, ¢im sa dosiahla vacsia bohatost
zvazku za cenu jeho priliSného zovSeobecnenia; pocet prvkov prislusSnej
triedy ekvivalencie ale bol mensi ako variabilita viazanych. Aj vdaka
(vedomej) vysokej bohatosti vzorov nanajnizSich urovniach
(postacovala zhoda afixov, bez potreby vonkajSieho kontextu) sa
generalizacnd schopnost vzorov vyssie v hierarchii prudko zvySovala,
¢im utrpela schopnost tychto vzorov docielit zhodu na vzdialenejsich
poziciach v tychto vzoroch.
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Medzi vyznamné pozorované triedy spravania (ziskané vzory)
algoritmu patria:

» Slovné spojenia (nie nutne idiomy) okrem zakladnych ako pouZitie
pomocného slovesa byt, zvratnych sa a si, ¢astych spojeni cCastic a
zamien sa naSli dobre teda, skoda reci, cely den, skolsky rok, pravy
cas, modré oci, svetle vlasy, modry kamen, NR SR, jedného dna,
prosim vas, alebo aj mnohé iné

e Zhody v padoch medzi pridavnymi a podstatnymi menami, medzi
osobou a slovesom ¢i pomocnym slovesom byt a casom,
podmienené frazy a podobne (vid obrazky). Ziskat takéto vzory bolo
hlavhym cielom experimentu, kedze samostatné vyhladavanie
afixov a ich zhod (naukor zavislosti vzorov na kontexte) bolo
hlavnym motivom modifikacie povodného modelu.

+ Ako test bola algoritmu poskytnuta moznost vyberat prefixy slov
ako vyzadované sucasti vzorov. Okrem vhodnych vzorov ako , nikdy
netbol, ..., Zila}* alebo ,najflep,horjsie bude”, ¢i predpon slovies sa
prefixy vyberali velakrat bez vyrazného suvisu medzi jednotlivymi
frazami v prisluSnom zvazku, alebo sa ako prefix vybral kmen slova
(,vSetk”). Podobnosti medzi prefixmi su v jazyku (a vstupnom
korpuse) pocetné, preto algoritmus nemal dovod ich odmietat.

* vo vstupnom korpuse sa nachadzali aj anglické vety, na ktorych
mozno badat podobnost prace nového algoritmu na jednoduchsSom
jazyku s Adiosom. Medzi vybrané slovné spojenia a vzory patrili:
thank you, custard pie, greatest hits, play list, let it, jump back, yoko
ono, Santa Cruz, blind eye, talking back, for you, want to, wishbone
ash, hang fire, passion play, higher love, zo vzorov s triedami
ekvivalencie to bolo napriklad ,,too {young, old, try} to* (kde try bolo
pridané kvoli chybe, ked malo byt to try to) a.i.

Komentar dosiahnutych vysledkov

Zavery, ktoré vyplyvaju z uskutocneného experimentu hovoria, Ze
predchadzajica informacia o vyznac¢nych morfémach v modeli Adios nie
je potrebna, ale zaroven nie je ani potrebné vyhnut sa jej obtiaZnym
spracovavanim korpusu az po znakoch, kedze sa tieto morfémy (a
potvrdenie oich vyznacnosti v podobe zhody sinymi vyznacnymi
morfémami) daji rozpoznat vytvaranim kandidatskych zviazkov
vyzadujucich zhodu vokoli medzier, teda na vzdialenejSich (a
I'ubovolne vzdialenych) poziciach v postupnostiach znakov.
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Na zabezpecCenie gramatickosti viet generovanych vzormi vysSSie
v hierarchii je ale potrebné zachovat zavislost vznikajucich vzorov
na kontexte, teda pevnych (hoci potencialne malopocetnych) vyskytoch
konsStituentov vich bezprostrednom okoli ako v pévodnom model,
ked'Ze dana kombinacia afixov a vyznac¢nych slov moZe byt pouZivana aj
v rozli¢nych vyznamoch (a kontextoch) a navySe je nutné oSetrit fakt, Ze
nie kazda konStrukcia jazyka je viazana na takéto kombinacie
poskytnutim moznosti lubovolného slova na vybranych poziciach
vzoru. Napriek takejto =zavislosti pouzitie dostatotne volného
(respektive nie tematicky ohraniceného) vstupného korpusu nutne vedie
k odklonu generalizacii (nevidenych viet) od sémantickej vierohodnosti,
alebo k vzniku priliS velkého poc¢tu podobnych a prakticky nevy-
uzitelnych vzorov (Co nie je problémom pri akvizicii jazyka ludmi).
Zaroven sa mozno domnievat, zZe tvorba gramatiky aj sémanticky
bezchybnych konsStrukcii a tried ekvivalencie je spojena s pragmatickym
vyuzivanim a naslednym revidovanim nevyuziteInych vzorov.

Na vytvorenie obrazu o vysledkoch behu algoritmu na danom korpuse
zaver tejto podkapitoly bez komentara patri vybranym prikladom
ziskanych vzorov.
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babr bez br checht chov ... Spar Sucht tah zalov Ziad beriem bil bol bola boli ... 'Ubila Siel sli Ziadalo Zila
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6 Zaver

Cielom tejto prace bolo modifikovat a implementovat model Adios
tak, aby bol pouzitelny na korpuse (cielene Slovenského jazyka)
rozdelenom na jednotlivé znaky a bez predchadzajucej znalosti
vyznacnych morfém daného jazyka dokazal vyhladat v korpuse
obsiahnutu informaciu o vizbach slov vyjadrenych ich afixami.

Na prezentovanych vysledkoch sa ukazalo, ze metdéda hladania
postupnosti ciest so zhodami v postupnostiach znakov medzi hranicami
niektorych tokenov alebo vich okoli dokaze vyznacné morfémy
identifikovat a vyuzit vo vzoroch konstruovanej gramatiky.

Na zabezpecenie dodrzZiavania vzdialenych viazieb medzi frazami ale
tento druh informacie nepostacuje, preto je pri vyhladavani korektnych
konstrukcii na urovni slovosledu nutné rozdelovat jednotlivé inStancie
prezentovanych nizkouroviiovych vzorov podla ich vonkajSieho
kontextu ako v povodnom modeli, pricom rozoznanie vhodnych tried
kontextov je vzhladom na variabilitu obsahu a chronicky problém
nizkeho zastupenia celkom rovnakych fraz vo vSeobecnejSom korpuse
problémom hodnym dalSieho skiimania.
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A Programova priloha prace

Na priloZzenom CD nosi¢i sa nachadza pouzita implementacia
algoritmu Amigos vo forme projektu pre vyvojové prostredie NetBeans
4.0 na platforme J2SE od verzie 5.0, volne stiahnutelnej na internetovej
doméne http://java.sun.com. Na rovnakej adrese je mozné stiahnut aj
potrebny interpreter jazyka java pre rozne pocitacové systémy.

Odporucany sposob spustenia programu je pomocou jednoduchého
skriptu run vadresari bin. Program loguje vybrané informacie
do nového suboru vytvoreného kazdym spustenim programu
v podadresari log sucasného adresara; v pripade neexistencie tohto
adresara alebo podobnej chyby sa na toto upozorni prostrednictvom
nefatalnej vynimky v programe. Program sa taktieZ pokusi nacitat
konfiguracny subor amigos.properties v pracovnom adresari. Do tohto
suboru mozno zapisat parametre algoritmu, ktorych identifikatory a
prednastavené hodnoty su uvedené v prilozenom zdrojovom kode
programu (najma triedy amigos.paq.PaQAlgorithm a amigos.paq.LWord).

Ako prvy parameter sa programu zada prikaz. Dolezitymi prikazmi
su build na vytvorenie inicialneho grafu z textovych suborov, run na
samotny beh algoritmu a extract na vypis ziskanej gramatiky a inych
informacii z grafu. Pomocou prikazu help mozno ziskat informacie
o vSetkych prikazoch a ich kratky popis.

Na naslednu pracu s gramatikou sa v adresari nachadzaju aj moduly
pre (aj interaktivny) interpreter jazyka Python (stiahnutelny pod OSI-
certifikovanou licenciou na http://www.python.org). Hlavnym modulom
je grammar.py, kde sa pomocou metod triedy Grammar daju ziskavat
informacie o gramatike, generovat vety a merat zhoda s nimi. Na tpravu
suborov ziskanych prikazom extract Amigosu do podoby spracovatelnej
tymto modulom postaci kombinacia prikazov Standardnych opera¢nych
systémov grep a sed, ktort mozno najst v skrpite ext2grr v adresari bin.
Dalsia trieda modulu, GrammarGenerator sa v spojeni s modulmi
montecarlo a lexicon vyuzila pri konStruovani nahodnych gramatik.
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